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Resumo

Para a defini¢@o de estratégias de oferta em mercado, na vertente da procura, é necessario ter
uma previsao o mais fiel possivel dos consumos para minimizar os desvios associados a diferenga
entre a energia programada e a energia efetivamente consumida. A definicdo de estratégias de
oferta € um processo de anélise de risco, sendo que necessita de uma modeliza¢do da incerteza
associada a esse processo.

Neste contexto, o objetivo desta dissertacdo passa por utilizar técnicas de previsdo probabi-
listica para prever o consumo real para o dia seguinte, baseadas em diferentes varidveis como
0s consumos anteriores e varidveis meteoroldgicas, de forma a criar estratégias de mercado que
minimizem o custo destes desvios, acabando por aumentar o lucro da empresa. Esta dissertacio
encontra-se dividida em duas partes metodoldgicas, sendo que a primeira se relaciona com a pre-
visdo probabilistica do consumo para o dia seguinte, e a segunda com a criagdo de estratégias de
mercado, usando a previsdo probabilistica.

Apesar de existirem alguns métodos de previsdo probabilistica, baseados numa previsdao dos
quantis de forma a parametrizar a incerteza, nesta dissertacao foi aplicado um novo modelo para-
métrico de previsdo probabilistica, com o qual se obtém uma parametrizacdo da distribuicdo beta
associado a previsdo de consumo em cada instante. Esta técnica foi aplicada ao modelo de previ-
sdo, em que a previsdo & realizada para as 24 horas do dia seguinte (dia D+1), com inicio as 12h
(dia D). Foram estudas as varidveis influenciadoras do consumo, tal como valores de consumos
anteriores, varidveis cronoldgicas e varidveis meteoroldgicas, chegando-se ao melhor modelo para
a previsao do consumo para o dia seguinte.

A estratégia de mercado consiste na minimizagdo dos desvios, ou seja, recorrendo a previsao
probabilistica otimiza-se o quantil de forma a obter o quantil mais adequado para a oferta. O quan-
til mais adequado pode ser determinado otimizando um quantil geral, ou seja, 0 mesmo quantil
serd usado para todas as ofertas ao longo do ano, um quantil otimizado para cada més, para cada
dia da semana, para cada hora do dia, ou entdo combinagdes destes quantis.

Relativamente aos resultados, o método de previsio foi comparado com outros métodos Ben-
chmark ja conhecidos, como QR, QRF, QRNN, SVM e NN, e nos indicadores de erro, tanto de-
terministico como probabilistico, o método estudado obteve bons resultados, sendo ligeiramente
melhor em todos os indicadores.

Quanto a estratégia, foram testadas diferentes combinacdes de quantis otimizados, chegando-
se a conclusdo que a estratégia que mais minimiza o custos dos desvios ¢ a média ponderada dos
quantis. A utilizacdo desta estratégia levou a uma reducdo de 18,57% em relac@o ao custo dos
desvios suportado pela empresa.

A utilizacao destas técnicas permitiu poupangas significativas de forma relativamente fécil de
implementacio, uma vez que sido usados modelos de previsdao paramétrica e as varidveis nao sao
complexas, resultando em ganhos consideraveis a custa de pouco esforco computacional.

Palavras-chave: Previsdo de consumos, MIBEL, Previsdo probabilistica, Minimizag¢do de
desvios, Estratégias de oferta em mercado, Otimizagdo de quantis
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Abstract

Here goes the abstract written in English.

To create market strategies, it is necessary to have the most accurate load forecast possible
to minimise the deviations associated with the difference between the scheduled energy and the
energy actually consumed. The definition of supply strategies is a risk analysis process, which
requires a modelling of the uncertainty associated with this process.

In this context, the objective of this dissertation is to use probabilistic forecasting techniques
to predict the real consumption for the following day, based on different variables such as previous
consumption and meteorological variables, in order to create market strategies that minimize the
cost of these deviations, ultimately increasing the company’s profit. This dissertation is divided
into two methodological parts. The first relates to the probabilistic forecast of energy consumption
for the following day, and the second relates to the creation of market strategies using probabilistic
forecasting.

Although there are some probabilistic forecasting methods, based on a quantile forecast in
order to parameterise uncertainty, in this dissertation a new parametric probabilistic forecasting
model was applied, with which a parameterisation of the beta distribution associated with the
consumption forecast at each instant is obtained. This technique was applied to the forecast model,
in which the forecast is carried out for the 24 hours of the following day (day D+1), starting at noon
(day D). Load-influencing variables were studied, such as previous load values, chronological
variables and meteorological variables, arriving at the best model for forecasting consumption for
the following day.

The market strategy consists in minimising deviations, that is, using probabilistic forecasting
the quantile is optimised in order to obtain the most appropriate quantile for the supply. The most
appropriate quantile can be determined by optimising a general quantile, that is, the same quantile
will be used for all bids throughout the year, an optimised quantile for each month, for each day
of the week, for each hour of the day, or combinations of these quantiles.

Regarding the results, the prediction method was compared with other known Benchmark
methods, such as QR, QRF, QRNN, SVM and NN, and in the error indicators, both deterministic
and probabilistic, the studied method obtained good results, being slightly better in all indicators.

As for the strategy, different combinations of optimized quantiles were tested, reaching the
conclusion that the strategy that most minimizes the costs of deviations is the weighted average of
quantiles. The use of this strategy led to a reduction of 18.57% in relation to the cost of deviations
borne by the company.

The use of these techniques has enabled significant savings in a relatively easy to implement
manner, as parametric forecasting models are used and the variables are not complex, resulting in
considerable gains at the cost of little computational effort.

Keywords: Load Forecast, MIBEL, Probabilistic forecast, Deviation Minimization, Market
Strategies, Quantile Optimization
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Capitulo 1

Introducao

Neste capitulo é feita uma contextualizagdo do tema da dissertagdo, bem como a motivagao
para a criacdo de ferramentas de previsdo probabilistica do consumo para otimizacao de estratégias
de mercado. Sao, também, delineados os objetivos propostos e os dados utilizados, tal como a

estrutura da dissertacdo.

1.1 Contextualizacao e Motivacao

A liberalizagdao do mercado energético em Portugal, que teve inicio em 2006, teve como obje-
tivo aumentar a qualidade de servico oferecido e melhorar os precos para os consumidores. Gracas
ao aumento da concorréncia entre diferentes empresas, neste caso empresas de comercializacio,
cada empresa € obrigada a reduzir as suas margens no mercado de retalho, ou seja, cada agente

comercializador tem que oferecer precos mais baixos aos seus clientes de forma a ter lucro.

Desta forma, os proveitos de uma comercializadora estio relacionados com a diferenca entre
0 preco a que a energia ¢ comprada no mercado grossista, que deve ser o mais baixo possivel, e
0 preco a que essa energia ¢ vendida no mercado de retalho. Portanto, é importante minimizar
os custos relacionados com as operagdes no mercado grossista, tanto no mercado SPOT, como
no mercado de derivados (contratos de futuros, forward, op¢des e swaps) como em mercados

bilaterais.

Portanto, para uma gestdo mais eficiente das compras em mercado grossista, independente-
mente do mercado, € imperativo conhecer as quantidades que se pretendem comprar com muita
precisdo, de forma a nao existir um desvio entre as quantidades que se compram e as quantidades
que efetivamente se vendem. Em mercado SPOT tem de existir uma aten¢ao especial uma vez que
estes desvios estdo sujeitos a penalizagdes, que tornam a operacdo mais cara.

Salvo raras situacdes, o controlo dos consumos por parte do agente comercializador ¢ impossi-
vel, uma vez vai sempre existir uma incerteza sobre a quantidade de energia consumida pelos seus
consumidores e, consequentemente, a energia elétrica a comprar no mercado grossista. Assim, de-

vido as penaliza¢des anteriormente mencionadas, torna-se fundamental minimizar toda a incerteza
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nos consumos, de forma a minimizar os desvios entre o consumo real e o consumo comprometido
e, dessa forma, evitar as perdas econémicas devido a esses desvios.

A valorizagdo do consumo comprometido € totalmente dependente da estratégia de procura do
agente comercializador, sendo que € baseada em informacao de previsdo do consumo. Este tipo
de aplicacdo da previsao de curto-prazo € baseada em padrdes de consumo que ja se conhecem e
meteorologia. Estas previsdes podem ser feitas para curto e médio prazo, mas o horizonte temporal
mais importante para o mercado SPOT € a previsao do dia seguinte, uma vez que o mercado com
maior trafego é o mercado para o dia seguinte.

Entdo, a qualidade da previsdo é essencial para a determinacdo da melhor estratégia de compra
no mercado grossista. As técnicas de previsdo de consumos sdo uma drea cientifica muito estudada
desde h4 vdrias décadas como previsdo deterministica, em que o objetivo é prever o valor exato
de um consumo futuro. Mais recentemente, a previsdo probabilistica tem despertado um maior
interesse, uma vez que tradicionalmente a utilizagdo da previsdao apenas requeria a previsao do
valor esperado e ndo a previsao da incerteza associada.

Para definir as estratégias de procura mais adequadas é necessario fazer uma andlise de risco,
o que requer a realizacdo de uma previsao probabilistica do consumo.

Assim, existe uma motivacao por parte das empresas comercializadoras para utilizar ferramen-
tas de previsdo probabilisticas, que proporcionam informacdo estratégica completa e abrangente
para operar em qualquer mercado. Por isso, é necessdrio criar novas ferramentas de previsdo

probabilistica e encontrar as formas mais corretas de as utilizar em contexto de anélise de risco.

1.2 Questoes de Investigacao e possiveis solugoes

Esta dissertacdo pretende obter uma resposta a varias varias questdes tanto relacionadas com
os modelos de previsdo probabilistica a desenvolver, bem como o beneficio econémico obtido.

Mais especificamente, as questdes que se pretendem respondidas sdo as seguintes:
* Quais as técnicas de previsdo com melhor desempenho na previsdo de consumo;

* Qual é o desempenho tipico de previsdo probabilistica, quer para o valor esperado, quer para

a incerteza;

* Como varia o desempenho da previsdo probabilistica com a hora do dia, o dia da semana e

o més do ano;

* Para o modelo de previsdo desenvolvido, qual a melhoria de desempenho relativamente a

modelos de referéncia;

* Quais os custos tipicos associados aos desvios e quais as perdas para o agente comerciali-
zador e como variam essas perdas ao longo dos meses do ano, dos dias da semana e da hora
do dia;
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* Quais as estratégias de procura melhor sucedidadas, recorrendo a previsdo probabilistica e

analise de risco;
* Qual o beneficio econémico da utilizagdo do modelo de previsdo desenvolvido;

As solugdes a estas questoes serdo obtidas através de técnicas de previsdo hibridas que combi-
nam a utilizagdo de redes neuronais e formulagdes de fungdes de probabilidade analiticas. Para a

otimizagao das estratégias serdo usadas abordagens de andlise de risco.

1.3 Objetivos

Com esta dissertacdo pretende-se estudar alguns mecanismos de otimizacdo de estratégias
de oferta em mercado através da utilizacdo de previsdo probabilistica de agregado de consumos.

Pretende-se, assim, cumprir os seguintes objetivos:

* Analisar erros de previsao e desvios tipicos da empresa comercializadora;
¢ Analisar os custos de desvios resultantes do mercado SPOT;

» Estudar e comparar abordagens de previsao probabilistica de consumo, estudando diferentes

combinagdes de varidveis de entrada;
* Modelizar a utiliza¢do da previsdo probabilistica na andlise de risco;

» Simular, ao longo de um ano, a utilizacdo dos modelos desenvolvidos aplicados aos casos

de oferta em mercado da empresa comercializadora.

1.4 Estrutura da Dissertacao

Para além da introdug¢do, esta dissertagdo contém mais 5 capitulos.

No capitulo 1 € feita uma introducgao ao tema, onde se realiza uma contextualizagdo do assunto
e se apresenta a motivacao para o seu estudo. S3o definidas as principais questdes a responder e
os objetivos a cumprir e, por fim, sdo detalhados o desenvolvimento do trabalho em ambiente
empresarial e os dados utilizados.

No capitulo 2, é descrito o estado da arte em relagdo a previsdo probabilistica do consumo.

No capitulo 3, é delineada e explicada a metodologia a seguir na realizagcdo da previsao proba-
bilistica, na otimizacdo de estratégias de mercado e na aplicacio das otimizacdes das estratégias
de mercado.

No capitulo 4, é aplicada a metodologia exposta no capitulo anterior, sendo feita uma anélise
aos dados do consumo, aplicada a metodologia da previsao probabilistica e analisados os seus re-
sultados e comparados com outras técnicas de referéncia, e calculados os resultados das estratégias
de mercado, comparando com os resultados obtidos pela empresa comercializadora.

Por fim, no capitulo 5 sdo registadas as conclusdes mais importantes a retirar deste estudo.
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1.5 Desenvolvimento do Trabalho em Ambiente Empresarial

O desenvolvimento do presente trabalho foi efetuado na empresa de comercializacio de eletri-
cidade Energia Simples com parceria estabelecida pela Faculdade de Engenharia da Universidade
do Porto (FEUP).

A Energia Simples €é a marca da empresa PH Energia, Lda e ¢ uma comercializadora de energia
elétrica no mercado liberalizado. A Energia Simples foi criada em novembro de 2014, com sede
no Porto. Enquanto empresa, tem o compromisso de satisfazer os seus clientes, garantindo que
a oferta de produtos e servigos seja a mais justa. Além da preocupacdo com os seus clientes,
a Energia Simples tem atencdo com o nosso planeta, oferecendo solugdes de autoconsumo que
produzem energia 100% renovavel.

No desenvolvimento deste trabalho, participou-se de reunides semanais com o objetivo de
apresentar o processo da disserta¢do presente e de acompanhar outras dissertagdes feitas no mesmo

ambiente empresarial.

1.6 Dados Utilizados

Os dados utilizados para a realizagédo desta dissertacdo foram os dados do consumo dos clientes
da Energia Simples e dados de previsdes meteoroldgicas para o dia seguinte, para um periodo

compreendido entre 1 de janeiro de 2019 e 31 de dezembro de 2020.



Capitulo 2
Revisao Bibliografica

Neste capitulo € feita, numa primeira parte, uma descricdo do funcionamento do MIBEL, in-
cluindo os tipos de mercado em que se pode participar e as suas principais caracteristicas, € o
processo de cédlculo da valorizacdo dos desvios encontrados. De seguida, € feita uma contextuali-

zacdo das técnicas de previsdo probabilistica de consumos existentes.

2.1 Mercados de Eletricidade

A energia elétrica a grosso é negociada por toda a Europa nos Mercados de Eletricidade.
Grande parte sdo mercados conjuntos de vérios paises, como no caso de Portugal e Espanha. O
Mercado Ibérico de Eletricidade foi criado em conjunto pelos governos de Portugal e de Espanha
de forma a promover a integra¢do e funcionamento conjunto dos sistemas elétricos dos dois paises.
Este processo teve inicio em 1998 e culminou com a abertura do mercado a 1 de Julho de 2007

com o arranque do mercado em toda a sua dimensdo. [5]

O MIBEL apresenta védrios mercados com vdérios produtos, supervisionados por entidades in-
dependentes dos dois paises. Do lado portugués é regulado em conjunto pela ERSE (Entidade
Reguladora dos Servicos Energéticos) e pela CMVM (Comissdo de Mercados e Valores Mobi-
lidrios). Do lado espanhol a supervisao é feita pela CNMC (Comissido Nacional de Mercados e

Concorréncia) e pela CNMV (Comissao Nacional do Mercado de Valores) [6].

Da mesma forma, a gestdo dos diferentes mercados do MIBEL ¢ feita por dois pdlos dife-
rentes, um portugués e outro espanhol. O Operador de Mercado Ibérico Espanhol (OMIE) é
responsavel pela gestdo dos mercados didrio e intradidrio de eletricidade. Este operador participa
no acoplamento dos mercados grossistas de eletricidade da Unido Europeia [7], [8]. O Operador
de Mercado Ibérico Portugués oferece, em conjunto com a camara de compensacio OMICLEAR,
uma plataforma online para derivados de energia, sendo responsdvel pela gestdo do Mercado a
Prazo do MIBEL [9, 10].
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2.1.1 Mercado SPOT Diario

O Mercado Didrio, também conhecido por day-ahead-market, é a plataforma de compra e
venda de energia elétrica utilizada pelos vendedores e compradores da peninsula ibérica. Deste
mercado resulta o preco da energia elétrica para as 24 horas do dia seguinte, que € obtido através
da andlise das curvas de oferta e de procura submetidas pelos intervenientes no mercado. Este mer-
cado arranca diariamente as 12:00 horas CET (Fuso horério central europeu), em conformidade

com os restantes mercados didrios europeus [11].

Assim, os agentes do mercado podem apresentar ofertas ou de venda, caso sejam produtores
de energia elétrica, ou ofertas de compra. As ofertas de venda devem apresentar a quantidade
de energia a vender (MWh) e o preco ao qual essa energia deve ser vendida, por unidade de
energia elétrica (€/MWh). Da mesma forma, o comprador deve apresentar na sua proposta a
quantidade de energia que pretende comprar e o preco que estd disposto a pagar por cada unidade
de energia[12, 13].

Quando termina o periodo de submissdo das ofertas, o operador de mercado, neste caso o
OMIE, forma as curvas agregadas de oferta e de procura. A curva agregada de oferta resulta da
ordenacgdo por ordem crescente de preco das ofertas de venda, enquanto que a curva agregada
da procura resulta da ordenacdo por ordem decrescente de preco das propostas de compra. A
intersecdo destas curvas é o ponto que determina o preco a pagar por todos os compradores aos

vendedores por unidade de energia elétrica, denominado de preco marginal do sistema [13].
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Figura 2.1: Intersecdo das curvas agregadas de procura (azul) e oferta (verde), adaptado de [1]

De notar que uma vez que mercado é partilhado por Portugal e Espanha hd 7 interligacdes
na fronteira dos dois paises, de forma a haver o fluxo de energia entre os dois paises, caso seja
o resultado do mercado. Assim, caso o fluxo determinado pelo mercado seja superior a capaci-
dade de interligacao total entre os dois paises, 0 mercado é separado para os dois paises, onde o
preco resultante para ambos os paises vai ser diferente. A este fendmeno dé-se o nome de market
splitting [14].

Quando hi ocorréncia de desvios neste mercado esta definida no Manual de Procedimentos do

Acerto de Contas um agravamento do valor dos desvios, uma vez que um desvio neste mercado
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leva & impossibilidade da validacdo técnica da programacao e constru¢ido do Programa Didrio de

Base de Funcionamento [15].

2.1.2 Mercado SPOT Intradiario

Ap6s o fecho do Mercado Didrio hd a abertura do Mercado Intradiario. Este mercado é uma
ferramenta importante para que os agentes de mercado possam ajustar o seu programa resultante
do mercado didrio, de forma a melhor adequar a energia comprada as suas necessidades. Assim,
os agentes que no Mercado Didrio foram compradores podem, neste mercado, comprar mais ener-
gia caso ndo tenham conseguido adquirir a energia necessdria, ou entdo vender, caso tiver sido
adquirida energia em excesso.

Assim, este mercado encontra-se dividido em dois tipos de mercado. H4 a realizacdo de um

mercado em leildo, que € estruturado em 6 sessdes com diferentes horizontes temporais [11]:

* 1* sessdo: tem inicio as 14:00h e encerra as 15:00h do dia D. O seu horizonte temporal é de
24 horas, da hora 1 a hora 24 do dia D+1;

e 2%gessdo: tem inicio as 17:00h e encerra as 17:50h do dia D. O seu horizonte temporal é de
28 horas, da hora 21 a hora 24 do dia D e da hora 1 a hora 24 do dia D+1;

* 3% gessdo: tem inicio as 21:00h e encerra as 21:50h do dia D. O seu horizonte temporal é de
24 horas, da hora 1 a hora 24 do dia D+1;

* 4* sessdo: tem inicio a 1:00h e encerra as 1:50h do dia D+1. O seu horizonte temporal é de
20 horas, da hora 5 a hora 24 do dia D+1;

* 5% sessdo: tem inicio as 4:00h e encerra as 4:50h do dia D+1. O seu horizonte temporal é de
17 horas, da hora 8 & hora 24 do dia D+1;

* 6% sessdo: tem inicio as 9:00h e encerra as 9:50h do dia D+1. O seu horizonte temporal é de
12 horas, da hora 13 a hora 24 do dia D+1;

O preco de mercado é encontrado através de um leildo, onde quer vendedores quer compra-
dores podem apresentar as suas propostas de venda ou de compra de energia elétrica, onde devem
de constar entre 1 e 5 trechos de quantidade de energia que se pretende vender ou comprar. Apds
o fecho de mercado a proposta serd emparelhada com o agente que apresentar o preco mais van-
tajoso, ou seja, a oferta com o pre¢o mais barato para um comprador e a oferta com o preco mais
caro para um vendedor [11].

Existe, também, um Mercado Intradidrio Continuo, que é de ambito europeu e permite aos
agentes de mercado que negoceiem com outros agente tanto na mesma zona de preco, como em
zonas diferentes. Este mercado também permite a compra e venda de energia por parte de todos os
intervenientes, de forma a eliminar os possiveis desvios do mercado didrio. Este mercado permite

a negociacdo até uma hora antes da entrega da energia [11].
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Para este caso, a existéncia de desvios depois do encerramento do mercado leva a um agra-
vamento do custo dos desvios. O agravamento € correspondente ao triplo do médulo do valor do
desvio [15].

2.1.3 Contracao Bilateral e PPA

A contratagdo bilateral entre agentes de mercado possibilita a transagcdo de energia entre um
vendedor e um comprador. Com a celebracdo deste contrato uma das partes compromete-se a in-
jetar na rede energia elétrica e a outra parte compromete-se a receber a energia elétrica contratada,
ajustada para perdas, ao preco e condicdes fixadas no mesmo contrato, sendo cada parte responsa-

vel pelos respetivos encargos resultantes da sua participacdo no mercado de eletricidade [12].

Este tipo de contratos sdo extremamente vantajosos uma vez que tornam a compra e venda de
energia menos volatil. O preco € definido previamente, o que € benéfico tanto para o vendedor
como o comprador, pois elimina a imprevisibilidade do preco de aquisi¢do da energia nos varios

mercados, permitindo a ambas as partes conhecer as receitas e os custos da operagao.

Um PPA (Power Purchase Agreement) é um contrato de compra e venda de energia a longo
prazo, realizado entre um produtor de energia renovavel e um comprador. Esta opcdo também
é muito vidvel uma vez que garante a aquisi¢do de garatias de origem, uma vez que a fonte de

energia é sempre verde. [16, 17]

A principal desvantagem deste tipo de contratos prende-se com a incerteza de producio de
energia elétrica numa data futura. E impossivel garantir com toda a certeza que se pode cumprir na
funcdo de fornecer a quantidade de energia contrada, especialmente quando os produtores usam
fontes renovaveis. Assim, este tipo de contratos garantem um preco fixo da energia, mas ndo

garantem o abastecimento da energia contratada.

2.1.4 Mercado a Prazo

O Mercado a Prazo do MIBEL, gerido pelo OMIP, € o mercado de derivados de eletricidade.
Neste mercado € possivel realizar varios tipos de contratos entre vendedores e compradores para
aquisi¢do de energia elétrica em vdarios horizontes temporais (semana, més, trimestre ou ano).
Este mercado tem a particularidade de oferecer a possibilidade de ter entrega fisica da energia
contratada ou utilizar os contratos apenas como um instrumento financeiro na gestao de risco da

operagdo. O MIBEL oferece os seguintes tipos de contratos [13]:

* Contratos de Futuros: Contratos padronizados de compra e venda de energia para um deter-
minado horizonte temporal em que o vendedor se compromete a colocar energia elétrica na
rede e o comprador se compromete a adquirir essa mesma energia na data combinada, pelo
preco combinado. Este tipo de contrato tem a liquidac¢do didria, sendo maioritariamente

usados como instrumentos financeiros.
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* Contratos Forward: Contratos padronizados de compra e venda de energia, semelhantes aos
Contratos de Futuros, mas as margens sdo liquidadas apenas no momento da entrega, sendo

que a entrega fisica é obrigatoria.

* Contratos SWAP: Contratos padronizados, em que se troca uma posi¢do em preco varidvel
por uma posicdo de preco fixo, ou vice-versa, dependendo do sentido da troca. Este tipo
de contratos destina-se a gerir ou tomar risco financeiro, ndo existindo, por isso, entrega do

produto subjacente, mas apenas a liquidacdo das margens correspondentes.

Os contratos mais utilizados no Mercado a Prazo sdo os Contratos de Futuros, que tém dois
tipos de produtos. O Produto Base (Baseload) oferece a mesma quantidade de energia para todas
as horas de um determinado periodo, enquanto que o Produto Pico (Peakload) oferece a mesma
quantidade de energia para as 16 horas de pico dos dias tteis de um dado periodo.

Este tipo de contratos, a semelhanga dos contratos bilaterais ¢ PPA’s garantem um preco fixo
e uma quantidade de energia contratada, mas, por outro lado, o comprador ndo consegue ter a
certeza da quantidade exata que vai ser consumida na data futura, pelo que pode estar a contratar

demasiada energia para um determinado periodo futuro.

2.1.5 Desvios

Segundo o Regulamento UE2017/2915 [4, Art.2°], um desvio € definido como "uma quanti-
dade de energia calculada para um agente de mercado responsavel pela liquidacdo dos desvios e
correspondente a diferenca entre a quantidade atribuida a essa parte responsavel e a posicao fi-
nal da mesma parte, incluindo os ajustamentos de desvios aplicados ao dito agente responsavel,
num dado periodo de liquidacdo de desvios". De forma mais resumida, um desvio é entendido
como a diferenca entre a energia adquirida por um agente no seu respetivo mercado, e a energia
efetivamente consumida pelo mesmo.

Assim, o cdlculo da quantidade de energia atrbuida, do ajustamento do desvio e o desvio é
realizado pelo Operador da Rede de Transporte (ORT) de cada zona de programagdo. O desvio
deve, também, indicar a quantidade e o sentido da transacdo entre o agente de mercado responsavel
pela liquidacdo dos desvios e o ORT. Desta forma, os desvios podem ser negativos, caso haja um
défice de energia por parte do agente responsavel pela liquidagdo de mercado, ou positivo, caso
haja excesso de energia por parte do agente de liquidagdo de mercado [4, Art.54°].

O prego a pagar pelos desvios € definido pelo cada ORT e o sentido das liquidagdes é realizado

da seguinte forma:

Preco de Desvio Positivo Preco de Desvio Negativo

Desvio Positivo | Pagamento do ORT ao agente | Pagamento do agente ao ORT

Desvio Negativo | Pagamento do agente ao ORT | Pagamento do ORT ao agente
Tabela 2.1: Pagamento dos desvios, adaptado de [4, Art.55°]
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A liquidacdo dos desvios € um mecanismo importante para a eficiéncia do sistema elétrico.
Funciona como um incentivo a compra exata da energia necessaria. Os compradores ndo devem

comprar energia em excesso, uma vez que o excesso traduz-se num custo adicional.

2.2 Previsao de Consumos

A previsdo dos consumos € uma ferramenta importante e ja desde hé bastante tempo estudada.
Uma previsao de qualidade ajuda a empresa comercializadora a comprar a quantidade de energia
necessaria de forma a corresponder as suas necessidades.

Os métodos mais explorados de previsdo de consumos sdo os métodos deterministicos. Estes
métodos oferecem uma previsdo baseada no valor médio e assume que todos os valores futuros
sdo0 uma combinacdo de diferentes varidveis anteriores ja conhecidas, como o consumo em dias
anteriores, por exemplo.

Recentemente tem-se explorado outro tipo de previsdo, a previsdo probabilistica. Este tipo de
previsao tem como objetivo indicar um valor de probabilidade a um certo acontecimento. Assim,
ao minimizar a incerteza obtida é possivel chegar a um intervalo reduzido em que a probabilidade
do valor real estar fora desse intervalo € muito reduzida. Para alcancar este intervalo ha diversos

métodos, que vao ser descritos abaixo.

2.2.1 Variaveis Influenciadoras do Consumo

Devido a dispersdo da rede elétrica, o consumo em diferentes zonas dificilmente € o mesmo,
variando tanto com a quantidade de utilizadores num certo ponto e com a hora do dia em que se
encontra.

Desta forma, € fundamental entender quais as varidveis que influenciam o consumo num dado
ponto, para conseguir realizar uma previsao precisa do consumo.

Assim, segundo [18], as varidveis que mais influenciam o consumo elétrico podem ser dividas
em fatores meteoroldgicos, e fatores calendérios e temporais.

Os fatores meteroldgicos englobam o conjunto do clima, definido pela média da meteorologia
numa dada zona num determinado espago de tempo, e as variacdes mais pontuais das varidveis
climatéricas, como a temperatura, velocidade do vento, irradidncia ou humidade.

Por outro lado, os fatores calendarios e temporais estio ligados as quantidades de base e pico
dos consumos. Num dia de semana (segunda a sexta-feira) é esperado um consumo mais elevado
comparativamente a um dia de fim de semana ou um feriado. Durante o dia, também ¢é esperada
uma variag@o dos padrdes de consumo, conforme a hora que se observa.

Existem ainda outros fatores que influenciam o consumo elétrico, tais como o tipo de consu-
midor (doméstico ou industrial) que ndo devem ser ignorados.

Assim, as varidveis consideradas na previsdo de consumos do dia seguinte sdo [19]:
e Hora do dia, A;

¢ Dia da semana, D;
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e Més do ano, M;

* Consumos anteriores, Cp ;. Geralmente € considerado o consumo na hora do dia em que se

realiza a previsdo (Cp) € o consumo na mesma hora do dia da semana anterior (Cp_g ).

* A temperatura atmosférica, tanto no dia (7p), como na semana anterior, a hora que se pre-

tender prever Tp_¢

Normalmente as varidveis i, D e M sofrem transformacgdes de forma a tornarem-se ciclicas,

ajudando ao processo de previsao.

2.2.2 Horizontes Temporais

Um aspeto importante a ser decidido antes de efetuar previsdes € definir o horizonte temporal
da previsao. Segundo Hong [20], o horizonte temporal pode ser dividido, de modo geral, em pre-
visdes a longo prazo e previsdes a curto prazo, sendo que sio consideradas de curto prazo até duas
semanas apds a hora definida. De notar que também é possivel encontrar outras denominacdes,
como previsdes a muito curto prazo ou previsdes a médio prazo.

A defini¢do do horizonte temporal é essencial para a qualidade da previsdo, visto que uma
metodologia para uma previsiao a curto-prazo nao terd um desempenho 6timo quando aplicado a
um horizonte temporal a longo prazo.

Assim, pretende-se realizar a previsao para o dia seguinte, que engloba as seguintes varidveis:

T | | = | 5 | = |
Con }Cansumc

[

Varidveis Temporais

=
= . =
E

Figura 2.2: Horizonte Temporal e Varidveis usadas na Previsdo de consumo para o dia seguinte

2.2.3 Modelizacao da Incerteza

A incerteza é o parAmetro principal quando se realiza um previsdo probabilistica. Hong [20]
define que as previsdes probabilisticas sdo representadas por funcdes de distribuicdo de proba-
bilidades ou sob a forma de quantis, densidades ou intervalos. No mesmo artigo conclui que a

modelizacdo da incerteza pode ser feita de trés formas diferentes:

¢ Incerteza na entrada: De forma a introduzir incerteza na entrada, € realizada uma modeliza-
¢do estocdstica na entrada, ou seja, sdo introduzidas entradas aleatdrias, de acordo com uma

distribui¢@o ou intervalo pré-definido.
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* Incerteza na base de conhecimento: O uso de alguns modelos, como os KDE, permitem a

introdugdo de incerteza.

* Incerteza gerada por cada modelo: E muito comum o mesmo modelo, quando executado di-
versas vezes, ndo apresentar o mesmo resultado. Assim, agregado todos os resultados finais
(saidas) de um determinado modelo obtém-se uma distribui¢do que modeliza a incerteza da

previsao.

2.2.4 Técnicas de Previsao Deterministica

As técnicas de previsdo mais utilizadas sdo as chamadas de Técnicas de Previsdo Determinis-
tica. Estas técnicas s@o estudadas e utilizadas ha relativamente bastante tempo, € o objetivo € obter
um valor tnico para a varidvel que se pretende prever. Os modelos sdo normalmente puramente

matematicos, e os mais utilizados sdo [21]:

2.2.4.1 Métodos Regressivos e Séries Temporais

Estes métodos baseam-se em relacionar as vardveis de entrada com a saida através de equagdes
matemadticas lineares, partindo de valores anteriores. No caso da previsdo de consumos, estas
equagdes traduzem a relag@o entre o consumo previsto e os diferentes fatores que influenciam o

consumo. Estes modelos podem expressar matematicamente por [22]:

y = Bo+ Bix1 + Baxz + Brxi + ... + € (2.1)

Nesta formula, y é o consumo, x; sdo as varidveis utilizadas passadas utilizadas, P sdo os
coeficientes de refressdo e € € o coeficiente do erro associado.

Semelhantes aos Métodos Regressivos, as séries temporais sdo usadas também para expressar
uma relagdo entre entradas e saida, utilizando valores anteriores e atuais de varidveis e acrescen-
tando varidveis que modelizam o erro que possa existir entre valores reais e previsto [23].

Um dos métodos muito utilizados é conhecido como ARMA (Auto Regressive Moving Ave-
rage), que € uma combinagdo da parte Auto-Regressiva (AR), que se refere aos valores passados
da varidvel que se pretende prever, juntamente com a parte de Média Mével (MA), que se refere
aos valores de ruido anteriores. [24]. Este método deve ser repetido algumas vezes de forma a
apurar os coeficientes de ruido, garantindo assim que estes se encontram adaptados a previsdo que
se pretende realizar. [25]. Porém, este modelo tem uma limitag@o importante de referir. Apenas se
pode usar o modelo quando a série for estaciondria, ou seja, os dados ndo dependem do horizonte
temporal em que sdo retirados.

De forma a tornar este algoritmo capaz de ultrapassar a limitacdo referida, foi criado o modelo
ARIMA (Auto Regressive Integrated Moving Average), onde se faz uma diferenciacdo da série
temporal, tornando qualquer série estaciondria [24].

Atualmente existem diversas variantes deste método, que se distinguem pela forma de dife-

renciacdo ou pelo tipo de varidveis que sdo utilizadas. [24]. Por exemplo, se o atraso considerado
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numa varidvel for superior a 1, o modelo é considerado de seasonal ARIMA (SARIMA). Quando
o modelo depende de outras séries temporais ¢ considerado ARMAX [24].

Estes modelos foram usados com sucesso por Cuaresma et al. [26] para previsdo de precos
no mercado alemao de eletricidade.

Atualmente, estes modelos s@o mais usado em conjunto com outras técnicas, formando mo-
delos hibridos. E o caso de Cui e Peng [27], que utizam um modelo ARIMAX para prever o

consumo a curto prazo, concluindo que o modelo é muito efetivo.

2.2.4.2 Redes Neuronais

As ANN (Artificial Neural Networks) sdo dos modelos mais conhecidos e mais utilizados de
inteligéncia artificial. As redes neuronais foram criadas para simular o cérebro biolégico de forma
a chegar a resultados mais precisos. Assim, uma rede neuronal é constituida por varios neurénios,
que recebem informacdo e através de férmulas pré-definidas geram uma saida, que passardo ao

préximo neurdnio.

Figura 2.3: Representacdo de um neurénio de uma rede neuronal, adaptado de [2].

Nesta figura pode-se ver que um neurénio recebe de outros neurénios que estdo ligados deter-
minados valores, x, com determinados pesos, w, € a combinagdo dessas entradas gera a saida, a
ser passada para o neurénio seguinte.

Uma rede neuronal é, entdo, um conjunto de varios neurénios, divididos em diferentes cama-
das. A camada de entrada sdo os neurdnios que recebem as entradas, ou seja, as varidveis que
se pretendem considerar. As camadas escondidas sdo as diferentes camadas onde os célculos sdao
realizados de forma a ter a melhor saida possivel. A camada de saida é a camada que recebe os

valores calculados das variaveis de saida.

Figura 2.4: Exemplo de rede neuronal, adaptado de [2]
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Para o método funcionar, € necessdrio realizar o treino da rede neuroral. Este processo consiste
em fornecer a rede uma série de entradas e saidas e a rede encontra a melhor forma de encontrar
as saidas com as entradas fornecidas. A rede neuronal minimiza o erro quadrético médio entre as
saidas fornecidas e as saidas obtidas de forma a encontrar a rede 6tima.

As redes neuronais podem ser dividias em dois tipos [3]. O primeiro sdo as Feed Forward
em que cada neurénio de uma camada comunica com todos os neurénios da camada seguinte.
O sentido da informacgdo € unidirecinal, comeg¢ando nos nés de entrada, passando pelos nés da

camada escondida, acabando nos nds de saida [28].

l ( Camada d= Saida

(Camada Escondida

Camada d= Entrada

Figura 2.5: Exemplo de uma rede neuronal Feed Forward, adaptado de [3].

O outro tipo sdo as Feed Backwards, que estdo dotadas de uma capacidade de armazenar
"memoria"em estados. Assim, ao longo do tempo estas redes neuronais permitem uma otimizacao
dos valores dos neurénios anteriores [3].

Entrada Saida

Camada d=

Entrada Sinapse Camada Sinapse Camada d= Saida

Figura 2.6: Exemplo de uma rede neuronal Feed Backwards, adaptado de [3].
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2.2.4.3 Support Vector Machine

0O método SVM € uma metodologia de classificacdo e regress@o de dados, baseada em técnicas
nao-lineares do tipo kernel. Devido a sua capacidade de reconhecimento de padrdes, este método
tem sido aplicado a previsao, incluindo a previsao de consumos.

Apesar de ser semelhante as redes neuronais, este método mapea dos dados de entrada (line-
ares) numa dimensdo superior através de uma funcdo do tipo kernel. Assim, os dados sdo mais
faceis de processar em termos computacionais. Os dados sdo novamente convertidos para o espago

linear, obtendo os resultados pretendidos [29].

2.2.5 Técnicas de Previsiao Probabilistica

As Técnicas de Previsdo Probabilistica sdo, também, um campo estudado hd bastante tempo,
mas apenas recentemente comecaram a ser aplicadas a previsao de consumos. O objetivo destas
técnicas € obter uma distribui¢ao probabilistica da previsdo, de forma a modelizar toda a incerteza
que é comum ao problema da previsdo. A incerteza pode ser modelizada de diversas maneiras. Ao
modelizar a incerteza nos dados de entrada consideram-se valores aleatdrios, de acordo com uma
distribuicao ou um intervalo. Na modelizacdo na base de conhecimento a incerteza é modelizada
no préprio modelo em si. E possivel também modelizar a incerteza a partir da agregagdo de resul-
tados obtidos através da execugdo sucessiva do mesmo modelo, obtendo assim uma distribui¢do
dos resultados.

De seguida sdo apresentados os métodos mais comuns.

2.2.5.1 Quantile Regression

Passando para métodos probabilisticos, Bazionis [25] expde alguns dos métodos mais usados,
sendo que se podem retirar alguns para a previsao probabilistica do consumo.

Em primeiro lugar, os métodos de QR partem do principio da utiliza¢do de quantis para apro-
ximar a func¢@o de distruibuicio de probabilidade [25]. Este método parte do método de regressao
linear normal, mas adiciona parAmetros que permitem modelar os quantis. Fazendo a soma de
todos os quantis € possivel encontrar a PDF da varidvel pretendida, neste caso o consumo.

Assim, pode-se partir da seguinte equagdo: [30]

y=Px+e 2.2)
Nesta expressdo, § representa a varidvel a prever-se, B é um vetor com os parametros de
otimizagdo, x sdo as varidveis de entrada e € é um valor aleatério de erro.
2.2.5.2 Kernel Density Estimation

O KDE ¢ uma forma de estimar uma PDF de uma varidvel a partir de dados previamente

conhecidos.
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Para realizar este método € necessario definir uma funcao kernel e centrar essa funcdo em cada

ponto conhecido. Depois, a PDF da fungao € obtida seguindo a seguinte equagao:

F) = Y K(— 2.3)

1 & x—x; )
i—1
Nesta equacdo, n € o nimero de pontos da amostra, K é a fungao de kernel, h é o parametro de
amortecimento e x; ¢ o ponto da amostra.
Ao fazer a soma e todas as fungdes, e normalizando através da divisdo pelo nimero de amostra,

é obtida a PDF da varidvel que se pretende prever.

2.2.5.3 Neural Network Quantile Regression

Uma QRNN € uma agregacado de dois métodos ja analisados previamente. Enquanto que uma
Quantile Regression ¢ uma modelizacdo linear do problema, o QRNN utiliza redes neuronais para
modelizar o problema de forma nfo linear [31]. De seguida, utilizando uma regressdo linear é
possivel determinar os quantis e obter uma distribuicdo probabilistica da previsao.

Este método foi utilizado para a previsdo do consumo em algumas outras ocasides.

Recentemente, Deng et Al. [32] utilizaram este método para prever o consumo em areas
residenciais, concluindo que o seu modelo baseado em QRNN obtia grandes melhorias em relagdo
as técnicas mais utilizadas.

Este método também foi utilizado por Gan et Al. [33] para realizar uma previsio probabilitica
de consumos, onde concluiram que a QRNN obtia os melhores resultados em todos os indicadores

dos métodos testados.

2.2.5.4 Quantile Regression Forests

Este método foi proposto e desenvolvido por Meinshausen [34] e baseia-se na técnica das
florestas aleatérias. O QRF é uma composicdo de vdrias arvores de decisdo que respondem a
um algoritmo de regressdo probabilitico [35]. A construcio das drvores da floresta consiste em
treinar a cada N observagdes, ou seja, a cada arvore é fornecido um subconjunto do conjunto de
treino. [36].

De forma a prever o consumo, Zhang et Al. [37] aplicaram este método, obtendo resultados
muito promissores.

Pouco tempo depois, a mesma equipa apresentou uma metodologia semelhante [38], usando o

mesmo método, que também resultou numa melhoria da previsao.

2.2.5.5 Métodos de Ensemble

Os métodos de Ensemble sao métodos que t€m sido cada vez mais utilizados para realizar pre-
visdes probabilisticas. Estes métodos consistem na realiza¢do de previsdes deterministicas vérias

vezes em paralelo. Como os diferentes métodos apresentam resultados ligeiramente diferentes
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cada vez que sdo utilizados, mesmo com as mesmas entradas, o resultado final da agregagao dos
resultados ird ser uma PDF, da qual se pode retirar conclusdes [39].

Li et al. [40] usaram um Emsemble de SVR para efetuar a previsdo do consumo elétrico a
curto prazo, obtendo resultados muito promissores.

Ribeiro et al. [41] usaram um Emsemble de redes neuronais do tipo wavelet para prever o con-
sumo a curto prazo, obtendo resultados que obtiveram uma melhor performance que os restantes
modelos testados.

Zhang e Wang [42] utilizam um método de decomposicao espectral para filtragem de dados,
que depois foram aplicados a um Ensemble de métodos ARIMA e SVM para previsdo a curto
prazo, e concluiram que o método obteve bons resultados.

Chen et al. [29] utilizaram, também, um Ensemble baseado em redes neuronais, obtendo bons

resultados.

2.2.6 Indicadores de Erro Deterministico

Para determinar a qualidade das previsdes ha inimeros indicadores que podem ser usados.
Meer [43] compilou uma lista, de onde foram retirados alguns dos mais utilizados.

O mais comum é o MAE (Mean Absolute Error, que é um indicador da precisdo de um método
[44]. O valor do MAE € dado pela seguinte férmula [44]:

1 & .
MAE = - Y lyi—¥il (2.4
t=1

Nesta equagdo, n é o nimero de elementos, y; € o valor real do consumo e y; € o valor previsto
do consumo.

Outros indicadores importantes sdo o MSE (Mean Square Error) e o RMSE (Root Mean
Square Error) que é dado pela expressdo [44]:

1

MSE ==Y (i —yi)? (2.5)

1 n
RMSE = , | p Y Gi—i)? (2.6)
t=1

Também € usual usar uma normaliza¢do do RMSE (nRMSE), de forma a perceber se a previsao
contém erros muitos grandes [45].

100 ¢

MAPE— Z’yl l

2.7

De forma a avaliar o Bias de uma previsao, ou seja, se um modelo subestima ou sobrestima,
deve-se usar o Mean Bias Error (MBE). A vantagem deste indicador é que caso o valor seja
elevado e positivo pode-se concluir que o modelo sobrestima bastante. Porém, tem a grande
desvantagem de ser dependente da escala e ndo indicar onde se encontram os erros. O MBE ¢é
dado por [46]:
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D=

MBE = i — i) (2.8)

S| =
-
Il
—_

2.2.7 Indicadores de erro Probabilistico

Uma vez que a previsdo probabilistica € uma drea da previsdo que apenas recentemente co-
mecou a ser estudada de forma mais profunda, os indicadores de erro probabilistico ainda nao se
encontram muito estabelecidos [20].

Para avaliar uma previsao probabilistica, Pinson et al. [47] definiram trés critérios que devem
ser tomados em conta: reliability, sharpness e resolution.

Reliability, ou calibracdo, ¢ um aspeto muito importante de uma previsdo, uma vez que avalia
a semelhanca entre a distribuicdo de uma previsdo e a distribuicdo dos valores observados.

Shapness refere-se ao grau de informacao que a previsao probabilistica contém. Assim, sharp-
ness torna-se um critério muito importante na defini¢do de uma previsdo probabilistica, uma vez
que um valor elevado traduz-se numa reducgdo da incerteza.

Resolution é um critério relacionado com a variabilidade da previsdo probablistica [47].

Assim, o objetivo de uma previsdo probabilistica € garantir que a distribui¢c@o prevista se en-
contra dentro do intervalo de previsdo definido. De forma a determinar se uma previsao se encontra
dentro do intervalo estabelecido, é usado o Prediction Interval Coverage Percentage (PICP), dado
por [44]:

1 n
PICP ==Y ¢ (2.9)
=
em que

1, se y;€[L;Uj.
0, S€ i ¢ [L,‘;Ui].

Na formulacdo acima, L; € o limite inferior do intervalo de previsdo definido e U; € o limite
superior.

Porém, a avaliacdo do PICP pode ser enganosa, uma vez que uma previsdo com um intervalo
alargado pode levar a valores elevados de PICP. Mesmo o ideal serd ter um valor elevado de PICP,
também € ideal ter um intervalo mais pequeno [44].

Assim, é usado o Prediction Interval Normalized Average Width (PINAW) que avalia o inter-
valo de previsdo obtido, e é dado por [44]:

PINAW = (Ui — L) (2.10)
=1

1
ﬁi
Nesta equacdo, R é a diferenca entre os valores minimos e maximos obtidos, sendo uma varia-
vel usada para normalizar o resultado.
O Continuous Ranking Probability Score é um indicador que avalia simultaneamente a Re-

liability e sharpness de uma previsdao. E um indicador robusto que tem a vantagem de, ao ser
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aplicado a uma previsio deterministica, indicar o erro absoluto, pelo que permite uma compara-
cdo justa entre previsdes probabilisticas e deterministicas. Assim, o CRPS pode ser definido como
[48]:
Foo 5
CRPS(Fx) = [ (FO)-T(r<9)?) @.11)
Em que F(y) representa a PDF prevista e I' é uma fungdo de Heavyside. Um valor baixo
de CRPS ¢ um bom indicador de que a previsdo é boa, uma vez que este valor estd diretamente
relacionado com o erro absoluto de uma previsao.
De forma semelhante ao CRPS, utiliza-se também a funcdo de Pinball Loss. Esta fungdo

aplica-se mais aos métodos de previsdo por quantis e pode formulada por [34]:

(I=1) 9=y, se >y

LT ==
T 9c—vl, se Yo <.

Onde §; € a previsdo para o quantil T e y é o valor real. Um valor baixo de Pinball Loss é

indicativo de uma boa previsao.

2.2.8 Modelos Benchmark

Um Modelo Benchmark € um modelo utilizado como comparagdo com o modelo de previsdao
que se pretende testar. Este modelo tanto pode ser um modelo j4 existente, como pode ser um
modelo criado apenas para o caso a estudar. A comparagdo com estes tipos de modelo é uma
forma mais robusta de avaliar o desempenho de um modelo, uma vez que é possivel avaliar os
erros de cada modelo e classificar as suas performances.

Gan et al. [33] utilizam trés modelos diferentes de Benchmark no estudo do seu modelo.
O primeiro é um modelo de regressdo linear mdltipla, que € usado com o propésito de detetar
outliers. O segundo modelo ¢ do tipo ANN e é usado em paralelo com o primeiro de forma a
apenas considerar a incerteza da temperatura. E também usado um modelo de QR linear.

Bracale et al. [36] utilizam, também, trés modelos de Benchmark. O primeiro é uma com-
paragdo do valor previsto do consumo com o valor real observado. Os outros dois modelos sdo
baseados em QR.
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Capitulo 3
Metodologia

Neste capitulo é exposta a metodologia de forma a realizar a previsdo probabilistica e a cal-
cular os custos com os desvios, bem como a melhor forma de utilizar os resultados da previsao

probabilistica.

3.1 Previsao probabilistica

Enquanto que uma previsdo deterministica do consumo prevé um valor Unico do consumo
para uma determinada hora, uma previsdo probabilistica prevé uma funcdo de distribui¢do de
probabilidade para os valores possiveis. Simplificando, uma previsdo probabilistica oferece um

leque de futuros possiveis e atribui uma probabilidade a esse futuro.

3.1.1 Quantis

Em andlise estatistica e probabilistica, os quantis sdo divisdes de uma distribui¢do probabi-
listica em intervalos continuos com probabilidades iguais. Exemplificando, se uma distribuigio
probabilistica for dividida em dez quantis, cada quantil representa uma divisdo da distribui¢do em
intervalos que representam 10% da probabilidade de um valor ser o valor real.

Desta forma, um quantil indica a probabilidade do valor real ser menor ou igual ao valor que

corresponde ao quantil, ou seja:

Pr(X <x)=Q(x) 3.1
Onde:

* Pr(X < x) corresponde a probabilidade do valor valor real X ser menor ou igual ao valor

previsto x;
* Q(x) corresponde ao quantil do valor x.

No gréfico da figura 3.1 mostra uma previsdo probabilistica do consumo de um determinado

instante ¢:

21
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Exemplo de previsao probabilistica

23,00
22,75

22,55
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20,96
21,00
20,50 |
20,00

5 10 15 20 25 30 35 40 45 50 55 60 65 70 75 80 85 90 95

Quantil

Consumo (MWh)

Figura 3.1: Exemplo de previsdo probabilistica para um instante ¢.

A previsdo encontra-se dividida em vinte intervalos, cada um representando uma probabilidade
de 5% do valor previsto ser o valor real. Por outro lado, este grafico também permite compreender
que a medida que o quantil aumenta, também a previsdo do consumo. Assim, o quantil 95 indica
que ha uma probabilidade de 95% do valor do consumo para a hora ¢ ser menor ou igual a 22,75
MWh.

3.1.2 Funcao Beta inversa

A distribuicdo Beta é uma distribuicdo probabilistica que é modelizada a partir de dois pa-
ramentros, normalmente designados por alpha e beta, que controlam o formato da distribuicao.
Estes parametros devem ser sempre positivos de forma a conseguir modelizar a distribuigao.

Assim, a fungio Beta é uma fungdo que dados, os coeficientes alpha e beta e um valor de
previsdo, retorna um valor de probabilidade desse valor ser o valor real.

A funcdo beta inversa faz o contrario, ou seja, fornecidos os pardmetros alpha e beta € um
valor de probabilidade, entre 0 e 1, retorna um valor previsto. Realizando esta operagao para todos
os quantis desejados, é obtida uma distribui¢do probabilistica do consumo para um determinado

instante.

3.1.3 Metodologia Beta Parameters Estimation

O método BETAPARES, ou Beta Parameters Estimation é uma metodologia que recorre a
duas previsdes prévias do valor médio e da varidncia para estimar os pardmetros alpha e beta

que servem de entradas para a funcdo beta inversa. Assim, apds a estimacdo dos pardmetros, a
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funcdo beta inversa devolve um valor de consumo consoante o quantil que se pretende prever.
Para este caso em particular, para a previsdo do valor médio foi feita uma previsdo deterministica
do consumo, recorrendo a redes neuromais, e para a previsao da varidncia foi feita uma previsao
do consumo ao quadrado, também recorrendo a redes neuronais.

O fluxograma mostrado a seguir mostra de forma simplificada os passos a seguir para conse-

guir aplicar este método.

| Mormalizar as entradas

v
| Realizar a previsao |

normal & a previsdo
guadrada

h J

Ajustar os valores das
previsties normal e
quadrada

h J

Calcular os coeficientes
alpha e beta

¥

Utilizar a funcdo beta

inversa para prever o

consumo para cada
quantil

Sim

Figura 3.2: Fluxograma contendo 0s passos a seguir para conseguir realizar uma previsio proba-
bilistica usando o método BETAPARES.

3.1.3.1 Inputs do método BETAPARES

O método BETAPARES [49] € uma técnica que transforma uma previsao deterministica numa
previsao probabilistica. Antes de comegar todos os valores de input devem de estar normalizados,
para que a estimacao dos parametros alpha e beta ocorra sem problemas.

A normaliza¢do dos dados do consumo foi feita segundo a seguinte expressao:

= = Cnin. (3.2)
Cinx — Chiin
Onde:

* C] corresponde ao valor normalizado do consumo, no instante ;



24 Metodologia

* (; corresponde ao consumo no instante #;
* Cyin corresponde ao valor minimo do consumo resgistado;
* Cyuax corresponde ao valor maximo registado.

O instante ¢ corresponde a uma data, que contém informagao sobre o ano, o més, o dia do més
e a hora do dia, para o qual existe um consumo.

De notar que sempre que as varidveis se encontrarem acompanhadas do apéstrofe ('), estas
referem-se aos valores normalizados.

Com os dados normalizados devem-se, entdo, realizar as previsdes deterministicas.

De modo a realizar as previsdes recorrendo a redes neuronais € preciso dividir os dados co-
nhecidos em dois grupos, o grupo de treino Tr, que serd usado para treinar a rede neuronal, e o
grupo de teste Te, que serd usado para realizar a previsao.

Ap6s este processo deve-se treinar a rede neuronal, obtendo-se a rede neuronal NN(C]) =
Train(Xr,;Cy,), em que NN(C]) representa a rede neuronal treinada para prever o consumo no
instante 7, X7, representa uma matriz das varidveis de entrada e C}, representa o vetor com 0s
valores de saida que a rede neuronal deve retornar.

Obtendo a rede neuronal é possivel realizar a previsdo do consumo C, = NN(Cy)(Xze), em
que 6‘,’ corresponde a matriz da previsdo do consumo para o instante ¢ e X7, corresponde a matriz
de varidveis de entrada.

Da mesma forma, deve-se treinar a rede neuronal NN(C/?) = Train(XT,;Ct’?Tr) para prever
o valor quadrado do consumo. Neste caso, NN(C/?) corresponde a rede neuronal treinada para
prever o consumo ao quadrado no instante ¢ e Ct’_zTr corresponde representa o vetor com os valores
de saida que a rede neuronal deve retornar.

Por fim apenas falta realizar a previsao do consumo ao quadrado, ou seja, C;’z = NN(C?)(Xte),
onde éz corresponde ao vetor com a previsao do quadrado do consumo para cada instante ¢.

Com estas previsdes € possivel estimar os pardmetros necessdrios para calcular a distrui¢do
Beta.

3.1.3.2 Estimacio dos parametros

Para aplicar o método BETAPARES ¢ necessério estimar os pardmetros alpha e beta.

Desta forma, tendo realizado as previsdes do consumo e do consumo ao quadrado, é necessdrio
definir um valor de folga, que pode ser 6 = 0,001.

O primeiro passo € ajustar as entradas do método, ou seja, a previsdo do consumo e a previsao
do consumo ao quadrado. Como os valores t€ém que estar entre 0 e 1 e a previsdo pode retornar
valores fora dessa gama, é necessdrio mudar valores fora da escala para dentro. Assim, deve-se de

se seguir os seguintes passos:
1—-6, se é,’ > 1;
T =< 8, se €/ <0;
7, se C/ € [0;1].
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Onde:

* (] corresponde a previsdo do consumo;

* (] corresponde a previsdo do consumo ajustada.

Em alguns casos pode ser necessério ajustar, também, o valor de 6. Assim, o ajuste deve ser

feito da seguinte maneira:

-G G-(G)?

se 0> ;

0, = 2 2
0, caso contrario

O ajuste da previsdo quadrada € feita da seguinte forma:

(G x(1=82))%, se GF < (Cx (1-8,))%
P = Gx(1-8), se CP>Cix(1-8y);

cr?, nos restantes casos

Onde:

* C” corresponde 2 previsio quadrada do consumo;

* C/? corresponde a previsdo quadrada ajustada.

Além de ser necessario ajustar os valores da previsdo, é necessario conhecer o valor da vari-
ancia. A varidncia é definida pela diferenca entre a previsdo quadrada do consumo e o quadrado

da previsdao normal do consumo, ou seja:

var(C}) = C? — (C))? (3.3)

Sabendo estes valores todos resta calcular os valores dos parametros alpha e beta. Estes

valores sao dados pelas seguintes equacdes:

- Cx(1-C
» 7 ( 1)

a=C (@) -1 (3.4)
_ o Gx(1=G)
B=(1-C)x @) 1 (3.5)

Terminado este processo, o ultimo passo € utilizar a fungéo beta inversa para calcular a dis-
tribuic@o probabilistica do consumo para o instante ¢ e desnormalizar os resultados obtidos. Para

desnormalizar basta realizar a operacdo inversa a operacdo efetuada para a normalizacdo, ou seja:

C;q = Ct?,q X (Cm - Cmin) ~+ Cin (3.6)

Onde:
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* G, representa o valor previsto do consumo para o instante 7, no quantil g;

A
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* C; , representa o valor normalizado previsto do consumo para o instante ¢, no quantil ¢;

De forma mais simplificada, o algoritmo a seguir para a estimacdo dos parametros alpha e

beta é o seguinte:

Algorithm 1 Método BETAPARES

10:
11:
12:

13:
14:
15:
16:
17:
18:
19:
20:
21:
22:
23:
24:
25:
26:
27:
28:
29:
30:
31:
32:
33:
34:
35:
36:

1
2
3
4
S:
6
7
8
9

Ajuste da previsdo do Consumo
. if C/ > 1 then
C=1-6
. else
if C/ < 0 then
C=6
else
¢/ =C
end if
end if

Ajuste do valor de §
. é/,é/z
if 6 > = then

= A2
7=
else
6'=9
end if
Ajuste da previsdo Quadrada

if C/2 < (C/ x (1+8'))? then
P = (G x (1+6))°
else
if C2 > (€] x (1+6'))? then
C2=Cx(1-8)
else
CZz - dz
end if
end if
Cdlculo da varidncia
var(C}) = G} = (C])?
Cdlculo do coeficiente o
=i S
Cdlculo do coeficiente 3

B=(1-C)x S )
var(C{)—
Cdlculo da distribuicdo probabilistica
for i = quantil do
Ci,=INV.BETA(Q, 4, 3;)

end for
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3.2 Otimizacao de estratégias de mercado

Uma estratégia de mercado esta relacionada com a forma de utilizar os resultados da previsao
probabilistica de forma a minimizar o desvio. Neste caso, a escolha do quantil para usar como
programa influencia esse valor. Os valores do quantil que deve ser selecionado sdo todos calcula-
dos recorrendo a um método de otimizac¢do de Generelized Reduced Gradient. De seguida serdo

apresentadas algumas estratégias para a escolha desse quantil.

3.2.1 Otimizacao do quantil, parametrizacao geral

Esta estratégia consiste em calcular o quantil que minimiza o desvio, de forma geral, para

todos os valores do grupo de teste.

De forma a encontrar este valor, é necessdrio calcular o valor que se deve de inserir no pro-

grama, segundo a expressao:
b ~1
B =B"(0 a,p) (3.7
Onde:
« P corresponde 2 previsdo do consumo que se ird realizar, para o instante ;

* B7Y(Q,04,B) corresponde ao valor dado pela fungdio beta inversa, cujas entradas sdo o

quantil e os valores de alpha e beta calculados anteriormente para o instante ¢.

De seguida, é necessario calcular o desvio, em €, de cada hora e o desvio total, dados pelas

expressoes:
dl‘:(’Ct_pl‘Dxct (38)
D=Y(C-B(Qa.B)| xc:) (3.9)
t
Onde:

* d; corresponde ao valor do desvio, em €, na instante ¢;

* C; corresponde ao valor real do consumo, na instante #;

* ¢, corresponde ao valor do desvio, em €/MWHh, na instante ¢;
* D Corresponde ao valor total do desvio, em €.

Com as varidveis definidas, recorre-se a uma ferramenta de calculo cujo método de otimizagao

é o Generalized Reduced Gradient cujo algoritmo é o seguinte:
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Algorithm 2 Otimizacdo do quantil, parametrizacido global

1: Min: D, alterando Q
2: sujeito a: 0 < Q< 1

O resultado obtido serd o quantil que se deve de utilizar de forma minimizar o custo dos

desvios para a empresa.

3.2.2 Otimizacao do quantil, parametrizacao mensal

Esta estratégia consiste em calcular o quantil que minimiza o custo do desvio para cada més.
Sendo assim, da mesma forma que foi realizada a otimizagao anterior, esta terd uma formulagdo

semelhante.

Em primeiro lugar € necessério estimar o valor do programa, ou seja, prever o valor do con-

sSumo para o instante ¢.

B =B Q)i 00, B) (3.10)

A tunica diferenca para a equacio 3.7 € que o quantil agora é um quantil mensal (Q,,) em vez
de ser o quantil global.
Depois de feito este cdlculo devem ser repetidas as equacdoes 3.8 e 3.9 de forma a calcular o

custo de cada desvio e o custo total dos desvios, respetivamente.

O algoritmo a seguir para encontrar o valor desta minimizagdo € o seguinte:

Algorithm 3 Otimizacdo do quantil, parametrizagdo mensal

1: Min: D, alterando Q,,,,)
2: sujeito a: 0 < Q,,;) < 1, para todos os meses do ano

O resultado obtido serd o quantil ideal a usar em cada més de forma a minimizar a perda de

dinheiro em desvios.

3.2.3 Otimizacdo do quantil, parametrizacio diaria

De forma semelhante as estratégias anteriores, esta estratégia consiste em encontrar o melhor

quantil a usar em cada da da semana para minimizar o custo dos desvios.

Assim, em primeiro lugar estima-se o valor do consumo no instante #, tendo em conta que o

quantil a usar na previsao € o quantil didrio (Q,):

B =B (Qu), . B) (3.11)

De seguida calculam-se os custos dos desvios de cada hora, usado as equacdes 3.8 e 3.9
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Algorithm 4 Otimizacdo do quantil, parametrizacao didria
1: Min: D, alterando

Qa1
2: sujeito a: 0 <
Qa1

< 1, para todos os dias da semana

O resultado obtido vai corresponder ao quantil a usar em cada dia da semana e o custo total

dos desvios verificados usando esses quantis para realizar a previsdo do consumo.

3.2.4 Otimizacao do quantil, parametrizaciao horaria

Esta estratégia consiste em calcular os quantis que minimizem o custo total dos desvios com
base na hora do dia.
Assim, em primeiro lugar estima-se o valor do consumo no instante #, tendo em conta que o

quantil a usar na previsao € o quantil horério (Qy,):

I :B_I(Qh(t),at,ﬁ,) (3.12)

Recorrendo as equacdes 3.8 e 3.9 calculam-se os custos dos desvios em cada hora e o custo
total, respetivamente.
Seguindo o modelo de minimizacido Generalized Reduced Gradient, o algoritmo a seguir € o

seguinte:

Algorithm 5 Otimizacdo do quantil horario

1: Min: D, alterando Oy,
2: sujeito a: 0 < Qh(,) < 1, para todas as horas do dia

O resultado obitdo corresponde ao quantil a usar em cada hora do dia de forma a minimizar o

custo total dos desvios.

3.3 Aplicacao das parametrizacoes

De forma a minimizar ainda mais o custo dos desvios foram criadas outras estratégias baseadas

nas parametrizagdes calculadas anteriormente.

3.3.1 Parametrizaciao baseada na média dos quantis mensal, diario e horario

Esta estratégia consiste em calcular o quantil a usar em cada hora de cada dia de cada més com
base nos quantis calculados anteriormente, ou seja, Q1) Qu(r) © On(r)-

Desta forma, o valor estimado do consumo na hora n é dado por:
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B=B'0,aB) (3.13)

- Qm(t) + Qd(z) + Qh(t)
O = 3

(3.14)
Onde:

* O, corresponde a média dos quantis Q,,(¢), Qu(t) € Qn(t);

* Oy corresponde ao quantil do més m do instante 7;

* Qu(;) corresponde ao quantil do dia da semana d do instante 7;

* Oy corresponde ao quantil da hora / do instante 7.

Tendo estes valores de consumo estimado, recorre-se as equacdes 3.8 e 3.9 para calcular o

custo do desvio em cada hora e o custo total dos desvio, respetivamente.

3.3.2 Parametrizacao baseada na média normalizada dos quantis mensais, diarios
e horarios

Uma vez que ha uma flutuagdo considerdvel entre o consumo em diferentes meses, dias e
horas, a seguinte estratégia consiste em calcular o desvio do quantil de cada més, de cada dia
e cada hora em relacdo a média dos quantis mensais, didrios e hordrios, respetivamente. Para
calcular o quantil a usar, ¢ multiplicado o quociente entre o quantil mensal do més do instante ¢ e
a média dos quantis mensais pelo quociente entre o quantil didrio do dia da semana do instante ¢
e média dos quantis didrios pelo quociente entre o quantil hordrio da hora do dia do instante ¢ e a

média dos quantis hordrios pelo quantil geral, j4 calculado. As equagdes a seguir sdo as seguintes:

dy—= 0] (3.15)
m(t) Qm

dy—= Qar) (3.16)
d(t) Qd

dy—= 20 (3.17)
) Qh

Onde:

. dT@ corresponde ao quociente entre o quantil mensal do instante # e média dos quantis

mensais Q,,;

* Op() corresponde ao quantil a utilizar no més m, calculado na estratégia de otimizagéo do

quantil mensal;

* O, corresponde a média dos quantis mensais calculados na estratégia de otimizac¢do do

quantil mensal;
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. d% corresponde ao quociente entre o quantil didrio do instante ¢+ e média dos quantis
didrios Qy;

* Qq(r) corresponde ao quantil a utilizar no dia d, calculado na estratégia de otimizagdo do
quantil didrio;

 Q, corresponde 2 média dos quantis dirios calculados na estratégia de otimizacdo do quan-
til diario;

. d% corresponde ao quociente entre o quantil hordrio do instante ¢ e média dos quantis

horarios Qy;

* Oy corresponde ao quantil a utilizar na hora h, calculado na estratégia de otimizagdo do

quantil horério;

* O corresponde a média dos quantis hordrios calculados na estratégia de otimizag¢do do

quantil horério.

De seguida, o cdlculo do quantil a usar em cada instante ¢ é definido na seguinte expressao:

Q1 = dg oy % dg iy % dg a7 % Qs (3.18)

O valor estimado do consumo, para o instante ¢ € dado por:

Pt:Bil(Qtaataﬁt) (3.19)

Por fim, recorrendo as equagdes 3.8 e 3.9 sdo determinados o custo dos desvios a cada hora e

o custo total dos desvios.

3.3.3 Parametrizaciao baseada na média ponderada dos quantis mensal, horario e
diario
Esta estratégia consiste em calcular uma média ponderada baseada nos quantis obtidos nas oti-
mizagdes dos quantis mensais, didrios e hordrios. Para calcular estes quantis € necessario conhecer
os desvios de cada més, dia e hora em relagdo a média dos quantis mensais, didrios e hordrios, res-
petivamente. Os desvios do quantil de cada més, de cada dia e de cada hora em relacdo a média
mensal, didria e hordria ja sdo conhecidos, a partir das equacdes 3.15, 3.16 e 3.17.

O quantil a usar no instante ¢ é dado pela seguinte expressao:

d% X Qi)+ dm X Qa)+ dm X On(r)
3

Para estimar o consumo na hora n, a expressao € a seguinte:

O = (3.20)

B=B"'0.a.B) (3.21)
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Recorrendo as equagdes 3.8 e 3.9, é obtido custo do desvio em cada hora e o custo total do

desvio.



Capitulo 4
Aplicacao da Metodologia

Neste capitulo € efetuada uma andlise aos dados do consumo, quer a série fornecida quer
aos desvios tipicos da empresa. De seguida sdo apresentados os resultados obtidos usando o
método de previsdo probabilistica BETAPARES e feita uma comparacio quer com a previsio da
empresa, quer com outros métodos de previsdo, tanto deterministica como probabilistica, mais
estabelecidos. Por fim, sdo desenvolvidas as estratégias de mercado ja apresentadas e comparadas

com os resultados da estratégia da empresa.

4.1 Analise dos dados

A operagdo das empresas comercializadoras no Mercado Didrio consiste em apresentar ofertas
de compra de energia elétrica, baseada na previsdo dos consumos. No final da cada més a REN
fornece as empresas comercializadoras um documento contendo todas as informagdes do mercado
para todas as horas desse més, como o programa da empresa, ou seja, a oferta de compra da energia

elétrica, o consumo real, o preco da unidade de energia elétrica ou o custo do desvio.

Foi analisado o periodo de operagcdo da empresa no Mercado Didrio no intervalo temporal
compreendido entre 1 de janeiro de 2019 e 31 de dezembro de 2020, pelo que neste subcapitulo
vai ser realizada uma andlise a esses dados de forma a compreender os erros tipicos na previsio e

justificar as alteracdes a esses dados de forma a melhorar a previsao.

4.1.1 Série do Consumo

De forma a conseguir utilizar todo o conjunto de dados do consumo sem influéncia das ten-
déncias de crescimento ou decrescimento foi feita uma estacionarizacdo da série do consumo.

Realizado este processo, a série do consumo € a seguinte:

33
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Evolucdo do Consumo
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Figura 4.1: Evolugdo do consumo estacionarizado ao longo dos anos de 2019 e 2020.

Como se pode observar no grafico 4.1 foi eliminada qualquer tendéncia quer de aumento quer

de diminuicdo de consumo.

4.1.1.1 Padrao Semanal do Consumo

Analisando os dados do consumo € possivel establecer diferentes padrdes. Ao longo da semana
verifica-se que durante os dias tteis o consumo evolui da mesma forma. Porém, ao fim de semana,

o consumo diminui e evolui de forma distinta ao sdbado e ao domingo.

No grafico da figura 4.2 pode-se observar a evolucao do consumo horario ao longo da semana;:

Evolucao do consumo horario ao longo de uma semana
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Figura 4.2: Evolugdo do Consumo estacionarizado médio ao longo de uma semana.
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A observacdo do grafico 4.2 permite confirmar o que foi referido anteriormente. Durante os
dias uteis da semana o consumo é muito semelhante, tendo todas as horas um valor muito préximo
umas das outras. Apenas nas primeiras horas de segunda-feira e nas dltimas horas de sexta-feira é
que se verifica uma diminuicdo do consumo.

Aos sdbados a evolucdo do consumo é completamente diferente. As primeiras horas da ma-
drugada evoluem de forma semelhante aos dias uteis, mas durante o dia € muito mais baixo que
durante a semana.

Ao domingo o cendrio também ¢ distinto. A evolucdo do consumo € diferente em relagdo aos
dias tteis da semana e ao sdbado e o consumo &, também, mais baixo em relacio aos restantes dia

da semana.

4.1.1.2 Padrao Diario do Consumo

Também ao longo do dia o consumo segue um padrdo muito reconhecido. De forma a com-
parar as diferengas na evolucdo do consumo em cada dia da semana, apresenta-se no grafico 4.3

onde estd representada essa mesma evolugdo em todos os dias:

Comparacao do consumo médio didrio
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Figura 4.3: Comparagéo da evolugio do consumo médio em cada dia da semana.

Confirma-se, entdo, que o consumo ao logo dos dias titeis da semana segue um padrao muito
semelhante, com valores muito semelhantes em todas as horas do dia. A excec¢édo sdo as pri-
meiras horas de segunda-feira, que apresentam uma parencenga maior com as primeiras horas de
domingo.

O dia de sdbado apresenta as primeiras horas mais préximas com os dias da semana, mas nao

se verifica o aumento que se observa nos dias da semana por volta da hora 6.
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O domingo € o dia que apresenta um consumo mais baixo e, também, os valores mais unifor-

mes ao longo do dia.

4.1.1.3 Padrao de Consumo dos Feriados

Um ponto que ainda ndo foi abordado mas é também muito importante prende-se com os
feriados. Os feriados apresentam uma evolucio de consumo mais parecida com os fins de semana,
porém apresentam um padrio préprio. Os feriados podem ser divididos em dois tipo.

Ha os feriados de dia fixo, que se celebram sempre no mesmo dia do ano, tal como o dia
do trabalhador (1/05) ou o dia de Portugal, da lingua portuguesa e das comunidades portuguesas
(10/6). Estes feriados apresentam um perfil de consumo distinto aos padrdes analisados até agora,

como se pode observar na figura 4.4

Comparag¢ao do consumo a um feriado com o fim de
semana
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Figura 4.4: Comparacdo da evolu¢do do consumo no feriado de 1/05/2019 com a evolugdo do
consumo médio de sdbado e de domingo.

Pode-se constatar, entdo, que as primeiras hora deste feriado sdo muito parecidas com o con-
sumo de sdbado, mas a partir da hora 8 é sempre mais baixo, ndo seguindo o mesmo padrio.
Por outro lado, apesar do consumo no feriado ser quase sempre mais elevado que a um domingo,
a evolucdo segue um padrdo muito parecido até a hora 18, onde o consumo segue um padrio
diferente.

O outro tipo de feriado engloba os feriados que ocorrem sempre no mesmo dia da semana, tal
como a sexta-feira santa, que ocorre sempre na sexta-feira que antecede o domingo de pascoa, ou
o corpo de Deus, que ocorre sempre na segunda quinta-feira apds o domingo de pentecostes. Estes

feriados também apresentam um padrao de consumo préprio. O grafico da figura 4.5 apresenta
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uma comparagio entre o consumo no dia de corpo de deus em 2019, no dia 20 de junho, com o

consumo médio aos sabados e aos domingos:

Comparagao do consumo a um feriado com o fim de
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Figura 4.5: Comparacio da evolucido do consumo no feriado de 1/05/2019 com a evolugdo do
consumo médio de sdbado e de domingo.

Este feriado apresenta um padrdo de consumo muito mais semelhante ao sdbado do que ao
domingo. Ao contrdrio do gréfico da figura 4.4, o consumo neste feriado é mais elevado nas
primeiras hora do dia, mas por volta da hora 9 apresenta valores muito préximos dos da média
de sdbado, sendo que se mantém com um padrdo muito semelhante a sabado ao longo do dia. A
evolugdo do consumo segue um perfil semelhante a domingo, mas a proximidade dos valores do

consumo a cada hora é muito mais parecido com o sabado.

4.1.2 Desvios entre o consumo e 0 programa

O programa da empresa corresponde a quantidade de energia que a empresa compra no mer-
cado didrio. Este valor € o valor previsto de consumo por parte dos clientes da empresa numa
determinada hora. A comparacdo destes valores com o valor real do consumo permite perceber
onde é que a previsdo da empresa falha e arranjar forma de contornar essas lacunas usando a pre-
visdo probabilistica. Todos estes desvios foram calculados para a totalidade dos dados, juntado

grupo de treino e grupo de teste.

4.1.2.1 Analise mensal dos desvios

A andlise dos desvios de cada més permite compreender que meses sdo os mais dificeis de

prever. Estas dificuldades podem ter a ver com fatores externos, como por exemplo as diferentes
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estacdes do ano ou a maior incidéncia de feriados num determinado més. No grafico da figura 4.6

estdo expostos os desvios médios entre o programa e o consumo real, em cada més:

Desvio médio mensal
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Figura 4.6: Desvio médio mensal verificado nos anos de 2019 e 2020.

Os meses onde se verificam os maiores desvios sdo 0os meses onde hd a mudanca de estacdo,
bem como o més de janeiro. A mudanga do inverno, também conhecida como solsticio de inverno,
para a primavera dd-se em mar¢o, mas o més de abril € conhecido por ser um més chuvoso e com
uma grande variacdo de condi¢cdes meteoroldgicas. Em junho dé-se o equindcio de primavera, ou
seja, a mudanga da primavera para o verao, havendo variagdes de temperatura muito grandes. Em
setembro ocorre o equindcio de verdo, simbolizando a mudanga da primavera para o outono, ha-
vendo, novamente variagdes de temperatura e intensificacdo dos periodos chuvosos. Em dezembro
ocorre o solsticio de inverno, que assinala a transi¢do do outono para a primavera. Neste més o

frio comega a aumentar e a a chuva mais incidente, mas muito inconstante.

Desta forma, a andlise aos desvios mensais permite constatar que a previsdo é mais dificil de
ser efetuada quando hd maiores variagdes meteoroldgicas, uma vez que também levam a variacdes

de consumo mais dificeis de prever.

4.1.2.2 Analise diaria dos desvios

Como ja foi visto anteriormente, existe alguma diferenca entre o padrao de consumo de cada
dia, especialmente os dias de fim de semana. No gréfico da figura 4.7 estdo apresentados os desvios

observados em cada dia:
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Desvio médio diario
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Figura 4.7: Desvio médio didrio verificado nos anos de 2019 e 2020.
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Considerando os resultados do gréfico da figura 4.7, a sexta-feira e o sabado foram os dias
em que houve uma maior dificuldade em prever o consumo por parte da empresa. Na realidade,
estes desvios ndo sdo constantes, sendo que ha ocasides em que o desvio é menor, mas noutras é

significativamente maior.

Exemplificando, foi escolhida as duas semanas compreendidas entre 09/02/2020 e 22/02/2020.
Durante esta semana a empresa foi capaz de prever com muita precisdo o consumo, tal como pode

ser constatado na figura 4.8.
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Figura 4.8: Comparacdo entre o consumo real e o consumo previsto pela empresa no periodo entre
09/02/2020 e 22/02/2020.
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De facto, nesta instancia os desvios sao muito reduzidos, acontecendo principalmente na se-
gunda feira, dia 11/02, e na quarta-feira, dia 13/02. Além disso, a previsao das sextas-feiras e dos
sédbados destas duas semanas ¢ bastante boa, facto que é salientado pela sobreposi¢cao das curvas

do consumo real e do consumo previsto.

Por outro lado, ao observar a mesma comparagdo para as duas semanas compreendidas entre
23/08/2020 e 05/09/2020 verifica-se que o caso € bastante diferente.

Comparagdo entre o consumo real e o consumo previsto em setembro
de 2020
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Figura 4.9: Comparacao entre o consumo real e o consumo previsto pela empresa no periodo entre
23/08/2020 e 05/09/2020.

De facto, a previs@o nestas duas semanans, especialmente na segunda semana, ndo € tdo boa
como visto anteriormente. Na primeira semana, as previsdes nao ficaram muito longe dos valores
reais, sendo que na segunda-feira e na terca-feira a previsio ficou ligeiramente acima do valor
real, enquanto que na quarta-feira e na quinta-feira a previsao ficou abaico. Nos restantes dias, a
previsdo € bastante boa, facto verificado, novamente, pela sobreposicdo das curvas da previsao e

do consumo.
Na segunda semana, entre terga-feira e sexta-feira a previsdo ficou muito abaixo do consumo
real, especialmente na quinta-feira e na sexta-feira. Também nessa sdbado, a previsdo ficou bas-

tante abaixo do valor real. Estes casos confirmam o que foi verificado na tabela. ??.

4.1.2.3 Analise diaria dos desvios

Outro erro tipico importante analisar é o desvio percentual médio em cada hora. Desta forma é
possivel compreender quais sdo as horas mais dificeis de prever e as horas mais faceis. No gréafico
da figura 4.10 foi calculado o desvio percentual entre o consumo médio hordrio e o programa

médio horario.
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Figura 4.10: Desvio médio hordrio verificado nos anos de 2019 e 2020.

A andlise da tabela mostra que ha uma dificuldade mais elevada em prever o consumo entre
as horas 11 e 19, havendo um desvio médio acima dos 6%. Esta dificuldade deve-se ao facto de
nestas horas haver um consumo maior, mas devido a variacdo do consumo ao longo das semanas

€ mais diicil de o prever com exatidao.

4.2 Previsao probabilistica do Consumo

A previsdo probabilistica tem a vantagem de apresentar uma vasta gama de resultados possi-
veis, sendo que a escolha da gama, ou quantil, correto € fundamental para ter a melhor estratégia
de mercado. Nesta seccio € aplicado o modelo de previsao probabilistico BETAPARES desenvol-
vido e explicado na sec¢do 3.1.3, bem como apresentados os resultados obtidos, comparando com
os diferentes modelos Benchmark.

4.2.1 Tratamento dos dados de entrada

De forma a realizar uma previso, recorrendo as diferentes técnicas, é necessario escolher
quais as varidveis a ser utilizadas para isso. Assim, as varidveis escolhidas para o efeito sdo as

seguintes:

* Cp_e, - Visto a previsdo ser feita para o dia seguinte, esta varidvel representa o consumo da

semana anterior (D + 1 —7), na hora h;
* D - Dia da semana para o qual se pretende prever o consumo;

* h - Hora do dia para a qual se pretende prever o consumo;
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* Tpi1, - Previsdo da temperatura para o dia seguinte, na hora h;

* Hmp, - Previsdo da humidade relativa para o dia seguinte, na hora /;
* Npy1,, - Previsdo da nebulosidade para o dia seguinte, na hora h;

* C, - Consumo médio da semana anterior 2 semana do dia D+ 1;

* Cp+1 - Consumo médio global do dia da semana D + 1.

Conhecendo estas varidveis, estas foram tratadas de forma a melhorar a previsao.

4.2.1.1 Normalizacio dos dados do consumo

Um aspeto ja abordado previamente é a normalizacdo dos dados de entrada. Retomando a
equagdo 3.2, a aplicagdo desta equacdo para todos os valores da série do consumo torna-os com-
preendidos entre O e 1, critério fundamental para aplicar o método BETAPARES. Por outro lado,
as redes neuronais t€m uma maior facilidade em prever quando os valores sdo mais reduzidos. O

grafico da figura 4.11 mostra os dados do consumo apds a normalizacio:
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Figura 4.11: Evolucao do consumo normalizado ao longo dos anos de 2019 e 2020.

Comparando com o grafico 4.1, constata-se que o consumo manteve a sua forma, os valores
apenas foram reajustados para uma gama entre O e 1.

Um dos pontos problemadticos da previsao relaciona-se com as pontes e os feriados. Ja foi
observado que os feriados apresentam um padrdo de consumo semelhante com os dias de fim de
semana. Porém, quando ocorrem a meio da semana torna-se muito dificil de prever o consumo
com precisdo. Assim, foi realizada numa primeira fase uma previsao onde se ignoram os feriados.
Numa segunda fase foi realizada outra previsao para os feriados, onde consoante a evolucao do
padrdo do consumo desse feriado, o feriado foi equiparado ou ao dltimo sdbado ou ao dltimo

domingo.
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4.2.1.2 Ajuste da Temperatura

Por fim, o dltimo ajuste realizado foi o da temperatura. Uma vez que a temperatura se encontra
aprensentada em unidade SI, ou seja, graus Kelvin (K), o valor em todas as horas é muito elevado.
Assim, de forma a melhorar a previsao e tornar o treino da rede neuronal mais rapido, foi utilizada
uma técnica que exprime o nimero de desvios padrdao em relagdo a média, o Z-score. A formulagdo

é a seguinte:

T =~ (4.1)

Onde:

* T! corresponde ao valor da temperatura ajustada na hora n;

T, corresponde ao valor da temperatura, em graus Kelvin, na hora #;

e T corresponde 2 média da série de temperatura, em graus Kelvin;

* ¢ corresponde ao desvio-padrdo da série de temperatura.

Deste modo, a série da temperatura ajustada terd valores muito mais reduzidos e proximos uns

dos outros, facilitando o treino da rede neuronal.

4.2.1.3 Divisao entre grupo de treino e grupo de teste

Por fim, antes de iniciar a previsdo € necessario dividir os dados em dois grupos distintos.

O primeiro grupo serve para treinar a rede neuronal, ou seja, fornecendo as entradas a rede

neuronal ird ajustar os pesos das ligacdes entre os neurénios para chegar a saida da melhora forma.

O segundo grupo € o grupo de teste. Este grupo serve para fornecer apenas entradas na rede
neuronal treinada e, comparando com o resultado real, é possivel determinar a qualidade do mo-
delo.

Assim, a divisao foi feita semanalmente. Dispondo todas as semanas numa lista, aproximada-
mente a cada seis semanas, a semana seguinte foi selecionada para semana de teste, sendo que as

anteriores para semana de treino. No total, sdo 88 semanas de treino e 16 semanas de teste.

De forma a demonstrar a semelhanca entre os dois grupos, o gréifico da figura 4.12 demonstra

a similaridade entre o consumo médio horério nos dois grupos:
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Figura 4.12: Comparacido entre os consumos médios horarios dos grupos de treino e de teste.

Como evidenciado, a sobreposicdo das duas curvas revela a parecenca entre os dois grupos,

mostrando, também, que a divisdo ndo é tendenciosa.

4.2.2 Escolha das variaveis de entrada

O objetivo da previsdo € obter os resultados mais préximos da realidade possivel. Assim,
de forma a escolher as varidveis de entrada que melhor representam o consumo foram testadas

diferentes redes neuronais e foi comparado o MAPE delas todas. O resultado obtido foi o seguinte:

MgV ¢y o | D | B | Towra | Hmpers | Nosry | Go | Corr | MAPE(%)
NNC X 3,92
NNCdia X X 3,85
NNChora X X 3,66

NNCdiahora X X | x 3,61
NNCtemp X X 3,73
NNCdiahoratemp X 3,63
NNCdiahoraHN X X | X X X 3,68
NNCtempHN X X X X 3,70
NNCtempCdia X X 3,65
NNCCmed X X 3,94

NNCdiahoraCdia X X | X X 3,65

NNCdiahoraCmed X X | X X 3,82

NNCdiahoratempCdia X X | x X X 3,58

NNCdiahoratempCmed X X | X X 3,75

NNCCdiaCmed X X X 3,82

NNCdiaCdiaCmed X X X X 3,89

Tabela 4.1: Comparagdo dos resultados obtidos através dos treinos das diferentes redes neuronais.
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Pela anélise da tabela 4.1, podem-se retirar algumas conclusdes interessantes. Por um lado,
ndo ha uma relagao entre o nimero de varidveis usadas no treino da rede neuronal e o resultado da
rede neuronal. Por outro lado, seria de esperar que a rede neuronal que fornecesse as entradas que
resultariam numa melhor performance do modelo BETAPARES fosse a NNCdiahoratempCdia.
Na realidade, existe um fator determinante na performance do método: a previsdo do consumo ao

quadrado.

Quando ha demasiadas varidveis pode-se dar um caso de overfitting. Nestas situacdes, a rede
neuronal pode-se adaptar demasiado aos dados de treino e levar a resultados piores. Como € neces-
sério realizar algumas operagdes com as duas previsdes (normal e quadrada), se houver overfitting

o resultado final da previsio BETAPARES ¢é comprometido.
Assim, para comparar os resultados dos modelos BETAPARES testado, foi analisado o MAPE
do quantil 50 da previsdo probabilistica. Este quantil equivale ao resultado de uma previsao deter-

ministica.

Na tabela 4.2 sdo apresentados esses resultados:

Modelo BETAPARES e Co-sn | D | B | Torin | Cs | MAPE(%)
BPCdiahora X X | X 3,61
BPCtemp X X 3,68
BPCdiahoratemp X X X 3,46
BPCdiatempCdia X X X X 3,77
BPChoratemp X X X 3,83
BPCdiahoratempCdia X X | X X X 3,56
BPCtempCdia X X X 3,72

Tabela 4.2: Comparacdo do MAPE do quantil 50 utilizando o método BETAPARES.

Pela andlise desta tabela, as melhores varidveis a usar para a previsdo serdo o consumo da
semana anterior, o dia para o qual se ird prever o consumo, a hora para a qual se ird prever o
consumo e a previsdo da temperatura para o dia seguinte. Todas estas varidveis devem de ser

usadas como entradas para os restantes modelos.

A figura 4.13 apresenta uma esquematiza¢do da forma como as varidveis escolhidas influen-

ciam o modelo BETAPARES para a previsao do consumo da empresa comercializadora:
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Figura 4.13: Influéncia das varidveis no modelo BETAPARES.
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Para compreender com mais clareza uma previsdo probabilistica e a forma de a utilizar, o

gréfico da figura 4.14 revela o resultado obtido a um dia ttil da semana, com alguns quantis e o

resultado real:
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Figura 4.14: Comparagdo entre a previsdo probabilistica do consumo e o consumo real a um dia

da semana.
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O gréafico mostra que o quantil 50 é uma boa previsao do consumo até a hora 16 desse dia.
Ap6s essa hora, o quantil 75 é uma previsdo mais proxima do consumo real. No geral, o consumo

real encontra-se entre os quantis 25 e 75.

Uma estratégia para este dia, sabendo o padrido do consumo real, poderia ser usar a previsao do
quantil 50 até a hora 16 e ap6s essa hora usar o quantil 75. Esta € a principal vantagem da previsio
probabilistica. Ao usar uma previsdo deterministica, a partir da hora 16 haveria um desvio maior

entre o consumo previsto e o consumo real, aumentando a despesa para a comercializadora.

O gréfico da figura 4.15 mostra o resultado obtido pela previsdo probabilistica do consumo a

um sdbado, com alguns quantis e o resultado real:

Previsdo Probabilistica do consumo a um sabado
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Figura 4.15: Comparacdo entre a previsdo probabilistica do consumo e o consumo real a um
sdbado.

Para este sdbado, o quantil 50 é uma boa previsdo até & hora 3. Entre as horas 3 e 10 a previsao
beneficia se for utilizado o quantil 25. Entre as horas 10 e 14 o melhor quantil serd um quantil entre
025 e 050. Entre as 14 e as 17 o quantil 25 é o que se aproxima mais da realidade. Nas restantes
horas do dia o quantil 50 volta a ser o que mais se aproxima do consumo real. Novamente, a
previsdo probabilistica oferece uma maior flexibilidade de estratégias de mercado, que podem ser

generalizadas através de andlises como esta.
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Passando para um domingo, o grafico da figura 4.16 mostra o resultado da previsao probabi-
listica do consumo a um domingo:

Previsdao Probabilistica do consumo a um domingo
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Figura 4.16: Comparacdo entre a previsdo probabilistica do consumo e o consumo real a um
domingo.

Para este domingo, o quantil 50 € uma excelente previsdo do consumo. Apenas nas horas 8
a 10 se poderia escolher outro quantil mais préximo do quantil 25. Uma estratégia como esta
apresentaria bons resultados.

Os dias mais dificeis de prever, como jd notado previamente, sdo os feriados. Os feriados
existentes no grupo de teste sdo o Dia do Trabalhador, 1/5/2019, e o Corpo de Deus em 2019,
20/06/2019. O dia 25 de abril também se inclui neste grupo, mas como calha a um domingo, nao

é necessdrio fazer alteracdes.

Como também ja foi visto anteriormente, o consumo no dia 1/5/2019 pode ser modelizado por
um domingo e o de dia 20/6/2019 por um sdbado. Assim, os gréficos seguintes revelam a previsao

para esses dias, juntamente com o consumo real:
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Previsdo probabilistica no dia 1/5/2019
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Figura 4.17: Comparagdo entre a previsdo probabilistica do consumo e o consumo real no dia
1/5/2019.

Previsdo probabilistica do consumo no dia 20/6/2019
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Figura 4.18: Comparagdo entre a previsdao probabilistica do consumo e o consumo real no dia
20/6/2019.
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O gréafico 4.17 comprova a dificuldade em prever um feriado. Entre as horas 3 e 6 e as horas 9
e 14 o consumo real € superior a todos os valores na gama da previs@o probabilistica. Nas restantes
horas, apenas os quantis mais elevados conseguem prever com alguma precisdao o consumo, sendo
que o quantil 75 € uma boa previsdo a partir da hora 15. Poré, entre as horas 0 e 2 e na hora 8,
o consumo real é mais elevado que o consumo previsto pelo quantil 75, pelo que a a utilizacio
da previsao do quantil 95 apresentaria resultados melhores. Novamente, se fosse utilizada uma
previsao deterministica a previsdo seria mais dificil, devido a esta variacio ao longo do dia, muito
dificil de prever.

O grafico 4.18 novamente evidencia a dificuldade em prever o consumo a um feriado. Este
feriado acaba por ser mais fécil que o consumo no feriado do dia do trabalhador, apenas a previsao
nao ter sido capaz de prever o consumo nas horas 5, 22 e 23. Mesmo assim, entre as horas 0 e 4
os melhores quantis para prever situam-se entre os quantis 75 e 95, entre as hoas 9 e 11 seria um

quantil abaixo do quantil 25 e entre as horas 14 e 21 o quantil 75, novamente.

4.2.4 Comparacio com outros modelos

A melhor maneira de avaliar este modelo é comparar o desempenho de outros modelos ja
estabelecidos, os modelos Benchmark.

Para tal, foram usadas as mesmas varidveis e feitas as mesmas transformagdes, de forma a
assegurar a igualdade de circunstancias.

Os modelos usados como termo de comparacao foram os seguintes:

¢ Rede Neuronal - NN;

* Support Vector Machine - SVM,;

* Quantile Regression - SVGM;

* Quantile Regression Forest - QRF;

* Quantile Regression Neural Network - QRNN.

ApOs as previsdes feitas, os indicadores do erro apresentaram os seguintes valores:

Indicadores
Modelo MAE | BIAS | MSE | MAPE(%)
QR* 0,758 | -0,141 | 1,054 3,80
QRF* 0,697 | -0,065 | 0,837 3,52
QRNN* 0,689 | -0,116 | 0,857 3,48
SVM 0,695 | -0,117 | 0,882 3,51
NN 0,742 | -0,162 | 0,963 3,81
BETAPARES* 0,687 | -0,175 | 0,831 3,47

*Valores referentes ao quantil 50
Tabela 4.3: Comparacdo dos indicadores do erro de cada modelo de previsdo testado.
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Os resultados da tabela 4.3 mostram que o modelo BETAPARES é uma alternativa muito
vidavel aos modelos ja existentes. Apesar de todos os indicadores apresentarem valores muito
préximos uns dos outros, o modelo BETAPAERES apresenta os melhores resultados.

O valor do MAE, ou Mean Average Error, deve ser o menor possivel. O modelo BETAPARES
apresenta o valor mais reduzido, juntamente com o QRNN.

Também no MSE, o modelo BETAPARES apresenta o valor mais reduzido, apenas o QRF
apresentando um valor préximo.

Por fim, o MAPE do modelo BETAPARES ¢, também, o mais baixo dos modelos testados, o
que indica que em média, o erro € mais baixo neste modelo do que nos restantes.

Quanto aos indicadores probabilisticos, a tabela 4.4 apresenta os resultados obtidos pelos di-

ferentes métodos

Model Indicadores e ——
QR 0,555 0,927
QRF 0,544 0332
QRNN 0,541 1,433
BETAPARES 0,538 0,219

Tabela 4.4: Comparacio do resultado dos indicadores probabilisticos dos modelos testados.

O CRPS € um indicador que caracteriza a precisdo de um modelo. Neste caso, todas as previ-
sOes probabilisticas apresentam um valor semelhante, sendo que o modelo BETAPARES ¢€ ligei-
ramente favorecido neste aspeto.

Por outro lado, o Pinball Loss é um indicador que mede a precisdo de cada quantil. Os valores
da tabela 4.4 resultaram da soma de todos os valores para cada quantil. O modelo BETAPARES ¢é

claramente o melhor modelo nesse aspeto, apenas ficando perto o modelo QRF.

4.3 Estratégias de Mercado

Seguindo as estratégias do mercado apresentadas no capitulo anterior, expdem-se agora os
resultados obtidos.

Antes disso é necessdrio estabelecer uma base de comparacio, ou seja, calcular o desvio total,
em euros (€) obtido pela empresa no periodo de teste.

Este valor foi calculado segundo as equacdes 3.8 e 3.9, o valor obtido do custo dos desvios foi
de 9019,29€.

Sabendo este custo é possivel determinar as melhorias obtidas por cada estratégia.

4.3.1 Custos das estratégias e quantis a usar

Para além de saber qual das estratégias € a melhor, é necessario também saber que valores dos
quantis usar para cada hora. Assim, de seguida apresentam-se, também, que quantis se devem usar

de forma a obter os resultados de cada estratégia.
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4.3.1.1 Otimizacido do quantil, parametrizacio global

A otimizacdo do quantil global é a estratégia mais simples apresentada. Mesmo assim, a

utilizagdo do método BETAPARES permitiu alguma poupanga em custos de desvio.

A utilizac¢do do quantil Q = 0,4422 resulta num custo total dos desvio de 8 182,57€, o que
equivale a uma melhoria de 11% em relacio ao valor obtido pela empresa.

4.3.1.2 Otimizacao do quantil, parametrizacao mensal

A otimizagdo do quantil mensal consiste na obtencdo de um quantil a usar em cada més do
ano, de forma a obter os melhores resultados possiveis. Assim, os resultados obtidos para o melhor

quantil de cada més sdo os seguintes:

Valor dos quantis a usar em cada més do ano
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Figura 4.19: Resultado obtido para cada quantil mensal de forma a minimizar o custo do desvio
total.

A utilizacdo destes quantis resulta num desvio total, ao longo das 16 semanas do grupo de
teste, de 7 927,80 €, equivalente a uma melhoria de 13,7% em relagdo ao valor da empresa para o
mesmo periodo.

4.3.1.3 Otimizacdo do quantil diaria

A otimizagdo do quantil didrio consiste em obter um quantil para cada dia da semana. Assim,
a utiliza¢do do quantil certo no respetivo dia da semana resulta numa minimizacio do custo do

desvio. Os resultados obtidos para os melhores quantis apresentam-se no grafico da figura 4.20:



4.3 Estratégias de Mercado 53
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Figura 4.20: Resultado obtido para cada quantil didrio de forma a minimizar o custo do desvio
total.

Ao usar estes quantis para a previsao probabilistica do consumo, o valor do custo do desvio
obtido para o grupo de teste foi de 7 733,20 €, que comparado com o valor obtido pela empresa
para o mesmo periodo representa uma melhoria de 15,9%.

4.3.14 Otimizacdo do quantil, parametrizacio horaria

Esta otimizacdo consiste em encontrar os melhores quantis a usar em cada hora do dia de
maneira a minimizar o custo total dos desvios. Os resultados para os valores dos quantis a utilizar
encontram-se dispostos no grafico da figura 4.21:
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Figura 4.21: Quantis a utilizar em cada hora para minimizar o custo total do desvio.
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Utilizando estes quantis, o valor do custo dos desvios obtidos para o grupo de teste é de 8

046,91 €, o que se traduz numa melhoria de 12,4% em relag¢ao ao valor obtido pela empresa.

4.3.1.5 Média das parametrizacoes mensal, diaria e horaria

Esta estratégia tem como base calcular a média dos quantis apresentados anteriormente, nos
gréficos das figuras 4.19, 4.20 e 4.21, para uma determinada data. Assim, o quantil a usar devera
ser uma média calculada entre o quantil referente a0 més em que a data ocorre, o quantil do dia
da semana em que a data ocorre e a hora em que a data ocorre, tal como demonstrado na equacao
3.14

Para este caso, o resultado do custo do desvio obtido para o grupo de teste foi de 7 744,18 €,

o que corresponde a uma melhoria de 15,7%.

4.3.1.6 Normalizacao das parametrizacoes mensal, diaria e horaria

Esta técnica consiste, também, em usar os quantis das tabelas 4.19, 4.20 e 4.21. O quantil a

usar deverd ser obtido seguindo a equagdo 3.18.

Usando esta estratégia, o custo total do desvio obtido para o grupo de teste é de 7 533,84 €, o

que equivale a uma poupanca de 18.02% relativamente ao custo da empresa comercializadora.

4.3.1.7 Média Ponderada das parametrizacées mensal, diaria e horaria

Este método consiste em calcular uma média ponderada usando os desvios em relacdo a média

calculados anteriormente a partir dos valores dos graficos das figuras 4.19, 4.20 e 4.21.

Usando esta estratégia, o custo total do desvio obtido para o grupo de teste é de 7 483,27 €,

significando uma poupanca de 18.57% em relacéo ao valor obtido pela empresa.

4.3.2 Comparacao das diferentes estratégias
4.3.2.1 Analise do desvio mensal

O desvio médio obtido pelas diferentes estratégias, comparado com o desvio obtido pela em-

presa, ao longo dos meses do ano encontra-se na tabela 4.5:
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Mas Estratcgia Empresa | Global | Mensal | Didrio | Hordrio | Média | Norm. | Ponderada

Janeiro 11,10% | 2.86% | 3,27% | 3.46% | 3,32% | 3.04% | 3,53% 3,24%
Fevereiro 4,44% | 2,68% | 2,76% | 2,99% | 291% | 2,62% | 2,72% 2,59%
Marco 551% | 3,59% | 3,54% | 2,90% | 2,95% | 3,38% | 3,15% 3.21%
Abril 6,39% | 4,14% | 4,05% | 2,89% | 3,02% | 4,04% | 4,00% 4,03%
Maio 4,60% | 6,04% | 493% | 2,93% | 3,03% | 5,37% | 5,14% 4,85%
Junho 6,64% | 3,61% | 3,64% | 2,72% | 2,96% | 3,36% | 3,03% 3,18%
Julho 4,82% | 2,75% | 2,75% | 3,22% | 3,47% | 2,60% | 2,65% 2,61%
Agosto 5,33% | 2,33% | 2,36% | 3,46% | 3.48% | 2,18% | 2,08% 2,12%
Setembro 6.22% | 3,18% | 3,10% | 3,40% | 3.54% | 3,05% | 3,03% 2,99%
Outubro 304% | 242% | 2,43% | 3,24% | 3,34% | 2,48% | 2,77% 2,59%
Novembro 3,15% | 1,96% | 1,85% | 3,35% | 3,43% | 1,88% | 2,12% 1,90%
Dezembro 6,73% | 442% | 4,33% | 3,29% | 3,20% | 4,17% | 3,95% 3,99%
MédiaMés 5,66% | 3,33% | 3,25% | 3,16% | 3,22% | 3,18% | 3,18% 3,11%

Tabela 4.5: Desvio percentual médio mensal entre programa e consumo real usando as diferentes
estratégias de mercado.

A estratégia que mais minimiza o erro médio dos meses ¢ a estratégia da média ponderada dos
quantis, diminuindo em bastante em relagc@o a estratégia da empresa. De maneira geral todas as
estratégias estudadas diminuem o erro relativamente a estratégia da empresa. A maior diminui¢do
deu-se no més de janeiro, onde a empresa obteve um erro bastante grande. Por outro lado, no més
de maio a estratégia da empresa apresenta um erro ligeiramente mais baixo que a maior parte das
estratégias. Mesmo assim, nos restantes meses observa-se uma diminuicao significativa do erro

médio.

4.3.2.2 Analise do erro diario

O desvio médio obtido pelas diferentes estratégias, comparado com o desvio médio obtido

pela empresa, ao longo dos dias da semana encontra-se exposto na tabela 4.6:

Dia Estracgia Empresa | Global | Mensal | Didrio | Hordrio | Média | Norm. | Ponderada
Domingo 4,76% | 439% | 4,03% | 432% | 4,28% | 4,15% | 4,03% 3,96%
Segunda-feira 557% | 3,66% | 3,69% | 3,28% | 3,64% | 3,34% | 3,32% 3,19%
Terca-feira 596% | 2,52% | 2,52% | 2,36% | 2,52% | 2,41% | 2,33% 2,33%
Quarta-feira 4,609% | 2,82% | 2,63% | 2,83% | 2,83% | 2,74% | 2,68% 2,65%
Quinta-feira 5,06% | 3,53% | 3,56% | 3,55% | 3,53% | 3,52% | 3,53% 3,53%
Sexta-feira 6,96% | 3,54% | 3,40% | 3,39% | 3,58% | 3,35% | 3,43% 3,29%
Sabado 6,75% | 3,31% | 3,55% | 2,96% | 3.,34% | 3,17% | 3,08% 3,18%
MeédiaDia 5,68% | 3,39% | 3,34% | 3,24% | 3.39% | 3,24% | 3,20% 3,16%

Tabela 4.6: Desvio percentual médio didrio entre programa e consumo real usando as diferentes
estratégias de mercado.
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A estratégia que apresenta um menor valor do erro médio didrio é, novamente, a média pon-
derada dos quantis. Porém, o dia mais dificil de prever passou a ser o domingo, que era o dia que
a empresa tinha mais facilidade em prever o consumo. Mesmo assim, a previsao para o domingo
apresenta um erro menor para todas as estratégias em relagdo ao erro obtido pela empresa. De

maneira geral todas as estratégias apresentam um erro menor para todos os dias da semana.

4.3.2.3 Analise do erro horario

O desvio médio obtido pelas diferentes estratégias, comparado com o desvio médio obtido
pela empresa, ao longo das horas do dia encontra-se exposto na tabela 4.7:

De forma a clarificar os resultados obtidos, a tabela ?? expde os resultados obtidos:

Hora Estrategia Empresa | Global | Mensal | Didrio | Hordrio | Média | Norm. | Ponderada
0 520% | 3,73% | 3,602% | 3,75% | 3,71% | 3,65% | 3,76% 3,69%
1 5,18% | 3,32% | 3,18% | 3,36% | 3,32% | 3,22% | 3,21% 3,18%
2 5,00% | 296% | 290% | 2,99% | 2,91% | 2,86% | 2,86% 2,85%
3 496% | 295% | 3,01% | 2,90% | 2,95% | 2,86% | 2,86% 2,84%
4 487% | 297% | 3,04% | 2,79% | 3,02% | 2,84% | 2,82% 2,77%
5 475% | 3,04% | 3,13% | 2,83% | 3,03% | 2,90% | 2,87% 2,84%
6 473% | 2,92% | 2,99% | 2,62% | 2,96% | 2,77% | 2,69% 2,65%
7 499% | 3,42% | 3,38% | 3,12% | 3,47% | 3,25% | 3,17% 3,18%
8 5,38% | 3,54% | 3,45% | 3,46% | 3,48% | 3,38% | 3,43% 3,30%
9 5,89% | 3,52% | 3,45% | 3,30% | 3,54% | 3,27% | 3,20% 3,11%
10 5,98% | 3,34% | 3,31% | 3,14% | 3,34% | 3,16% | 3,13% 3,04%
11 6,06% | 3,35% | 3,38% | 3,25% | 3,43% | 3,30% | 3,55% 3,34%
12 6,21% | 3,24% | 3,26% | 3,19% | 3,20% | 3,13% | 3,17% 3,09%
13 6,10% | 3,62% | 3,66% | 3,58% | 3,65% | 3,56% | 3,70% 3,59%
14 6,44% | 3,82% | 3,60% | 3,71% | 3,80% | 3,65% | 3,50% 3,50%
15 6,71% | 3,602% | 3,35% | 3,46% | 3,61% | 3,44% | 3.21% 3,27%
16 6,609% | 3,73% | 3,49% | 3,51% | 3,63% | 3,50% | 3,25% 3,28%
17 6,63% | 3,80% | 3,59% | 3,62% | 3,75% | 3,60% | 3,38% 3,39%
18 6,50% | 3,82% | 3,59% | 3,67% | 3,82% | 3,65% | 3,44% 3,47%
19 6,29% | 3,84% | 3,82% | 3,66% | 3,83% | 3,66% | 3,55% 3,51%
20 5,96% | 3,28% | 3,31% | 3,02% | 3,23% | 3,06% | 3,02% 3,01%
21 559% | 3,37% | 3,34% | 3,10% | 3,33% | 3,15% | 3,03% 3,08%
22 5,16% | 3,25% | 3,25% | 3,00% | 3,35% | 3,07% | 3,22% 3,13%
23 5,00% | 3,02% | 3,04% | 2,74% | 2,95% | 2,86% | 2,75% 2,77%

MédiaHora 5,68% | 3,39% | 3,34% | 3,24% | 3,39% | 3,24% | 3,20% 3,16%

Tabela 4.7: Desvio percentual médio horario entre programa e consumo real usando as diferentes
estratégias de mercado.

Por fim, mais uma vez a estratégia com valores do erro menor € a estratégia da média pon-
derada dos quantis. Esta estratégia mostrou ser a que apresenta valores do erro menor, e, conse-

quentemente, também apresenta um custo total menor. Em relacfo as horas previstas, a hora mais
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dificil de prever usando a previsdo probabilistica passou a ser a hora 0. Mesmo assim, a previsao
probabilistica obteve resultados melhores que a estratégia da empresa para todas as horas, nalguns
casos levando o erro para metade.

4.3.2.4 Analise dos custos anuais

Como ja tinha sido observado anteriormente, a estratégia da média ponderada dos quantis é
a que apresenta uma maior reducio do custo dos desvios, seguida pela normaliza¢io dos quantis.
De forma a visualizar-se com mais clareza, o grafico da figura 4.22 contém os dados do custo total
e da poupanca, em €, obtido pelas diferentes estratégias:

Custo total e poupanca anual das estratégias
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Figura 4.22: Comparacdo do custo total e da poupancga das diferentes estratégias.

Todas as estratégias estudadas apresentam beneficio para a empresa, uma vez que todas apre-
sentam uma valor de poupanca. Estas estratégias sdo uma mais valia para a empresa, sendo que
a sua implementacgdo € bastante facil, com os Unicos dados necessarios a serem os dados do con-
sumo da semana anterior e a previsdo da temperatura para o dia seguinte. Apenas esta ultima
componente necessita de ser comprada, porém também & possivel realizar a previsdo alterando o

modelo para ndo incluir esta varidvel, a troco de alguma performance.

M Custo Total anual
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Capitulo 5

Conclusoes e Trabalho Futuro

Neste capitulo sdo apresentadas as conclusdes obtidas ao longo da realizagdo da dissertacio.

5.1 Aspetos Gerais

Devido ao elevado nivel de competitividade das empresas do mercado liberalizado da ener-
gia, existe uma grande necessidade de reducdo de custos em todos os aspetos. Na aquisi¢do de
energia, a redugdo de custos é alcancada minimizando os desvios entre a energia programada e a
energia efetivamente consumida pelos clientes. Para tal, a previsdo do consumo tem que refletir
esta necessidade. De forma a minimizar os desvios entre a energia comprada pela empresa comer-
cializadora e a energia consumida pelos seus clientes é fundamental existir uma boa previsao do
consumo, uma vez que uma ma previsao leva a maiores desvios, que sdo fortemente penalizados.

O objetivo desta dissertacdo foi, entdo, minimizar os desvios entre energia comprada, também
designada de programa, e energia consumida, utilizando uma previsdo probabilistica para o dia
seguinte. Tendo obtido a previsdo probabilistica, foram desenvolvidas estratégias de mercado de
forma utilizar a previsio probabilistica para minimizar os desvios e, consequentemente, 0 prejuizo
para a empresa.

Foram testados diversas técnicas ja conhecidas, mas o modelo desenvolvido foi baseado numa
nova metodologia, a Beta Paramenters Estimation (BETAPARES). Esta técnica € uma técnica de
previsdo probabilistica paramétrica, que utiliza uma previsdao do valor esperado e uma previsio
da variancia para calcular os parametros alpha e beta de forma obter uma distribui¢cdo Beta do
consumo para uma hora. Neste caso, a previsdo do valor esperado foi modelizada através de
uma previsdo deterministica do consumo e a previsdo da variancia foi modelizada através de uma
previsdo deterministica do consumo. As previsdes deterministicas podem ser obtidas através de
diversas técnicas, mas neste caso foram utilizadas redes neuronais. A partir dos parametros alpha
e beta obtém-se a distribuicdo Beta do consumo, a partir da qual se desenvolvem estratégias de
mercado.

As estratégias de mercado consistem em determinar o valor do quantil a utilizar de forma a

obter o menor desvio possivel. Estas estratégias geralmente recorrem a média, ou valor esperado,
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ou a mediana, caso seja utilizada uma previsdo deterministica. Neste caso, como existe o acesso
a uma previsdo probabilistica é possivel otimizar o valor a usar, analisando a evolug¢do do quantil
6timo ao longo do tempo. Este quantil pode variar ao longo das horas do dia, por exemplo,

dependendo de um conjunto de varidveis.

Este modelo foi aplicado ao caso de estudo da empresa Energia Simples. Foi utilizado o
consumo hordrio dos clientes da empresa dos anos de 2019 e 2020. Este consumo encontra-se
dividido em instantes ¢, em que cada instante ¢ representa uma data contendo dados da hora do dia,
dia do més, més do ano e ano. Além disso, foram fornecidos dados de previsdes de temperatura,
humidade e nebulosidade para o dia seguinte. A partir destes dados foi possivel desenvolver o

modelo de previsdo probabilistica pretendido.

Numa primeira fase hd um pré-processamento dos dados, onde foram normalizados os con-
sumos horarios dos clientes da empresa. O objetivo desta normalizacdo € colocar os valores do
consumo numa gama entre 0 e 1, requisito fundamental para a aplicagdo do método BETAPA-
RES. Também foi feita uma normalizac@o da previsdo da temperatura para o dia seguinte de forma

a melhorar o desempenho das redes neuronais e diminuir o tempo de treino das mesmas.

Numa segunda fase foram divididos os dados do consumo em dois grupos, um grupo de treino
da rede neuronal e outro grupo de teste e validag@o de resultados. Este dltimo grupo contém os
dados que serdo usados como entrada da rede neuronal e do modelo BETAPARES e a saida serd o
valor da previsdo. Esta saida serd comparada com o valor real do consumo, e o desvio verificado
entre valor previsto e valor real serd comparado com o valor verificado pelos dados da empresa. Os
dois grupos tém tamanhos diferentes, sendo que o grupo de treino contém os dados de 88 semanas

e o grupo de teste e validacdo contém 16 semanas.

Na terceira fase foram determinadas as entradas do modelo desenvolvido e obtida a previsdo
probabilistica. Apds testadas varias varidveis de entrada, determinou-se que o modelo desenvol-
vido obtém os melhores resultados quando as varidveis utilizadas para a previsdo do valor esperado
e da varidncia sdo o consumo da semana anterior, o dia da semana, a hora do dia e a previsdo da

temperatura para o dia seguinte.

5.2 Conclusoes sobre a previsao

Comparando com as técnicas Benchmark, a metodologia BETAPARES obteve os seguintes

valores de indicadores de erro deterministico:
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Indicadores
Modelo MAE | BIAS | MSE | MAPE(%)
QR* 0,758 | -0,141 | 1,054 3,80
QRF* 0,697 | -0,065 | 0,837 3,52
QRNN* 0,689 | -0,116 | 0,857 3,48
SVM 0,695 | -0,117 | 0,882 3,51
NN 0,742 | -0,162 | 0,963 3,81
BETAPARES* 0,687 | -0,105 | 0,831 3,47

*Valores referentes ao quantil 50
Tabela 5.1: Comparacdo dos indicadores do erro de cada modelo de previsdo testado.

A metodologia BETAPARES conseguiu resultados melhores para todos os indicadores do erro
testados, demosntrando que é uma alternativa bastante vidvel para a previsdo de consumos.
Em relac@o aos indicadores probabilisticos, a comparacdo do modelo desenvolvido BETAPA-

RES com os restantes Benchmarks encontra-se na tabela seguinte:

Model Indicadores T
QR 0,555 0.927
QRF 0,544 0332
QRNN 0,541 1,433
BETAPARES 0.538 0219

Tabela 5.2: Comparacio do resultado dos indicadores probabilisticos dos modelos testados.

Novamente a metodologia BETAPARES apresenta os melhores valores para os indicadores,
especialmente para o Pinball Loss.

De seguida respondem-se as questdes de investigagao.

Quais as técnicas de previsdo com melhor desempenho na previsdo de consumo. Pela obser-
vagdo das tabelas 5.1 e 5.2, a par da técnica BETAPARES, as técnicas com melhor desempenho
sdo as QRNN e QRF, considerando as técnicas de previsdo probabilistica, e a SVM, considerando
as técnicas de previsdo deterministica.

Qual é o desempenho tipico de previsdo probabilistica, quer para o valor esperado, quer para
a incerteza. O desempenho tipico da previsdo probabilistica é melhor para os dois aspetos. Para
o valor esperado, os indicadores do erro foram menores nas técnicas de previsao probabilistica do
que nas técnicas de previsdo deterministica, de forma geral. Para a incerteza, apenas a previsao
probabilistica consegue modelizar a incerteza, pelo que o desempenho serd sempre melhor que as
técnicas de previsdo deterministica.

Como varia o desempenho da previsdo probabilistica com a hora do dia, o dia da semana e o
més do ano. O desempenho da previsdo probabilistica € muito consistente ao longo do horizonte
temporal. A tabela 4.5 demonstra que existe pouca variacao do erro usando a previsao probabilis-
tica ao longo dos meses, havendo meses mais dificeis de prever que outros. As tabelas 4.6 e 4.7

demonstram a mesma conclusio relativamente aos dias da semana e as horas do dia.
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Para o modelo de previsdo desenvolvido, qual a melhoria de desempenho relativamente a
modelos de referéncia. Novamente, as tabelas 5.1 e 5.2 indicam que a técnica BETAPARES se
superioriza ligeiramente relativamente as restantes. No MAE ¢ ligeiramente melhor que a QRF e
a QRNN, no BIAS a QRF é melhor, se bem que este indicador apenas indica que a distancia do
valor previsto para o valor real, em média. No MSE € novamente ligeiramente melhor que a QRF
e QRNN. No MAPE, também € melhor que a QRF e a QRNN. Passando para os indicadores pro-
babilisticos, no CRPS todas as técnicas apresentam um valor muito préximo, havendo vantagem
da técnica BETAPARES. No Pinball Loss ha uma clara vantagem da técnica BETAPARES. De
forma geral, o técnica BETAPARES concorre com a QRF e QRNN, sendo claramente melhor que

a técnica QR.

5.3 Conclusoes sobre estratégias de mercado

As estratégias de mercado estudadas resultaram todas em poupanga com os custos dos desvios
em relacdo aos valores obtidos pela empresa. Na tabela 5.3 apresenta-se o custo total anual, bem

como a poupanga obtida:

Estratégia Custo total anual | Poupanga anual(€) | Poupanca(%)
Empresa 29 868 € - -
Global 26593 € 3275 € 10,96%
Mensal 25765 € 4103 € 13,74%
Diério 25133 € 4736 € 15,85%
Horério 26152 € 3716 € 12,44%
Média 25169 € 4700 € 15,74%
Normalizagao 24 485 € 5383 € 18,02%
Ponderada 24321 € 5548 € 18,57%

Tabela 5.3: Comparacido das estratégias estudadadas

Respondem-se, entdo, as questdes de investigacao.

Quais os custos tipicos associados aos desvios e quais as perdas para o agente comercializa-
dor e como variam essas perdas ao longo dos meses do ano, dos dias da semana e da hora do dia.
No total, o custo para a empresa do desvio, nas 16 semanas do grupo de teste foi de 9019,29€,
que corresponde a um valor anual de 29 868€ em perdas com desvios. Também se concluiu que
quanto maiores forem os desvios entre a energia programada e a energia efetivamente consumida,
maiores vao ser os custos. Assim, o grafico 4.6 mostra que os meses de janeiro, abril, junho,
setembro e dezembro t€m o maior erro, logo o maior desvio, enquanto que os meses de fevereiro,
outubro e novembro apresentam o menor desvio. O grafico 4.7 mostra que os maiores custos da
empresa ocorrem nos dias de sexta-feira e de sdbado, enquanto que os menores desvios ocorrem
ao domingo e a quarta-feira. o grifico 4.10 mostra uma tendéncia mais clara dos desvios médios

em cada hora. Entre as horas 0 e 6 o desvio vai diminuindo, voltando a aumentar entre as horas 9
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e 15, onde se continuam a verificar desvios elevados até a hora 18, onde comecam a diminuir gra-
dualmente até a hora 23. Assim, os maiores desvios ocorrem entre as horas 11 € 19, e os menores
entre as horas 3 e 7.

Quais as estratégias de procura melhor sucedidas, recorrendo a previsdo probabilistica e and-
lise de risco. Pela andlise da tabela 5.3, aas estratégias mais bem sucedidas foram a normalizacdo
da otimizacdo mensal, didria e horaria, e a média ponderada das mesmas otimiza¢des, obtendo
reducdes do custo dos desvios de 18,02% e 18,57%, respetivamente. De forma geral, todas as
estratégias apresentaram uma reducdo de custos, mostrando que a previsao probabilistica aliada a
andlise de risco reduz significativamente os custos dos desvios da empresa.

Qual o beneficio economico da utilizacdo do modelo de previsdo desenvolvido. A utilizagio
deste modelo leva a uma reducdo anual de até 5 548€,, ou seja, uma reducgdo de 18,57% dos custos

com o0s desvios.

5.4 Aplicacao do modelo

Como ja foi visto, esta ferramenta tem um valor elevado, traduzindo-se numa reducio conside-
ravel dos custos dos desvios. Esta metodologia é de facil implementacdo, apenas sendo necessario
dados do consumo anteriores, que ja se encontram na posse da empresa, e previsdes meteorold-
gicas, havendo necessidade de as comprar. Ha a possibilidade de implementacdo deste método e
estratégias sem os dados meteoroldgicos, havendo uma pequena perda de performance. Uma vez
que € feita a estacionarizacio da série, ndo deve ser necessario fazer ajustes ao modelo. Porém,
uma vez que as rede neuronais foram treinadas para uma determinada gama de valores, se se veri-
ficar um aumento ou diminui¢do do consumo significativos o modelo deve ser adaptado para essas
situacdes. Este modelo deve ser implementado numa interface automatizada, onde se apresenta a
previsdo probabilistica do consumo e vérios indicadores.

Quanto as estratégias, o quantil foi otimizado para este conjunto de dados em particular, mas
deve de haver uma otimizacao continua, de forma a obter sempre o melhor programa. Esta otimi-
zacdo deve de resultar numa redugdo dos custos dos desvios de 18,57%m ou seja, uma poupanca
de 0,90€ por cada MWh de desvio.
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