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Resumo 

A necessidade de prestar mais e melhores cuidados de saúde a toda a população 

portuguesa exige que os hospitais estejam em constante evolução de forma a cumprir este 

objetivo. As longas e demoradas listas de espera para cirurgia levaram os hospitais a procurar 

soluções que atenuassem o problema, sendo uma dessas soluções a otimização do processo de 

planeamento de cirurgias. O sucesso da otimização depende em grande parte da precisão da 

previsão da duração das cirurgias, que será o foco deste projeto. 

O presente trabalho foi realizado no âmbito de um projeto de consultoria da empresa 

Glintt com um Hospital Público em Portugal, para o desenvolvimento de um modelo de 

otimização e previsão para gestão do planeamento cirúrgico. Assim, pretende-se que este 

trabalho melhore os resultados obtidos pelo modelo de previsão, comparativamente com o 

modelo utilizado pelo hospital que corresponde às estimativas realizadas pelos cirurgiões de 

cada especialidade, baseadas na sua experiência profissional. 

Numa primeira fase, foi feita uma análise à média e variabilidade da duração de cada 

cirurgia com o objetivo de identificar a formação de grupos de procedimentos similiares. O 

intuito foi melhorar a precisão da previsão através do desenvolvimento de modelos para um 

conjunto de dados mais restrito. Não foi possível identificar um número razoável de grupos 

para proceder à divisão dos dados, e por isso optou-se pela divisão pelas especialidades 

cirúrgicas existentes no hospital. Neste projeto, apenas foram desenvolvidos modelos de 

previsão para 3 das 9 especialidades.  

O desenvolvimento do modelo de previsão foi decomposto em três etapas. Na primeira 

etapa foi desenvolvido um modelo base de previsão com recurso à média da duração das 

cirurgias agrupadas pela identificação do procedimento cirúrgico principal realizado presentes 

no histórico do hospital. O objetivo foi definir uma baseline para posterior comparação com a 

implementação de um modelo mais complexo. Na etapa seguinte, com recurso a um conjunto 

de dados com características da cirurgia, foi avaliado o desempenho de 4 algoritmos de machine 

learning (Regressão Linear, Decision Tree, Random Forest e Support Vector Machine), 

selecionando o que obteve melhores resultados para ser utilizado na etapa seguinte, sendo neste 

caso o Random Forest. Na terceira e última etapa, procedeu-se à variação das variáveis 

utilizadas pelo algoritmo, para seleção das com maior impacto na duração das cirurgias, e 

posteriormente otimização dos parâmetros do algoritmo, com recurso aos métodos Random 

Search e Grid Search.  

 Os modelos finais atingiram, em média, melhorias de 15% em termos de accuracy 

quando comparados com os modelos base construídos com base na média da duração para cada 

especialidade analisada. O impacto real da aplicação dos modelos é surpreendentemente 

positivo, com variação percentual da accuracy de 17,7%, 528,5% e 96,5% para as 

especialidades de Cirurgia Geral, Oftalmologia e Ortopedia, respetivamente, quando 

comparados com o método das estimativas dos cirurgiões utilizado pelo hospital. Assim, 

cumpriu-se o objetivo proposto de melhorar os resultados obtidos pelo modelo de previsão. Em 

relação às variáveis significativas, estas inserem-se ou nas características da cirurgia, como a 

lista de códigos de procedimentos cirúrgicos realizados, ou nas características da equipa 

cirúrgica, como o cirurgião que opera o doente, variando de especialidade para especialidade. 

As variáveis representativas da informação sobre o paciente, nomeadamente a classificação 

ASA, o índice de massa corporal, a idade e género, não se revelaram estatisticamente 

significativas, no entanto a análise está condicionada pelo número de reduzido de registos com 

esta informação completa. 
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Advanced Analytics in Health: Machine Learning Algorithms to 
Improve Surgery Duration Prediction 

Abstract 

The need to provide more and better healthcare to the entire Portuguese population 

demands that hospitals are constantly evolving to fulfill this objective. The long waiting lists 

for surgery led hospitals to look for solutions to alleviate the problem, such as the optimization 

of the surgery planning process. The success of the optimization depends largely on the 

accuracy of the prediction of the duration of surgeries, which will be the focus of this project. 

This work was carried out as part of a consultancy project by Glintt with a Public 

Hospital in Portugal, for the development of an optimization and prediction model for the 

management of surgical planning. Thus, it is intended that this work improves the results 

obtained by the prediction model, compared to the model used by the hospital, which 

corresponds to the estimates made by surgeons in each specialty, based on their professional 

experience. 

In the first phase, an analysis of the mean and variability of the duration of each surgery 

was carried out to identify the formation of groups of similar procedures. The intent was to 

improve prediction accuracy by developing models for a more restricted dataset. Due to the 

lack of identification of a reasonable number of groups to divide the data, it was decided to 

divide the data according to the surgical specialties existing in the hospital. In this project, 

prediction models were only developed for 3 of the 9 specialties. 

The development of the prediction model for each specialty was decomposed into three 

stages. In the first stage, a base prediction model was developed using the average duration of 

surgeries grouped by the identification of the main surgical procedure performed in the 

hospital's history. The objective was to define a baseline for later comparison with the 

implementation of a more complex model. In the next step, using a set of data with some 

characteristics about the surgery, the performance of 4 machine learning algorithms (Linear 

Regression, Decision Tree, Random Forest, and Support Vector Machine) was evaluated, 

selecting the one that obtained the best results, in this case, Random Forest. In the third and last 

step, the variables used by the algorithm were varied, selecting those with the greatest impact 

on the duration of surgeries, and then optimization of the algorithm parameters, using the 

Random Search and Grid Search methods. 

  The final models achieved, on average, 15% improvements in terms of accuracy when 

compared to the base models built based on the average duration for each analyzed specialty. 

The actual impact of the application of the models is surprisingly positive, with a percentage 

variation in accuracy of 17.7%, 528.5% and 96.5% for the specialties of General Surgery, 

Ophthalmology and Orthopedics, respectively, when compared with the method of estimates 

of surgeons used by the hospital. Thus, the proposed objective of improving the results obtained 

by the prediction model was fulfilled. Regarding the significant variables, these are related 

either with the characteristics of the surgery, such as the list of codes of surgical procedures 

performed, or with the characteristics of the surgical team, such as the surgeon who operates 

the patient, varying from specialty to specialty. The variables representing the information 

about the patient, such as ASA classification, body mass index, age, and gender, were not 

statistically significant however the analysis is conditioned by the small number of records with 

this complete information.
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1 Introdução 

1.1 Enquadramento do projeto 

O Sistema Nacional de Saúde (SNS) de Portugal apresenta grandes ineficiências, 

nomeadamente o elevado tempo médio de espera para a realização de uma cirurgia. A nível 

nacional observa-se um crescente aumento do número de doentes inscritos no Sistema Integrado 

de Gestão de Inscritos para Cirurgia (SIGIC), tal como pode ser observado na Figura 1. 

Constata-se um decréscimo a partir do ano de 2020 devido à pandemia Covid 19 que obrigou o 

redireccionamento da prestação de cuidados de saúde para o combate à pandemia, reduzindo o 

número de consultas de diagnóstico presenciais realizadas, consultas estas que são essenciais 

para avaliar a necessidade de cirurgia.  

 

Figura 1 - Evolução temporal do número de doentes inscritos no SIGIC1 

O aumento verificado no número de inscritos para cirurgia é explicado essencialmente 

pelo desequilíbrio verificado entre a procura e a capacidade de resposta dos hospitais públicos. 

No entanto, o aumento da esperança média de vida também contribuiu para um aumento da 

procura de procedimentos cirúrgicos, agravando ainda mais esta situação. Este problema de 

gestão torna-se ainda mais complexo pela imposição de Tempos Máximos de Resposta 

Garantidos (TMRG) no acesso a cuidados de saúde no SNS, o que obriga à realização das 

cirurgias em lista de espera dentro de um prazo de dias estabelecido. Por sua vez, a imposição 

dos TMRG protege-nos a todos enquanto cidadãos, uma vez que contribui para uma cultura de 

monitorização destes tempos de espera e potencia a alocação atempada de outros recursos do 

Sistema de Saúde (setor privado e social) quando o SNS não consegue dar resposta – via 

emissão dos vales cirurgia. 

 

1 Disponível em: <https://transparencia.sns.gov.pt/explore/dataset/inscritos-lic-dentro-tmrg> 
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O problema descrito anteriormente coloca os hospitais em Portugal sobre grande pressão 

para o conseguirem atenuar, existindo duas possibilidades para o colmatar. A primeira 

possibilidade que pode surgir como mais óbvia é aumentar a capacidade de produção cirúrgica, 

com recurso ao aumento do número de blocos operatórios e contratação de recursos humanos, 

como cirurgiões, enfermeiros e anestesistas. A segunda possibilidade consiste em otimizar a 

eficiência e eficácia da gestão dos blocos operatórios, aumentando a sua taxa de utilização. No 

entanto, esta possibilidade pode não ser suficiente para atenuar o problema em causa, exigindo 

posterior aumento da capacidade instalada. Não obstante, antes de decidir qual o reforço da 

capacidade necessária importa perceber a real eficiência da capacidade instalada atualmente 

disponível. Uma vez otimizados os recursos, se o desequilíbrio entre procura e oferta for 

circunstancial, então o problema pode ser resolvido com recurso a custos variáveis, 

nomeadamente através de produção cirúrgica adicional. Se, por outro lado, o desequilíbrio for 

estrutural, efetivamente são necessários mais recursos.  

Um dos primeiros desafios com que as instituições de saúde se deparam ao analisar este 

complexo desafio de planeamento é o de não conseguirem analisar a procura e a oferta numa 

mesma unidade de medida de forma direta. Isto é, enquanto a procura se mede pelo número de 

doentes em espera, a oferta mede-se pelo número de horas a afetar a cada especialidade. Para 

converter a procura na mesma unidade de medida é necessário conhecer o tempo efetivo de 

uma cirurgia, que só está disponível depois desta ser realizada. Como aproximação, pode-se 

calcular o tempo estimado das cirurgias em lista de espera, mas essa medida não será 100% 

exata. Para o cálculo desse tempo estimado é preciso ter em consideração que uma cirurgia é 

composta por um ou mais procedimentos cirúrgicos a serem executados, sendo cada um deles 

caracterizado por “uma intervenção manual ou instrumental no corpo do paciente para 

diagnosticar, tratar ou curar doenças ou traumatismo, ou para melhorar a funcionalidade ou 

aparência de parte do corpo”2. Assim, a duração deve englobar todos os procedimentos 

realizados.  

A otimização dos recursos existentes, nomeadamente a melhoria da gestão do bloco 

operatório, é o primeiro passo para tentar combater o problema já descrito anteriormente. Esse 

processo é responsabilidade da área de gestão de operações, que pode atuar em qualquer um 

dos níveis de decisão definidos no esquema da Figura 2, sendo eles o nível estratégico, tático e 

operacional. Com o objetivo de melhorar a performance do bloco operatório, no nível 

estratégico insere-se a definição do modelo de admissão de doentes como centralizado versus 

descentralizado, o estabelecimento do processo pré-operatório como departamental ou 

centralizado e o planeamento dinâmico do bloco operatório. Por sua vez, o nível tático deve 

focar-se no planeamento dos tempos operatórios, com comparação dos tempos de bloco 

atribuídos a cada especialidade (Base e Adicional) com a procura existente em LIC (horas de 

procura) e implementação de um processo para a revisão dinâmica dos tempos por 

especialidade. Por fim, o nível operacional deve concentrar-se no estabelecimento de um 

processo de agendamento de cirurgias padronizado e estimar a duração e variabilidade da 

duração da cirurgia e do recobro, com recurso ao histórico de produção cirúrgica. 

No âmbito desta dissertação, o foco será no nível operacional, onde se insere igualmente 

o agendamento das cirurgias com base num modelo de otimização. De referir que a gestão do 

bloco operatório tem influência direta em toda a cadeia logística do hospital, na alocação de 

recursos humanos, na gestão da relação com o paciente e na gestão de camas (intensivos, 

intermédios e enfermarias). Em particular, os resultados obtidos pelos modelos de previsão da 

duração, a serem desenvolvidos ao longo desta dissertação, serão utilizados diretamente pelo 

agendamento das cirurgias, mas também poderão e deverão ser reaproveitados para alimentar 

as análises de gestão e planeamento da capacidade, pertencentes ao nível tático. 

 

2 https://pt.wikipedia.org/wiki/Cirurgia 
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Figura 2 - Esquema dos diferentes níveis de decisão. Adaptado de Djalma Oliveira, 2007, Planejamento 

Estratégico: conceitos, metodologia e práticas (São Paulo: ATLAS S.A.), 331.  

No âmbito desta dissertação o problema anteriormente descrito do aumento do número 

de doentes em lista de espera foi estudado para um hospital público de Portugal. A Figura 3 

pretende demonstrar a dimensão do problema para esta instituição, sendo neste caso 

representado o número de horas de sala necessário para satisfazer a LIC com recurso à 

estimativa já referida. Antevê-se que, mantendo o padrão de alocação das horas de bloco a cada 

especialidade e o ritmo de produção cirúrgica, isto é, sem recorrer a produção adicional, esta 

instituição acumulará horas em LIC decorrido um ano, sendo quantificadas pela barra à direita 

para cada especialidade. Ou seja, irá agravar o seu problema dos doentes em lista de espera. De 

realçar que esta análise é realizada assumindo que o MSS (Master Surgery Scheduling), os 

recursos humanos e a eficiência se mantêm inalterados.  

 

Figura 3 - Número de horas de bloco correspondente à LIC, por especialidade 

A observação do gráfico permite ainda constatar diferenças acentuadas entre as 

especialidades no número de horas necessárias para satisfazer a lista de doentes inscritos para 

cirurgia. As causas para esse sucedido podem ser diversas, nomeadamente a variação da procura 

por determinada especialidade consoante a localização geográfica, diferença de complexidade 

dos procedimentos cirúrgicos, diferença do número médio de procedimentos realizados entre 

as especialidades ou défice de recursos humanos, como cirurgiões ou anestesiologistas. O 

importante é ter conhecimento desta discrepância entre as especialidades, para o diretor do 

bloco tomar uma decisão informada e apoiada sobre o número de horas de bloco a afetar a cada 

especialidade. Nesse sentido, não se deve fazer uma divisão equitativa do número de horas de 

bloco disponíveis para as diferentes especialidades, mas sim uma divisão ponderada tendo em 

conta o número de horas de LIC que é necessário satisfazer por cada uma das especialidades. 

Tal como referido anteriormente, a abordagem adotada por esta instituição para tentar 

solucionar o problema em causa consiste em melhorar a eficiência da gestão do bloco 
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operatório. Essa abordagem pode ser decomposta em duas fases: melhoria do processo de 

agendamento do bloco operatório e melhoria da previsão da duração de cada cirurgia. A 

primeira fase, que não é âmbito desta dissertação, é constituída por duas etapas: automatizar e 

posteriormente otimizar o processo de agendamento. A segunda fase, que é o objetivo proposto 

para esta dissertação, consiste em desenvolver um modelo para prever a duração das cirurgias 

com base num conjunto de características do paciente e do ato cirúrgico a realizar. 

Na primeira fase, a otimização do agendamento permite de forma direta aumentar a taxa 

de utilização do bloco operatório, com potencial para aumentar o número de cirurgias realizadas 

através do máximo aproveitamento do tempo disponível do bloco operatório. Para além disso, 

permite a libertação de tempo do secretariado clínico e cirurgiões responsáveis pelo 

agendamento para realização de outras tarefas de maior valor acrescentado como o contacto 

com os utentes contribuindo assim para uma maior humanização dos cuidados de saúde. Por 

sua vez, a previsão resultante da implementação da segunda fase, pode contribuir diretamente 

para a redução das taxas de cancelamento e/ou o trabalho extraordinário necessário para 

concluir uma cirurgia. Sendo a duração estimada por estes modelos mais precisa, isto é, com 

menor variação relativamente à duração efetiva, a sua utilização pelo processo de agendamento 

permite originar um planeamento com maior probabilidade de ser cumprido, mesmo que se 

aproveite ao máximo o tempo disponível do bloco operatório, potenciando o aumento da taxa 

de utilização do mesmo. Importa realçar que as duas fases desta abordagem não são 

independentes entre si, uma vez que a performance do modelo de otimização está dependente 

da precisão da previsão da duração das cirurgias, tal como pode ser observado no esquema da 

Figura 4.  

 

 

Figura 4 - Etapas do processo de melhoria da eficiência da gestão do bloco operatório 

Para entender a importância de um bom planeamento, é necessário refletir sobre as 

consequências de um planeamento subestimado e de um sobrestimado. No caso de o 

planeamento das cirurgias ser subestimado, não há uma contribuição eficaz para a redução do 

problema do aumento do número de doentes em lista de espera para cirurgia. Esse facto pode 

originar um aumento do tempo de espera para a realização de uma cirurgia, podendo alguns 

desses doentes serem intervencionados depois do TMRG. Por sua vez, se o planeamento for 

sobrestimado, os profissionais de saúde terão de trabalhar mais horas de forma a cumprir o 

planeado, provocando maior desgaste físico e mais custos para o hospital com horas 

extraordinárias. Nas situações de cancelamento de cirurgias provocadas pelo atraso das 

cirurgias anteriores planeadas, há uma insatisfação por parte do doente com deslocações 

desnecessárias ao hospital ou, em caso extremo, agravamento da sua situação clínica. Tendo 

em conta a grande diversidade de procedimentos e a diferença de complexidade entre eles 

poderá ser necessário fazer uma divisão dos dados e desenvolver um modelo para cada conjunto 

de dados, para potenciar um melhor desempenho do modelo preditivo. 

O hospital em causa disponibiliza um histórico de cirurgias realizadas desde 2015, sendo 

que durante esse período sofreu uma transformação digital, com potencial impacto na precisão 

dos modelos de previsão a serem desenvolvidos. Até julho de 2018, os registos dos tempos do 
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bloco operatório nesta instituição eram feitos manualmente e, posteriormente, transcritos para 

os sistemas de informação. Nesse sentido, há uma maior propensão para erros de introdução 

dos dados, reduzindo a confiança sobre a exatidão dos mesmos. Após a digitalização, os registos 

dos tempos do ato cirúrgico começaram a ser automáticos, possibilitando o aumento do grau de 

confiança relativamente aos dados. Para além disso, este processo também potenciou o acesso 

a mais informação sobre o paciente através do registo automático da informação recolhida na 

consulta de anestesia, que antecede o ato cirúrgico. Informação detalhada sobre o paciente, 

nomeadamente possíveis comorbidades e propensão da condição física para possíveis 

complicações durante a cirurgia, pode melhorar a eficiência dos modelos preditivos. 

A pandemia Covid 19 que assolou Portugal desde março de 2020 provocou uma redução 

da produção cirúrgica, com o cancelamento da maioria das cirurgias eletivas. Como 

consequência, há um menor número de registos durante esse período até à atualidade, afetando 

principalmente o número de registos com maior informação sobre o paciente, metodologia 

implementada pouco antes da pandemia. Para além desse fator, a entidade pública encontra-se 

a fazer a transição do ICD9 para ICD10 na codificação dos procedimentos cirúrgicos, pelo que 

os registos mais recentes não podem ser utilizados, devido ao reduzido número de registos 

históricos com esta nova codificação. 

1.2 A Glintt 

A presente dissertação foi desenvolvida em ambiente empresarial num dos líderes 

ibéricos de consultoria e serviços tecnológicos no mercado de Saúde, a Glintt.  

A Glintt é uma empresa que faz parte do grupo empresarial ANF, Associação Nacional 

das Farmácias, responsável pela área de inovação e tecnologia. É responsável pelo 

desenvolvimento e implementação, para além de oferecer suporte, de um conjunto diversificado 

de produtos próprios para hospitais, clínicas e farmácias. As soluções já desenvolvidas são 

utilizadas em mais de 250 hospitais, 500 clínicas e 14.000 farmácias em Portugal, Espanha, 

Brasil e Angola. 

1.3 Objetivos 

O objetivo principal desta dissertação é reduzir a taxa de cancelamento de cirurgias no 

próprio dia, cancelamentos originados pelo atraso das cirurgias anteriores, e aumentar a taxa de 

utilização do bloco operatório para conseguir atenuar o problema observado do aumento do 

número de inscritos para cirurgia. Estes objetivos podem ser alcançados através da construção 

de um modelo preditivo que melhore a precisão da previsão da duração das cirurgias, que terá 

impacto direto no agendamento do bloco operatório. Para atingir a melhoria da precisão, é 

necessário caracterizar as especificidades de cada cirurgia da melhor forma, e as novas 

informações disponibilizadas sobre o paciente podem ter um contributo fundamental nessa 

caracterização. 

Esquematizando, os objetivos propostos são os seguintes: 

1. Desenvolver um modelo preditivo com melhorias na precisão das previsões 

comparativamente com o sistema em vigor;  

2. Avaliar o impacto da inserção da informação detalhada sobre o paciente na precisão das 

previsões das durações das cirurgias. 

1.4 Metodologia do projeto  

Esta dissertação decorreu ao longo de um período de dezoito semanas. Durante as 

primeiras quatro semanas decorreu a fase de integração na empresa e de conhecimento da 
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equipa de trabalho onde o projeto se inseriu, para além da apresentação de outros projetos já 

desenvolvidos pela empresa. Ainda durante este período desenvolveu-se um trabalho de 

pesquisa sobre a gestão de cirurgias em Portugal e análise dos vários tipos de atributos 

disponíveis sobre cada cirurgia. Após esta fase, foi me apresentada a instituição pública que 

será alvo de análise nesta dissertação e o contexto do problema, nomeadamente foi feita: a 

apresentação do mapa de processos inerentes ao bloco operatório; a disponibilização dos 

atributos recolhidos sobre o paciente aquando da consulta de anestesia para uma análise inicial 

do seu significado em termos clínicos; e a apresentação do relatório de diagnóstico elaborado 

sobre o bloco operatório desta instituição.  

Seguiu-se o estudo do problema, começando com a recolha do histórico de cirurgias 

realizadas desde 2015 e computação da duração de cada cirurgia, com base nos registos de 

tempos fornecidos. Também foi necessário um processamento dos dados para identificação de 

possíveis erros de introdução e eliminação de variáveis sem relevância para o projeto. A 

informação foi fornecida em ficheiros Excel e a análise realizada em linguagem Python, através 

do IDE PyCharm.  

A metodologia seguida no desenvolvido deste projeto está representada no esquema da 

Figura 5. Tal como pode ser observado no esquema, a primeira abordagem seguida neste 

trabalho foi a caracterização de cada procedimento cirúrgico com base na sua duração média e 

desvio padrão e a sua representação num scatter plot cujos eixos eram representados pelas duas 

variáveis calculadas. O intuito era a identificação de grupos de procedimentos semelhantes, 

grupos que seriam definidos com recurso a um método de clustering. O objetivo seria, de 

seguida, desenvolver um modelo preditivo para cada conjunto de procedimentos, com a 

perspetiva de obter melhores resultados em termos de precisão. Além disso, a utilização deste 

método auxiliaria na fácil e escalável implementação dos modelos noutras instituições, uma vez 

que os modelos não seriam fixos por especialidade, mas teriam em conta as características do 

conjunto de dados. No entanto, como resultado desta análise e de forma a garantir a similaridade 

dos procedimentos dentro de cada grupo, era necessário formar um elevado número de grupos, 

e o processo de desenvolvimento de um modelo preditivo para cada grupo seria muito exaustivo 

e incompatível com o tempo de realização desta dissertação. Se, por outro lado, fosse 

selecionado um número reduzido de grupos, não se garantia uma elevada similaridade entre os 

procedimentos, perdendo o interesse do agrupamento. Dadas essas adversidades, optou-se pela 

divisão típica das cirurgias, por especialidades. 

 

Figura 5 - Metodologia iterativa do trabalho desenvolvido 

O desenvolvimento dos modelos preditivos pode ser dividido em duas fases, com 

correspondência com o terceiro e quarto processos do esquema acima apresentado. A primeira 

fase caracteriza-se pela análise de vários modelos de previsão com base num conjunto de dados 

específico e imutável para seleção do modelo com melhores resultados. Na fase seguinte, é 

analisado o impacto da variação do conjunto de dados na performance do modelo anteriormente 

selecionado. 

O projeto é concluído com a comparação do desempenho do modelo preditivo 

anteriormente desenvolvido com o desempenho do sistema em vigor para estimar as previsões, 

baseado nas estimativas feitas pelo cirurgião e/ou secretariado clínico. 
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1.5 Estrutura da dissertação 

A presente dissertação organiza-se em 6 capítulos. 

No presente capítulo é feito um enquadramento ao problema, com identificação das 

possíveis causas do mesmo e culminando com a definição dos objetivos propostos. O capítulo 

2 engloba uma revisão ao estado da arte, nomeadamente uma análise dos modelos preditivos já 

testados para a previsão da duração das cirurgias bem como as variáveis mais relevantes para 

estes modelos, quer respeitantes ao doente, à própria cirurgia ou equipa médica. Por fim são 

analisados aspetos igualmente relevantes como motivos de cancelamento e técnicas de 

antecipar esses cancelamentos. No 3º capítulo, o foco é a descrição detalhada do processo de 

agendamento de uma cirurgia, concluído com a caracterização do sistema adotado para a 

previsão da duração das cirurgias. No capítulo 4 é feita uma descrição dos dados de input, das 

técnicas de processamento de dados implementadas e dos modelos preditivos testados, com 

variação do conjunto de dados de entrada a incluir em cada modelo. Seguidamente, no 5º 

capítulo, são analisadas as soluções encontradas e apresentada a melhoria da capacidade 

preditiva alcançada com o modelo desenvolvido comparativamente com o modelo baseado nas 

estimativas dos cirurgiões. No 6º e último capítulo são realçadas as conclusões e propostos 

objetivos para o trabalho futuro.  
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2 Revisão da literatura 

2.1 Previsão da duração da cirurgia 

Um dos fatores que mais influencia a otimização do planeamento dos blocos operatórios 

é a correta previsão da duração da cirurgia, que corresponde ao tempo para o qual é reservado 

um determinado bloco operatório para uma determinada cirurgia. Esta previsão torna-se mais 

importante que os demais fatores uma vez que para além de reservar esse tempo no bloco 

operatório, impedindo que outras cirurgias possam ser realizadas durante aquele período, 

também determina o staff e os recursos necessários para realizar a cirurgia. Nesse sentido, 

melhorar a precisão do tempo estimado da cirurgia permite otimizar o planeamento dos blocos 

operatórios através de uma atribuição mais eficiente dos diferentes casos cirúrgicos aos 

respetivos blocos operatórios, contribuindo para um uso mais eficiente de todos os recursos e 

consequente redução de custos. Isto permite que mais cirurgias sejam realizadas, reduzindo o 

número de casos cirúrgicos em lista de espera.  

Assim, quanto mais precisa for essa previsão, maior a taxa de utilização do bloco 

operatório. No entanto, todas as cirurgias têm uma duração com um grau de variabilidade e 

incerteza associados que afeta a qualidade dos planeamentos, podendo resultar em previsões 

superestimadas ou subestimadas. No caso de a duração prevista ser superestimada, isto é, ser 

previsto um tempo superior ao da duração real da cirurgia, o bloco operatório não é utilizado 

na sua máxima eficiência, devido à ocorrência de tempos livres entre cirurgias, resultando numa 

redução da receita para o hospital. Em contraste, se a duração prevista for subestimada, ou seja, 

se a duração real da cirurgia for superior à duração prevista, pode provocar um não 

cumprimento do planeamento, devido à falta de tempo disponível. Para além disso também 

pode causar insatisfação quer dos funcionários quer dos pacientes, visto que ou os funcionários 

têm de trabalhar um tempo extraordinário para conseguir concluir a cirurgia em curso, ou as 

cirurgias dos doentes seguintes têm de ser canceladas/adiadas.  

Vulgarmente são utilizados dois métodos para realizar a previsão da duração das 

cirurgias. Um dos métodos consiste nos cirurgiões responsáveis por cada caso fornecerem 

estimativas para a duração estimada, no qual conseguem entrar em linha de conta com a 

complexidade da cirurgia ou riscos associados ao paciente. No entanto, essas estimativas podem 

ser tendenciosas e/ou não têm em conta a duração do ato anestésico, uma vez que não é 

realizado pelo cirurgião que faz a estimativa, mas faz parte da duração total de um cirurgia 

(Eijkemans et al. 2010; Joustra, Meester, and van Ophem 2013; Gomes 2014). O outro método, 

mais automatizado, recorre à média da duração dos últimos procedimentos similares para prever 

cirurgias futuras (Hosseini et al. 2015; Thiels et al. 2017; Tan et al. 2019). 

No entanto, existem alguns desafios com este último método por causa de incorreções 

na introdução dos dados ou existência de poucos dados no caso de procedimentos raros. Além 

disso, este método também não tem em consideração as características específicas do paciente, 

que podem afetar consideravelmente o tempo necessário para realizar determinado 

procedimento. 
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Nesse sentido, de forma a desenvolver um mecanismo mais exato para a previsão, várias 

abordagens têm sido propostas na literatura ao longo dos anos, podendo ser agrupadas em dois 

grandes grupos. O primeiro grupo caracteriza-se por encontrar a distribuição que melhor se 

adequa aos dados analisados e usar essa distribuição para caracterizar a variabilidade dos 

procedimentos cirúrgicos. Posteriormente, essa distribuição é utilizada para normalizar a 

variável dependente, neste caso, o tempo da cirurgia. O segundo grupo caracteriza-se pelo 

desenvolvimento de métodos estatísticos para a previsão da duração das cirurgias e pela 

identificação dos fatores que mais influenciam a variabilidade da duração. A literatura 

encontrada sobre cada um dos grupos será descrita nos subcapítulos seguintes. 

2.1.1 Distribuição da variável duração da cirurgia 

Relativamente aos estudos do primeiro grupo anteriormente referido, Strum, May, e 

Vargas (2000) concluíram que o modelo log-normal é mais adequado que o modelo normal 

para caracterizar a distribuição da duração dos procedimentos, autenticando o uso de 

transformações logarítmicas para normalizar o tempo dos procedimentos cirúrgicos. Segundo 

Stepaniak et al. (2009), a utilização de um modelo log-normal de três parâmetros considerando 

o efeito do cirurgião para a previsão da duração dos procedimentos permite melhorar o 

planeamento do bloco operatório. Esta metodologia consegue obter uma redução significativa 

dos erros de previsão assim como das ineficiências no bloco operatório.  

Assumindo o pressuposto anteriormente demonstrado de que o tempo das cirurgias 

segue uma distribuição log-normal, Dexter e Ledolter (2005) desenvolveram um método 

Bayesiano para calcular os limites de previsão da duração da cirurgia. O objetivo de prever os 

limites é saber a dimensão de possíveis atrasos (limite superior) e cirurgias mais curtas (limite 

inferior), ajustando o planeamento com base nesses limites. Esta solução pode não ter um 

impacto direto na redução do tempo extra usado no bloco operatório, mas ajuda a reduzir os 

tempos de espera dos pacientes e do pessoal médico. 

2.1.2 Modelos de previsão e variáveis significativas 

No que toca ao desenvolvimento de modelos preditivos, inseridos no segundo grupo, 

um dos grandes desafios da correta previsão das cirurgias é o vasto número de procedimentos 

cirúrgicos e de cirurgiões que os realizam, resultando num elevado número de combinações de 

um determinado procedimento realizado por um cirurgião específico. Assim sendo, a maioria 

das combinações terá um reduzido número de ocorrências anteriores. Este facto torna a 

implementação da metodologia da média da duração dos últimos procedimentos similares, um 

dos dois métodos utilizados para prever a duração das cirurgias, pouco eficaz, tal como 

comprovado por Macario (2009), onde 37% dos novos casos não podiam ser previstos devido 

à falta de ocorrência desses casos realizados pelo mesmo cirurgião no ano anterior. Assim, dado 

o vasto número de fatores de algumas variáveis a incluir nos modelos de previsão, 

nomeadamente as variáveis relativas ao código do procedimento cirúrgico e ao cirurgião, bem 

como a existência de várias especialidades, surge a necessidade de reduzir a dimensão destas 

variáveis através da formação de grupos com propriedades idênticas, com o intuito de obter 

melhores resultados preditivos. Este é o caso de Kilinc et al. (2020), que usaram um modelo 

baseado no conceito de árvore num conjunto vasto de dados com o propósito de identificar 

grupos com complexidade semelhante, utilizando as características de cada cirurgia e a sua 

duração como variável de resposta. Após a formação dos grupos, é possível selecionar o modelo 

estatístico que mais se adequa a cada grupo, e usar cada modelo para fazer a previsão da duração 

da cirurgia. No entanto, o estudo tem algumas limitações na sua extrapolação, uma vez que foi 

conduzido apenas considerando um único procedimento.  

De forma semelhante, Hosseini et al. (2015) implementaram um modelo híbrido 

constituído por duas fases. Na primeira fase, e dado que o conjunto de dados era composto por 
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2000 procedimentos diferentes no período em análise, um método de classificação foi proposto 

para agrupar a variável código dos procedimentos, visto ser uma variável com impacto provado 

na duração da cirurgia. Como métodos de classificação foram utilizadas árvores de decisão, 

nomeadamente os algoritmos ID3 e CART (Classification and Regression Trees), permitindo 

agrupar os 2000 procedimentos em 49 grupos distintos. Posteriormente, na segunda fase do 

modelo, desenvolveram dois modelos de regressão com inclusão das seguintes variáveis: 

especialidade, prioridade, classificação ASA (American Society of Anesthesiologists) e idade. 

Os modelos utilizados foram a regressão linear clássica de mínimos quadrados (LIN) com os 

fatores principais incluídos, e uma regressão stepwise (STEP) onde, para além dos fatores 

principais, se inclui a interação de segundo nível. De forma geral, a previsão resultante do 

modelo STEP é melhor do que a do modelo LIN, sendo ambos os modelos melhores que o 

método da média da duração dos últimos procedimentos similares em vigor aquando da 

realização do estudo. No mesmo seguimento e dado o número elevado de diferentes códigos de 

procedimentos, Strum et al. (2000) construíram um modelo linear de cinco fatores principais 

para cada código de procedimento usando como variável de resposta o logaritmo do tempo da 

cirurgia ou do tempo do procedimento. Como fontes de variabilidade consideraram o cirurgião 

(ou a taxa de trabalho do cirurgião, que aumenta proporcionalmente com a duração do 

procedimento), seguido do tipo de anestesia, idade e género do paciente e a classificação ASA.  

O histórico de cirurgias realizadas nos hospitais é normalmente elevado, dado que 

existem bastantes anos de histórico e todos os dias são realizadas várias cirurgias. Este facto 

aumenta o tempo computacional para a construção do modelo, dificultando a análise de vários 

cenários. De forma a reduzir esse volume de registos, algumas análises à previsão da duração 

das cirurgias são feitas tendo por base um conjunto de dados mais específicos, como por 

exemplo o foco em apenas determinados procedimentos. De seguida são apresentados três 

estudos onde se recorreu a essa filtragem dos registos. 

Kougias et al. (2012) analisaram dois procedimentos: a endarterectomia carotídea 

(carotid endarterectomy); e o desvio de extremidade inferior (lower-extremity bypass). Do 

estudo foi possível concluir que um modelo de regressão seria mais fiável na previsão da 

duração destes dois procedimentos do que a média da duração dos dados históricos. Para além 

disso, verificou-se que no caso específico da endarterectomia carotídea, as variáveis preditivas 

mais relevantes eram o cirurgião, a sua experiência e o risco cardíaco cirúrgico.  No caso do 

desvio de extremidade inferior as variáveis mais significativas eram o cirurgião, uso de 

prosthetic conduit, e a realização de um bypass sequencial ou procedimento híbrido. Por seu 

vez, Olsen e Hu (2020) desenvolveram um modelo de regressão linear múltipla aplicado ao top 

4 de cirurgias mais comuns, avaliando o impacto de diversas variáveis na duração de cada 

cirurgia. Idade do paciente, anestesiologista, bloco de operações, número de residentes e dia da 

semana foram as variáveis independentes testadas neste modelo. Os resultados revelaram que 

o modelo desenvolvido não é o mais adequado para avaliar o impacto das variáveis, no entanto 

foi possível concluir que a variável idade não tinha grande influência, com um valor de prova 

médio de 0.51, enquanto a variável cirurgião era importante na determinação da duração. Por 

fim, através de uma análise univariada desenvolvida por Thiels et al. (2017) avaliou-se o efeito 

de algumas variáveis na duração de um procedimento cirúrgico específico, colecistectomia, e 

as variáveis estatisticamente significativas foram posteriormente incluídas num modelo de 

regressão linear multivariada. Os resultados sugerem que o género, o índice de massa corporal, 

a classificação ASA e valores laboratoriais pré-operatórios (testes à função hepática) melhoram 

a previsão da duração da cirurgia.  

Os restantes estudos encontrados incidem sobre o desenvolvimento de modelos que têm 

em conta o conjunto total de dados, aplicando, por vezes, alguma divisão dos dados, por 

especialidade ou cirurgião. Eijkemans et al. (2010) desenvolveram um modelo linear misto 

tendo como variável de resposta o logaritmo do tempo total do procedimento. Primeiramente 

foi construído um modelo base contendo apenas a variável tipo de cirurgia. As restantes 
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variáveis, a estimativa da duração feita pelos cirurgiões e as características da operação (ex. 

número de procedimentos planeados), da equipa (ex. número e experiência da equipa cirúrgica) 

e do paciente (idade, género, índice de massa corporal, número de admissões hospitalares 

anteriores e fatores de risco cardíacos) foram posteriormente adicionadas ao modelo base, 

avaliando a melhoria obtida da capacidade preditiva. Este modelo permitiu uma redução de 2.8 

minutos no tempo subestimado e 6.6 minutos no tempo superestimado comparado com a 

previsão feita pelos cirurgiões. Kayis et al. (2012) optaram por um modelo de regressão, que 

utiliza como base um método de previsão específico da combinação procedimento-cirurgião, 

acrescentando fatores operacionais (ex. ordem da cirurgia, equipa cirúrgica, bloco operatório 

atribuído) e temporais (ex. dia, mês e hora do dia). Melhorias no desvio absoluto da média 

foram alcançados com este modelo, especialmente em casos de longa duração, prevendo-se 

ainda uma redução do tempo de espera dos pacientes em 60% e um aumento do início pontual 

da cirurgia até 30%.  

Alguns autores investigam o uso de técnicas de data mining para prever a duração dos 

procedimentos cirúrgicos.  Tan et al. (2019) propuseram um modelo de data mining, árvore de 

decisão, dividido em duas fases. Na primeira fase, através da combinação do conhecimento do 

domínio operacional e um método de classificação, estimaram um ranking para o cirurgião 

principal, variável que, em princípio, não está ainda definida aquando da fase de planeamento. 

Na fase seguinte, utilizaram essa variável prevista bem como outros preditores, nomeadamente 

a equipa cirúrgica, o paciente e os fatores operacionais e temporais num modelo de árvore de 

decisão para prever a duração de cada procedimento. O modelo base desenvolvido com todos 

os fatores anteriormente referidos, permitiu uma melhoria de 10% da precisão comparado com 

o modelo da média móvel, em vigor no hospital em causa durante a realização do estudo. No 

entanto, o modelo final que apenas inclui algumas das variáveis ainda obteve melhores 

resultados em termos do desempenho da previsão. Bartek et al. (2019) combinaram técnicas de 

supervised machine learning com modelos de regressão linear obtendo um algoritmo com 

maior capacidade preditiva, comparado com o modelo da média móvel utilizado pelo hospital. 

Para além do modelo global, desenvolveram ainda modelos em função do serviço/especialidade 

e do cirurgião. O modelo específico do cirurgião demonstrou ser superior ao modelo específico 

da especialidade, com uma maior precisão e uma percentagem menor de casos de 

superestimação e subestimação. Com este modelo desenvolvido foi possível aumentar a 

capacidade preditiva de 32% para 39%. Tuwatananurak et al. (2019) compararam a previsão de 

um algoritmo de machine learning, Leap Rail, com a previsão da média histórica dos dados. Os 

resultados mostram que o algoritmo implementado obteve uma melhoria de 7 minutos por 

procedimento na diferença absoluta do tempo previsto com a duração real do procedimento 

quando comparado com a previsão da média histórica, o que permite uma redução de 70% na 

imprecisão do planeamento do bloco operatório no período em causa de três meses.  

Também aplicando algoritmos de machine learning, Shahabikargar et al. (2014) 

avaliaram a performance de três algoritmos diferentes, regressão linear (LR), multivariate 

adaptive regression splines (MARS), e random forest (RF), com o objetivo de melhorar as 

previsões da duração das cirurgias. O algoritmo com melhor desempenho foi o random forest, 

atingindo uma redução de 28% do MAPE (mean absolute percentage error) comparado com 

as estimadas dos cirurgiões e da média histórica. O estudo teve como limitação ser pouco 

conclusivo relativamente às variáveis que têm influência na previsão. No seguimento do estudo 

anterior, Shahabikargar et al. (2017) analisaram o desempenho de vários algoritmos, 

nomeadamente generalised linear model (GLM), multivariate adaptive regression splines 

(MARS) e random forest, após filtragem dos dados. A análise incorporou ainda ensemble 

methods para modelos de regressão, nomeadamente M5 method, LS Boost e Bagging 

algorithms. O algoritmo random forest foi o que obteve os melhores resultados de entre os três 

algoritmos analisados inicialmente para a grande maioria das especialidades, conseguindo ainda 

uma redução do MAPE de 0.68 para 0.38 quando aplicado aos dados filtrados. A aplicação de 
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ensemble methods também revelou melhorias significativas na precisão da previsão. Estes 

métodos obtiveram os melhores resultados comparados com os algoritmos anteriores, 

nomeadamente os algoritmos Bagging e o LS Boost, que conseguiram uma redução adicional 

do MAPE quando comparado com o random forest, de 0.38 para 0.31. No entanto, o 

desempenho dos modelos preditivos varia consideravelmente com a especialidade, pelo que 

poderá ser vantajoso escolher o algoritmo que melhor se adapta a cada especialidade, obtendo 

assim melhores resultados em termos globais. 

Um modelo de mixture density network (MDN) foi utilizado por Jiao et al. (2020) para 

prever a distribuição de probabilidade da duração de uma cirurgia, comparando posteriormente 

os resultados com vários modelos de árvore de decisão, nomeadamente simple decision tree 

(DT), random forest (FR) e gradient boosted decision tree (GBT), e um métodos estatístico 

Bayesiano. Tal como já comprovado anteriormente, a distribuição log-normal é a distribuição 

que melhor caracteriza o tempo de cirurgia, pelo que a duração real do procedimento sofreu 

uma transformação logarítmica para ser incluída no modelo. De entre as variáveis analisadas, a 

duração prevista e o nome do procedimento revelaram-se as variáveis mais significativas no 

modelo MDN. Para avaliar a qualidade do modelo, uma medida de precisão para previsões 

probabilísticas de resultados contínuos (CRPS – continuous ranked probability score) foi 

selecionada. Os resultados demonstraram que o modelo MDN obteve a melhor performance, 

com um CRPS de 18.1 minutos, comparado com o modelo GBT, RF, método bayesiano e DT, 

que obtiveram 19.5, 19.6, 21.2 e 22.1 minutos, respetivamente. 

No âmbito de um projeto de otimização do planeamento do bloco operatório, Gomes 

(2014) desenvolveu um modelo de data mining com o objetivo de prever a duração das 

cirurgias, previsão depois usada num modelo de otimização para auxiliar o processo de 

agendamento do bloco operatório. Com esta metodologia testada em dez especialidades 

diferentes foi possível melhorar a precisão em 44% face às estimativas dos cirurgiões, bem 

como reduzir em 27% o MAE e em 26% o tempo total desperdiçado. Este projeto também veio 

mais uma vez realçar que a distribuição da duração das cirurgias tem uma assimetria positiva, 

tornando o método da média de procedimentos anteriores pouco precisa na maioria dos casos.  

Por sua vez, Van Eijk et al. (2016) desenvolveram um estudo cujo objetivo era 

quantificar a variabilidade entre cirurgiões e anestesistas, outro dos grandes problemas da 

otimização do planeamento. Com a implementação de modelos lineares mistos, foi possível 

quantificar a variabilidade resultante do tipo de procedimento, cirurgião principal e secundário 

e anestesiologista. Diferenças entre os cirurgiões principais podem contabilizar apenas 2.9% da 

variabilidade do tempo do bloco, sendo que esta diferença entre os anestesiologistas é ainda 

menor, de apenas 0.1%. No entanto, o tipo de procedimento é a variável com mais impacto na 

variabilidade. Joustra, Meester, e Ophem (2013) comprovaram que os métodos estatísticos, na 

sua maioria, são melhores que as estimativas dos cirurgiões. Não obstante, essas estimativas 

são relevantes pois são inseridas como variáveis explicativas nos modelos estatísticos. Para 

além desta variável (estimativa da duração do procedimento), o código do procedimento, o 

cirurgião, o tipo de anestesia, idade do paciente, classificação ASA, a prioridade e a 

especialidade foram identificadas como variáveis explicativas.  

Em suma, ao longo deste subcapítulo foram apresentadas diversas metodologias para 

tratar o problema da previsão da duração das cirurgias. Para além disso, também foram descritos 

os modelos utilizados nos diferentes estudos e as variáveis estatisticamente significativas 

apuradas para cada modelo. Na Tabela 1 é apresentado um resumo das variáveis 

estatisticamente significativas, divididas por três categorias consoante se relacionem com o 

paciente, a operação ou a equipa médica. As variáveis assinaladas com o símbolo * são as que 

revelaram maior impacto na previsão da duração das cirurgias. 
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Tabela 1 - Variáveis estatisticamente significativas na previsão da duração de cirurgias agrupadas por categoria 

 

2.2 Ato cirúrgico e ato anestésico 

Uma cirurgia é composta por diferentes etapas, tais como a preparação do bloco, seguida 

do ato anestésico e por fim o ato cirúrgico. No que toca à previsão da duração das cirurgias, é 

necessário calcular o tempo em que o bloco de operações vai estar ocupado com determinado 

doente, ou seja, engloba todas as etapas características de uma cirurgia. Quando a previsão é 

feita pelos cirurgiões, estes fornecem uma estimativa para a duração do ato cirúrgico, no entanto 

é necessário ter em conta as restantes etapas da cirurgia para um correto planeamento.  

Nesse sentido, alguns estudos sugerem a divisão da duração da cirurgia nas suas 

diferentes etapas, tais como duração do ato cirúrgico, do ato anestésico e de preparação do 

bloco, para uma previsão mais eficaz da mesma. No caso do estudo desenvolvido por van Veen-

Berkx et al. (2014) sugere-se a divisão do tempo total do procedimento (TPT) em dois 

subtempos: o tempo controlado pelo cirurgião (SCT) e o tempo controlado pelo anestesista 

(ACT). Assim, baseado nos valores históricos de ACT e SCT, o estudo conclui que a previsão 

do tempo total do procedimento pode ser determinada através da seguinte fórmula: SCT * 1.33, 

estimando que o valor de ACT é 33% do valor de SCT. Um estudo semelhante é o apresentado 

por Overdyk et al. (1998), que consideram a mesma divisão do tempo total do procedimento, 

mas concluíram que o SCT é aproximadamente 4.5 vezes superior ao ACT, pelo que o SCT 

deve ser acrescido em 22% para totalizar o tempo total do procedimento. Esta diferença 

observada pode ser potencialmente explicada pelas diferenças do tamanho dos hospitais e o 

número de casos investigados entre os dois estudos. Assim, para a aplicação desta metodologia 

é recomendado o cálculo da proporção do SCT sobre o ACT através dos dados históricos de 

cada hospital.  

Alguns investigadores consideram relevante ponderar o desenvolvimento de modelos 

de previsão para o tempo do procedimento anestésico e o tempo cirúrgico de forma 

independente, como é o caso de  Escobar et al. (2006), em oposição à atribuição de uma 

percentagem para contabilizar o tempo anestésico. Nesse estudo, desenvolveu-se um modelo 

de regressão multivariado para averiguar quais as variáveis impactantes na duração do ato 

anestésico. Concluiu-se que a classificação ASA, a idade, o grau de ensino do residente, a 

monitorização invasiva, a duração do caso e o número do caso no bloco eram as variáveis 

estatisticamente significativas na previsão da duração deste procedimento, ficando de fora do 

modelo outras variáveis como o género, o índice de massa corporal, número de anestesistas (ou 

pessoal anestésico) no bloco e número de blocos operatórios abrangidos pelo anestesista. O 

estudo comprova ainda a importância do desenvolvimento de modelos específicos para o ato 

anestésico, dada a predisposição dos anestesiologistas em subestimar o tempo deste 

procedimento, especialmente em procedimentos difíceis.  



Advanced Analytics na Saúde: Algoritmos de machine learning para melhoria da previsão da duração de 

cirurgias 

14 

No que toca às variáveis com impacto na duração do ato anestésico, num estudo cujo 

objetivo era modelar o tempo anestésico, revelou-se que os preditores estatisticamente 

relevantes eram o índice de massa corporal, o tipo de anestesia e o tipo de procedimento, em 

oposição ao estudo anterior que descartava algumas destas variáveis (Kougias et al. 2013). 

Também relacionado com os fatores que influenciam o tempo do ato anestésico, Silber et al. 

(2007) comprovaram que as características do hospital e do paciente influenciam o tempo do 

procedimento em causa. De entre as variáveis estatisticamente significativas na duração do 

tempo de anestesia destaca-se o número de procedimentos realizados, o género, patologias 

associadas, nomeadamente paraplegia, hipertensão e diabetes, e, para este caso de estudo em 

concreto, a etnia e o nível de rendimento.  

2.3 Cancelamento de cirurgias 

Tendo em conta o objetivo global de otimização do planeamento do bloco operatório, o 

risco de cancelamento é outro fator que influencia esse objetivo. Caso uma cirurgia seja 

cancelada, e não seja possível agendar outra cirurgia para substituir esse cancelamento, há uma 

inutilização do bloco operatório, reduzindo a sua taxa de utilização. Sendo assim, prever o risco 

de cancelamento é de extrema importância para conseguir reduzir esses casos de inutilização 

do bloco operatório. 

Relativamente à previsão da probabilidade de cancelamento de cirurgias, Luo et al. 

(2016) testaram a eficácia de 4 modelos de machine learning (Random forest (RF), Bagging, 

Boosting e Bayesian additive regression trees (BART)) para a previsão do cancelamento das 

cirurgias. Foram incluídas nos modelos oito variáveis, mas apenas quatro se revelaram 

estatisticamente significativas para a previsão em causa, sendo elas o tempo desde a admissão 

do paciente até à cirurgia, o tipo de cirurgia, operação de acordo com o plano e o cirurgião. 

Devido ao desequilíbrio no conjunto de dados de treino dos modelos (com um rácio de 2/11 de 

cirurgias canceladas sobre não canceladas), técnicas como a sobre amostragem e 

subamostragem foram utilizadas na fase de pré-processamento dos dados. Este estudo revelou 

que os modelos têm uma boa performance na previsão do cancelamento das cirurgias, no 

entanto não existem diferenças significativas entre os modelos analisados. Apesar disso, o 

modelo que apresentou melhores resultados foi o Boosting com sobre amostragem dos dados. 

Um outro estudo realizado por Feng et al. (2015) incidiu na análise dos fatores que influenciam 

o cancelamento das cirurgias eletivas, recorrendo a análises ANOVA de um fator e a testes qui-

quadrado. Concluiu-se assim que o cirurgião, a sequência da cirurgia, número de dias depois 

da admissão, sala de operações e se a cirurgia já tinha sido cancelada anteriormente são as 

variáveis com maior impacto no cancelamento, sendo algumas dessas variáveis comuns ao 

estudo anterior. No entanto, o género e idade do paciente, dia da semana e tipo de anestesia 

revelaram-se irrelevantes para este caso de estudo em concreto, cujo foco foi a especialidade 

de Urologia. Estas conclusões podem não se verificar para outro tipo de especialidades, sendo 

uma das limitações do estudo em causa.  

No mesmo seguimento, Pang et al. (2019) foram os primeiros a considerar a incerteza 

relativa ao cancelamento da cirurgia e à duração da cirurgia num problema de planeamento 

múltiplo dos blocos operatórios. O modelo desenvolvido, three-stage stochastic integer 

programming, incorpora quer a decisão de admissão do paciente, quer o planeamento do bloco 

e ainda a sequência de cirurgias. Aplicado a dados reais, o modelo proposto revela uma redução 

considerável do custo total, de aproximadamente 27%.  

Quanto ao impacto de avaliações pré-operatórias na taxa de cancelamento de cirurgias, 

Knox et al. (2009) demonstrou que estas avaliações podem reduzir significativamente o número 

de casos cancelados, de 256 para 114 cancelamentos. O estudo foi realizado através de uma 

análise estatística, recorrendo ao teste do qui-quadrado. Também foi possível concluir que a 

implementação destas avaliações pré-operativas tem um grande impacto na redução de 
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cancelamentos por motivos médicos, com valor de prova de 0.013. Um exemplo dessa redução 

é o caso do aconselhamento adequado sobre a medicação antes da cirurgia, que permitiu uma 

redução do número de casos cancelados de 17 para 1. Por sua vez, as avaliações pré-operatórias 

não têm impacto comprovado na redução de cancelamentos por motivos do paciente, com valor 

de prova de 0.180. Um outro trabalho desenvolvido por Sultan, Rashid, e Abbas (2012), 

incidindo apenas sobre cirurgias cardíacas, confirmou que as avaliações pré-operatórias 

anteriormente referidas podem reduzir o número de cancelamentos, sendo estimado que 22% 

das operações eletivas canceladas no dia da cirurgia podiam ser evitadas. Dentro dos motivos 

de cancelamento apurados neste trabalho, cancelamentos por parte do cirurgião, por parte do 

doente e por problemas administrativas representam 34%, 32% e 34%, respetivamente, dos 

cancelamentos totais.  

Focando a análise nos fatores que contribuem para o cancelamento das cirurgias, um 

estudo desenvolvido na Nigéria revelou as principais causas de cancelamento, bem como 

referiu potenciais medidas para diminuir a taxa de cancelamento (Kolawole and Bolaji 2002). 

Dentro das principais causas relata-se limites de tempo (22.79%), restrições financeiras por 

parte do paciente (20.59%) e cancelamentos pelo doente não comunicados ao cirurgião e 

doenças médicas não controláveis (13.60%). O mesmo objetivo foi identificado no estudo 

apresentado por Chalya et al. (2011), relatando que a maioria das causas de cancelamento 

podem ser prevenidas e são típicas de países de terceiro mundo. Dentro delas, destaca-se a falta 

de um bloco operatório (53.0%) e falta de instalações essenciais (28.4%). Estas causas podem 

ser prevenidas através de um cuidado planeamento e utilização eficiente dos recursos 

hospitalares limitados. 

2.4 Melhoria de precisão com recurso a técnicas de clustering 

Uma das técnicas utilizadas para melhorar a precisão dos modelos desenvolvidos é a 

divisão dos dados em subconjuntos mais restritos, sendo utilizadas técnicas de clustering para 

proceder a essa divisão. Nesse seguimento, um estudo desenvolvido por Elbattah e Molloy 

(2017) analisou a implementação de técnicas de machine learning para apoiar a tomada de 

decisão em relação aos cuidados de saúde para idosos. Inicialmente, os pacientes foram 

agrupados tendo em conta a semelhança de idades, tempo de internamento e tempo decorrido 

até à cirurgia, com recurso ao algoritmo K-Means, no qual se testou vários valores para o 

número de clusters, K. A análise permitiu concluir a presença de três grupos distintos de 

pacientes, grupos esses utilizados para treinar modelos de previsão para prever o tempo de 

internamento do paciente e o destino da alta médica. Para tal, desenvolveu-se um modelo de 

regressão e um modelo de classificação binária para cada grupo de paciente, para realizar a 

previsão das respetivas variáveis. Por fim, foram desenvolvidos dois modelos adicionais 

aplicados ao conjunto total de dados para realizar uma análise comparativa da eficácia da 

utilização de métodos de clustering, que permitiu concluir que a análise com recurso à divisão 

dos pacientes em grupos é mais precisa em ambos os casos de previsão do tempo de 

internamento e destino da alta médica. Este estudo pretende mostrar a eficácia da utilização de 

técnicas de clustering antes da implementação de modelos de previsão na melhoria da precisão. 
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3 Situação inicial 

3.1 Mapa de processos do planeamento de cirurgias 

O problema da previsão da duração das cirurgias insere-se no mapa de processos do 

planeamento e agendamento de qualquer hospital. Neste capítulo será analisado o mapa de 

processos do hospital público de Portugal que disponibilizou os dados para a realização desta 

dissertação. Este mapa pode ser dividido em quatro fases principais: Inscrição na LIC, 

Planeamento e Agendamento, Preparação da Cirurgia e Cirurgia. De seguida, vão ser analisadas 

cada uma das fases individualmente, referindo as tarefas que constituem cada fase. A 

representação gráfica de todo o mapa de processos pode ser observada no Anexo A. 

3.1.1 Inscrição na LIC 

O ponto de partida de todo o processo é a situação clínica de um doente, que poderá 

exigir a realização de uma cirurgia. A primeira tarefa corresponde ao doente ser avaliado pelo 

cirurgião da especialidade mais indicada para o problema do mesmo, que confirma a 

necessidade de cirurgia. Posteriormente, o mesmo cirurgião averigua se aquele paciente cumpre 

os critérios para inscrição na LIC, estipulados pelo hospital. Caso cumpra, é feita uma pré-

inscrição na LIC pelo cirurgião, sendo definidos, em primeiro lugar, o código de diagnóstico e 

os procedimentos a serem realizados durante a cirurgia. É importante realçar a importância da 

correta codificação destes dois parâmetros para que seja possível retirar informação útil e 

pertinente sobre os dados armazenados. De seguida, o cirurgião tem de definir a prioridade, isto 

é, a urgência da patologia, o tipo de cirurgia e os exames/testes a executar antes da intervenção 

cirúrgica. O tipo de cirurgia corresponde a uma das seguintes três opções: Grande Cirurgia, 

Cirurgia de Ambulatório Maior e Cirurgia de Ambulatório Menor.  

A inscrição na LIC, por sua vez, é confirmada pelo diretor de serviço da especialidade 

em causa, que revê os critérios clínicos, os protocolos e verifica a correção dos dados, 

nomeadamente em relação à prioridade atribuída ao paciente. Caso o paciente não cumpra com 

os critérios, é novamente avaliado pelo cirurgião algum tempo depois para nova tentativa de 

inscrição na LIC.  

Esta fase termina com a inserção da inscrição no Sistema Informático de Gestão da Lista 

de Inscritos para Cirurgia, denominado SIGLIC, onde é possível encontrar a informação de 

todos os pacientes em lista de espera.  

3.1.2 Planeamento e Agendamento 

Esta fase corresponde ao agendamento de cada cirurgia constante da lista de espera, bem 

como o planeamento dos recursos necessários para a realizar. O planeamento é efetuado com 

três semanas de antecedência, ou seja, na semana n é realizado o planeamento de cirurgias para 

a semana n+3, salvo eventuais alterações que poderão ser necessárias realizar com menor 

período de antecedência. A Unidade do Hospital de Gestão de Inscritos para Cirurgia (UHGIC) 
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é responsável por extrair os dados do sistema SIGLIC, e assim criar a lista de doentes em espera 

para cirurgia. Essa lista é dividida por especialidade clínica e enviada para o diretor de serviço 

respetivo, que tem como primeira tarefa definir as condições necessárias para a realização de 

cada cirurgia, como por exemplo se é necessário algum equipamento específico durante a 

cirurgia, tal como o raio X ou uma prótese. O diretor de serviço também é responsável pela 

seleção dos doentes que vão ser agendados para cada semana do planeamento, com a imposição 

de alguns critérios relativos ao TMRG.  

Após estas primeiras tarefas iniciais, estão reunidas as condições para elaborar o plano 

operatório, isto é, atribuir a cada um dos doentes selecionados um dia, uma hora e uma sala de 

operações. Cada sala de operações está disponível das 8h às 20h, de segunda a sexta-feira, 

dividida em dois períodos: período da manhã e da tarde. Cada período de cada sala já está 

previamente atribuído a uma especialidade, ou uma subespecialidade, definido pelo MSS. Desta 

feita, a elaboração do plano operatório levada a cabo por cada diretor de serviço não é fácil 

devido às restrições das disponibilidades das salas de operações. Constata-se uma grande 

ineficiência no processo de planeamento, uma vez que o diretor do serviço não tem informação 

suficiente nem recursos disponíveis para uma tomada de decisão informada para além de não 

saber a variabilidade das cirurgias a agendar. Outro grande problema, é a divisão do 

planeamento por cada especialidade, não havendo uma visão agregada, causando problemas 

nomeadamente em relação aos recursos partilhados necessários para determinadas cirurgias.  

O plano operatório é entregue ao secretariado de cada serviço, que o transcreve para o 

sistema informático SCLINICO. No entanto, o plano não é estanque, podendo existir motivos 

que obriguem à sua alteração. Um desses motivos é frequentemente a falta de material 

necessário para a realização da cirurgia. Após o plano ser inserido no sistema informático, o 

enfermeiro chefe do bloco operatório é responsável por rever o material necessário para cada 

cirurgia, e no caso de haver constrangimentos, comunica ao diretor do bloco que toma a decisão 

de quem altera o agendamento. Os restantes motivos provêm de etapas mais avançadas no mapa 

de processo e podem ser exemplificados por casos em que o doente não aceita a cirurgia ou não 

está apto para a mesma. 

Feita a revisão do plano operatório, fica à responsabilidade do secretariado do serviço 

contactar o doente para lhe comunicar as seguintes informações: 

• Data da cirurgia e Data de entrada no hospital (algumas cirurgias exigem o internamento 

do doente no dia anterior); 

• Data da consulta e exames pré-operatórios; 

• Data da consulta pré-anestésica e de enfermagem. 

Por fim, o doente tem a oportunidade de decidir se aceita a cirurgia ou não. Em caso de não 

aceitar, tal como já referido anteriormente, é necessário rever o plano operatório para tentar 

substituir a cirurgia cancelada por outra da lista de espera. Se, por sua vez, o doente aceitar, 

termina a fase do planeamento e agendamento. 

3.1.3 Preparação da Cirurgia 

Esta fase engloba todos os preparativos necessários para a realização da cirurgia, quer 

em relação ao doente, quer em relação aos recursos. Em primeiro lugar, o doente é novamente 

observado pelo cirurgião para avaliar o estado da patologia, na consulta pré-operatória. É de 

realçar que o tempo entre a primeira avaliação do doente e esta consulta varia 

consideravelmente, podendo chegar a ser de vários meses. A evolução da patologia pode 

resultar numa alteração dos procedimentos a serem realizados na cirurgia, definidos aquando 

da inscrição na LIC.  
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Posteriormente, e preferencialmente no mesmo dia, exceto quando não há recursos 

disponíveis, é efetuada a consulta pré-anestésica pelo diretor anestésico ou o anestesista. Nesta 

consulta são recolhidas informações adicionais sobre o paciente, que determinam a sua aptidão 

para a cirurgia. Essas informações podem ser relevantes para estimar a duração prevista da 

cirurgia, pois anteveem possíveis complicações. Estas podem ser organizadas em quatro 

grupos, em função do momento do processo cirúrgico em que o conjunto de dados pode ter 

mais utilidade para suporte à decisão. Na Tabela 2 estão representadas as variáveis preenchidas 

durante a consulta acima mencionada distribuídas pelos grupos já referidos onde poderão 

exercer mais impacto.  

Tabela 2 - Informações recolhidas na consulta pré-anestésica distribuídas por grupos 

 

O conjunto de campos atribuídos ao grupo ‘Atos Pré-cirúrgicos’ correspondem aos 

campos com maior relevância para ajudar a antecipar a probabilidade de 

cancelamento/adiamento. Pertencentes aos grupos ‘Cirurgia’ e ‘Recobro’, estão reunidas as 

informações que terão maior impacto na previsão da duração da cirurgia e do recobro, 

respetivamente. O último grupo ‘Outros’ compreende o conjunto de dados que não terá grande 

relevância para o trabalho a ser desenvolvido. 

Se o anestesista declarar que o doente está apto para cirurgia, há uma avaliação do risco 

de infeção, através de um inquérito realizado ao doente. Caso haja risco de infeção, é necessário 

um planeamento extra de recursos, tais como garantir isolamento durante a cirurgia e o 

internamento. Independentemente do risco de infeção, também é avaliado se o doente necessita 

de cama diferenciada, isto é, cama nos cuidados intensivos ou intermédios, um recurso que é 

escasso e que em caso de indisponibilidade, pode conduzir ao cancelamento da cirurgia.   

Por seu turno, caso o doente seja considerado inapto para a cirurgia, este é suspenso da 

LIC até melhoria do seu estado clínico e o plano operatório necessita de ser revisto. Esta fase 

termina com o planeamento da cirurgia com 48h de antecedência pelo enfermeiro da Unidade 

Centralizada de Admissão de Doentes (UCAD), com comunicação com o doente a relembrar a 

data da cirurgia e os cuidados pré-operatórios necessários, como por exemplo, interromper a 

toma de algum medicamento.  

3.1.4 Cirurgia 

A última etapa compreende a admissão do doente e a realização da intervenção 

cirúrgica. É nesta fase que são registados os tempos associados a cada tarefa executada ao longo 

da intervenção cirúrgica, sendo a sua codificação representada na Tabela 3 e Tabela 4, 

dependendo se o registo foi efetuado antes ou a partir de agosto de 2018, respetivamente. 
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Tabela 3 - Registo de tempos da intervenção 

cirúrgica antes de agosto de 2018 

 

Tabela 4 - Registo de tempos da intervenção 

cirúrgica a partir de agosto de 2018 

 

Para os registos mais antigos, anotava-se manualmente a hora de início e a hora de fim 

para cada tarefa, sendo posteriormente transcritas para o sistema informático pelo secretariado 

clínico. A partir de agosto de 2018, foi implementado no hospital, tal como já referido no 

capítulo de Introdução, o registo automático dos tempos de cada tarefa. Neste caso, o registo é 

efetuado pressionando um botão colocado em cada bloco operatório no início e no fim de cada 

tarefa, que despoleta a ação de inserir a hora respetiva no sistema informático do hospital. Com 

estes registos, é possível computar a duração da cirurgia para posterior utilização no processo 

de previsão da duração. O objetivo é conseguir prever o tempo total que a sala de operações vai 

estar ocupada com um determinado doente, isto é, desde que o doente entra na sala até ao fim 

da cirurgia. Na codificação mais antiga, o tempo total é dado pela diferença entre a hora de fim 

e a hora de início do código de registo 3 (Doente na Sala), enquanto na codificação mais recente, 

o tempo total resulta da subtração da hora do código de registo 7 (Fim Cirurgia) e da hora do 

código de registo 4 (Doente na Sala). Está incluído, desta forma, o tempo necessário para 

anestesiar o doente, normalmente desprezado nas previsões feitas pelos cirurgiões. Note-se que 

por vezes, por indisponibilidade de camas no recobro, o doente permanece tempo adicional no 

bloco operatório até concluir o recobro ou até haver disponibilidade de recursos. Apesar de 

ocupar tempo efetivo do bloco operatório, impossibilitando o início da cirurgia seguinte, esse 

tempo não deve ser imputado à duração da cirurgia pois resultou de uma má gestão dos recursos 

no recobro.  

3.2 Previsão da duração da cirurgia 

Tal como constatado no mapa de processos descrito anteriormente, não há nenhum 

mecanismo implementado no hospital em análise para o cálculo da duração prevista da cirurgia. 

O processo de agendamento, realizado pelo diretor de cada especialidade, é efetuado 

manualmente, com o auxílio de um template. Para tal, o diretor, ou o cirurgião responsável pela 

cirurgia, faz uma estimativa da duração da cirurgia com base na sua experiência, tendo em conta 

o procedimento a ser realizado e antevisão de possíveis complicações.  

Em paralelo à realização desta dissertação, está a ser desenvolvido um modelo de 

otimização para o processo de agendamento, onde a duração prevista de cada cirurgia é 

calculada através da mediana dos registos históricos de tempos para cada código de 
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procedimento principal. Com este modelo, já é possível ter em consideração a variabilidade das 

cirurgias, obtendo desta feita melhores resultados.  

A proposta desta dissertação do desenvolvimento de um modelo preditivo para a previsão 

da duração da cirurgia, com base nas informações recolhidas da inscrição na LIC e da consulta 

pré-anestésica, vem complementar o modelo de otimização, que terá como input os resultados 

obtidos através deste trabalho. 
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4 Metodologia e resultados 

Neste capítulo serão abordadas as diferentes etapas realizadas para a resolução do problema 

proposto, desde a recolha da informação, até à implementação e otimização dos modelos de 

previsão. 

4.1 Recolha da informação 

Antes da implementação de qualquer modelo de previsão, é necessário a recolha de dados 

e o seu tratamento para eliminar possíveis erros de introdução ou outliers que afetam a 

performance do modelo. Os dados da instituição pública em análise foram fornecidos em vários 

ficheiros de Excel separados por categoria e, alguns deles, separados ainda por ano de realização 

da intervenção cirúrgica. De seguida, apresenta-se as tabelas utilizadas na análise deste 

problema, bem como as variáveis relevantes selecionadas dentro de cada tabela. 

• Blo_listas_espera, resultante da inscrição do paciente na lista de espera onde constam 

as seguintes variáveis consideradas relevantes: 

o ‘Num Lista Espera’, número de identificação do paciente na lista de espera; 

o ‘Cod Especialidade’, remetente para o código da subespecialidade a que 

pertence a intervenção cirúrgica; 

o ‘Cod Interv Cirurgica’, referente ao código do procedimento principal a ser 

realizado durante a cirurgia; 

o ‘Blo Num Int’, onde é identificado o número de registo do bloco operatório, 

servindo de chave secundária para ligação com outras tabelas; 

o ‘Cod Medico’, que identifica o cirurgião que irá realizar a intervenção cirúrgica; 

o ‘Prioridade’, com escala de 1 a 4, identificando a urgência da cirurgia; 

o ‘Tipo Cirurgia’, para identificação do tipo de cirurgia, sendo codificada de 1 a 

3 correspondendo a ‘Grande Cirurgia’, ‘Cirurgia de Ambulatório Menor’ e 

‘Cirurgia de Ambulatório Maior’, respetivamente; 

o ‘Cod Risco Anest’, com valores compreendidos de 1 a 5, representando o risco 

associado ao ato anestésico; 

o ‘Lateralidade’, que toma como atributos as letras N, B, D e E, que significam 

‘Não aplicável’, ‘Bilateral’, ‘Direita’ e ‘Esquerda’, respetivamente. A 

classificação ‘Não Aplicável’ é atribuída a cirurgias que não é possível atribuir 

uma lateralidade. 

• Blo_registo, onde é registada a informação aquando da realização da cirurgia: 

o ‘Blo Num Reg’, que identifica o número de registo do bloco operatório; 

o ‘Cod Risco Anest’, idêntico ao presente na tabela Blo_listas_espera onde nem 

sempre é possível identificar o risco do ato anestésico; 

o ‘Cod Tipo Cir’, chave secundária para uma tabela com identificação do tipo 

cirurgia no que diz respeito ao tipo de programação. 
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• Blo_reg_horas, que contém o registo da duração de cada cirurgia: 

o ‘Blo Num Reg’; 

o ‘Dta Intervencao’, com identificação do dia da cirurgia associada ao registo com 

este número de bloco; 

o ‘Dia Semana’, com representação numa escala de 0 a 6, sendo que zero 

corresponde a segunda-feira, do dia da semana em que a cirurgia foi realizada; 

o ‘Tempo Cirurgia’, com a duração total da cirurgia, expressa em minutos, desde 

o momento de entrada na sala de operações até ao fim da cirurgia, englobando 

o ato anestésico. É uma variável calculada a partir do registo dos tempos das 

diferentes etapas da cirurgia, que depende do modo do registo desses tempos. 

• Blo_procedimentos, tabela criada a partir de outra tabela com o registo dos 

procedimentos secundários antevistos a serem realizados numa cirurgia, com registo 

aquando da LIC: 

o ‘Num Lista Espera’; 

o ‘Lista Procedimentos’, com uma lista contendo o código dos procedimentos 

secundários para cada registo da LIC; 

o ‘Num Procedimentos’, representando a quantidade de procedimentos 

secundários a serem realizados. 

• Blo_info_doentes, com informações demográficas sobre o paciente de cada registo na 

LIC, como idade e sexo; 

• Blo_tipo_cirurgias, com descrição da representação quer da variável ‘Tipo Cirurgia’ 

quer da ‘Cod Tipo Cir’; 

• Especialidades, tabela secundária que contém a associação de cada código da 

subespecialidade à sua descrição, e com ligação à especialidade pertencente; 

• Dados Anestesia, onde é incluída a informação adicional recolhida sobre o paciente na 

consulta pré-anestésica, sendo selecionadas apenas as variáveis disponíveis 

identificadas como relevantes na revisão da literatura: 

o ‘LIC’, equivalente à variável ‘Num Lista Espera’ incluída em algumas das 

outras tabelas; 

o ‘ASA’, classificação com graus de I a VI, cujo objetivo é representar as 

comorbidades médicas do paciente para prever possíveis riscos durante a 

cirurgia; 

o ‘IMC’, isto é, índice de massa corporal, calculada através do peso e altura do 

paciente. 

A relação entre as diferentes tabelas acima mencionadas pode ser observada na               

Figura 6. De referir que ao fazer a junção das tabelas, algumas das variáveis foram modificadas, 

nomeadamente a variável ‘Lista Procedimentos’ que passou a incluir o código do procedimento 

principal, sendo que a variável ‘Num Procedimentos’ foi ajustada de acordo com esta alteração. 

Além disso, caso não houvesse registo de códigos de procedimentos secundários, assumiu-se 

que apenas o procedimento principal era realizado, computando a ‘Lista Procedimentos’ e 

‘Num Procedimentos’ para esses casos. Existem duas variáveis representativas da mesma 

informação, ‘Cod Risco Anest’, presentes em duas tabelas distintas que foram agregadas 

durante a junção das tabelas, dando prioridade à informação presente na tabela 

‘Blo_listas_espera’. 
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Figura 6 - Diagrama de UML das tabelas utilizadas neste projeto 

4.2 Processamento de dados 

No que toca ao processamento dos dados, a análise baseou-se em quatro etapas distintas, 

sendo elas: eliminação de fatores em variáveis categóricas, eliminação de erros de introdução, 

processamento de valores nulos e eliminação de outliers.  

4.2.1 Eliminação de fatores 

As variáveis categóricas são definidas por um conjunto de fatores, no entanto, nem 

sempre todos esses fatores são relevantes para o estudo em causa, tal como acontece com a 

variável ‘Cod Tipo Cir’. Esta variável apresenta cinco valores distintos no histórico de cirurgias 

recolhido, sendo representada a sua ocorrência através do gráfico de barras da Figura 7. A 

caracterização de cada fator pode ser encontrada na Tabela 5, com a descrição do que cada 

código representa. Neste caso, para o problema da previsão da duração das cirurgias só são 

relevantes as que são sujeitas a um planeamento prévio, quer no horário normal de 

funcionamento ou com recurso a tempo extraordinário como aos sábados, correspondendo ao 

código 1 e 2, respetivamente. Nesse sentido, apenas os registos com esses valores foram 

utilizados para a restante análise do problema. 
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Figura 7 - Gráfico de barras do Número de cirurgias realizadas consoante o Código Tipo Cirurgia 

Tabela 5 - Caracterização dos fatores da variável Código Tipo Cirurgia 

 

4.2.2 Eliminação de erros de introdução 

Dada a introdução manual da informação nos sistemas de informação do hospital sem a 

presença de filtros ou condições para validar a informação inserida, é frequente encontrar a 

presença de várias incongruências nos dados, tal como se verificou após uma análise aos dados 

recolhidos. No que toca à variável ‘Cod Tipo Cir’, esta devia ser definida numa escala numérica, 

no entanto constatou-se a presença de registos com caracteres, os quais foram eliminados. 

Também foram eliminados os registos cujo tempo calculado de duração de cirurgia era inferior 

a zero, dado ser uma realidade impossível. Isto resulta da introdução de um tempo de fim de 

cirurgia inferior ao tempo de entrada do doente na sala de operações, verificado nos registos 

antes da introdução automática destes tempos. 

Da tabela ‘Dados Anestesia’, as variáveis ‘Peso’ e ‘Altura’ também apresentavam vários 

erros no registo das mesmas. Em alguns casos verificou-se a introdução trocada destas duas 

variáveis, isto é, a altura do paciente foi registada na variável ‘Peso’ e o peso do paciente foi 

registado na variável ‘Altura’, procedendo-se à correção desses registos. A variável ‘Altura’, 

expressa em centímetros, possuía alguns valores introduzidos em metros, convertendo-se esses 

valores para a unidade correta. A variável ‘Peso’, expressa em kg com utilização de casas 

decimais, apresentava valores extremamente elevados, e após uma cuidada análise às 

características do paciente e da cirurgia, concluiu-se que a sua origem era proveniente da falta 

de separação das unidades das casas decimais, sendo, por isso, possível a sua correção. Por fim, 

identificou-se a presença dos valores ‘0’ e ‘1’ nestas duas variáveis, que, não sendo possível a 

sua correção, foram eliminados os registos com estas ocorrências. 
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4.2.3 Processamento de valores nulos 

Os modelos a serem desenvolvidos numa fase posterior não aceitam a presença de 

valores nulos nos diferentes atributos. Existem três opções para processar estes valores nulos: 

eliminação do atributo, eliminação dos registos ou preenchimento desses valores. Neste caso 

em particular, os atributos com valores nulos são considerados relevantes para o 

desenvolvimento dos modelos preditivos pelo que não podem ser eliminados. Dada a 

dificuldade de antevisão ou previsão de possíveis valores para os valores nulos de certas 

variáveis, optou-se pela eliminação dos registos, à exceção da variável ‘Cod Risco Anest’. Para 

esta variável recorreu-se ao preenchimento dos valores nulos pelo valor modal, dado ser uma 

variável categórica. Com o objetivo deste preenchimento ser o mais fiel à realidade possível, 

recorreu-se ao valor modal dos dados agrupados pela variável ‘Subespecialidade’, ‘Tipo 

Cirurgia’ e ‘Lateralidade’.  

4.2.4 Eliminação de outliers 

A variável dependente ‘Tempo Cirurgia min’ tem grande influência nos modelos de 

previsão a serem desenvolvidos posteriormente, pelo que a presença de outliers afeta 

negativamente a sua precisão. Assim, foi feita uma análise para detetar possíveis outliers nesta 

variável, cujos registos serão removidos, com recurso ao método da distância interquartil. Nesse 

sentido, são considerados outliers todos os registos que obedeçam à equação (4.1) 

 𝑇𝑒𝑚𝑝𝑜 𝑐𝑖𝑟𝑢𝑟𝑔𝑖𝑎 > 𝑄3 + 1.5 × 𝐼𝑄𝑅 ∨  𝑇𝑒𝑚𝑝𝑜 𝑐𝑖𝑟𝑢𝑟𝑔𝑖𝑎 < 𝑄1 − 1.5 × 𝐼𝑄𝑅 (4.1) 

onde Q1 e Q3 representam o 1º e 3º quartil, respetivamente, e IQR representa a distância 

interquartil dada pela diferença entre esses dois quartis. 

Dado que esta variável apresenta valores muito díspares, consoante a especialidade a que 

pertence e o procedimento a ser realizado, a fórmula anterior foi aplicada após o agrupamento 

pela variável ‘Cod Interv Cirurgica’. 

4.3 Agrupamento de dados 

Antes da implementação de um modelo de previsão, considerou-se a hipótese de agrupar 

o histórico de registos tendo em conta a duração média e a sua variabilidade para, 

posteriormente, desenvolver um modelo para cada grupo. Esta abordagem visava a melhoria da 

precisão através da utilização de um conjunto de dados mais pequeno e uniforme. Para além 

disso, também facilitaria a implementação dos modelos desenvolvidos noutras instituições, pois 

apenas seria necessário o agrupamento dos dados pelos grupos já formados. Idealizava-se a 

formação de cerca de quatro grupos distintos, caracterizados consoante a sua curta ou longa 

duração, e a sua baixa ou alta variabilidade. 

Para visualizar a presença desses grupos idealizados, recorreu-se a um gráfico de 

dispersão considerando como variáveis a média da duração no eixo das abcissas e o desvio 

padrão no eixo das ordenadas. No entanto, para o cálculo dessas variáveis era necessário 

proceder ao agrupamento dos dados. Como primeira hipótese, considerou-se o agrupamento 

pelo código do procedimento principal, cujo gráfico de dispersão pode ser encontrado na   

Figura 13 no Anexo B. 

No entanto, constatou-se que seria imprudente considerar como semelhante uma cirurgia 

com apenas um procedimento com outra cirurgia com quatro ou cinco procedimentos, o que 

acontecia com a hipótese anterior desde que o código do procedimento principal fosse o mesmo. 

Para agravar esse facto, também se verificou que nem sempre é efetuado corretamente o registo 
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do procedimento principal, podendo acontecer o registo de um dos códigos dos procedimentos 

secundários como principal. Assim, optou-se, como segunda hipótese, por fazer o agrupamento 

através da lista de procedimentos realizados, variável que caracteriza com mais exatidão a 

cirurgia a ser executada do que a variável anterior código do procedimento principal. Com este 

agrupamento garante-se uma maior similaridade das durações das cirurgias dentro de cada 

grupo, como também se considera o número de procedimentos a serem executados.  

Sendo a variável considerada nesta segunda hipótese mais específica, observou-se que 

havia muitas listas de procedimentos com poucas ocorrências no histórico, impossibilitando o 

cálculo das variáveis a serem representadas no gráfico de dispersão. Por outro lado, a 

quantidade de listas de procedimentos com um número de ocorrências inferior ou igual a 5, 

considerado o número mínimo de ocorrências para ser aceitável realizar os cálculos, 

representava cerca de 6.3% do total de registos, sendo uma quantidade elevada para serem 

desprezadas da análise. Como tal, surgiu a necessidade de realizar um agrupamento dinâmico, 

isto é, aplicar regras para que essas listas fossem agrupadas com outras listas semelhantes e 

desse modo, reduzir o número de registos a ser excluído da análise. Logo à partida foram 

eliminadas as listas de procedimentos com apenas um código de intervenção, cujo código só 

tinha uma única ocorrência em todo o histórico de cirurgias. Isto porque não seria possível 

aplicar nenhuma regra para juntar esta lista com outra semelhante, pois não haveria um único 

elemento em comum. O conjunto de regras aplicado pode ser encontrado no Anexo B, sendo 

aplicadas gradualmente até o número de registos a ser eliminado ser inferior a 4,5%. Também 

são apresentados os critérios de escolha do grupo em caso de seleção de mais do que uma opção.  

Após a aplicação do agrupamento dinâmico acima mencionado verificou-se a eliminação 

de cerca de 2000 registos, correspondendo a 3% do total de dados. A aplicação deste 

agrupamento pode ser observada na Figura 14 no Anexo B, onde são apresentados o número de 

grupos com ocorrências inferior ou igual ao limite definido e a percentagem de registos a 

eliminar após cada regra aplicada. O gráfico de dispersão resultante deste agrupamento pode 

ser observado na Figura 8. 

 

Figura 8 - Gráfico de dispersão da média e do desvio padrão da duração dos grupos de listas de procedimentos 

resultantes do agrupamento dinâmico 

A figura revela uma grande diversidade de grupos, sem visualização clara de possíveis 

clusters. Também é possível constatar a correlação entre a duração média e o desvio padrão, 

isto é, quanto maior é a média das durações, maior tenderá a ser o desvio padrão. Para aplicar 

um modelo de clustering, seria necessário considerar um número elevado de clusters para fazer 

sentido aplicar o modelo, ou, no caso de considerar um número reduzido seriam agrupadas 

intervenções com uma duração e desvio padrão muito distintos entres si. Uma hipótese seria o 

recurso a um agrupamento hierárquico e, posteriormente, definir um threshold para averiguar 

os grupos resultantes. Esta metodologia iria originar um número elevado de grupos e, no tempo 
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estimulado para a execução desta dissertação, não seria fazível desenvolver um modelo para 

cada grupo formado, sendo por isso esta ideia abandonada.  

Não sendo possível a formação dos quatro grupos inicialmente idealizados, optou-se por 

uma divisão por especialidade. Isto porque o planeamento é realizado individualmente por cada 

departamento do hospital em causa, ou seja, cada departamento só necessita de prever as 

durações das cirurgias da sua especialidade pelo que um modelo desenvolvido só para esse 

conjunto específico de dados será teoricamente mais preciso.  

4.4 Modelos preditivos 

Tal como referido anteriormente, os dados foram divididos tendo em conta o grupo da 

especialidade a que pertencem, criando um conjunto de dados para cada uma das 9 

especialidades existentes no hospital. Foi definido como objetivo o estudo de apenas 3 

especialidades, Cirurgia Geral, Oftalmologia e Ortopedia, sendo que a análise efetuada seria 

semelhante para as restantes especialidades. Estas três especialidades são as que apresentam 

um maior número de registos no histórico de cirurgias realizadas, sendo uma vantagem para a 

aplicação de modelos preditivos. Por outro lado, também são bastante distintas entre si, uma 

vez que cada especialidade é caracterizada por durações e/ou variabilidades diferentes. No caso 

das cirurgias de Oftalmologia, estas são caracterizadas, na sua generalidade, por uma curta 

duração e baixa variabilidade enquanto as cirurgias de Cirurgia Geral e Ortopedia são de 

média/longa duração, com maior variabilidade.  

Cada especialidade foi sujeita a um conjunto alargado de tentativas de forma a conseguir 

obter o melhor modelo possível, desde o desenvolvimento de um modelo base simples para 

comparação futura com o melhor modelo de previsão desenvolvido, utilização de vários 

algoritmos de machine learning com recurso ao mesmo conjunto de dados e escolha do modelo 

com melhores medidas de precisão, até à afinação dos parâmetros do melhor modelo. Para 

avaliar a performance do modelo de previsão no contexto futuro de integração do planeamento, 

os dados foram divididos em dois conjuntos, dados de treino e dados de teste, com uma 

proporção de 70% para 30%. Assim, o modelo é treinado com o conjunto de dados de treino e 

a sua performance calculada com base no conjunto de dados de teste. As medidas de precisão 

utilizadas estão representadas nas equações (4.2), (4.3) e (4.4): 

 
𝑀𝐴𝐸 (𝑚𝑒𝑎𝑛 𝑎𝑏𝑠𝑜𝑙𝑢𝑡𝑒 𝑒𝑟𝑟𝑜𝑟) =  

1

𝑛
 ∑ |𝑦̂ − 𝑦| 

(4.2) 

 
𝑀𝐴𝑃𝐸 (𝑚𝑒𝑎𝑛 𝑎𝑏𝑠𝑜𝑙𝑢𝑡𝑒 𝑝𝑒𝑟𝑐𝑒𝑛𝑡𝑎𝑔𝑒 𝑒𝑟𝑟𝑜𝑟) =  

1

𝑛
 ∑

|𝑦̂ − 𝑦|

𝑦
× 100 

(4.3) 

 𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 = 100 − 𝑀𝐴𝑃𝐸 (4.4) 

Todas as etapas realizadas serão descritas de seguida em pormenor, com apresentação 

dos resultados para cada especialidade. 

4.4.1 Modelo base 

Com o objetivo de perceber qual o mínimo de performance que o modelo preditivo 

desenvolvido deverá atingir, foi desenvolvido um modelo base simples, sem exigência 

computacional. Este modelo é baseado na revisão da literatura realizada, que refere que a média 

do histórico dos procedimentos anteriores é um dos métodos mais utilizados para gestão do 

planeamento das cirurgias. Nesse sentido, aplicou-se a média ao histórico de cirurgias 

disponibilizado, tendo em conta o procedimento principal realizado. Aqui também foi aplicada 
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a divisão do conjunto de dados, para obter as medidas de precisão apenas com base no conjunto 

de dados de teste. Os resultados podem ser observados na Tabela 6. 

Tabela 6 - Resultados do modelo base da média do histórico de registos, com base no código de intervenção 

principal 

 

Devido à sensibilidade da média à existência de possíveis outliers e ao enviesamento da 

distribuição do conjunto de dados, decidiu-se avaliar a implementação da mediana do histórico, 

em relação ao procedimento principal realizado. Os resultados podem ser observados na          

Tabela 7. 

Tabela 7 - Resultados do modelo base da mediana do histórico de registos, com base no código de intervenção 

principal 

 

A utilização da média do histórico como modelo base aparenta ser um bom ponto de 

partida para futura comparação com os modelos desenvolvidos utilizando algoritmos de 

machine learning, no entanto, a utilização da mediana permite obter melhores resultados de 

precisão das previsões. Como os resultados obtidos com as duas medidas não são muito 

diferentes entre si, selecionou-se a média do histórico, uma vez que é uma medida mais 

conhecida e frequentemente utilizada tendo em conta a revisão da literatura.   

Existem alguns problemas associados ao agrupamento dos dados pelo código do 

procedimento principal, tal como já referido anteriormente, nomeadamente o facto de haver 

possibilidade do registo incorreto do procedimento principal a ser executado, e não ter em conta 

o número de procedimentos a serem realizados. Para além disso, este modelo também é 

prejudicado pela falta de consideração de informações sobre o paciente, que indiquem por 

exemplo a propensão para a ocorrência de complicações, ou sobre a própria cirurgia, como por 

exemplo a lateralidade, sendo que uma cirurgia bilateral será tendencionalmente mais longa 

que a mesma cirurgia unilateral, nos casos em que se aplica. Assim, já era expectável que este 

modelo obtivesse resultados não muito bons, havendo alguma margem para melhoria com a 

implementação de um modelo um pouco mais complexo que considera as informações em falta. 

4.4.2 Seleção do algoritmo 

Existem vários algoritmos preditivos de machine learning que podem ser 

implementados para a previsão da duração de cirurgias, cada um com as suas vantagens e 

desvantagens. Não sabendo, à partida, qual o melhor modelo tendo em conta o conjunto de 

dados do problema, foram testados quatro algoritmos diferentes, sem variação do conjunto de 

dados. O conjunto de dados utilizado nesta etapa incluía as seguintes variáveis, apresentadas na 

Tabela 8, assim como a sua classificação quanto ao tipo de variável. Dado que os algoritmos de 

machine learning do pacote scikit-learn da linguagem python apenas aceitam como dados de 

entrada variáveis numéricas, as variáveis categóricas foram submetidas a transformações. 
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Apesar de ser uma limitação potencialmente importante e que poderá afetar o desempenho dos 

modelos desenvolvidos, não foi encontrado nenhum outro pacote que disponibilizasse estes 

algoritmos e que superasse esta limitação na linguagem em causa. No entanto, constatou-se que 

era uma desvantagem apontada por muitos utilizadores e que os criadores desse pacote estavam 

a tentar solucionar o problema, pelo que daqui a algum tempo essa limitação poderá ser 

ultrapassada. De forma geral, essas variáveis foram transformadas em variáveis binárias, isto é, 

cada fator de uma variável categórica passa a ser representado por uma variável binária, sendo, 

por isso, criadas tantas variáveis binárias quanto o número de fatores de um variável. 

Excecionalmente, a variável ‘Cod Interv Cirurgica’ sofreu uma transformação da variável numa 

escala numérica de 0 a n – 1 fatores. De realçar que esta codificação pode originar um 

enviesamento arbitrário resultante da escala numérica atribuída, ou seja, o modelo pode 

interpretar relações ou proporções inexistentes entre os diferentes fatores. No entanto, dado o 

elevado número de fatores desta variável categórica não era possível aplicar outro tipo de 

transformação, na linguagem em causa. 

Tabela 8 - Variáveis e a sua caracterização do conjunto de dados para testar os diferentes modelos 

 

A variável ‘Num Lista Espera’ foi utilizada apenas como identificador da cirurgia, não 

sendo incluída nos diferentes modelos. Os quatro algoritmos testados tendo em conta este 

conjunto de dados foram: Regressão Linear, Decision Tree, Random Forest e Support Vector 

Machine, disponíveis no pacote anteriormente referido. Os três primeiros algoritmos foram 

escolhidos, essencialmente, com base na revisão da literatura, sendo utilizados por diversos 

estudos e com bons resultados apresentados. O algoritmo Support Vector Machine foi testado 

pela sua excelente capacidade de generalização, por potenciar resultados com alta precisão de 

previsão e pela sua complexidade computacional não depender da dimensionalidade do 

conjunto de dados de entrada. Quanto aos parâmetros de cada algoritmo foram utilizados os 

valores apresentados como default, pois o objetivo desta fase é apenas perceber qual o algoritmo 

com maior potencial para o problema em causa. Para obter a precisão de cada modelo, foi 

implementada a metodologia de validação cruzada, sendo o conjunto de dados de treino 

dividido em 10 subconjuntos, e em cada iteração o modelo é construído com base em 9/10 

subconjuntos de dados e avaliado com base no subconjunto adicional. A performance de cada 

algoritmo resulta da média das performances obtidas em cada iteração. A medida de precisão 

escolhida para selecionar o modelo com melhores resultados, a ser utilizado nas próprias etapas, 

foi a accuracy. Os resultados obtidos para cada especialidade estão apresentados na Tabela 9, 

Tabela 10 e Tabela 11 para as especialidades de Cirurgia Geral, Oftalmologia e Ortopedia, 

respetivamente, com ordenação dos modelos segundo a medida de precisão escolhida. 
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Tabela 9 - Resultados obtidos pelos quatro modelos testados para a especialidade Cirurgia Geral 

 

Tabela 10 - Resultados obtidos pelos quatro modelos testados para a especialidade Oftalmologia 

 

Tabela 11 - Resultados obtidos pelos quatro modelos testados para a especialidade Ortopedia 

 

De salientar que as transformações aplicadas aos atributos, resultantes da necessidade 

de conversão das variáveis categóricas em variáveis numéricas, podem resultar numa redução 

na eficiência do modelo. Os algoritmos implementados noutras linguagens, tal como R, não 

necessitam dessas transformações, reduzindo a memória e o esforço computacional adicional 

resultantes do aumento de variáveis a incluir no modelo.  

Pela análise dos resultados das três especialidades analisadas verifica-se que o algoritmo 

Random Forest é o que apresenta melhores resultados, em termos de accuracy, pelo que será o 

algoritmo eleito para as restantes etapas. Para todas as especialidades, obteve-se uma accuracy 

superior a 60% e com melhorias relativamente ao modelo base da média do histórico de 

cirurgias, apresentado na secção 4.4.1, sem otimização dos parâmetros dos algoritmos. Também 

é de realçar os valores obtidos para o R2, ou coeficiente de determinação, que corresponde à 

proporção da variância da variável dependente explicada pelas variáveis independentes 

inseridas no modelo, sendo o seu valor médio de 62,2%. O objetivo seguinte será otimizar os 

parâmetros do modelo e o conjunto de dados utilizado para obter a melhor precisão possível. 

4.4.3 Seleção das variáveis e otimização dos parâmetros do algoritmo 

Após selecionado o algoritmo com melhores resultados tendo em conta o conjunto de 

dados inicial, existem duas alternativas de otimizar a performance do algoritmo. A primeira 

consiste em fazer variar o conjunto de variáveis a incluir no modelo, com base na sua relevância 

para a previsão, ou incluir novas variáveis, quer através da seleção de outras variáveis 

disponíveis ou transformação de outras já existentes. A segunda maneira baseia-se em otimizar 

os parâmetros do algoritmo, isto é, fazer variar as características de input e selecionar a 

combinação de características com melhores resultados. A metodologia seguida nesta etapa está 

representada no fluxograma da Figura 9, onde se implementou as duas alternativas 

anteriormente referidas para otimização do modelo. 
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Figura 9 - Fluxograma do processo implementado para a seleção de variáveis 

Para cada conjunto de dados testado nesta fase com melhoria comprovada na 

performance do modelo, foi implementado um dos métodos mais comuns para otimização dos 

parâmetros de um algoritmo, o Random Search. Este método consiste em definir um conjunto 

de valores possíveis para os parâmetros do modelo, e aleatoriamente são testadas diferentes 

combinações desses valores. Isto permite descobrir combinações de parâmetros que à partida 

não seriam intuitivas, no entanto exige um tempo computacional maior. Para avaliar cada 

combinação, o método recorre à metodologia de validação cruzada, sendo o conjunto de dados 

dividido em 3 subconjuntos, escolhendo a melhor combinação com base na métrica MAPE. Os 

parâmetros a serem avaliados por este método estão representados na Figura 10, bem como os 

valores definidos para cada parâmetro. 

 

Figura 10 - Parâmetros e conjunto de valores definidos a utilizar no método Random Search 

Os parâmetros anteriormente definidos foram utilizados nas três especialidades 

analisadas, no entanto como as especialidades variam entre si, o conjunto de valores definido 

pode não ser o que mais se adequa a cada uma. Sendo assim, posteriormente a definir qual o 

melhor conjunto de dados para cada especialidade, será realizado um refinamento da otimização 

dos parâmetros, específico para cada uma delas. 

No que toca à variação do conjunto de dados, a metodologia adotada pode ser dividida 

em 5 fases distintas, sendo elas: variação do conjunto de dados inicial, adição de informação 

sobre os procedimentos secundários realizados, adição de informação genérica sobre o paciente, 

adição de informação sobre a equipa médica e, por fim, adição de informação específica sobre 

o paciente. A seleção das variáveis relevantes a incluir no modelo em cada uma das fases foi 

realizada com base na representação gráfica da importância de cada variável para o modelo. 
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Note-se que as variáveis selecionadas numa determinada fase podem deixar de ser incluídas 

numa fase seguinte devido à inserção de variáveis com importância superior.  

Fase 1: Em primeiro lugar fez-se variar o conjunto de dados iniciais anteriormente 

apresentado, tendo em conta a relevância das variáveis na previsão da variável dependente. Ou 

seja, foram sendo progressivamente retiradas do conjunto de dados as variáveis com menor 

relevância até não haver melhorias na precisão do modelo. Para além disso, alguns dos fatores 

das variáveis categóricas podiam ser agrupados, pois cirurgias com esses fatores apresentavam 

durações semelhantes. Nesse sentido, foram aplicadas as seguintes transformações às variáveis 

consideradas com o intuito de melhorar a performance do modelo, nomeadamente a 

transformação da variável ‘Tipo Cirurgia’ em duas variáveis binárias representativas de uma 

grande cirurgia ou cirurgia de ambulatório, ou a transformação da variável ‘Lateralidade’ numa 

variável binária correspondente à bilateralidade de uma cirurgia, dado ser representativa de uma 

cirurgia tipicamente de maior duração. 

Fase 2: Nesta fase foram adicionadas as variáveis relativas aos procedimentos 

secundários realizados, isto é, ´Num Procedimentos´ e ´Lista Procedimentos´. Note-se que as 

variáveis ‘Lista Procedimentos’ e ‘Cod Interv Cirurgica’ não devem ser incluídas 

simultaneamente no modelo, dado que existe uma forte correlação entre as duas variáveis, pelo 

que não acrescentaria nada ao modelo.  

Fase 3: Relativamente à informação genérica sobre o paciente, foram incluídas as 

variáveis ‘Idade’ e ‘Sexo’ do paciente, relatadas como potencialmente relevantes na revisão da 

literatura. Numa das iterações, foi testada a transformação da variável ‘Idade’ em intervalos de 

tempo, definidos através da relação desta variável com a variável dependente ‘Tempo Cirurgia 

min’. 

Fase 4: Quanto à informação da equipa médica e de acordo com o que apresentado pelos 

estudos mencionados na revisão da literatura, apenas foi incluída a variável ‘Cod Medico’, que 

corresponde à identificação do cirurgião responsável por cada caso. É de realçar que a 

atribuição do cirurgião é feita no momento de inscrição do paciente na LIC, podendo por isso 

ser diferente do cirurgião que efetivamente opera o doente. Este facto pode condicionar o 

contributo desta variável na previsão da duração da cirurgia. 

Fase 5: Finalmente, foram adicionadas as informações recolhidas na consulta de 

anestesia apresentadas como relevantes na revisão da literatura, nomeadamente o índice de 

massa corporal, calculado através da altura e peso do paciente, e a classificação ASA. Note-se 

que existem poucos registos com esta informação adicional, uma vez que a sua recolha foi 

implementada recentemente no hospital em causa e como a pandemia Covid-19 obrigou o 

cancelamento da maioria das cirurgias eletivas, reduziu o número de registos normalmente 

efetuados. O número de dados é um fator determinante na performance de um modelo preditivo. 

Assim, para averiguar o impacto da inclusão destas informações adicionais sobre o paciente, é 

necessário comparar com a performance de um modelo desenvolvido com o mesmo número de 

registos, mas sem a informação do paciente. Para além disso também foi reduzida a 

percentagem de dados de teste de 30% para 20%, para incluir mais registos na fase de 

desenvolvimento do modelo. 

Os resultados obtidos em cada fase podem ser observados na Tabela 12, Tabela 13 e 

Tabela 14 para as especialidades de Cirurgia Geral, Oftalmologia e Ortopedia. 
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Tabela 12 - Resultados dos melhores modelos desenvolvidos para cada uma das fases da especialidade de 

Cirurgia Geral 
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Tabela 13 - Resultados dos melhores modelos desenvolvidos para cada uma das fases da especialidade de 

Oftalmologia 
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Tabela 14 - Resultados dos melhores modelos desenvolvidos para cada uma das fases da especialidade de 

Ortopedia 

 

Os resultados mostram um aumento generalizado da performance do modelo até à fase 

4 para todas as especialidades, excetuando a última fase, que é um caso particular. Verifica-se 

assim que as adições efetuadas na fase 2 resultaram num aumento da performance do modelo, 

o que vem, mais uma vez demonstrar que a variável ‘Cod Interv Cirurgica’ não é a melhor 

variável para caracterizar a cirurgia realizada, devendo esta ser caracterizada pela totalidade 

dos procedimentos realizados na mesma. Relativamente à fase 3, a única variável relevante para 

o modelo é a transformação da variável ‘Idade’ em intervalos, no entanto, perde a sua relevância 

na fase seguinte com adição de outro tipo de informação. Com estes resultados comprovámos 

assim o contributo dúbio da variável ‘Idade’ e ‘Sexo’, já verificado ao longo da revisão da 

literatura, não havendo consenso entre os diferentes estudos sobre a relevância destas variáveis.  

Finalmente, a fase 4 apresenta os melhores resultados tendo em consideração os 

resultados obtidos pela aplicação da metodologia Random Search, verificando-se, no entanto, 

diferenças entre o conjunto de variáveis selecionadas com maior relevância para o modelo de 

cada especialidade. A especialidade Cirurgia Geral não possui uma especificação tipificada das 

suas subespecialidades no hospital em estudo, apesar de elas existirem na realidade, pelo que a 

variável ‘Subespecialidade’ não está disponível para esta especialidade. Mas tendo em conta o 

impacto positivo da inclusão dessa variável nos modelos das restantes duas especialidades 

analisadas, pode inferir-se que seria benéfico uma discretização semelhante para o caso de 

Cirurgia Geral. Por outro lado, esta fase vem de encontro com o descrito na revisão da literatura 

relativamente à importância do cirurgião para a previsão da duração da cirurgia, apesar de haver 

algumas reservas relativamente à correspondência do cirurgião codificado nessa variável e o 

cirurgião que opera o paciente.  
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Por fim, relativamente à inclusão de informação adicional sobre o paciente nos modelos, 

os dados não são conclusivos. Para a especialidade de Cirurgia Geral e Oftalmologia, o modelo 

com a adição da variável ‘Classificação ASA’ é o que apresenta melhores resultados, no 

entanto, verifica-se um decréscimo da accuracy relativamente ao modelo base, pelo que esta 

variável não se verifica relevante para a previsão da cirurgia. Por outro lado, para a 

especialidade de Ortopedia, a variável ‘IMC’ transformada nas suas respetivas classes apresenta 

um contributo positivo para o modelo desta especialidade quando comparado com o modelo 

base. No entanto, esta fase é a que apresenta os piores resultados, devido ao reduzido número 

de registos existente. 

Quanto à otimização dos parâmetros do algoritmo Random Forest com recurso ao 

método Random Search, verifica-se que, na sua maioria, este método consegue melhorar 

ligeiramente a performance do modelo, podendo não ser consideradas melhorias significativas. 

No entanto, verifica-se em situações pontuais um decréscimo do desempenho uma vez que com 

este método apenas são testadas algumas combinações aleatórias dos parâmetros, que podem 

ser piores que os parâmetros base definidos para este algoritmo. 

De forma a refinar a otimização dos parâmetros do modelo para cada especialidade, foi 

aplicado o método Grid Search, que consiste em testar exaustiva todas as combinações dos 

valores definidos manualmente para o conjunto de parâmetros selecionados. Neste caso, apenas 

se analisaram três parâmetros do algoritmo, sendo eles: max_depth, min_samples_leaf e 

min_samples_split. O parâmetro n_estimators foi definido com o valor de 1000 para todas as 

especialidades, e os outros dois parâmetros testados na fase de otimização anterior, 

max_features e bootstrap, foi mantido o valor default utilizado no algoritmo, uma vez que era 

igual ao valor obtido em todas as iterações executadas na otimização anterior.  

Esta metodologia foi conduzida com base no modelo obtido na fase 4 da etapa anterior, 

ou seja, foi utilizado o mesmo conjunto de variáveis selecionadas como relevantes e os valores 

dos parâmetros a testar foram definidos tendo em conta os parâmetros obtidos para o modelo 

Random Search dessa fase. Foram testadas diversas combinações de valores para os parâmetros 

até não se verificar melhoria da performance, ou até uma ligeira redução, significando que se 

atingiu o ponto ideal onde os ajustes já não conseguem melhorar o modelo. Os resultados podem 

ser observados na Tabela 15. 

Tabela 15 - Resultados do modelo desenvolvido para cada especialidade com os parâmetros otimizados com 

recurso ao Grid Search 

 

Verifica-se uma pequena melhoria na performance dos modelos desenvolvidos para cada 

especialidade, quando comparados com os resultados da fase 4 apresentados anteriormente. A 

performance dos três modelos desenvolvidos é semelhante, apresentado uma média de 68.08% 

em termos de accuracy. Assim, estes são os modelos finais apresentados como solução para 

resolver o problema proposto. 
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5 Avaliação dos resultados 

Este capítulo pretende fazer uma avaliação comparativa dos resultados apresentados ao 

longo da secção 4.4. Tal como apresentado anteriormente, o desenvolvimento do modelo 

preditivo foi decomposto em diferentes etapas, sendo aqui apresentados os resultados das quatro 

etapas consideradas mais relevantes: modelo base (média), modelo com o conjunto de dados 

mais relevante, modelo otimizado com Random Search e modelo otimizado com Grid Search. 

Para avaliar a evolução da performance das diferentes etapas recorreu-se à variação percentual 

dada pela equação (5.1) 

 (𝐴2 −  𝐴1)

𝐴1
× 100 

(5.1) 

onde 𝐴1 representa o valor de accuracy do modelo inicial e 𝐴2 representa o valor de accuracy 

do novo modelo. Assim, se a variação for positiva, isso significa que se trata de uma melhoria 

do desempenho do modelo. Os resultados das diferentes etapas selecionadas estão apresentados 

na Figura 11, onde se representa a variação percentual de accuracy entre algumas etapas. 

 

Figura 11 - Resultados comparativos dos modelos desenvolvidos em cada fase para cada especialidade 

Verifica-se uma melhoria progressiva das medidas de precisão ao longo das diferentes 

etapas, com melhorias incrementais médias de accuracy de cerca de 15% do modelo final 

comparativamente com o modelo base, tendo em conta as três especialidades analisadas. 

Destaca-se a evolução entre a transição do primeiro para o segundo modelo apresentado onde, 

como já era de esperar, se verifica o maior aumento das medidas de precisão, dado que se aplica 

um modelo mais complexo e com maior capacidade preditiva do que a média, neste caso o 

algoritmo Random Forest. A implementação dos métodos Random Search e Grid Search para 
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otimização dos parâmetros do algoritmo resultou em melhorias reduzidas de accuracy, 

inferiores a 1%, o que parece não compensar o esforço necessário para a sua implementação.  

De forma a validar os resultados obtidos, comparou-se com os resultados dos estudos 

apresentados na revisão da literatura, tendo em conta o algoritmo utilizado e se os resultados 

eram quantificados em termos absolutos ou percentuais. Destaca-se assim o estudo 

desenvolvido por Shahabikargar et al. (2017)  que apresenta os resultados em termos absolutos 

após utilização do mesmo algoritmo random forest. Nesse estudo, obteve-se um valor de MAPE 

de 0.38 quando aplicado aos dados filtrados, com redução para 0.31 depois de aplicados 

ensemble methods. No caso do trabalho desenvolvido nesta dissertação obteve-se um valor de 

MAPE médio de 0.32 para as três especialidades analisadas, resultados ligeiramente superiores 

quando comparados com esse estudo. 

As medidas de precisão calculadas para os modelos desenvolvidos não indicam, por si só, 

o impacto da sua aplicação num contexto real, podendo esse impacto ser positivo ou negativo. 

Nesse sentido, comparou-se o desempenho dos modelos desenvolvidos com o desempenho do 

método utilizado pelo hospital, isto é, as estimativas realizadas pelos cirurgiões aquando do 

planeamento. Para tal, correu-se o modelo desenvolvido para todos os registos de cirurgias já 

realizadas para cada especialidade, para os quais também havia informação sobre o tempo 

efetivo da cirurgia e a duração estimada pelo cirurgião. De seguida calculou-se as medidas de 

precisão utilizadas ao longo desta dissertação para os dois métodos em comparação, cujos 

resultados podem ser observados na Figura 12.  

 

Figura 12 - Comparação entre a performance das estimativas dos cirurgiões e o modelo desenvolvido para cada 

especialidade 

Constata-se uma melhoria significativa entre o modelo desenvolvido e as estimativas 

realizadas pelos cirurgiões, especialmente para a especialidade de Oftalmologia. A variação 

percentual de accuracy entre os dois métodos é de 17,7%, 528,5% e 96,5% para as 

especialidades de Cirurgia Geral, Oftalmologia e Ortopedia, respetivamente. Comprova-se 

desta forma que o impacto da aplicação dos modelos desenvolvidos é positivo. Por outro lado, 

também se pode inferir que a especialidade de Oftalmologia é a que dedica menos tempo e 
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esforço na realização das estimativas das durações das cirurgias por parte dos cirurgiões, dado 

o valor reduzido de accuracy obtido com este método. 

Com uma previsão mais precisa da duração das cirurgias comprovada pelos resultados 

acima apresentados, é possível contribuir para uma maior eficiência do planeamento do bloco 

operatório. Esse contributo pode ocorrer de duas formas: ou se constata a possibilidade de 

agendamento de uma cirurgia extra no final do dia, caso as previsões sejam sobrestimadas; ou 

é possível reduzir o número de cancelamentos no próprio dia, no caso das previsões serem 

subestimadas, sendo que, nesses casos, a cirurgia cancelada nunca seria agendada para aquele 

dia. 
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6 Conclusões e trabalho futuro 

Os hospitais públicos em Portugal enfrentam o grande desafio de tentar melhorar os 

cuidados de saúde prestados enquanto a procura pelos mesmos vai aumentando de forma 

crescente ao longo dos anos. A solução mais imediata consiste na otimização dos recursos já 

existentes. Nesse sentido, focando a análise no aumento do número de inscritos para cirurgia, 

os hospitais tentam otimizar o seu processo de planeamento de cirurgias, de forma a reduzir o 

elevado tempo de espera para cirurgia. Inserido nesse processo, surge a necessidade de melhorar 

a precisão das estimativas das durações das cirurgias, bem como analisar os fatores que 

contribuem de forma significativa para a sua previsão, de forma a construir um planeamento 

que garanta a máxima taxa de utilização dos blocos operatórios.  

Para atingir esse objetivo e após realizar o processamento dos dados, foram testados 

diferentes algoritmos de machine learning, apresentando o algoritmo Random Forest os 

melhores resultados com uma accuracy média de 64,2%, em contraste com os 47,9% de 

accuracy média do algoritmo Regressão Linear, que obteve os piores resultados. De forma a 

melhorar os resultados obtidos, fez-se variar o conjunto de variáveis a incluir no modelo para o 

algoritmo com melhores resultados, com base na sua relevância para a previsão da variável 

dependente, finalizando com a otimização dos parâmetros do algoritmo, com recurso a dois 

métodos distintos. O modelo com o melhor conjunto de dados obteve uma accuracy média de 

67,8%, com subida para os 68,1% depois da otimização dos parâmetros, realçando que o esforço 

necessário para obter esse pequeno incremento pode não ser justificativo.  

Relativamente às variáveis consideradas relevantes e com influência no tempo da duração 

de uma cirurgia, constatou-se que apenas as informações relativas às características da cirurgia 

e à equipa médica foram selecionadas, excluindo do modelo as características do paciente. 

Desta feita, concluiu-se que as informações detalhadas sobre o paciente recolhidas durante a 

consulta pré-anestésica não tinham um impacto positivo na precisão das previsões. No entanto, 

o reduzido número de registos com esta informação adicional pode ter afetado negativamente 

as conclusões retiradas. Só foram adicionadas as informações apontadas como relevantes na 

análise feita à revisão da literatura, a classificação ASA e o índice IMC, mas dessa consulta são 

recolhidos muitos outros parâmetros sobre o paciente, nomeadamente a avaliação da via aérea 

e medidas padronizadas em diferentes índices, como o caso do índice de fragilidade (frailty 

score), que avalia a condição física do paciente, e o índice de LEE, que caracteriza o risco 

cardíaco. Este tipo de informação pode ajudar a prever a probabilidade de possíveis 

complicações durante a cirurgia e quantificar a dificuldade da intubação/ventilação do paciente, 

fatores que podem influenciar o tempo de uma cirurgia.  

O trabalho desenvolvido ao longo desta dissertação resultou no desenvolvimento de um 

modelo com melhorias significativas em termos da precisão da previsão das cirurgias, quando 

comparado com as estimativas realizadas pelos cirurgiões de cada especialidade, sendo assim 

cumprido o objetivo principal proposto. Para além disso, este trabalho irá contribuir para o 

processo de transformação digital que o hospital tem vindo a implementar, através da 

automatização do processo de agendamento do bloco operatório. Ou seja, a duração das 

cirurgias é estimada através dos modelos desenvolvidos, que apenas precisam da especialidade 
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e as restantes variáveis apuradas como estatisticamente significativas em cada modelo como 

dados de input, sendo posteriormente utilizada diretamente no modelo de otimização do 

planeamento.  

É esperado que a combinação da melhoria das precisões das durações da cirurgia com o 

modelo de otimização do planeamento do bloco operatório permita obter uma redução da taxa 

de cancelamento de cirurgias, com impacto direto na satisfação do doente, e aumento da taxa 

de utilização do bloco operatório, que contribui para o aumento do número de cirurgias 

realizadas. Caso estes benefícios sejam verificados, a médio/longo prazo irá ser possível a 

atenuação do problema do aumento observado do número de doentes inscritos para cirurgia.  

O facto de os algoritmos utilizados ao longo deste trabalho não suportarem variáveis 

categóricas para o seu desenvolvimento, sendo necessário aplicar transformações para obter 

variáveis numéricas, pode ter contribuído para uma redução da eficiência dos mesmos. No 

entanto, na linguagem utilizada ainda não existem soluções para ultrapassar esse obstáculo. 

Também não foi possível aplicar as técnicas de clustering, com o intuito do desenvolvimento 

de modelos para os grupos formados com cirurgias com características similares em termos de 

duração, de forma a obter melhores resultados preditivos, tal como comprovado na revisão da 

literatura. Em relação às variáveis, não foi possível avaliar o impacto de certos parâmetros sobre 

o paciente já referidos como possivelmente importantes para a determinação da duração de uma 

cirurgia, uma vez que esses parâmetros não são de preenchimento obrigatório, pelo que se 

verifica a existência de uma grande percentagem de valores nulos. Esse facto combinado com 

o reduzido número de registos existente até ao momento do desenvolvimento deste trabalho, 

resulta num número insuficiente de registos com essa informação para desenvolver um modelo 

de previsão, impossibilitando a análise do impacto desses parâmetros na precisão da previsão 

das cirurgias. 

A respeito de trabalhos futuros, em primeiro lugar é necessário desenvolver os modelos de 

previsão para as restantes especialidades não analisadas neste projeto. Devido à alteração da 

codificação dos procedimentos cirúrgicos, é fundamental realizar um mapeamento dessas 

alterações para possibilitar a implementação dos modelos preditivos desenvolvidos nos novos 

registos de inscritos para cirurgia. Por outro lado, também se constatou que a aplicação de 

ensemble methods parece demonstrar um impacto positivo na precisão, pelo que, futuramente, 

poderiam ser aplicados aos modelos desenvolvidos para melhoria da precisão. Por fim, as 

próximas etapas deverão focar-se na integração do modelo de otimização do planeamento com 

os restantes planeamentos, nomeadamente das equipas, dos materiais e dos fármacos, para 

garantir a melhor gestão de todos os recursos disponíveis.  
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ANEXO A: Mapa de processos do planeamento de cirurgias 

 



Advanced Analytics na Saúde: Algoritmos de machine learning para melhoria da previsão da duração de cirurgias 

47 



Advanced Analytics na Saúde: Algoritmos de machine learning para melhoria da previsão da duração de 

cirurgias 

48 

ANEXO B: Agrupamento dinâmico 

 

Figura 13 - Gráfico de dispersão da média e do desvio padrão da duração dos grupos de listas de procedimentos 

resultantes do agrupamento por código do procedimento principal 

Regras aplicadas no agrupamento dinâmico: 

1. Listas contendo o mesmo número de procedimentos, sendo o número superior a 2, e 

com 65% dos elementos iguais entre listas; 

2. Listas com diferença no número de procedimentos de 1, restrito às listas com número 

superior a 3, e com 65% dos elementos iguais; 

3. Listas com diferença no número de procedimentos de 1, com número de procedimentos 

igual a 2 e 2 elementos iguais entre listas (Juntar grupos de 2 procedimentos com grupos 

de 3 procedimentos); 

4. Listas com diferença no número de procedimentos de 1, número de procedimentos igual 

a 1 e 1 elemento igual presente em todas as listas do grupo e cujas ocorrências do grupo 

são superiores ao threshold; 

5. Listas com diferença no número de procedimentos de 1, número de procedimentos igual 

a 2 e 1 elemento igual presente em todas as listas do grupo. 

 

Ordem de escolha da lista, no caso de seleção de mais do que uma hipótese no agrupamento: 

1. Maior número de procedimentos iguais entre listas; 

2. Menor número de ocorrências do grupo; 

3. Menor número de listas pertencentes ao grupo.  
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Figura 14 - Output do agrupamento dinâmico com base na lista de procedimentos 

 

 


