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Resumo

O sono insuficiente é um problema proeminente na sociedade moderna, com diversos efeitos
e riscos negativos. Uma das consequências mais graves são os acidentes de viação causados pela
sonolência, que prejudica a perceção, o tempo de reação e todo o processo de decisão do condutor.
Os condutores profissionais são um dos grupos de risco para estes acidentes, nomeadamente por
privação de sono, condução noturna, longas distâncias a percorrer e distúrbios de sono.

As soluções atuais para combater o sono ao volante abordam o problema pela deteção de
sonolência. Assim, o condutor precisa de chegar a esse estado para ser emitido um alerta, o que
pode ser demasiado tarde e este já não ter reflexos para reagir. Neste contexto, torna-se relevante o
desenvolvimento de um sistema que integre a previsão de sonolência e a sua prevenção. Através da
previsão do estado de sono, será possível alertar antecipadamente o condutor enquanto este ainda
se encontra em vigília. Para minimizar a ocorrência de novos episódios, é necessário identificar o
motivo pelo qual ocorre um estado de sonolência indevidamente, causado por distúrbio ou privação
do sono. Com vista numa solução não intrusiva e de baixo custo, a sua operacionalização será
através da análise de dados biométricos de um dispositivo de pulso utilizado em permanência.

Este trabalho está integrado no projeto “Sono Ao Volante 2.0” e foram várias as contribuições,
como seja: a revisão da literatura associada aos conceitos do sono e distúrbios do sono; apresen-
tação das principais soluções científicas e comerciais para recolha de dados; análise do sinal de
electrocardiograma para a classificação automática das fases do sono. Para tal, foi utilizado um
dataset público, e extraídos atributos associados à variabilidade da frequência cardíaca. Na classi-
ficação de três e quatro classes, o algoritmo Random Forest permitiu atingir uma exatidão de 90%
e 78% e um coeficiente Kappa de Cohen de 0.71 e 0.64, respetivamente. Apesar de promissora,
algumas limitações ainda estão presentes nesta abordagem, nomeadamente, a viabilidade de um
cenário dependente do indivíduo, sendo necessário um conjunto de dados mais abrangente para
análise futura.

Palavras-chave: Previsão de sonolência, Sinais biométricos, Sistema não intrusivo, Machine le-
arning.
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Abstract

Insufficient sleep is a prominent problem in the modern society with several negative effects
and risks. One of the most serious consequences is traffic accidents caused by drowsiness, which
impairs the driver’s perception, reaction time and decision-making. Professional drivers are parti-
cularly at risk of such accidents, namely due to sleep deprivation, night-time driving, long distan-
ces to travel and sleep disorders.

The current solutions to prevent a person from falling asleep while driving address the problem
by detecting drowsiness. Thus, the driver must reach this state to receive an alert, which may be too
late, and he can no longer react. In this context, it is relevant to develop a system that integrates the
prediction of drowsiness and its prevention. By predicting the drowsy state, it will be possible to
warn the driver in advance while he is still alert. To minimize the occurrence of further incidents,
there is a need to identify the reason why a state of drowsiness occurs, caused by a disorder or
sleep deprivation. Towards a non-intrusive and low-cost solution, the system will be implemented
through the physiological signals collected from a wearable device used continuously.

This work is integrated on the project “Sono Ao Volante 2.0” and there were several contribu-
tions, such as: a literature review of the concepts of sleep and sleep disorders; presentation of the
main scientific and commercial solutions for data collection; analysis of electrocardiogram signal
for automatic sleep staging. For that purpose, a public dataset was used, and features related to
heart rate variability were extracted. In the three and four class classification problem, the algo-
rithm Random Forest reached an accuracy of 90% and 78% and a Cohen’s kappa statistic of 0.71
and 0.64, respectively. Although promising, some limitations are still present in this approach,
namely, the viability of a user dependent scenario, requiring a larger dataset in future analysis.

Keywords: Drowsiness prediction, Biometric data, Non-intrusive system, Machine learning.
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Capítulo 1

Introdução

1.1 Contexto

A condução é uma atividade complexa que exige consideráveis capacidades percetivas, físicas

e cognitivas do condutor [1]. É considerado um processo dinâmico em que os principais elementos

são o condutor, o veículo e o ambiente de condução. Assim, a função principal do condutor con-

siste em permanecer consciente do ambiente, tomar decisões e executar ações [2]. A sua atenção

ativa desempenha um papel fundamental na condução segura. Por conseguinte, o desenvolvimento

de monitorização contínua tem um impacto direto no número de acidentes rodoviários.

As colisões de veículos automotores causam mais de 1.2 milhão de mortes em todo o mundo e

um número ainda maior de lesões não fatais a cada ano, afetando negativamente a saúde e o bem-

estar dos sobreviventes e suas famílias [3]. As causas mais comuns para acidentes de viação podem

ser sumariadas em distração, fadiga e estilo de condução agressivo [2]. Os condutores em estado

de sonolência normalmente apresentam decréscimos de vigilância e desempenho. Representando

20% de todos os acidentes rodoviários globais, a sonolência na condução é uma das principais

causas de acidentes mortais [4].

Vários fatores podem contribuir para a sonolência ao volante. As suas causas mais frequentes

incluem distúrbios do sono, nomeadamente a apneia do sono, ou fatores comportamentais, como

privação do sono e trabalho por turnos [5]. Longas horas de condução e a hora do dia são iden-

tificados como principais fatores, e em conjunto com a restrição de sono, constituem potenciais

fontes de medidas corretivas destinadas a evitar tais ocorrências [6].

É de notar que os condutores profissionais são um dos grupos de risco para estes acidentes. Os

resultados de diferentes pesquisas em todo o mundo demostram que mais de 50% dos motoristas

de longo curso já adormeceram ao volante em algum momento [7]. Num estudo acerca dos moto-

ristas de camiões em Portugal, mais de 8 em cada 10 condutores relataram conduzir com sono [8].

A condução é exercida durante longas horas, por vezes irregulares e em conflito com o ritmo circa-

diano natural do motorista, e associada a estradas longas, monótonas e de alta velocidade. Assim,

estes condutores podem acumular uma dívida considerável de sono [9]. O horário de trabalho traz

também desafios na manutenção de um estilo de vida saudável, incluindo uma dieta nutritiva e

1



2 Introdução

exercício regular, o que influencia substancialmente o seu bem-estar e desempenho no trabalho

[10]. Estudos demonstram que nestes condutores as prevalências de apneia de sono obstrutiva são

geralmente mais elevadas do que na população em geral, e apresentam assim, um maior risco de

acidentes por sonolência [11]. Por fim, no caso de transporte de passageiros, colocam em perigo

um grande número de pessoas, tendo assim um maior impacto a nível da saúde pública.

Em conclusão, a influência da sonolência ao volante em acidentes rodoviários é de gravidade

reconhecida e, portanto, um problema que precisa de ser solucionado.

1.2 Motivação

O desenvolvimento de tecnologias para detetar ou prevenir a sonolência ao volante apresenta-

se como um grande desafio no domínio dos sistemas de prevenção de acidentes. A monitorização

e assistência à condução têm sido progressivamente integradas nos veículos de forma a auxiliar os

condutores para uma condução confortável e segura [12]. No entanto, a maioria das abordagens

atuais está focada na deteção de um estado comprometido do condutor, e não na sua previsão

[13]. Assim, é importante realçar a distinção entre estes dois termos. O objetivo ideal deve ser a

previsão do início da sonolência, pois no momento de deteção, a condução sonolenta já pode ter

levado a uma situação potencialmente perigosa ou até a um acidente [14].

A privação crónica do sono tornou-se num problema de saúde relevante na sociedade moderna,

com inúmeras consequências negativas para a saúde [15]. A prevalência de distúrbios do sono tem

aumentado recentemente [16], sendo que a apneia de sono obstrutiva afeta entre 9 a 38% da popu-

lação adulta em geral [17]. Vários métodos para monitorizar o sono e diagnosticar distúrbios do

sono foram desenvolvidos, destacando fatores como acessibilidade e baixo custo. Neste contexto,

existe um aumento dos dispositivos disponíveis para os utilizadores, como wearables e aplicações

móveis. Contudo, estes novos sistemas são raramente validados com a polissonografia, realizada

em ambiente clínico e considerada o método padrão-ouro para avaliar o sono, de forma a garantir

a sua fiabilidade e validade [18, 19].

1.3 Objetivos

Esta dissertação está inserida no projeto “Sono Ao Volante 2.0” com cooperação entre a FEUP,

o Instituto Politécnico do Cávado e do Ave, a empresa Optimizer e o Instituto de Sono. Este aborda

o problema da sonolência na condução, e pretende desenvolver uma solução focada na prevenção e

segurança rodoviária. Assim, têm como objetivo um sistema que permita a previsão da sonolência

ao volante, e a deteção de privação crónica do sono e distúrbios do sono, em particular, a apneia

do sono e perturbações do ritmo circadiário. A sua operacionalização será através da análise de

dados biométricos e físicos recolhidos por um dispositivo de pulso usado em permanência, nome-

adamente, o ritmo cardíaco, pressão de oxigénio arterial e movimento. Deste modo, são incluídos

os conceitos de baixo custo e utilização não intrusiva no quotidiano das pessoas. Este sistema é
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ilustrado na figura 1.1. É de referir ainda a importância dos dados classificados e validados por

profissionais de saúde, essenciais para o cumprimento dos objetivos, que incluem:

• Construir padrões relacionados com os estados de vigília e sono de modo a sinalizar cicli-

camente potenciais distúrbios de sono ou privação crónica do sono.

• Monitorizar o estado de vigília durante a condução, e emitir um alerta quando existe previ-

são de que o estado de sono ocorrerá num curto prazo.

sinais

alertaalerta

sinais
Deteção de 

privação de sono

Deteção de 
distúrbios de sono

Previsão de
sonolência

Figura 1.1: Arquitetura geral da solução.

1.4 Contribuição

No âmbito desta dissertação, através de uma análise detalhada da literatura, são apresentados

de forma clara conceitos associados ao sono e distúrbios de sono, e realizada uma revisão das so-

luções atuais, tanto científicas como comerciais, para lidar com as questões abordadas no projeto.

Além disso, como trabalho inicial, foi considerada a análise do eletrocardiograma para a classifi-

cação das fases do sono. Para tal, foi utilizado um dataset público, e comparado o desempenho

obtido com diferentes estratégias.

1.5 Estrutura do documento

Além da introdução, este documento contém 3 capítulos, e está organizado da seguinte forma:

no capítulo 2 é apresentada uma revisão do estado da arte. São descritos os conceitos fundamentais

do sono, seguido da análise dos métodos usados na deteção e previsão de sonolência na condução,

classificação do sono, e deteção de apneia. Além disso, são estudados dispositivos e datasets para

este trabalho. O capítulo 3 relata o trabalho desenvolvido. Este inclui a descrição da metodologia

usada e a discussão dos resultados obtidos. Por fim, no capítulo 4, são apresentadas conclusões e

sugestões de trabalho futuro.
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Revisão da literatura

2.1 Sono e ritmo circadiário

O sono é um estado de repouso fundamental para o ser humano, uma necessidade fisiológica

essencial que deve ser satisfeita de forma a garantir a sua sobrevivência [20]. É indispensável para

o desempenho de atividades básicas da vida diária como a memorização, aprendizagem, produ-

tividade e concentração [21]. Durante o sono ocorrem processos comportamentais, fisiológicos

e neurocognitivos, considerados complexos, ativos e altamente organizados, suscetíveis de serem

prejudicados pela sua ausência [20, 22].

A quantidade e qualidade do sono têm um grande efeito na saúde e bem-estar das pessoas. A

sua restrição, particularmente quando crónica, está associada a défices neurocomportamentais, sig-

nificativos e cumulativos, como lapsos de atenção, alterações da memória de trabalho, alterações

de humor e funções cognitivas reduzidas [23].

A privação parcial do sono pode ocorrer devido à sua fragmentação ou restrição. A fragmen-

tação do sono impede o mesmo de ser fisiologicamente consolidado, interrompendo a progressão

normal das suas fases, o que pode ocorrer em certos distúrbios do sono (p.e. apneia do sono obs-

trutiva). Esta fragmentação pode ser isolada numa fase específica do sono e ser, portanto, referida

como privação seletiva do sono. Por outro lado, a restrição é caracterizada pela redução da duração

do sono, sendo também referida como dívida de sono. [23]

A privação de sono aumenta os lapsos comportamentais durante tarefas de desempenho cog-

nitivo, que se refletem em episódios de micro-sono [24]. Estes consistem em breves períodos sem

resposta, associados a perda de atenção e olhares em branco, sem consciência do indivíduo [25]. A

variabilidade do desempenho cognitivo envolve tanto erros de omissão (lapsos evidenciados como

falha de resposta oportuna a um estímulo) como de comissão (resposta a um estímulo errado ou

inexistente). A sua causa está associada à “instabilidade do estado de vigília”, que ocorre quando

os mecanismos homeostáticos de início do sono interferem repetidamente com a manutenção da

vigília. Assim, a capacidade do cérebro de manter a atenção é prejudicada pela ativação dos pro-

cessos do sono. Com o prolongar da restrição de sono, os lapsos podem variar em duração de 0.5

5
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segundos para mais de 10 segundos, aumentando o risco de erros e acidentes em tarefas de vigilân-

cia psicomotora, como a condução [24, 23]. A privação de sono pode resultar ainda num número

de alterações fisiológicas que contribui para o aumento de riscos para a saúde, nomeadamente a

obesidade, diabetes, hipertensão e doenças cardiovasculares [26].

A vulnerabilidade neurocomportamental e fisiológica à restrição do sono está subjacente à va-

riabilidade individual, o que demonstra um padrão de resposta fenotípica [27]. Estes fenótipos

observados são dependentes da tarefa, sugerindo que existem perfis cognitivos distintos com vul-

nerabilidades diferentes no mesmo indivíduo. Da mesma forma, à medida que a restrição de sono

continua ao longo do tempo, as diferenças interindividuais no grau de défices cognitivos também

aumentam acentuadamente [23].

Estudos sobre a base biológica da vulnerabilidade à privação de sono incidem num modelo

de dois processos de regulação do sono, utilizado para descrever os perfis temporais de sono e

vigília. O modelo consiste num processo homeostático do sono (S) e num processo circadiano

(C), representados na figura 2.1. A sua interação determina o momento de início e duração do

sono, assim como a estabilidade das funções neurocognitivas de vigília. O processo S representa a

necessidade de dormir, que se desenvolve durante a vigília e dissipa durante o sono. O processo C

define a tendência para dormir, representando assim uma modulação oscilatória diária dos limites

em que a pressão homeostática aciona o sono [27, 24].

Figura 2.1: Modelo de regulação do sono. Fonte: [28]

À medida que o sono é reduzido, o processo S é acumulado gradualmente ao longo de vários

dias. Deste modo, a privação de sono pode elevar a pressão homeostática ao ponto de as funções

cognitivas de vigília serem afetadas, mesmo em momentos de pico do ritmo circadiano. Estudos

sugerem que os indivíduos mais vulneráveis à restrição de sono experienciam um maior aumento

da pressão homeostática ou, alternativamente, apresentam um componente circadiano mais fraco

que não a pode neutralizar efetivamente durante a vigília prolongada [27, 24].
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O ritmo circadiano é controlado por um relógio biológico endógeno localizado no hipotálamo,

sincronizado com o ciclo claro-escuro gerado pelo movimento de rotação da terra [27]. Além do

sono, regula processos fisiológicos essenciais como a temperatura corporal, metabolismo, frequên-

cia cardíaca, pressão arterial e níveis hormonais [29]. O funcionamento adequado deste sistema

de temporização e sincronização permite uma harmonização com os ciclos ambientais [30]. No

entanto, estimativas sugerem que mais de 50% da população nas sociedades industrializadas vive

permanentemente com um relógio circadiano inadequado ao ambiente externo [31].

A sociedade moderna impõe alguns desafios ao ritmo biológico, nomeadamente a adaptação

aos horários sociais mais habituais [30]. Estes interferem consideravelmente nas preferências in-

dividuais do sono, denominadas de cronotipos, na maioria da população. A discrepância entre o

tempo social e biológico, pode ser descrita como “jetlag social”. O início do sono tardio combi-

nado com o despertar cedo, traduz-se no acumular de uma dívida substancial de sono durante a

semana de trabalho, compensada depois com o prolongamento da duração do sono. Os cronotipos

variam consoante uma predisposição mais matinal (matutino) ou noturna (vespertino). Pesquisas

recentes demonstram que estes cronotipos são características herdadas geneticamente e sofrem

uma adaptação às condições ambientais. As perturbações do ritmo circadiário surgem de um pa-

drão crónico ou recorrente de distúrbios do sono-vigília devido à disfunção do ritmo circadiano

ou desalinhamento entre este e o ambiente externo, causando sintomas como insónia e sonolência

excessiva durante o dia [32].

2.2 Padrões de sono

O sono humano é composto por dois estados distintos: movimento não rápido dos olhos

(NREM) e movimento rápido dos olhos (REM). Estes estados alternam ciclicamente, sendo que

uma noite típica envolve quatro ou cinco ciclos de sono, cada um com duração de cerca de 90 mi-

nutos [33]. O hipnograma da figura 2.2 mostra a transição entre as várias fases do sono ao longo

de um sono de oito horas.

Figura 2.2: Arquitetura do sono. Fonte: [34]
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O sono NREM é dividido em três fases, ao longo das quais o sono se aprofunda gradualmente.

Quando o sono é iniciado, ocorre a fase um, com a diminuição da maioria das atividades cognitivas

e fisiológicas, sendo o estado relacionado com a sonolência. A fase dois e três estão associadas ao

sono leve e profundo, respetivamente. À medida que estas fases se sucedem, as ondas cerebrais

tornam-se progressivamente mais lentas e o indivíduo fica cada vez menos reativo aos estímulos

sensoriais. Conforme se transita novamente para um sono mais leve, o ciclo termina com o sono

REM. Durante esta fase, a frequência respiratória e atividade cerebral aumentam, juntamente com

a ocorrência de sonhos. [33, 35]

A necessidade diária de sono varia de acordo com a idade e de forma individual [36]. Os ciclos

de sono nos adultos apresentam um padrão no qual passam 30% do tempo a sonhar, 20% em sono

profundo e 50% em sono leve [35]. O sono é mais profundo na primeira metade da noite, onde

existe predomínio da fase NREM, enquanto na segunda metade ocorre predomínio das fases mais

superficiais do sono NREM e de sono REM. O sono profundo é considerado restaurador, pois está

associado a reduções acentuadas na atividade simpática, resultando numa respiração estável e na

diminuição da frequência cardíaca e pressão arterial [20].

A polissonografia é o método mais utilizado para a avaliação objetiva do sono, nomeadamente

na identificação de distúrbios de sono [37]. São incluídos, entre outros, os seguintes parâmetros:

• eletroencefalograma (EEG) - atividade elétrica cerebral;

• eletro-oculograma (EOG) - movimentos oculares;

• eletromiograma (EMG) - atividade muscular;

• eletrocardiograma (ECG) - atividade cardíaca;

• fluxo oro-nasal e movimentos torácicos e abdominais - respiração;

• oximetria - oxigenação do sangue.

A figura 2.3 mostra as leituras poligráficas típicas associadas às diferentes fases do sono.

Figura 2.3: Leituras poligráficas das fases do sono. Fonte: [38]
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2.3 Métodos para deteção de sonolência

Várias técnicas para estimar a sonolência foram propostas na literatura. Estes métodos podem

ser classificados em diferentes categorias, de acordo com a fonte de informação: medidas subjeti-

vas, baseadas nos veículos, comportamentais e fisiológicas [39, 13]. No entanto, uma abordagem

híbrida que combina vários métodos pode também ser considerada.

As medidas subjetivas são baseadas na estimativa pessoal do condutor e são geralmente avali-

adas recorrendo a questionários. A métrica mais utilizada é a Escala de Sonolência de Karolinska

(KSS), representada por uma escala de nove pontos que varia de “extremamente alerta” a “extre-

mamente sonolento” [40], como mostrado na figura 2.4. Durante estes testes, os indivíduos são

solicitados a classificar o seu estado de alerta de acordo com a escala indicada. A autoavaliação ge-

ralmente é realizada repetidamente durante o tempo de teste, através de um intervalo de tempo ou

determinadas condições [41]. Uma limitação destas medidas é a inviabilidade de implementação

em condições de condução real, não sendo possível detetar mudanças repentinas na sonolência,

por exemplo, quando o KSS é usado a cada 5 minutos [42]. Além do mais, pedir aos condutores

que avaliem o seu estado de sonolência atual pode estimular a atenção e, portanto, influenciar

as classificações. Alguns estudos demonstram que estas medidas apresentam baixa correlação e

dissociação com medidas objetivas [43].

Figura 2.4: Escala de Sonolência de Karolinska. Fonte: [40]

As medidas baseadas nos veículos fornecem uma avaliação do desempenho da condução atra-

vés da análise das capacidades do condutor e da forma como este controla o veículo [43]. O movi-

mento do volante e o desvio padrão da posição da faixa são as métricas mais utilizadas [13]. Estas

medidas apresentam a vantagem de serem fiáveis, não intrusivas e em tempo real. Contudo, uma

grande limitação é que estas variações ocorrem tipicamente apenas nas fases finais da sonolência,

podendo ser tarde demais para impedir a ocorrência de acidentes. Além disso, são extremamente

dependentes da geometria da estrada, sendo eficazes num número limitado de condições [43]. Em

consequência, geralmente falham quando expostas a ambientes reais com variação substancial. É
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de referir ainda que estas medidas não são indicadores específicos de sonolência, e podem variar

também com fatores como a distração cognitiva ou visual [44].

As medidas comportamentais são focadas na capacidade de concentração do condutor, deteta-

das principalmente por técnicas de processamento de imagem [43]. A fonte de informação visual

pode incluir a expressão facial, movimento dos olhos e da cabeça, ou o bocejar. Geralmente, estes

sistemas usam uma câmara de vídeo para aquisição de imagem e após a extração dos parâmetros

de interesse, técnicas de machine learning são usadas para determinar o nível de sonolência [45].

A deteção do estado dos olhos tem sido o foco principal da maioria dos estudos publicados [39].

Em particular, alguns métodos medem a frequência do piscar dos olhos, que normalmente é cerca

de 10 vezes por minuto, e diminui nos condutores sonolentos [45]. Uma das métricas mais utiliza-

das é o PERCLOS, definida como a proporção durante um período de tempo especificado (p.e. 3

min) em que os olhos estão fechados 80% ou mais, refletindo assim, o fechar lento dos olhos [46].

Embora não intrusivos, estes métodos apresentam desafios significativos que influenciam a sua

precisão e credibilidade [47]. Nomeadamente, as capacidades de deteção são fortemente afetadas

por variações nos fatores ambientais e nas condições de condução, como por exemplo, mudanças

de iluminação dentro ou fora do veículo e o uso de óculos [43].

A última categoria de medidas envolve o uso de sinais fisiológicos. Estes apresentam alte-

rações nas fases iniciais da sonolência e são, portanto, mais adequados para detetar a sonolência

de forma atempada [46]. No entanto, é difícil definir uma relação direta com a sonolência, pois

estas medidas variam com outros estados (incluindo emoções, carga de trabalho ou fadiga física),

contexto ou de forma individual, pelo que não devem ser considerados de forma isolada [13].

Apesar da maior fiabilidade e precisão comparativamente aos outros métodos, a natureza intrusiva

da medição de sinais fisiológicos dificulta a sua utilização em condições reais de condução. Deste

modo, o uso de dispositivos sem fios pode ser considerado, contudo, com a desvantagem de uma

menor precisão [39].

Por fim, as abordagens híbridas combinam estes métodos de modo a alcançar o melhor desem-

penho possível. Um resumo das vantagens e limitações de cada método é apresentado a seguir, na

tabela 2.1.

Medidas Vantagens Limitações

Subjetivas Considera a opinião pessoal Inviável em tempo real

Baseadas nos veículos Tempo real, não intrusivo
Indisponível em condução

automática

Comportamentais Não intrusivo Precisão interpessoal

Fisiológicas Fiável Intrusivo

Tabela 2.1: Comparação entre medidas para deteção de sonolência. Adaptado de [42]
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2.4 Análise de sinais fisiológicos

As medidas fisiológicas são consideradas objetivas e frequentemente utilizadas para a deteção

de sonolência. Esta deteção representa-se como um problema de classificação, nomeadamente, se

o condutor está ou não sonolento. No entanto, a evolução do seu estado operacional também pode

ser considerada um problema de regressão (ou seja, o condutor passa por vários estados contínuos),

embora estes modelos sejam raramente utilizados na literatura [13]. Assim, a aplicação de sinais

fisiológicos em tarefas de classificação é dividida em várias etapas, representadas na figura 2.5

para a identificação de sonolência [48, 2].

Pré-processamento

Extração de atributos

Seleção de atributos

Treinar classificador

Previsão do estado
do condutor

sinais

Aquisição de dados

alertar condutor em 
caso de estado "sonolento"

Figura 2.5: Deteção de sonolência no condutor baseada em sinais.

Depois de obtido, o sinal passa por um pré-processamento que inclui a filtragem e rejeição

de artefactos, de modo a melhorar a sua qualidade e não perder informação relevante. Esta tarefa

é tipicamente realizada através de filtros digitais, que podem ser de dois tipos: resposta de im-

pulso finita (FIR) ou infinita (IIR). O procedimento de extração de atributos (do inglês features) é

considerado o mais importante. Estes podem ser classificados em quatro grupos:

1. Domínio do tempo: as medidas estatísticas são dos atributos mais simples que podem ser

derivados da análise no domínio do tempo (p.e. média, variância e assimetria). Ao aplicar

estas medidas, cada intervalo de tempo é considerado um processo univariado que ignora

correlações entre intervalos.

2. Domínio da frequência: os atributos no domínio da frequência caracterizam a estrutura es-

pectral do sinal e podem ser obtidos através da densidade espectral de potência (PSD). Esta
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é tipicamente estimada com base na transformada de Fourier, e descreve como a potência

de um sinal é distribuída nas suas componentes de frequência.

3. Domínio tempo-frequência: a maioria dos sinais fisiológicos são não-estacionários, ou seja,

as suas propriedades estatísticas são definidas em função do tempo [49]. A transformada de

Wavelet representa ambos os domínios de tempo e frequência, sendo frequentemente usada

na análise destes sinais.

4. Não lineares: estes atributos são capazes de capturar fenómenos fisiológicos complexos de

forma eficaz, utilizando técnicas não lineares [50].

Caso necessário, métodos de seleção de atributos ou redução de dimensionalidade são usados

para reduzir o número de atributos, ou gerar atributos de baixa dimensão. Por fim, são aplicados

algoritmos de classificação e o desempenho é avaliado ao comparar cada previsão com o valor de

referência (do inglês ground-truth). Para tal, são consideradas métricas como a exatidão, sensibi-

lidade e especificidade.

Nas subsecções seguintes são descritos os sinais frequentemente utilizados no estudo do sono.

2.4.1 Eletroencefalograma

O EEG é utilizado para medir a atividade elétrica do córtex cerebral [48]. O sinal obtido inclui

as seguintes bandas de frequência:

• delta (0.5–4 Hz): ocorrência do sono;

• teta (4–8 Hz): sonolência;

• alfa (8–13 Hz): relaxamento e criatividade;

• beta (13–30 Hz): estado de alerta.

Este sinal é considerado um dos métodos mais fiáveis para a deteção de sonolência [43], ob-

servada através de uma diminuição da frequência alfa e um aumento da frequência teta [46]. Além

de diferenciar os estados de vigília e sono, o EEG é também utilizado para identificar as diferentes

fases do sono [2].

2.4.2 Eletrocardiograma

O ECG regista a atividade elétrica do coração [39]. Permite obter a informação associada à

sonolência e fases do sono, descrita de seguida [2, 46]:

1. Frequência cardíaca (FC): o número de batimentos cardíacos por minuto varia significativa-

mente entre as diferentes fases do sono, de acordo com o equilíbrio entre os dois componen-

tes do sistema nervoso autónomo (SNA): o sistema nervoso simpático (SNS) e parassimpá-

tico (SNP). Os estados de vigília são caracterizados por um aumento da atividade simpática

ou diminuição da atividade parassimpática, e o oposto para estados de relaxamento [51]. Ao

transitar de um estado alerta para um estado de sono, a FC geralmente diminui.
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2. Variabilidade da frequência cardíaca (VFC): representa a alteração no intervalo de tempo

entre dois batimentos cardíacos sucessivos. Este é referido como intervalo RR, e ilustrado

na figura 2.7.

A atividade do SNA pode ser efetivamente detetada através da análise da VFC. Tipicamente,

em atividades consideradas mentalmente difíceis e fisicamente fáceis, a FC aumenta e a

VFC diminui. A partição do espectro de potência da VFC típico é mostrada na figura 2.6.

Figura 2.6: Partição do espectro de potência da variabilidade da frequência cardíaca. Fonte: [52]

A sua análise permite identificar a sonolência de forma antecipada, utilizando as potências

das bandas de baixa e alta frequência (LF e HF) [53]:

• LF (0.04–0.15 Hz): reflete a atividade do SNS e SNP.

• HF (0.15–0.4 Hz): reflete a atividade do SNP.

Desta forma, a relação LF / HF expressa o equilíbrio entre a atividade do SNS e SNP, e

diminui à medida que um indivíduo progride para um estado sonolento. Esta diminuição é

também verificada durante o sono NREM, com a redução gradual da FC e VFC [52]. No

sono REM é observado o oposto.

3. Frequência respiratória: a atividade respiratória pode ser estimada a partir da banda HF da

VFC. Nos indivíduos sonolentos, a frequência respiratória tende a diminuir, enquanto que a

regularidade tende a aumentar [54]. Por outro lado, no sono REM a frequência da respiração

é irregular, e um padrão rápido e superficial tende a prevalecer [55].

2.4.3 Eletro-oculograma

O EOG mede a diferença de potencial elétrico entre a córnea e a retina do olho humano,

alterada pela atividade ocular. Deste modo, a sonolência pode ser detetada através de indicadores

baseados no movimento das pálpebras (p.e. amplitude, duração e frequência do piscar) ou dos

olhos (p.e. movimento lento e rápido dos olhos). [2]
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2.4.4 Eletromiograma

O EMG avalia o sinal elétrico gerado pela contração muscular. Estudos revelam que a ampli-

tude dos sinais EMG diminui gradualmente com a fadiga muscular, e que esta está correlacionada

com a sonolência. A principal desvantagem deste sinal consiste na sua natureza aleatória e com-

plexa e na dependência das propriedades biológicas e estruturais do músculo. [2]

2.4.5 Fotopletismografia

A fotopletismografia (PPG) mede a variação volumétrica da circulação sanguínea periférica

[56]. O sinal é extraído por um oxímetro de pulso através de luz infravermelha, e permite estimar a

saturação de oxigénio no sangue (SpO2) e a FC. Este método constitui uma alternativa não invasiva

ao ECG pois permite medir a última sem o uso de elétrodos. Neste caso, para a análise da VFC,

em vez dos intervalos RR são medidos os intervalos entre batimentos (IBI), como demonstrado de

seguida, na figura 2.7.

Figura 2.7: Análise de batimentos cardíacos com sinais de eletrocardiograma e fotopletismografia.
Fonte: [57]

2.4.6 Propriedades da pele

A atividade eletrodérmica (AED) constitui uma medida da condutividade da pele. Durante a

sonolência, é desencadeada a atividade do SNP, o que causa uma redução da transpiração. Conse-

quentemente, a resistividade da pele aumenta e a condutividade diminui. No entanto, esta técnica

é altamente sensível à humidade e temperatura atmosféricas. [2]

A temperatura da pele é controlada pelo sistema de termorregulação do corpo humano e varia

com o nível de sonolência. Estudos demonstram que um aumento inicial da temperatura no pulso

seguido de uma diminuição gradual é observado nos condutores sonolentos [58]. Além disso, no

sono NREM a temperatura da pele aumenta, e a temperatura interna diminui [59].
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2.5 Deteção de sonolência

Atualmente estão disponíveis vários sensores para monitorização da saúde de forma não inva-

siva e em tempo real. Assim, a tendência dos dispositivos usáveis (do inglês wearable) prevalece e

expande-se continuamente, sendo estimada o seu uso por uma em cada seis pessoas [60]. A ampla

aceitação é aliada a vantagens como o baixo custo, facilidade de utilização e medição de múltiplos

sinais fisiológicos. Existe, portanto, uma motivação para analisar a viabilidade dos dispositivos

de pulso como os relógios ou pulseiras na deteção da sonolência na condução. Deste modo, o seu

âmbito poderia ser aumentado além da monitorização diária da saúde ou condicionamento físico,

constituindo uma solução sem necessidade de instalar sensores adicionais nos veículos. Assim, os

estudos recentes [60] e [61] avaliam a aplicabilidade destes dispositivos na classificação binária

da sonolência. Para tal, é considerada a análise da VFC obtida de um sensor PPG.

Em [60], o estado do condutor foi avaliado em ambiente de condução simulado utilizando o

KSS, no qual os níveis 1–4 foram considerados como alerta e os níveis 7–9 como sonolência. O

sinal PPG foi analisado com segmentos de 2 min e incremento de 2 s, e a fiabilidade foi confirmada

pela alta exatidão dos modelos obtidos, atingindo 99.9%. Além disso, foi possível observar que

os padrões de sonolência variam de acordo com a faixa etária assim como a VFC no contexto da

deteção de sonolência. Nomeadamente, os condutores jovens são mais propensos à sonolência e

os modelos treinados com apenas dados de jovens não são suficientes para serem aplicados em

condutores de mais idade. Assim, é sugerido o desenvolvimento de modelos gerais, considerando

dados de diferentes faixas etárias, combinados com modelos individuais.

Em [61], para avaliar o estado do condutor, foi aplicado um processo de duas fases através da

combinação da classificação de vídeo e processamento de imagem. Em cada intervalo de 5 min,

1 min foi extraído de forma aleatória com o objetivo de eliminar a dependência de tempo entre

segmentos individuais, e a classificação de sonolência foi realizada numa escala de 1–6 por dois

observadores treinados. De modo a identificar possíveis ocorrências de micro-sono nos restantes 4

min, foram detetados eventos associados ao fechar lento dos olhos, e atualizadas as classificações

iniciais. A classe de alerta agrupou os níveis 1–3, e a classe de sonolência os níveis 4–6. Para a

análise da VFC, o sinal PPG foi processado no domínio do tempo, frequência e não linear, em seg-

mentos de 5 min com um incremento de 2 s. Tendo em conta que a capacidade de generalização é

uma questão crucial devido à variação dos sinais fisiológicos entre condutores, foram usados testes

dependentes e independentes do indivíduo, nomeadamente, validação cruzada (VC) estratificada

10-fold e leave-one-subject-out (LOSO). Foram aplicados diversos classificadores, e os resultados

fornecem evidências de que a configuração não intrusiva alcança uma exatidão semelhante à dos

dispositivos de nível médico, ou seja, ao ECG. Concretamente, estes testes permitiram atingir uma

exatidão de 92% e 73%, pela mesma ordem.

Em conclusão, observa-se que a sonolência pode ser efetivamente detetada através da análise

da VFC. Alguns estudos consideram outras medidas, como apresentado na tabela 2.2. No entanto,

com foco na condução automática futura, sensores como o acelerómetro ou giroscópio serão mais

difíceis de usar, uma vez que padrões de movimento não podem ser avaliados continuamente.
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Ref. Ano Medidas Atributos Segmentos Valor de referência Algoritmo No. classes Validação Exatidão

[67] 2014
Movimento

(acelerómetro,
giroscópio)

Aceleração linear,
velocidade angular

1 min -

Baseado em threshold
(nº de ajustes por
min determinados
por SVM binário)

-
Identificação de
sonolência pelo

PERCLOS
98.8%

[68] 2015
Movimento,
PPG, AED

5 atributos
incluindo FC, VFC

e nível de stress

1 min com
incremento

de 1 s

KSS observada
a cada 1 min

SVM 5 - 98.3%

[69] 2016 Movimento
8 atributos no

domínio do tempo
frequência e fase

1 min com
incremento

de 1 s

KSS observada
a cada 1 min

SVM 5
VC holdout

(70-30)
98.15%

[70] 2018
Movimento,
PPG, AED,
temperatura

38 atributos
com seleção

10 s com
sobreposição

de 2 s

Escala 1-5 com
base na análise de
expressões faciais

a cada 5 min

SVM
4 (normal,
sonolência,

stress, fadiga)

VC 5-fold,
VC LOSO

98.34%
68.31%

[71] 2019 PPG
3 atributos

associados à VFC
2 min

Análise do rosto
e comportamento

a cada 1 min
CNN 2 VC 10-fold 64%

[72] 2019 PPG, AED
2 atributos

da VFC e AED
40 s -

Baseado em threshold
(sonolência numa
escala 1–4 em 4

momentos do dia)

-
Identificação de
sonolência pelo

condutor
80%

Tabela 2.2: Estudos de deteção de sonolência no condutor. SVM–support vector machine; CNN–rede neuronal convolucional.
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2.5.1 Soluções comerciais

Além da pesquisa, existem no mercado alguns dispositivos para a deteção de sonolência. O

Anti-Sleep Alarm [62] é um anel que avalia os níveis de alerta e concentração do condutor através

de sensores AED, e contém alarmes integrados. O Sleep Alert [63] monitoriza os sinais de EEG e

EMG, posição da cabeça e do corpo através de um chapéu e pulseira que emitem som e vibração,

respetivamente, ao detetar a fadiga. A banda Life [64] pode ser colocada num capacete de modo a

avaliar o EEG, e a monitorização é realizada por uma aplicação móvel. O Vigo [65] é um headset

que analisa mais de 20 parâmetros na variação do piscar dos olhos, e contém um acelerómetro e

giroscópio para medir os movimentos da cabeça. Ao detetar a sonolência, estimula a atenção do

condutor com música, luz ou chamadas telefónicas. O sistema Eagle Industrial [66] é emparelhado

com uns óculos que medem o movimento das pálpebras, e exibe o índice de sonolência num tablet.

A monitorização em tempo real é também disponibilizada, o que permite aos supervisores observar

a pontuação de cada condutor.

Como descrito, não existem dispositivos de pulso com análise da frequência cardíaca. Além

disso, a falta de validação das soluções propostas impede a compreensão do seu funcionamento e

confiança nos resultados obtidos.

2.6 Previsão da sonolência

O estudo em [13] tem como objetivo determinar se a informação utilizada para detetar a sono-

lência também a permite prever. Para tal, foram medidos indicadores fisiológicos, comportamen-

tais e baseados no veículo. Diferentes combinações destas informações foram testadas. Através

da análise de vídeo, dois avaliadores treinados classificaram cada segmento de 1 min numa escala

que varia de 0 a 4, e a sua média foi considerada o nível de sonolência. Foram desenvolvidos dois

modelos independentes utilizando redes neuronais. A cada minuto, o modelo de deteção identifica

o nível de sonolência e o modelo de previsão indica o tempo necessário para atingir um determi-

nado nível de sonolência (definido em 1.5). O melhor desempenho em ambas as tarefas foi obtido

com indicadores comportamentais e informação adicional, nomeadamente, tempo de condução e

informação dos participantes. Estes modelos conseguiram detetar e prever a sonolência com um

erro quadrático médio de 0.22 e 4.18 min, respetivamente. Além disso, na previsão, o valor abso-

luto do erro é inferior a 2 min em 95% dos dados de teste e na deteção, inferior a 0.5 em 80% dos

casos. Assim, é concluído que, em ambiente controlado e propício à sonolência, é possível prever

a dinâmica do estado do condutor. Contudo, a variabilidade interindividual foi apenas considerada

em [73]. De forma a encontrar um compromisso entre modelos generalizados e individuais, foi

usada aprendizagem adaptativa. Ambos os modelos foram treinados com um grupo de condutores

e posteriormente adaptados para cada indivíduo específico. A melhoria no desempenho é signifi-

cativa a partir dos primeiros 3 min de condução, até um total de 15 min, onde esta atinge cerca de

40% na deteção e 80% na previsão. No entanto, a questão da variabilidade intraindividual não foi

abordada, ou seja, com que regularidade esta adaptação seria necessária.
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De modo a efetuar a previsão, foi considerada a diferença entre o tempo restante até o nível-

alvo ser atingido. No entanto, alguns estudos consideram outras abordagens. Em [74], indicadores

subjetivos e fisiológicos foram utilizados na previsão de sonolência durante uma tarefa de vigilân-

cia. Para tal, o valor de referência foi deslocado num segmento, e os resultados demonstraram uma

correlação significativa. O estudo em [75] analisou a eficácia das medidas fisiológicas e comporta-

mentais para prever um episódio de sonolência com 20 s de antecedência. Com base na avaliação

subjetiva do condutor (escala 1–3) a cada 1 min, foi aplicado um modelo de regressão logística

multinomial. A maior exatidão foi obtida com o intervalo entre 20 s e 120 s antes da previsão. Esta

abordagem permitiu também concluir que a estrutura ótima deste modelo é diferente entre os par-

ticipantes. Em [76], o micro-sono é detetado com 96% de exatidão e é possível prever a ocorrência

do próximo episódio com antecedência de 5 s a 5 min. Para tal, é avaliada a medida pNN50 obtida

do ECG. No entanto, a principal limitação deste trabalho é que o primeiro micro-sono não pode ser

previsto. Para o mesmo objetivo, em [77], a deteção de micro-sono utilizando regressão logística

atinge uma exatidão de 93%, considerando o fator individual do condutor e medidas oculares. Foi

possível atingir uma especificidade de 98% e sensibilidade de 67%, o que indica poucos falsos

alarmes, mas com probabilidade de estes episódios não serem detetados. Além disso, não houve

alterações significativas no desempenho do modelo usando diferentes intervalos de tempo de 1

min em relação aos eventos (de 1 min a 10 min antes). No estudo em [78], foi desenvolvido um

modelo de tempo de falha acelerado que permite prever o tempo de condução contínua antes do

início da sonolência. Para tal, foram considerados fatores ambientais e demográficos como hora

do dia, temperatura, experiência de condução, idade e hábitos de sono. Através da sua análise, é

possível compreender como a sonolência é influenciada por estes fatores.

Em conclusão, a modelação da sonolência como um processo contínuo permite gerar sistemas

de deteção precisos e capazes de prever a sonolência. Contudo, é necessário considerar a variabi-

lidade individual do condutor. Nestes estudos, a maioria das medidas fisiológicas utilizadas foram

intrusivas, pelo que se torna interessante averiguar a possibilidade de obter resultados semelhantes

de forma simples e não invasiva.

2.7 Classificação do sono

A classificação das fases do sono é essencial para o seu estudo [48]. Este processo é conhecido

como estadiamento do sono, e é feito com base no exame de polissonografia, na qual os sinais são

analisados em intervalos de 30 s. Deste modo, torna-se um procedimento dispendioso, propenso a

erros e demorado. Além disso, como é realizado em ambiente hospitalar, pode afetar a eficiência

do sono dos pacientes. Portanto, comprova-se a relevância do desenvolvimento de dispositivos de

baixo custo que possam detetar e analisar automaticamente padrões de sono, de forma a identificar

condições como os distúrbios do sono.

A crescente consciência da importância do sono levou à maior utilização de monitores de sono,

que permitem obter informação útil sobre a sua qualidade. Para a aquisição dos dados, pode ou

não ser necessário contacto com o indivíduo, nomeadamente ao optar por dispositivos usáveis ou
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aplicações móveis. Contudo, devido a uma maior proximidade dos sensores, os primeiros são con-

siderados mais precisos [79]. Para avaliar a qualidade do sono a longo prazo, é tradicionalmente

utilizada a actigrafia [80]. Este método conta com o uso de um dispositivo de pulso, e infere a

vigília e o sono através de um acelerómetro ao detetar a presença ou ausência de movimento. No

entanto, como não permite descrever a arquitetura do sono, estes dados são tipicamente usados em

combinação com a PPG nos dispositivos atuais, que consideram aquisição de dados multisensores.

Embora cada vez mais comuns, estudos demonstram que estes dispositivos tendem a subesti-

mar as interrupções do sono e a sobrestimar o tempo total e eficiência do mesmo, ou seja, priorizam

a sensibilidade à especificidade [79]. Em particular, estas medidas encontram-se nos intervalos

95–97% e 39–62%, respetivamente, em quatro soluções comerciais analisadas. Além disso, os al-

goritmos que usam não são de código aberto, e os dados por tratar obtidos dos sensores raramente

são acessíveis para uso externo [80]. Como resultado, a sua utilidade para aplicações clínicas e de

pesquisa, apesar de promissora, é limitada [81].

Na tabela 2.3 são sumariados estudos que usam dispositivos de pulso na classificação das fases

do sono, considerando modelos independentes do indivíduo. Entre as medidas de desempenho, é

calculada a estatística Kappa (κ), que considera o potencial do acaso na concordância entre o valor

obtido e esperado. A análise pode ser abordada nas seguintes resoluções:

• 2 classes: vigília (W), sono;

• 3 classes: vigília, NREM (N), REM (R);

• 4 classes: vigília, N1+2 (L), N3 (D), REM;

• 5 classes: vigília, N1, N2, N3, REM.

No estudo em [82], foi possível identificar o sono leve, profundo e REM com sensibilidades de

69%, 62% e 72%, respetivamente. Na classificação das cinco fases, as abordagens [83] e [84] trei-

naram uma rede neuronal recorrente (RNN) com memória bidirecional de longo prazo (BLSTM).

Como o sono apresenta padrões temporalmente sequenciais, ao considerar as suas dependências

obtêm um melhor desempenho. Particularmente em [84], exceto na fase N1, as áreas sob a curva

(AUC) excedem 0.8. Por último, em [85], foi possível concluir que o PPG introduz uma melhoria

na deteção sono-vigília em relação à actigrafia.

Um desafio constante nestes estudos é que abordam um problema de dados não balanceados.

Nomeadamente, se os indivíduos do conjunto de treino demonstram uma eficiência de sono alta,

pode ser gerada uma especificidade baixa. Por outras palavras, se existirem poucos segmentos de

vigília, o classificador tem oportunidade reduzida de as distinguir corretamente e é mais suscetível

a ruído. Além disto, exceto no estudo [83], o teste foi limitado a datasets de adultos saudáveis,

sem a validação adicional para outras faixas etárias ou patologias do sono.

Por fim, alguns estudos consideram métodos alternativos para medir objetivamente o sono,

nomeadamente, com sinais EEG, ECG, EMG, AED ou de respiração [86]. O primeiro apresenta o

desempenho mais elevado entre os métodos que usam apenas um sinal de canal único. Contudo, a

maioria das soluções incorpora medidas intrusivas, o que limita a sua utilização. Em contrapartida,

os dispositivos de pulso permitem uma análise contínua e integrada.
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Ref. Ano Medidas Atributos Algoritmo Validação 2 classes 3 classes 4 classes 5 classes

[85] 2017 ACE, PPG
VFC no domínio do
tempo e frequência,

e movimento
LDA

VC holdout
(2 sets)

Acc: 0.92
Sp: 0.58
Se: 0.97
κ: 0.55

Acc: 0.73
κ: 0.46

Acc: 0.59
κ: 0.42

-

[82] 2017 ACE, PPG
54 atributos da VFC,

movimento e respiração
LDA VC LOSO - -

Acc: 0.69
Sp: 0.69
Se: 0.95
κ: 0.52

-

[84] 2018 ACE, PPG
Multi-level feature

learning (bag-of-words
e k-means)

BLSTM VC LOSO - - -
Acc: 0.68

F-score: 0.64

[83] 2018 PPG 135 atributos VFC
BLSTM +

transfer learning
de ECG

VC 4-fold - - -
Acc: 0.75
κ: 0.63

[80] 2019
ACE, PPG,

no. passos Apple
Watch

FC, movimento e ritmo
circadiano

ANN
VC holdout

repetida (70-30)

Acc: 0.90
Sp: 0.6
Se: 0.93
κ: 0.45

Acc: 0.72
Sp: 0.60
κ: 0.28

- -

[88] 2019 PPG
VFC no domínio não

linear
SVM +

filtro Bayesiano
VC LOSO -

Acc: 0.73
κ: 0.43

Acc: 0.60
κ: 0.38

Acc: 0.54
κ: 0.35

[89] 2019 ACE, PPG
VFC, movimento, respiração

e estatísticas do dataset
LDA VC LOSO -

Acc: 0.85
κ: 0.67

Acc: 0.77
κ: 0.58

-

Tabela 2.3: Estudos de classificação do sono. Acc–exatidão; Se–sensibilidade do sono; Sp–especificidade da vigília; ACE–aceleração; LDA–análise
discriminante linear; ANN–rede neuronal.
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2.7.1 Soluções comerciais

Os monitores de sono permitem medir vários parâmetros do sono como tempo total, qualidade

e métricas de saúde que o possam afetar [87]. Alguns exemplos são apresentados na tabela 2.4.

Apesar dos dispositivos semelhantes ao EEG obterem um melhor desempenho, é improvável que,

no futuro próximo, tenham o mesmo impacto que outros devido a custos relativamente mais altos,

uso limitado (não podem ser facilmente usados 24-h por dia) e desafios na gravação de sinais de

boa qualidade em condições não controladas e não-laboratoriais [81]. Deste modo, os dispositivos

de pulso constituem uma solução promissora.

Tipo Medidas Exemplos

Relógio ou pulseira desportiva FC, movimento
Fitbit [90], Polar [91],

Apple Watch [92]

Aplicação móvel Movimento, som Sleep Cycle [93], SleepScore [94]

Colocado no colchão FC, som, movimento
Beddit [95], Withings Sleep [96],

Tomorrow Sleeptracker Monitor [97]

Faixa para a cabeça
(headband)

EEG, FC, movimento
Dreem [98], Smartsleep [99],

Sleep Shepherd [100]

Colocado na mesa
de cabeceira

Temperatura, luz, som
movimento

SleepScore Max Tracker [101],
Resmed S+ [102]

Tabela 2.4: Exemplos de monitores de sono.

2.8 Deteção de apneia do sono

A apneia do sono é um distúrbio respiratório comum, caracterizado por episódios recorrentes

de obstrução parcial ou completa das vias aéreas superiores durante 10 s ou mais, que resulta na

fragmentação do sono e redução da saturação de oxigénio no sangue [103, 104]. As diferentes

condições são descritas de seguida:

• Apneia obstrutiva (SAOS): interrupção da respiração causada pela limitação do fluxo de ar;

• Apneia central: ausência de esforço respiratório;

• Apneia mista: combinação de apneia obstrutiva e central;

• Hipopneia: redução significativa do fluxo de ar, devido a uma respiração lenta e superficial.

O diagnóstico de SAOS é baseado no índice apneia-hipopneia (IAH), calculado pelo número

de eventos de apneia e hipopneia por hora durante o sono. Os indivíduos com um IAH acima de 5,

combinado com outros sintomas clínicos, como a sonolência diurna excessiva e baixa capacidade

cognitiva, são geralmente diagnosticados com SAOS [105]. Além disso, esta pode ser considerada

leve (IAH 5-15), moderada (IAH 15-30) ou grave (IAH >30).
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Como alternativa à polissonografia, algumas abordagens consideram a análise de um conjunto

reduzido de sinais, incluindo o ECG, EMG, EEG, saturação de oxigénio e som respiratório [105].

O primeiro tem sido amplamente utilizado pois é um sinal fisiologicamente relevante, e pode ser

facilmente obtido por um dispositivo usável [106]. Assim, os atributos mais comuns são gerados a

partir do ECG e da respiração derivada do ECG (EDR) [107]. Em particular, durante um evento de

SAOS ocorre uma mudança de energia do sinal em direção a frequências baixas para duas séries

temporais distintas: intervalo RR e amplitude RS, ilustradas na figura 2.8.

Figura 2.8: Morfologia do eletrocardiograma com o intervalo RR e amplitude RS. Fonte: [107]

Alguns estudos de deteção de SAOS baseada em ECG utilizam o dataset “Apnea-ECG” [108].

Os eventos de apneia são identificados com base na análise de segmentos de 1 min. Adicional-

mente, a gravação completa de cada indivíduo é classificada de acordo com o IAH. Estas abor-

dagens são apresentadas nas tabelas 2.5 e 2.6. No entanto, a primeira não permite a comparação

direta dos resultados devido ao uso de diferentes subconjuntos. Por outro lado, a classificação por-

gravação considera a mesma amostra, e por isso, o valor de correlação entre o IAH real e obtido é

calculado de modo garantir a fiabilidade da comparação.

Estes estudos são focados em diferentes aspetos. Em [107] e [109] é tido em conta o custo e

tempo computacional associados a um número elevado de atributos ou análise complexa. Parti-

cularmente, em [109] o sinal EDR não é analisado, tornando a abordagem prática para aplicações

reais devido à tolerância da distorção do sinal ECG. Outra consideração relevante é o desenvolvi-

mento de algoritmos menos dependentes de conhecimento prévio do domínio. Assim, em [106] e

[110], o passo de engenharia de atributos é substituído por uma extração automática. Além disso,

consideram a dependência temporal entre segmentos adjacentes, demonstrada em [105] com um

modelo oculto de Markov (HMM). Por fim, em [111] foi usada uma rede LSTM (memória de

longo prazo) que analisa apenas a variabilidade da frequência cardíaca instantânea. Os autores re-

ferem que a técnica poderia ser usada nos dispositivos de pulso atuais, que fornecem esta medida.

Por último, como mencionado em [107], seria de interesse avaliar a aplicabilidade de sensores

PPG nesta tarefa. Estes possibilitam a análise da FC, respiração e saturação de oxigénio. Contudo,

estas medidas são raramente obtidas nos dispositivos de pulso, consideradas imprecisas em com-

paração à oximetria medida no dedo [112, 113]. Em particular, a última não é possível na maioria

das soluções comerciais, pois requer luz específica do espectro.
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Ref. Ano Atributos No. Algoritmo Acc(%) Se(%) Sp(%)

[104] 2003 VFC e EDR 88 LDA 90 86.4 92.3

[114] 2015 VFC e EDR 2 Baseado em regras 93.2 95.7 91

[105] 2015 VFC e EDR 6 SVM + HMM 86.2 82.6 88.4

[115] 2016
VFC e complexo QRS

por polinómios de Hermite 18 SVM 83.8 79.5 88.4

[116] 2016 VFC e EDR 20 ANN 82.1 88.4 72.3

[111] 2017 FC 60 LSTM-RNN 100 - -

[107] 2018
VFC e amplitude RS
no domínio do tempo 2 SVM 85.7 81.4 88.4

[110] 2018
Obtidos por sparse

autoencoder -
DNN + HMM

(decision fusion) 84.7 88.9 82.1

[109] 2019 VFC (3 min) 19 ANN 84 84.5 83.7

[106] 2019
Intervalo RR e

amplitude (5 min) - CNN 87.6 83.1 90.3

[117] 2019 Intervalo RR - LSTM-CNN 99.8 99 96.9

Tabela 2.5: Estudos de deteção de apneia do sono com análise por-segmento. Acc–exatidão: Se–
sensibilidade; Sp–especificidade; DNN–rede neuronal profunda.

Ref. Ano Algoritmo Acc(%) Se(%) Sp(%) Corr.

[105] 2015 SVM + HMM 97.1 95.8 100 0.860

[115] 2016 SVM 97.1 100 100 0.841

[110] 2018 DNN + HMM 100 100 100 -

[106] 2019 CNN 97.1 100 91.7 0.943

Tabela 2.6: Estudos de deteção de apneia do sono com análise por-gravação.

Apesar de amplamente utilizado, algoritmos treinados com sucesso neste dataset apresentam

um desempenho reduzido em outros datasets, que incluem pacientes com um espectro mais amplo

de eventos apneicos e distúrbios do sono [118]. Portanto, este não abrange a complexidade e varie-

dade do sono necessárias para uma solução que possa ser empregue em situações mais complexas.

Outra limitação é a divisão dos dados em segmentos de 1 min, sendo que um evento pode ocorrer

no meio de dois segmentos, e um segmento pode conter mais do que um evento [106]. Além disso,

não separa eventos de hipopneia e apneia, e os eventos centrais não são incluídos. Assim, torna-se

necessário considerar datasets adicionais para solucionar estes problemas.
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2.8.1 Soluções comerciais

Alguns dispositivos de pulso podem ser usados na deteção de apneia do sono. O relógio Apple

Watch tem sensores PPG e mais recentemente ECG, que permite o desenvolvimento de aplicações

de terceiros. De forma semelhante, os dispositivos Fitbit contêm sensores de FC e saturação de

oxigénio, e disponibilizam uma aplicação que, por enquanto, apenas reporta os valores lidos. Por

fim, o ScanWatch [119] foi introduzido como o primeiro relógio com sensor ECG, clinicamente

testado. Contém três elétrodos e sensor de saturação de oxigénio, e permite também a deteção de

fibrilação atrial e classificação do ritmo cardíaco.

Apesar de várias soluções estarem em desenvolvimento, é de notar que ainda nenhum destes

dispositivos obteve certificação, a qual é essencial para um diagnóstico válido.

2.9 Sensores e Datasets

2.9.1 Datasets

• “CAP Sleep Database” [120]: contém 108 exames de polissonografia. Para cada indivíduo,

é identificada a existência ou não de patologia, e são disponibilizadas as leituras dos sinais

(.edf) e classificação das fases do sono (.txt). Além disso, é identificada a fase A do padrão

cíclico alternante (CAP). Este ciclo é dividido nas fases A (A1, A2 e A3) e B consoante a

atividade do EEG no sono NREM, e está associado à instabilidade do sono. São incluídos

sinais de EEG, EOG, EMG, ECG e de respiração, e as patologias anotadas são as seguintes:

bruxismo, insónia, narcolepsia, epilepsia noturna do lobo frontal, movimentos periódicos

das pernas, distúrbio comportamental do sono REM e distúrbios respiratórios do sono.

• “Sleep-EDF Database” [121]: Inclui 153 gravações de polissonografia do estudo “Sleep

Cassette”. Contém sinais de EEG, EOG, EMG, respiração e temperatura (.edf) e são dispo-

nibilizados os hipnogramas correspondentes (.edf+) e informação dos participantes (.xls).

• “EEG/EOG/EMG data from a cross sectional study on psychophysiological insomnia and

normal sleep subjects” [122]: contém dados da polissonografia de 22 indivíduos com ou sem

diagnóstico de insónia. Inclui os sinais de EEG, EOG, EMG e ECG (.edf) e a classificação

das fases do sono (.txt). Além disso, são disponibilizados atributos no domínio da frequência

e não linear, e informação demográfica dos participantes (.xlsx).

• “Newcastle polysomnography and accelerometer data” [123]: contém dados de um aceleró-

metro (.bin) de 28 indivíduos. A classificação do sono é obtida com a polissonografia (.txt)

e a informação dos participantes (.csv) inclui o diagnóstico de distúrbios do sono.

• “Motion and heart rate from a wrist-worn wearable and labeled sleep from polysomno-

graphy” [124]: contém dados de aceleração e frequência cardíaca de 31 indivíduos, obtidas

a partir do sensor PPG de um dispositivo Apple Watch. As fases do sono são classificadas

de acordo com a polissonografia (.txt).
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2.9.2 Sensores

• Empatica E4 [125]: O E4 é um dispositivo de pulso que permite a análise de dados fisio-

lógicos em tempo real. Inclui sensores de temperatura, AED, PPG e movimento. O acesso

aos dados de sessões concluídas é feito através de uma plataforma web. Além disso, é dis-

ponibilizada uma aplicação e APIs (do inglês Application Programming Interface) para o

desenvolvimento de aplicações móveis em Android e iOS. Nesse caso, a execução do E4

em modo de transmissão permite monitorizar os dados através de uma conexão BLE (do

inglês Bluetooth Low Energy). Para a análise da VFC é possível aceder ao sinal IBI, o qual

é obtido a partir do processamento do sinal PPG com um algoritmo que remove falsos picos

causados por ruído.

• BITalino [126]: o BITalino é uma plataforma desenvolvida para análise de sinais fisiológi-

cos. O Freestyle Kit inclui sensores como EMG, ECG, AED e EEG, e permite que sejam

usados em wearables, com impressão de modelos 3D. Através de comunicação por Blu-

etooth ou BLE, é possível visualizar os dados com o software OpenSignals, assim como

processar os mesmos através dos módulos disponibilizados. A exportação dos dados pode

ser realizada em vários formatos, compatíveis com plataformas como o Matlab e Python.

Além disso, as APIs permitem incorporar o BITalino em aplicações de software.

• MySignals [127]: a plataforma MySignals HW permite desenvolver aplicações para moni-

torização biométrica. Disponibiliza 17 sensores para medir mais de 20 parâmetros, porém,

sem possibilidade de serem usados em simultâneo. Para o desenvolvimento é necessário um

Arduino Uno, e através do SDK (do inglês Software Development Kit) é possível aceder ao

valor dos sensores e transmitir informação por BLE. Ao utilizar a aplicação móvel, os dados

podem ser enviados por Wi-Fi para um site, onde são armazenados e acedidos por uma API.

No entanto, este serviço implica um plano pago anualmente.

• Everion [128]: O Everion é um equipamento médico validado que combina sensores preci-

sos numa única plataforma. É utilizado no braço e mede 22 parâmetros de forma contínua e

não invasiva. A solução de monitorização compreende o armazenamento dos dados, funci-

onalidades analíticas e visualização. Porém, também permite integração com API e SDK.

• Polar [129]: Os sensores Polar são amplamente reconhecidos pela sua precisão na monito-

rização da frequência cardíaca. O Polar H10 mede o ECG através de um banda colocada no

peito, enquanto que o Polar OH1 têm sensores PPG e é utilizado no braço. Além disso, dis-

ponibilizam dados de aceleração. O SDK permite o desenvolvimento de aplicações móveis

para ler e interpretar os dados em tempo real, transmitidos por Bluetooth.

• PulseOn OHR Tracker [130]: o dispositivo OHR Tracker é utilizado no pulso e permite uma

fácil integração através de API, SDK e aplicação Android. Os dados são transmitidos por

Bluetooth, e é possível aceder aos valores de aceleração e do sensor PPG, assim como dados

processados de FC e IBI, para a análise da VFC.
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2.9.3 Discussão

O estudo em [131] avalia a qualidade da FC e métricas da VFC obtidas de dispositivos usá-

veis com tecnologia PPG, comparativamente a um ECG. Foi concluído que, apesar de adequados

para a monitorização, estes podem ser limitados em condições não estacionárias, nomeadamente,

durante a atividade física. Além disso, os participantes demonstraram preferência por dispositivos

utilizados no pulso do que no braço. No entanto, a posição do pulso pode resultar em medições de

baixa qualidade e estes dispositivos são mais suscetíveis a artefactos de movimento. Assim, existe

um compromisso entre o conforto e a fiabilidade. Por fim, na análise da FC, o dispositivo Everion

obteve melhores resultados em comparação ao E4, e permitiu a análise da VFC.

De forma semelhante, em [132] foi possível concluir que os dispositivos de pulso são precisos

e fiáveis para a deteção da FC, quando a quantidade de movimentos da mão não é excessiva. No

entanto, a VFC apenas pode ser estimado de forma fiável, a partir de dados IBI, durante condições

de repouso. Além disso, ao comparar o E4 e o PulseOn, o segundo obteve maior precisão.

Concluindo, a análise da frequência cardíaca é mais precisa ao medir o ECG. No entanto, é

possível obter resultados comparáveis com sensores PPG, principalmente quando os dispositivos

são utilizados no braço, e em condições estacionárias.



Capítulo 3

Classificação do sono

3.1 Dados

Neste trabalho foi utilizado o dataset “EEG/EOG/EMG data from a cross sectional study on

psychophysiological insomnia and normal sleep subjects” [122], previamente abordado na sub-

secção 2.9.1. Este consiste em 22 gravações com duração aproximada de 8h, na qual os indivíduos

pertencem à faixa etária 18–63. A frequência de amostragem do ECG é de 256 Hz, com unidades

de microvolt. A tabela 3.1 apresenta informação sobre a composição do mesmo. Nas experiências

realizadas apenas foram considerados os indivíduos sem insónia.

Para o processamento e tratamento dos dados, foi usada a linguagem de programação Python

e as bibliotecas pyhrv [133], scikit-learn [134] e keras [135].

Condição Vigília REM N1 N2 N3+N4 Total

Normal (11)
1272
(12%)

708
(7%)

3749
(36%)

2286
(22%)

2379+26
(23%)

10420

Insónia (11)
3285
(33%)

1140
(11%)

2897
(29%)

1341
(13%)

1443+10
(14%)

10116

Tabela 3.1: Distribuição dos segmentos por fase do sono. As fases N3 e N4 foram concatenadas
pois atualmente não existe distinção entre ambas.

3.1.1 Pré-processamento

Inicialmente, o sinal de ECG foi sincronizado no tempo com os resultados da polissonografia,

considerando segmentos de 30 s. Para a análise da VFC, são recomendadas janelas temporais de

2 a 5 min [61]. Assim, com o objetivo de analisar o impacto no desempenho, o sinal foi divido em

segmentos de 1.5 min, 2.5 min, 3.5 min, e 4.5 min, centrados em cada intervalo de 30 s. A figura

3.1 ilustra esta abordagem para a menor dimensão. Por último, os segmentos identificados como

movimento foram removidos.

27
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Sliding Window 30s

Stage 1 Stage 1 ......

Figura 3.1: Abordagem para processamento dos segmentos.

Para obter a série de intervalos entre batimentos (RR), foi necessário detetar os picos do ECG.

O exemplo de um segmento de 10 s é apresentado na figura 3.2. Considerando que se trata de um

cálculo sensível a ruído, segmentos com secções de movimento podem pôr em causa o seu rigor.

Além disso, a fiabilidade da classificação é indicada no dataset, pelo que será analisado o impacto

de ambos os aspetos no desempenho.

Figura 3.2: Exemplo de um segmento do eletrocardiograma.

3.1.2 Extração de atributos

Os segmentos foram processados no domínio do tempo, frequência e não linear. Os 34 atribu-

tos obtidos são apresentadas na tabela 3.2, e brevemente abordados de seguida.

Para a análise no domínio do tempo, são usadas as séries RR e4RR, onde a segunda representa

a diferença entre intervalos adjacentes como ilustrado na figura 3.3. No domínio da frequência,

para o cálculo do PSD foi aplicado o método Lomb-Scargle. Esta é uma técnica não-paramétrica,

que não requer informação prévia dos parâmetros do sinal ou interpolação quando o sinal é não-

periódico [61]. Assim, foram consideradas três bandas: VLF (0–0.04 Hz), LF (0.04–0.15 Hz) e

HF (0.15–0.4 Hz). Por último, no domínio não linear, foi utilizado o diagrama de Poincaré, que

permite visualizar cada intervalo RR em relação ao anterior, o método DFA (do inglês Detrended

Fluctuation Analysis), usado na análise de correlação em séries temporais, e calculada a entropia,

que avalia a sua complexidade.
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Domínio No. Parâmetros

Tempo 14

Série RR 5
Número (nni_counter), média (nni_mean), máximo (nni_max),

mínimo (nni_min), desvio padrão (sdnn)

Série 4RR 9

Média (di f f _mean), máximo (di f f _max), mínimo (di f f _min),
desvio padrão (sdsd), valor quadrático médio (rmssd),

número e percentagem de valores maiores que 50 (nn50, pp50)
e maiores que 20 (nn20, pp20)

Frequência 13

Para cada banda 9
Frequência pico (peak_vl f , peak_l f , peak_h f ),

potência absoluta (abs_vl f , abs_l f , abs_h f ),
potência relativa (rel_vl f , rel_l f , rel_h f )

Outros 4
Potência total (lomb_total), LF/HF (lomb_ratio), potência

normalizada das bandas LF e HF (norm_l f , norm_h f )

Não linear 7

Diagrama de Poincaré 4
Desvio padrão a curto- (sd1) e longo-prazo (sd2),
área da elipse (ellipse_area), SD2/SD1 (sd_ratio)

Análise adicional 3
Entropia amostral (sampen), DFA a curto- (d f a_al pha1)

e longo-prazo (d f a_al pha2)

Tabela 3.2: Atributos calculados do eletrocardiograma.

RR Interval 1 RR Interval 2 RR Interval 3

△RR 1 △RR 2

828 845 754

17 91

Figura 3.3: Séries obtidas do eletrocardiograma: intervalo entre batimentos (RR) e diferença entre
intervalos consecutivos (4RR), expressas em ms.
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3.2 Algoritmos

Os métodos de aprendizagem supervisionada são frequentemente utilizados em problemas de

classificação. Para tal, os modelos são treinados através do valor de referência, de modo aproximar

uma função que mapeia os valores de entrada e saída. Dependendo da aplicação, cada classificador

tem pontos fortes e fracos mas, em última análise, o seu desempenho depende dos dados. Como

tal, a melhor abordagem é avaliar diferentes modelos.

De seguida são descritos os algoritmos utilizados neste trabalho.

3.2.1 Support Vector Machine

O SVM (do inglês Support Vector Machine) é um classificador linear binário. O seu objetivo

é encontrar um hiperplano num espaço N-dimensional, sendo N o número de atributos, que classi-

fique distintamente os dados, representados por pontos. Nesta divisão, o plano contém a margem

máxima, ou seja, a maior distância entre os pontos de ambas as classes, como ilustrado em 3.4.

Figura 3.4: Hiperplano de classificação do algoritmo Support Vector Machine. Fonte: [136]

Apesar de simples, a maioria dos casos requer considerações adicionais, nomeadamente, se os

dados não são linearmente separáveis, e em problemas multi-classe. No primeiro caso, é possível

utilizar uma soft margin, que tolera um certo número de erros na classificação, ou mapear os dados

para um espaço dimensional superior, através de funções kernel. No segundo, a conversão para o

formato binário é obtida com as abordagens one-vs-one ou one-vs-rest.

3.2.2 Análise Discriminante Linear

A análise discriminante linear (LDA) é uma técnica de redução de dimensionalidade frequen-

temente utilizada em problemas de classificação. Para a separação dos dados, estes são projetados

num subespaço dimensional inferior, necessariamente menor que o número de classes. Um exem-

plo deste método é apresentado na figura 3.5. O critério utilizado visa maximizar a distância entre

a média das classes, e minimizar a variação de cada classe.
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Figura 3.5: Aplicação da análise discriminante linear num problema de 2 classes e 2 dimensões:
os pontos são projetados num espaço de 1 dimensão. Fonte: [137]

Para ser utilizado como classificador, o LDA assume que a distribuição condicional das classes

é gaussiana, com a mesma matriz de covariância. A análise quadrática (QDA) é uma generalização

deste método, sem a segunda suposição.

3.2.3 Random Forest

O RF (do inglês Random Forest) é um método ensemble, onde são gerados vários classificado-

res do mesmo tipo e os seus resultados são combinados. As árvores de decisão são consideradas

instáveis, ou seja, bastante sensíveis à variação dos dados de treino. Por conseguinte, cada modelo

individual considera apenas um número pré-definindo de atributos em cada nó, e através de uma

abordagem bagging, treina com um subset aleatório. Ao aumentar a sua diversidade é obtido um

melhor desempenho preditivo. A arquitetura descrita é apresentada de seguida, na figura 3.6.

Figura 3.6: Arquitetura do algoritmo Random Forest. Fonte: [138]
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3.2.4 K-Nearest Neighbors

O KNN (do inglês K-Nearest Neighbors) classifica uma instância de acordo com a classe de

instâncias similares, sem a criação explicita de um modelo. Para tal, efetua a votação maioritária

das k instâncias de treino mais próximas. Os desafios deste classificador incluem a velocidade da

previsão, a escolha do hiperparâmetro k e da função de cálculo das distâncias, e o efeito do peso

em função das dimensões. A ilustração do processo de classificação deste algoritmo é mostrada a

seguir, na figura 3.7.

K = 3

K = 5

Figura 3.7: Aplicação do algoritmo k-Nearest Neighbors. O círculo verde é classificado consoante
os k vizinhos mais próximos. Adaptado de: [139]

3.2.5 Rede Neuronal Recorrente

As redes neuronais artificiais são fundamentadas em estudos sobre a estrutura do cérebro hu-

mano, na tentativa de reproduzir a sua forma inteligente de processar informação. Estas são com-

postas por várias unidades de processamento organizados em camadas, e um conjunto de elos de

ligação com pesos associados. Para a aprendizagem, é geralmente usado o algoritmo backpropa-

gation, de forma a atualizar os pesos da rede consoante o erro obtido.

As redes feedforward têm uma estrutura onde os dados circulam numa única direção, partindo

da camada de entrada, para as camadas intermédias e camada de saída. Contudo, como não pos-

suem memória dos inputs recebidos previamente, não são ideais em situações que envolvam dados

sequenciais. Assim, as RNN abordam este problema ao permitir que a informação persista, como

é ilustrado na figura 3.8. Estas têm algumas variantes como as redes LSTM, criadas explicitamente

para aprender dependências de longo prazo.

Figura 3.8: Arquitetura básica de uma rede neuronal recorrente. A imagem à esquerda indica a
sua forma simplificada. A variável xt representa o input no tempo t, e ht o output. Fonte: [140]
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3.3 Validação

3.3.1 Validação cruzada

A validação em machine learning é o processo de avaliar um modelo treinado num conjunto de

dados de teste de modo a estimar a sua capacidade de generalização em novos contextos. Assim,

permite identificar situações como o sobreajuste (do inglês overfitting), na qual um modelo está

demasiado adaptado aos dados de treino. Geralmente os dados são divididos em três partes: treino,

validação e teste. Pela mesma ordem, estes são usados para o treino do modelo, ajuste dos hiper-

parâmetros, e na avaliação imparcial do modelo final. Este método de separação é denominado de

validação cruzada holdout.

A validação cruzada k-fold é uma estratégia que consiste na divisão do conjunto de dados em k

subconjuntos, onde k-1 divisões são usadas para o treino do modelo e a divisão sobrante para teste.

O processo é repetido iterativamente, como ilustrado na figura 3.9. No fim, calcula-se a média das

métricas de desempenho. Este método pode ser considerado em casos específicos, nomeadamente

leave-one-out, com k igual ao número total de dados, e leave-one-subject-out, de modo a garantir

que os subconjuntos são compostos por diferentes indivíduos. Por fim, o processo de estratificação

considera a distribuição original das classes, diminuindo a variância da estimativa.

Test Train

Iteration k

Iteration 1 Train Train Train

TestTrain Train Train Train

Train Train Train Train Test

...

Dataset

Iteration 2

Figura 3.9: Validação cruzada k-fold.

Como a questão da variabilidade individual é crucial nos sistemas de classificação do sono, foi

considerada validação leave-one-subject-out. Assim, em cada iteração, são usados 10 indivíduos

para treino e um para teste. Adicionalmente, foi aplicada validação estratificada 10-fold. Tendo em

conta o desequilíbrio de classes, é garantida a mesma proporção de exemplos em cada subconjunto.

3.3.2 Dados não balanceados

Um conjunto de dados é considerado não balanceado quando difere significativamente no nú-

mero de instâncias entre classes. Este desequilíbrio tem como consequência modelos enviesados,

que beneficiam a classe maioritária, produzindo por isso estimativas pouco fiáveis.

Atualmente existem vários métodos capazes de contornar este problema. As técnicas de amos-

tragem consideram a remoção ou adição de instâncias de modo a obter uma distribuição balance-

ada, nomeadamente ao aplicar sub-amostragem (do inglês under-sampling) e sobre-amostragem
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(do inglês over-sampling), como demonstrado na figura 3.10. Na primeira, as observações são se-

lecionadas aleatoriamente ou é aplicado um algoritmo de clustering, com o objetivo de preservar

a informação subjacente à classe maioritária. Por outro lado, na segunda são criadas observações

da classe minoritária. [141]

Under-samplingOver-sampling Original dataset

Figura 3.10: Aplicação de sub-amostragem e sobre-amostragem.

As técnicas de sobre-amostragem incluem o ROS (do inglês Random Over-Sampling), e o

SMOTE (do inglês Synthetic Minority Over-Sampling Technique). O ROS consiste na cópia exata

de instâncias existentes, selecionadas de forma aleatória. No sentido de diminuir a probabilidade

de sobreajuste introduzida por este método, o SMOTE insere instâncias sintéticas. Para tal, procura

os k vizinhos mais próximos para cada instância da classe minoritária, e seleciona um de forma

aleatória. De seguida, obtém a diferença entre os dois, a qual é multiplicada por um valor aleatório

compreendido entre 0 e 1, e adicionada ao inicial. Um exemplo deste funcionamento é apresentado

de seguida na figura 3.11.

Figura 3.11: Aplicação do algoritmo SMOTE, com k = 5. Os vizinhos mais próximos de X são X1
a X5, e Y1 e Y2 as novas instâncias. Fonte: [142]

Em termos do dataset utilizado, a classe REM é quase inexistente. Desta forma, a abordagem

de sub-amostragem não foi considerada, pois as restantes classes seriam diminuídas severamente.

Portanto, para ajustar o número de instâncias entre classes, foi usada uma variação do SMOTE

denominada de SVM-SMOTE. O algoritmo de classificação permite uma melhor delimitação entre

classes, onde as instâncias próximas das fronteiras são mais relevantes [143].
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3.3.3 Seleção de atributos

A seleção do conjunto adequado de atributos a ser utilizado em modelos de machine learning

permite melhorar o seu desempenho, e reduzir o custo computacional. De acordo com a estratégia

de pesquisa, os algoritmos de feature selection podem ser divididos em três categorias: filter, wrap-

per e embedded. Se o critério de seleção é independente do classificador, caracterizam-se como

sendo do tipo filter, e são baseados na informação estatística dos dados. Por outro lado, os méto-

dos wrapper consideram o desempenho do classificador quando sujeito a diferentes subconjuntos,

selecionados de forma iterativa. Por fim, os métodos embedded consistem numa combinação dos

anteriores, ao incorporar a seleção na construção do modelo. [144]

Os métodos filter tendem a ser rápidos e robustos ao sobreajuste. Assim, com o objetivo de eli-

minar atributos irrelevantes, as dependências entre variáveis foram avaliadas através do coeficiente

de correlação de Pearson.

3.3.4 Medidas de desempenho

Ao treinar um determinado modelo, é importante avaliar o seu desempenho. Neste sentido, um

dos critérios mais comuns é a exatidão (ACC), que indica a proporção de exemplos corretamente

classificados (equação 3.1). Porém, este não é ideal em problemas de dados não balanceados, uma

vez que não distingue o número correto de classificações das instâncias de classes diferentes.

ACC =
V P+V N

V P+V N +FP+FN
(3.1)

A matriz de confusão possibilita a visualização do desempenho do modelo, como representado

na tabela 3.7. Esta consiste numa matriz quadrada de ordem igual ao número de classes, onde cada

linha contém as instâncias com a sua classe original, e cada coluna com a classe prevista.

Previsão

Positivo Negativo

Ve
rd

ad
e

Positivo Verdadeiro positivo (V P) Falso negativo (FN)

Negativo Falso positivo (FP) Verdadeiro negativo (V N)

Tabela 3.3: Exemplo de uma matriz de confusão para um problema binário.

A taxa de verdadeiros positivos (equação 3.2) conhecida como sensibilidade (SENS) ou recall,

indica a proporção de instâncias positivas corretamente identificadas.

SENS =
V P

V P+FN
(3.2)
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A taxa de verdadeiros negativos (equação 3.3), referida como especificidade (SPEC), indica a

proporção de instâncias negativas corretamente identificadas.

SPEC =
V N

V N +FP
(3.3)

O valor preditivo positivo (equação 3.4) designado de precisão (PREC), indica a proporção de

instâncias positivas corretamente identificadas no conjunto de instâncias previstas como positivas.

PREC =
V P

V P+FP
(3.4)

O F1 Score (equação 3.5) é uma medida que considera a sensibilidade e precisão.

F1 = 2× PREC×SENS
PREC+SENS

(3.5)

O coeficiente Kappa de Cohen (equação 3.6) é uma medida da concordância entre avaliadores,

onde po representa a proporção observada de concordâncias, e pe a proporção esperada.

k =
po− pe

1− pe
(3.6)

Por fim, a curva característica de operação do receptor (ROC) é um critério de avaliação gráfico

do desempenho da classificação, que permite o estudo da variação da sensibilidade e especificidade

para vários valores de corte. A área sob a curva (AUC) é calculada de forma a comparar diferentes

modelos. Quanto maior for este valor, melhor é o desempenho, como ilustrado na figura 3.12.
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Figura 3.12: Comparação de curvas ROC com diferentes valores de área sob a curva. Os testes
com capacidade de distinção estão entre os extremos A e D. Adaptado de: [145]
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3.4 Resultados

A abordagem considerada aplica dois tipos de validação através de um teste independente

(UIT) e dependente do individuo (UDT). Nomeadamente, validação cruzada estratificada 10-fold,

e leave-one-subject-out, doravante referenciadas por 10-VC e LOSO-VC.

Em cada iteração, os dados são normalizados a nível dos atributos, com uma média de zero e

desvio padrão de um. De seguida, após a seleção do melhor subconjunto de atributos, é efetuada a

sobre-amostragem do conjunto de treino. Esta ordem é justificada pela dependência entre variáveis

introduzida pela última [146]. Por fim, as medidas de desempenho são calculadas como a média

de todas as iterações, em particular a exatidão e a sensibilidade das classes. A figura 3.13 ilustra o

processo descrito.

Figura 3.13: Ilustração da abordagem utilizada.

Foram avaliados os algoritmos SVM, KNN, LDA e RF com os seus hiper-parâmetros ajustados

manualmente. Além do desempenho, é analisado o impacto dos seguintes aspetos:

• dimensão dos segmentos (de 1.5 min a 4.5 min);

• classificação de três ou quatro classes;

• filtragem de segmentos com movimento, ou identificados com fiabilidade menor que 35%.

3.4.1 Resultados da classificação

Inicialmente foi avaliada a classificação de 4 classes, ao variar a dimensão dos segmentos. Os

resultados do teste independente do indivíduo são apresentados de seguida, nas tabelas 3.4 e 3.5.

Da sua análise, é possível observar que com uma janela de 1.5 min não existe discriminação clara

entre classes. Com o seu aumento, os algoritmos KNN e RF apresentam uma melhoria substancial,

nomeadamente o RF, que atinge uma exatidão de 78%. Assim, a maior dimensão dos segmentos

permite obter um maior contexto, sem sobrecarga de informação. Por fim, é de notar que a classe

maioritária N1+2 apresenta a menor sensibilidade, e é frequentemente classificada como N3.

Ao mudar para um teste dependente do indivíduo, o desempenho diminuiu bastante. Nomea-

damente, o RF com segmentos de 4.5 min, apenas atinge uma exatidão de 51% com sensibilidade

à fase N3 de 19%, N1+2 de 75%, REM de 20% e vigília de 28%. Além do mais, os resultados têm

uma grande variação. Portanto, conclui-se que a abordagem usada não permite classificar o sono

com precisão neste contexto.
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UIT (10-VC)

Modelo 1.5 min 2.5 min 3.5 min 4.5 min

SVM 0.55 (0.01) 0.57 (0.01) 0.58 (0.02) 0.59 (0.02)

LDA 0.46 (0.02) 0.46 (0.01) 0.47 (0.01) 0.46 (0.01)

KNN 0.46 (0.01) 0.49 (0.02) 0.52 (0.01) 0.55 (0.03)

RF 0.65 (0.01) 0.72 (0.01) 0.76 (0.01) 0.78 (0.01)
Tabela 3.4: Resultados da classificação de quatro classes (exatidão e desvio padrão), variando os
algoritmos e dimensão dos segmentos.

UIT (10-VC)
Modelo 1.5 min 2.5 min 3.5 min 4.5 min

SVM

D: 0.46 (0.05)
L: 0.57 (0.03)
R: 0.4 (0.04)

W: 0.69 (0.06)

D: 0.55 (0.06)
L: 0.56 (0.03)
R: 0.49 (0.05)
W: 0.71 (0.05)

D: 0.62 (0.03)
L: 0.54 (0.02)
R: 0.57 (0.07)
W: 0.74 (0.04)

D: 0.62 (0.04)
L: 0.53 (0.04)
R: 0.65 (0.06)
W: 0.76 (0.04)

LDA

D: 0.54 (0.05)
L: 0.4 (0.03)
R: 0.3 (0.04)

W: 0.68 (0.05)

D: 0.57 (0.03)
L: 0.38 (0.02)
R: 0.34 (0.06)
W: 0.68 (0.05)

D: 0.59 (0.04)
L: 0.39 (0.02)
R: 0.42 (0.08)
W: 0.66 (0.04)

D: 0.61 (0.03)
L: 0.35 (0.02)
R: 0.5 (0.06)

W: 0.64 (0.05)

KNN

D: 0.53 (0.03)
L: 0.39 (0.03)
R: 0.42 (0.07)
W: 0.67 (0.06)

D: 0.6 (0.06)
L: 0.4 (0.04)

R: 0.56 (0.08)
W: 0.69 (0.06)

D: 0.65 (0.03)
L: 0.41 (0.02)
R: 0.66 (0.07)
W: 0.75 (0.05)

D: 0.64 (0.04)
L: 0.43 (0.04)
R: 0.74 (0.05)
W: 0.79 (0.05)

RF

D: 0.49 (0.03)
L: 0.73 (0.02)
R: 0.42 (0.05)
W: 0.7 (0.06)

D: 0.64 (0.03)
L: 0.75 (0.02)
R: 0.59 (0.05)
W: 0.77 (0.04)

D: 0.68 (0.03)
L: 0.78 (0.02)
R: 0.69 (0.05)
W: 0.81 (0.04)

D: 0.71 (0.03)
L: 0.81 (0.02)
R: 0.75 (0.04)
W: 0.83 (0.04)

Tabela 3.5: Resultados detalhados da classificação de quatro classes (sensibilidade e desvio padrão
de cada fase do sono), variando os algoritmos e dimensão dos segmentos.

De seguida foi considerada a classificação de 3 classes, com os resultados descritos nas tabelas

3.6 e 3.8. Comparativamente aos resultados anteriores, observa-se um aumento geral da exatidão.

O tamanho dos segmentos continua sem impacto positivo no algoritmo LDA, no entanto, permite

uma maior distinção da fase REM. O RF obteve novamente o melhor desempenho, que é possível

analisar em detalhe na matriz de confusão descrita na tabela 3.7.

Em relação ao teste dependente do indivíduo, a melhoria dos resultados não é ainda suficiente

para combater a variabilidade individual. Existe uma baixa sensibilidade às fases do sono, como

acentuado pelo algoritmo RF na fase REM. Este problema pode também ser justificado pela grande

diferença da distribuição de classes entre indivíduos. Em particular, a fase REM varia de 1 a 118

instâncias, e a vigília de 7 a 331. Assim, para melhorar esta componente, seria necessária a análise

de um conjunto de dados mais abrangente.
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UIT (10-VC)

Modelo 1.5 min 2.5 min 3.5 min 4.5 min

SVM 0.75 (0.01) 0.77 (0.01) 0.79 (0.01) 0.79 (0.01)

LDA 0.74 (0.01) 0.72 (0.01) 0.71 (0.01) 0.7 (0.01)

KNN 0.69 (0.02) 0.7 (0.02) 0.72 (0.01) 0.73 (0.01)

RF 0.84 (0.01) 0.87 (0.0) 0.89 (0.01) 0.9 (0.01)

UDT (LOSO-VC)

Modelo 1.5 min 2.5 min 3.5 min 4.5 min

SVM 0.69 (0.1) 0.67 (0.17) 0.68 (0.18) 0.67 (0.19)

LDA 0.63 (0.07) 0.58 (0.26) 0.6 (0.21) 0.57 (0.24)

KNN 0.63 (0.09) 0.56 (0.14) 0.56 (0.13) 0.55 (0.14)

RF 0.74 (0.12) 0.75 (0.12) 0.75 (0.14) 0.76 (0.14)
Tabela 3.6: Resultados da classificação de três classes (exatidão e desvio padrão), variando os
algoritmos e dimensão dos segmentos.

Previsão

NREM REM Wake

Ve
rd

ad
e NREM 0.93 (0.01) 0.02 (0.01) 0.05 (0.01)

REM 0.24 (0.06) 0.71 (0.07) 0.05 (0.02)

Wake 0.18 (0.04) 0.01 (0.01) 0.81 (0.05)

Tabela 3.7: Matriz de confusão obtida no UIT (10-VC) com o algoritmo Random Forest (RF) e
segmentos de 4.5 min.

Por fim, relativamente à seleção de segmentos, nas experiências descritas as ambas as condi-

ções não foram consideradas. No entanto, a sua aplicação não provocou um impacto significativo

no desempenho. O número e percentagem de segmentos removidos é apresentado na tabela 3.9. A

restrição da fiabilidade eliminou principalmente instâncias da classe NREM, que constitui a classe

maioritária. Da mesma forma, a restrição do movimento não demonstra introduzir ruído na classi-

ficação. Assim, torna-se uma análise dispensável, criando oportunidade para uma implementação

mais robusta em condições reais de utilização.

Em conclusão, o algoritmo RF obteve o melhor desempenho na distinção das fases do sono

comparativamente aos restantes algoritmos. Para esse efeito, a dimensão dos segmentos constituiu

um fator relevante, sendo que a sua desvantagem está no maior custo computacional que implica.

Contudo, a influência da variabilidade individual foi percetível, o que não permitiu considerar um

cenário dependente do indivíduo.



40 Classificação do sono

UIT (10-VC)

Modelo 1.5 min 2.5 min 3.5 min 4.5 min

SVM
N: 0.79 (0.02)
R: 0.43 (0.07)
W: 0.69 (0.04)

N: 0.8 (0.02)
R: 0.54 (0.06)
W: 0.72 (0.04)

N: 0.81 (0.02)
R: 0.61 (0.04)
W: 0.76 (0.03)

N: 0.8 (0.01)
R: 0.65 (0.08)
W: 0.79 (0.04)

LDA
N: 0.78 (0.01)
R: 0.31 (0.06)
W: 0.69 (0.05)

N: 0.75 (0.02)
R: 0.42 (0.07)
W: 0.7 (0.05)

N: 0.74 (0.02)
R: 0.45 (0.05)
W: 0.69 (0.02)

N: 0.72 (0.01)
R: 0.52 (0.07)
W: 0.67 (0.02)

KNN
N: 0.7 (0.03)
R: 0.47 (0.05)
W: 0.7 (0.06)

N: 0.71 (0.02)
R: 0.61 (0.08)
W: 0.73 (0.04)

N: 0.71 (0.02)
R: 0.7 (0.04)

W: 0.78 (0.04)

N: 0.71 (0.01)
R: 0.74 (0.07)
W: 0.82 (0.03)

RF
N: 0.9 (0.01)
R: 0.41 (0.05)
W: 0.7 (0.04)

N: 0.91 (0.01)
R: 0.58 (0.06)
W: 0.77 (0.04)

N: 0.92 (0.01)
R: 0.68 (0.07)
W: 0.8 (0.03)

N: 0.93 (0.01)
R: 0.71 (0.07)
W: 0.81 (0.05)

UDT (LOSO-VC)

Modelo 1.5 min 2.5 min 3.5 min 4.5 min

SVM
N: 0.81 (0.06)
R: 0.15 (0.1)

W: 0.35 (0.23)

N: 0.76 (0.19)
R: 0.26 (0.28)
W: 0.32 (0.25)

N: 0.77 (0.19)
R: 0.26 (0.27)
W: 0.31 (0.24)

N: 0.76 (0.21)
R: 0.28 (0.26)
W: 0.32 (0.26)

LDA
N: 0.72 (0.06)
R: 0.13 (0.13)
W: 0.51 (0.3)

N: 0.62 (0.29)
R: 0.46 (0.36)
W: 0.35 (0.28)

N: 0.63 (0.23)
R: 0.54 (0.33)
W: 0.37 (0.29)

N: 0.6 (0.25)
R: 0.53 (0.36)
W: 0.4 (0.31)

KNN
N: 0.73 (0.05)
R: 0.22 (0.16)
W: 0.4 (0.18)

N: 0.62 (0.17)
R: 0.32 (0.24)
W: 0.35 (0.17)

N: 0.61 (0.16)
R: 0.32 (0.26)
W: 0.43 (0.25)

N: 0.6 (0.17)
R: 0.32 (0.27)
W: 0.37 (0.19)

RF
N: 0.89 (0.05)
R: 0.05 (0.05)
W: 0.33 (0.21)

N: 0.9 (0.05)
R: 0.07 (0.07)
W: 0.33 (0.18)

N: 0.88 (0.11)
R: 0.15 (0.18)
W: 0.27 (0.23)

N: 0.9 (0.1)
R: 0.18 (0.23)
W: 0.25 (0.22)

Tabela 3.8: Resultados detalhados da classificação de três classes (sensibilidade e desvio padrão
de cada fase do sono), variando os algoritmos e dimensão dos segmentos.

MOV RLB 1.5 min 2.5 min 3.5 min 4.5 min

1 1 2501 (23%) 2695 (25%) 2874 (27%) 3061 (29%)

1 0 549 (5%) 799 (8%) 1031 (10%) 1256 (12%)

0 1 2311 (22%) 2300 (22%) 2286 (22%) 2281 (22%)

0 0 253 (2%) 245 (2%) 240 (2%) 239 (2%)

Tabela 3.9: Número e percentagem de segmentos removidos com diferentes condições. A restrição
de movimento e fiabilidade são representadas por MOV e RLB, onde 1 indica o seu uso.
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3.4.2 Atributos selecionados

De modo a remover atributos correlacionados, foi definido um threshold de 90%. Esta aborda-

gem é considerada inicial pois não avalia correlações com a variável objetivo, nem está otimizada

para algum algoritmo. Assim, foi apenas usada com a finalidade de remover atributos irrelevantes,

e não afetar a classificação. Foram selecionados cerca de 10 variáveis, sendo que os sub-conjuntos

apenas variam ligeiramente ao alterar a dimensão dos segmentos ou o tipo de validação. Entre

eles, é observado que sd1, sd2, sdsd e rmssd estão correlacionadas com sdnn.

Relativamente aos atributos selecionados pelo RF, é possível verificar que o domínio do tempo

é considerado o mais relevante. Em contrapartida, os atributos no domínio não linear são ordena-

dos com a menor importância. Assim, com o objetivo de uma solução com menor custo compu-

tacional, foram selecionados 7 atributos (nni_counter, nni_mean, nni_min, nni_max, di f f _mean,

di f f _max, sdnn). Deste modo, o tempo de execução foi reduzido de cerca de 0.15 s para 0.004 s

por segmento, ou seja, em 97%. O impacto no desempenho é analisado de seguida com os resul-

tados na tabela 3.10, mantendo a configuração da classificação de 3 classes com segmentos de 4.5

min, e validação independente do indivíduo.

UIT (10-VC)

Modelo Exatidão Sensibilidade

SVM 0.69 (0.02)
N: 0.67 (0.02)
R: 0.7 (0.05)
W: 0.8 (0.03)

LDA 0.53 (0.01)
N: 0.55 (0.02)
R: 0.49 (0.06)
W: 0.43 (0.07)

KNN 0.8 (0.01)
N: 0.79 (0.02)
R: 0.79 (0.07)
W: 0.86 (0.03)

RF 0.9 (0.01)
N: 0.93 (0.01)
R: 0.76 (0.07)
W: 0.8 (0.03)

Tabela 3.10: Resultados da classificação de três classes com um conjunto reduzido de atributos no
domínio do tempo, e segmentos de 4.5 min.

Ao comparar com os resultados obtidos anteriormente, observa-se que a exatidão do algoritmo

SVM e LDA diminui. No entanto, no RF mantém-se, e no KNN aumenta em sete pontos percentu-

ais. Deste modo, é possível concluir que, como o KNN é sensível a outliers e atributos irrelevantes,

o aumento no desempenho indica que estes possivelmente existem nos restantes atributos. O RF

é mais robusto a estes aspetos, e apresenta assim a melhor distinção. Portanto, é considerado uma

opção adequada para este problema.
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3.4.3 Análise sequencial

Os algoritmos de classificação previamente aplicados não têm em conta o contexto temporal.

Dado que a arquitetura do sono apresenta padrões sequenciais, estas abordagens podem não atingir

o desempenho ideal, pois não exploram a dependência entre etapas de tempo. Assim, estudos mais

recentes investigam modelos que considerem um contexto temporal amplo, principalmente devido

à variação do sono à medida que a noite progride.

De modo a avaliar o impacto no desempenho, foi utilizada uma RNN com arquitetura BLSTM,

ilustrada na figura 3.14. Neste modelo, cada LSTM têm 8 unidades, o que constitui um total de

16 saídas por cada timestep. A função de ativação softmax foi usada para a distinção entre classes,

com a função de perda categorical cross-entropy.
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Figura 3.14: Ilustração da arquitetura de redes com memória bidirecional de longo prazo. Adap-
tado de: [84]

Estas redes são consideradas uma solução promissora para a classificação do sono, pois podem

modelar o contexto temporal sem se restringir a padrões de curto prazo, ou depender de suposições

em função do tempo absoluto, ou seja, com uma ligação explícita entre a hora da noite e a fase de

sono esperada. Nomeadamente, é possível conceber as limitações que a última implica, como por

exemplo, indivíduos com insónia podem ter um período de início do sono invulgarmente longo,

ou em situações com interrupções do sono, casos em que as probabilidades falham [147]. Assim,

ter duas camadas LSTM em paralelo aplicadas em sentido contrário, permite que a classificação

de cada segmento seja condicionada pelos segmentos passados e futuros.

Apesar da vantagem comprovada deste tipo de redes, a abordagem relevou-se ineficaz neste

estudo, com apenas sensibilidade para uma classe. A justificação prende-se novamente na varia-

bilidade individual, sobretudo no padrão de sono. A rede é relativamente simples e possivelmente

requer mais unidades para permitir a memorização de estruturas temporais mais complexas, e por-

tanto, mais dados de treino. Assim, não foi possível verificar uma melhoria comparativamente aos

modelos não temporais.
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3.4.4 Discussão e limitações

Ao comparar os resultados obtidos com o estado da arte é possível concluir que este trabalho

apresenta algumas limitações. Em primeiro, a base de dados utilizada é pequena, com uma grande

variação na arquitetura do sono entre os indivíduos, que pode ser justificada pela ampla faixa etária

que abrange. Assim, não foi viável considerar modelos dependentes do indivíduo ou aplicar mé-

todos mais complexos, como em estudos recentes que demonstram uma melhoria significativa no

desempenho. Em segundo, apenas é analisada a variabilidade do ECG, que pode não ser suficiente

para classificar de forma completa e precisa a estrutura do sono. Por último, o sinal é propenso a

artefactos, sendo que contém várias secções de ruído. Os problemas de interferência não fisiológi-

cos podem ser parcialmente superados com o uso de filtros digitais. Contudo, artefactos de origem

fisiológica como o movimento, podem ter consequências relevantes, pois a extração de intervalos

RR corretos é fundamental para esta análise. Assim, pontos errados podem afetar adversamente

os resultados. Alguns estudos consideram a inspeção visual do sinal, onde apenas segmentos sem

ruído são selecionados [148], ou o seu pré-processamento de forma automática [149]. Portanto,

este é um aspeto a melhorar, pois sobretudo os atributos no domínio do tempo podem originar

outliers, que deterioram o desempenho da classificação.

Relativamente ao teste independente do indivíduo, os resultados da classificação de 3 classes

são comparáveis ao estudo [149], com análise da VFC. Este considera 16 indivíduos, são obtidos

11 atributos, e usada uma rede neuronal com validação cruzada 10-fold. Foi obtida uma sensibili-

dade de 71%, 80% e 65% na vigília, sono NREM e REM, respetivamente, com uma exatidão de

77% e κ de 0.56. Em comparação, neste estudo foram utilizados 11 indivíduos, 7 atributos e o

algoritmo RF, que permitiu atingir uma sensibilidade de 80%, 93% e 76% nas fases do sono, uma

exatidão de 90% e κ de 0.71. Embora permita comparar resultados, a maioria dos estudos reporta

o desempenho considerando um cenário dependente do indivíduo, que se torna mais relevante em

contexto real. Alguns dos mais recentes são apresentados na tabela 3.11. A sua análise demonstra

que as abordagens de deep learning são promissoras, sendo necessário um número considerável

de dados para esta análise.

Ref. Ano Algoritmo No. indivíduos Classificação Exatidão κ

[150] 2018 CNN 5793
W-R-N

W-R-L-D
75.3%
65.9%

0.57
0.47

[147] 2019 LSTM 292 W-R-L-D 71% 0.61

[151] 2019 LSTM 238
W-R-N

W-R-L-D
84.07%
77.76%

0.58
0.55

Tabela 3.11: Estudos de classificação do sono com o eletrocardiograma.
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Capítulo 4

Conclusões e trabalho futuro

4.1 Conclusões

A sonolência durante a condução apresenta-se como um problema atual e relevante que re-

presenta a causa de muitos acidentes de viação. O impacto elevado destes acidentes resulta numa

motivação para o desenvolvimento de métodos que possam detetar a sonolência de forma atem-

pada e alertar o condutor. A maioria das soluções existentes é baseada em parâmetros obtidos dos

veículos ou através da monitorização do condutor, como os movimentos do volante, o piscar dos

olhos ou o bocejar. Outros estudos analisam sinais fisiológicos, considerados os indicadores mais

fiáveis da sonolência. Contudo, é necessário ter em consideração que estes métodos devem ser não

intrusivos de modo a serem usados em contexto real de condução. Apesar da maioria das soluções

oferecer resultados satisfatórios, só fazem a deteção e não a previsão da sonolência. Outro aspeto

importante, é que estes são apenas sistemas reativos, ou seja, apenas emitem um alerta quando a

sonolência é detetada. Assim, a inclusão de forma acessível da deteção de possíveis distúrbios do

sono ou privação crónica do sono, reconhecidos como causas frequentes para o sono ao volante,

constitui um passo significativo no sentido de minimizar a ocorrência destes episódios.

A utilização de wearables de pulso é uma tendência que prevalece. Estes dispositivos permi-

tem a análise de múltiplos sinais de forma contínua, integrada e com baixo custo. Em particular,

a frequência cardíaca é um dos sinais fisiológicos mais relevantes, tipicamente medida através de

sensores PPG. Contudo, como deve ser apenas considerada em condições estacionárias, sensores

ECG têm sido recentemente integrados de modo a aumentar a fiabilidade. Assim, o seu uso apre-

senta potencial para várias aplicações. Em primeiro, permite a deteção da sonolência do condutor.

Estudos demonstram a sua eficácia, realçando a importância da capacidade de generalização. No-

meadamente, é necessário considerar a variabilidade interindividual, ou seja, a variação dos sinais

fisiológicos entre indivíduos, um fator que é acentuado com a faixa etária. Apesar da relevância,

a falta de validação da maioria das soluções existentes não promove confiança para o seu uso. Em

segundo, alguns estudos evidenciam a viabilidade da previsão da sonolência de forma atempada.
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Estes destacam novamente a importância de informação individual ou mesmo ambiental. Contudo,

como consideram medidas maioritariamente intrusivas, seria de interesse comparar o desempenho

obtido com os dispositivos em questão. Em terceiro e último, permite a classificação do sono e de-

teção de distúrbios. Como alternativa ao exame de polissonografia, surgiram várias soluções que

reportam a arquitetura do sono de forma automática, considerando diferentes resoluções. Porém,

estudos demonstram que tendem a sobrestimar a eficiência do sono. Além do mais, a sua utilidade

torna-se limitada pois os dados e código que usam não são acessíveis. Por fim, no contexto da de-

teção de patologias, foi investigada a apneia do sono, que é caracterizada por episódios repetidos

de obstrução das vias aéreas. Este diagnóstico pode ser alcançado através da análise da frequência

cardíaca e saturação de oxigénio, contudo, ainda nenhum dispositivo comercial obteve validação

clínica. Assim, é comprovado o valor de uma solução inovadora que conjugue estes pontos.

No âmbito deste trabalho, foi realizada a classificação automática do sono. Para este fim, foi

usado um dataset composto por 11 indivíduos, sem nenhuma patologia de sono. Com a análise do

ECG, foram aplicadas várias estratégias para comparar as abordagens mais promissoras. Foi con-

siderada uma técnica de sobre-amostragem para lidar com dados não balanceados, e os atributos

mais relevantes selecionados consoante a sua correlação. O melhor desempenho foi obtido com o

algoritmo Random Forest, atingindo uma exatidão de 90% e 78% com κ de 0.71 e 0.64 na distin-

ção de três e quatro classes, respetivamente. Para tal, a maior dimensão dos segmentos mostrou

desempenhar um fator relevante. Além disso, manteve-se inalterado ao considerar apenas atributos

no domínio do tempo, criando oportunidade para uma solução com menor custo computacional.

Contudo, a abordagem revelou-se insuficiente considerando um cenário dependente do indivíduo,

inclusive com modelos sequenciais, que têm em conta o contexto temporal. Os resultados podem

ser justificados pela variabilidade entre indivíduos, em particular na arquitetura do sono. Assim,

conclui-se que o estudo seria beneficiado com um maior número de dados.

4.2 Trabalho futuro

Como trabalho futuro, existem alguns aspetos que merecem reflexão. Em primeiro, é essencial

recolher mais dados que permitam abordar a variabilidade individual, e melhorar o desempenho.

Assim, seria possível testar abordagens de deep learning, tanto a nível da análise sequencial, como

a possibilidade de obter atributos de forma automática. Em segundo, seria importante o estudo

mais aprofundado do processamento do sinal, que exige um maior conhecimento do domínio.

Por fim, no sentido do objetivo do projeto, avaliar o impacto da inclusão de informação adicional

obtida de um dispositivo de pulso.
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