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Resumo  

Portugal é o país da Europa que regista o maior número de fogos florestais. Estando, a 

grande maioria destes fogos, diretamente relacionada com atividade humana, ora de forma 

intencional, ora de forma negligente. 

Neste estudo é realizada uma análise exploratória dos dados relativos a incêndios rurais 

em Portugal continental entre os anos de 2001 e 2018, com especial foco nos incêndios de 

origem intencional e negligente. Recorre-se a ferramentas de análise estatística para descrever 

o comportamento no tempo e no espaço das ocorrências com este tipo de causa e a ferramentas 

de machine learning, Clustering e CART, na procura de padrões no histórico de ocorrências que 

possam ser úteis no momento do planeamento das medidas de prevenção e pré-supressão e, 

desta forma, diminuir aquela que é a maior fonte de ignições em Portugal. 

As análises temporais, revelam a existência de estabilidade das causas no tempo. No caso 

da análise espacial, mesmo não existindo estabilidade global, há evidências de estabilidade local, 

não dependente da proximidade geográfica. Observou-se, no entanto, que são as ignições 

intencionais as responsáveis pela maior parte da área ardida no país, embora ocorram em menor 

quantidade que as ignições negligentes, o que permite conjeturar a existência de planeamento e 

racionalidade sobre as condições e o ponto de início das mesmas. 

A análise Clustering, aponta para uma relação de proporcionalidade inversa entre as 

variações dos valores de FWI e o número de ocorrências de origem humana. Esta relação sugere 

que a baixa destes índices não deve consistir, por si só, num fator justificativo para amenizar a 

aplicação dos procedimentos de prevenção e pré-supressão. Os resultados dividiram Portugal em 

clusters, sendo espectável que distritos dentro do mesmo cluster possam, independentemente 

da sua proximidade geográfica, alinhar as suas estratégias de prevenção e pré-supressão. 

A análise CART previu, com precisão de 60%, a ocorrência de incêndios de origem 

humana, tendo apontado a variável indicativa de distrito como a mais impactante na construção 

dos modelos. A precisão obtida, indicia que as variáveis utilizadas neste estudo não são 

suficientes para explicar a ocorrência dos incêndios com este tipo de causa. A consideração de 

dados demográficos e do uso do solo, pode melhorar os resultados das análises efetuadas. 
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Abstract 

Portugal is the lead country in Europe regarding forest fires, with the majority being 

directly associated with human activity. These fires can be either intentional or negligent. 

In this study, it is carried out an exploratory analysis with data regarding fires occurred 

in (mainland) Portugal between 2001 and 2018 with special focus on the fires that started due 

to human interaction. This study uses methods from statistical analysis in order to describe the 

fire’s behavior in time and space when has human interaction and also uses machine learning 

techniques, such as Clustering and CART, to search patterns in the fire’s history in order to find 

relevance that can be useful when planning prevention measures and doing so, decrease the 

biggest cause of forest fires in Portugal. 

The time analysis carried out, revealed the existence of stability of causes over time. In 

the case of spatial analysis, it was shown that even though there is no global stability, there is 

evidence of local stability, not dependent on geographical proximity. However, it was observed 

that intentional ignitions are responsible for most of the burnt area in the country although they 

occur in a smaller amount than negligent ignitions. This allows us to conclude about the existence 

of planning and rationality about the conditions and the starting point of the fire.  

The Clustering technique points to an inverse proportionality relationship between 

values from FWI and the number of occurrences with human interaction. This suggests that a 

low value of this indicator should not consist in a justifying factor to ease the use of preventive 

and pre-suppressing measures. The results divide Portugal into clusters, and it is expected that 

districts within the same cluster can align their preventive and pre-suppression strategies 

regardless of their geographical proximity. 

Meanwhile CART analysis predicted, with 60% accuracy, the occurrence of fires of 

human origin, leading the district variable as the most impactful when building the models. 

The obtained accuracy indicates that the variables used in this study are not enough to explain 

this type of fires. However, the use of demographic and soil use data and can lead to better 

results in this analysis. 

 

 

 

 

 

 

 

 



vi 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

  



vii 

Agradecimentos 

Em primeiro lugar, gostaria de agradecer ao professor Abílio Pereira Pacheco e à 

professora Teresa Galvão por todo o apoio que me foi prestado, sem o qual não teria sido 

possível realizar esta dissertação. Queria deixar também um agradecimento ao Engenheiro Rui 

Almeida do Instituto da Conservação da Natureza e das Florestas (ICNF) pela disponibilização 

dos dados que foram utilizados ao longo da dissertação.  

À instituição INESC TEC um muito obrigado por me ter acolhido e pelas excelentes 

condições que me proporcionou ao longo destes meses. Deixar também um agradecimento à 

AGIF entidade que esteve na origem do tema aprovado e ao Laboratório Colaborativo (CoLAB) 

ForestWISE pelo apoio. Um agradecimento aos meus colegas e amigos Guilherme Torres (2019) 

João Lourenço Silva (2019) pela entreajuda e espírito de cooperação demonstrada na etapa que 

juntos percorremos no desenvolvimento do código de deteção de simultaneidade de eventos.  

 De seguida, e, por se tratar a presente, de uma dissertação que fecha um ciclo de 5 

anos, queria agradecer aos meus pais todo o apoio e tranquilidade que me transmitiram ao 

longo deste percurso. Nem sempre foi fácil, nem sempre foi bonito, mas posso afirmar, com 

orgulho, que neles, não encontrei nada menos do que todo o apoio que me podiam dar, 

obrigado. Quero agradecer às restantes pessoas da minha família e aos meus amigos, pela força 

que todos, em determinada altura desta caminhada, de uma forma ou de outra, me 

transmitiram.  

Aos meus avós maternos, quero agradecer, não só pelo apoio nesta fase, mas pela 

bondade imensurável, carinho inesgotável, espírito de sacrifício, pelo amor incondicional e por 

dedicarem a sua vida a melhorar a dos seus. Estas e muitas outras razões fazem deles os meus 

ídolos, a minha inspiração e conferem-me uma concretização da pessoa que eu aspiro, um dia, 

vir a tornar-me. 

 Por último, mas não, por isso, com menos sentimento nem magnitude de gratidão, 

quero agradecer à Mariana, por me aturar nos maus momentos e por comigo celebrar nos bons, 

por ter sido o meu escape quando o cansaço levava a melhor, obrigando-me a parar, descansar 

e recarregar energias. Obrigado por isso, pela energia, meu sol. 



viii 

Índice 

Abreviaturas e Símbolos ..................................................................... xiv 

 ........................................................................................ 15 

Introdução ............................................................................................. 15 
1.1 Contexto .................................................................................... 15 
1.2 Motivação ................................................................................... 16 
1.3 Objetivos ................................................................................... 17 
1.4 Estrutura do documento .................................................................. 17 

 ........................................................................................ 18 

Revisão Bibliográfica ................................................................................. 18 
2.1 Gestão de incêndios florestais ........................................................... 18 
2.2 Gestão de incêndios florestais em Portugal ........................................... 19 
2.3 Sistemas de quantificação de risco ..................................................... 20 
2.3.1 Sistema FWI ................................................................................ 21 
2.3.2 Aferição de Risco de Incêndio em Portugal ............................................ 22 
2.4 Causas dos incêndios florestais .......................................................... 23 
2.5 Métodos de previsão e análise ........................................................... 24 
2.5.1 Partitional Clustering ..................................................................... 25 
2.5.2 K-means Clustering ........................................................................ 25 
2.5.3 Clustering Hierárquico .................................................................... 26 
2.5.4 Avaliação de algoritmos de Clustering.................................................. 26 
2.5.5 Definir o número de Clusters na análise ............................................... 27 
2.6 Análise CART ............................................................................... 28 
2.6.1 Pruning the Tree ........................................................................... 29 
2.6.2 Validação Cruzada ......................................................................... 29 

 ........................................................................................ 31 

Dados e Métodos ...................................................................................... 31 
3.1 Study Site ................................................................................... 32 
3.2 Dados e Software utilizado ............................................................... 32 
3.3 Definição do tipo de dados e do período a analisar .................................. 32 
3.4 Tratamento de dados ..................................................................... 33 
3.5 Análise de Dados ........................................................................... 34 
3.5.1 Criação de novas variáveis ............................................................... 34 
3.5.2 Análise Temporal .......................................................................... 37 
3.5.3 Deteção de Simultaneidade .............................................................. 37 
3.5.4 Estimação da Duração .................................................................... 38 
3.5.5 Análise Espacial ............................................................................ 38 
3.6 Análise de relações entre variáveis ..................................................... 39 
3.6.1 Definição das variáveis a analisar ....................................................... 39 
3.6.2 Análise da Correlação Linear............................................................. 40 
3.7 Clustering ................................................................................... 40 
3.8 CART ......................................................................................... 41 

 ........................................................................................ 42 

Resultados e discussão ............................................................................... 42 
4.1 Análise Temporal .......................................................................... 42 
4.1.1 Análise de Ocorrências .................................................................... 44 
4.1.2 Análise da Área Ardida .................................................................... 45 



ix 

4.2 Análise Espacial ............................................................................ 47 
4.2.1 Análise de Ocorrências .................................................................... 47 
4.2.2 Classificação dos distritos consoante as ocorrências Negligentes e Intencionais . 48 
4.2.3 Análise de Área Ardida .................................................................... 51 
4.2.4 Classificação dos distritos consoante a sua percentagem de Área Ardida Total de 

causas Negligentes e Intencionais ....................................................... 52 
4.3 Análise de Correlação entre variáveis .................................................. 55 
4.3.1 Tratamento das variáveis a utilizar ..................................................... 55 
4.3.2 Resultados da Análise de Correlação ................................................... 58 
4.3.3 Deteção de Simultaneidade .............................................................. 58 
4.4 Análise Clustering ......................................................................... 59 
4.5 CART ......................................................................................... 65 
4.5.1 Estudos das classes ........................................................................ 65 
4.5.2 Resultados da Análise CART .............................................................. 66 

 ........................................................................................ 69 

Conclusões ............................................................................................. 69 
Trabalho Futuro ................................................................................... 71 

Referências ..................................................................................... 72 

Apêndices ....................................................................................... 76 
Apêndice A – Lista de Variáveis ................................................................. 76 
Apêndice B – Tabelas de Dados Absolutos ..................................................... 77 
Apêndice C – Tabelas utilizadas de deteção de Simultaneidade ........................... 78 
Apêndice D – Análises Clustering efetuadas ................................................... 79 
Apêndice E – Validação das iterações da análise CART ...................................... 80 
Apêndice F – Código R ............................................................................ 84 

 



x 

Lista de figuras 

Figura 1-1 – Comportamento e mortalidade no decorrer dos fogos de 15 de outubro. Retirada 
de Comissão Técnica Independente (2018) ................................................... 15 

Figura 1-2 - Distribuição do número médio de ocorrências com causa apurada no período 
2003-2013. Retirada de ICNF (2014b) ............................................................ 16 

Figura 2-1 - The basic structure of the Canadian Forest Fire Danger Rating System 
(Wotton 2009) ...................................................................................... 20 

Figura 2-2 - Sistema FWI (Safi e Bouroumi 2013) .................................................... 22 

Figura 2-3- Matriz de ponderação do risco de incêndio florestal (IPMA 2019b) ................. 22 

Figura 2-4 - Evolução da investigação das causas entre 2003 e 2013 (ICNF 2014) ............... 23 

Figura 2-5 - Erro intra-cluster (Wk) vs número de clusters (k) ..................................... 27 

Figura 2-6 - Ilustração de Classification Trees e Regression Trees – adaptada de (Rao 2013) .. 29 

Figura 3-1 - Metodologia adotada ....................................................................... 31 

Figura 3-2 - Comparação do número total de ocorrências entre 4 meses críticos e ano 
completo no periodo de análise (de 2001 a 2018, inclusive). ................................ 33 

Figura 3-3 – Processo de contagem de eventos simultâneos ........................................ 37 

Figura 3-4 - Território genérico com divisão por zonas .............................................. 38 

Figura 3-5 - Distribuição Normal ........................................................................ 40 

Figura 3-6 - Distribuições Assimétricas (Hermans 2008) ............................................ 40 

Figura 4-1 - Incêndios Rurais entre 2001 e 2018 (304 776) .......................................... 42 

Figura 4-2 – Evolução no tempo do número de incêndios rurais investigados ..................... 43 

Figura 4-3 - Incêndios Rurais Investigados entre 2001 e 2018 (129 012) ............................ 43 

Figura 4-4 – Incêndios Rurais com Causa Apurada entre 2001 e 2018 (83 453) ................... 43 

Figura 4-5 - Tipo de Causa por Ano ..................................................................... 44 

Figura 4-6 - Percentagem de Ocorrências por causa Intencional e Negligente ................... 45 

Figura 4-7 - Média Móvel (4 anos) da percentagem de causas Intencionais e Negligentes ...... 45 

Figura 4-8 - Área Ardida Total por Ano ................................................................. 46 

Figura 4-9 - Percentagem de Área Ardida por causa Intencional e Negligente ................... 46 

Figura 4-10 - Percentagem de Ocorrências com Causa Apurada .................................... 47 



xi 

Figura 4-11 - Percentagem de Ocorrências Intencionais vs Negligentes ........................... 48 

Figura 4-12 - Classificação dos distritos de acordo com o tipo de causa predominante (nº 
de ocorrências) ...................................................................................... 49 

Figura 4-13 - Mapa de percentagens de ocorrências com causa Intencional por distrito ....... 49 

Figura 4-14 - Mapa de percentagens de ocorrências com causa Negligente por distrito ........ 50 

Figura 4-15 – Mapa da Área Ardida Total por distrito ................................................ 51 

Figura 4-16 - Percentagens de Área Total Ardida por distrito em Ocorrências com Causa 
Apurada............................................................................................... 51 

Figura 4-17 - Percentagem de Área Ardida por Ocorrências Intencionais vs Negligentes ....... 52 

Figura 4-18 - Classificação dos distritos de acordo com o tipo de causa predominante (pela 
Área Ardida) ......................................................................................... 53 

Figura 4-19 - Mapa de percentagens de Área Ardida por Ocorrências com Causa Intencional 
por distrito ........................................................................................... 54 

Figura 4-20 - Mapa de percentagens de Área Ardida por Ocorrências com Causa Negligente 
por distrito ........................................................................................... 54 

Figura 4-21 – Histogramas dos valores de BUI (à esquerda), DC (à direita) e FWI (em baixo) .. 55 

Figura 4-22 - Histogramas dos valores de FFMC (à esquerda), DMC (à direita) e ISI (em 
baixo) ................................................................................................. 56 

Figura 4-23 - Histogramas dos valores de DSR (em cima à esquerda), Duração (em cima à 
direita), Tempo de Chegada (em baixo à esquerda) e Área Ardida Total (em baixo à 
direita) ............................................................................................... 56 

Figura 4-24 – Validação do método da Análise Clustering I.......................................... 59 

Figura 4-25 - Gap Statistics para decisão do número de clusters a utilizar na Análise I ........ 60 

Figura 4-26 - Representação gráfica dos clusters da Análise I ...................................... 61 

Figura 4-27 - Variação da Média FWI com as Ocorrências Intencionais e Negligentes ........... 62 

Figura 4-28 - Representação Espacial dos Clusters da análise I .................................... 62 

Figura 4-29 - Validação do método da Análise Clustering II ......................................... 63 

Figura 4-30 - Representação gráfica dos clusters da Análise II ..................................... 64 

Figura 4-31 - Representação Gráfica dos Clusters da análise II ..................................... 65 

Figura 4-32 – Gráfico utilizado na decisão do valor de cp a utilizar na 1ª iteração da 
análise ................................................................................................ 66 

Figura 4-33 – Importância atribuída a cada variável utilizada na 1ª iteração ..................... 67 

Figura A-1 – Lista de variáveis, com descrição e especificação do seu tipo ....................... 76 

Figura E-2 - Gráfico utilizado na decisão do valor de cp a utilizar na iteração II da análise ... 80 



xii 

Figura E-3 - Importância atribuída às variáveis na iteração II da análise .......................... 80 

Figura E-4 - Gráfico utilizado na decisão do valor de cp a utilizar na iteração III da análise .. 80 

Figura E-5 - Importância atribuída às variáveis na iteração III da análise ......................... 80 

Figura E-6 - Gráfico utilizado na decisão do valor de cp a utilizar na iteração IV da análise .. 81 

Figura E-7 - Importância atribuída às variáveis na iteração IV da análise ......................... 81 

Figura E-8 - Gráfico utilizado na decisão do valor de cp a utilizar na iteração V da análise ... 81 

Figura E-9 - Importância atribuída às variáveis na iteração V da análise ......................... 81 

Figura E-10 - Gráfico utilizado na decisão do valor de cp a utilizar na iteração VI da 
análise ................................................................................................ 82 

Figura E-11 - Importância atribuída às variáveis na iteração VI da análise ....................... 82 

Figura E-12 - Gráfico utilizado na decisão do valor de cp a utilizar na iteração VII da 
análise ................................................................................................ 82 

Figura E-13 - Importância atribuída às variáveis na iteração VII da análise ....................... 82 

Figura E-14 - Gráfico utilizado na decisão do valor de cp a utilizar na iteração VIII da 
análise ................................................................................................ 83 

Figura E-15 - Importância atribuída às variáveis na iteração VIII da análise ...................... 83 

 

 

  

  



xiii 

Lista de tabelas 

Tabela 3-1 - Categorias de variáveis (inicial) .......................................................... 33 

Tabela 3-2 - Variáveis originais utilizadas ............................................................. 34 

Tabela 3-3 - Tabela de Causa, Tipo de Causa e Descrição da Causa ............................... 35 

Tabela 3-4 - Variáveis criadas no decorrer das análises ............................................. 36 

Tabela 3-5 - Categorias de variáveis (final) ........................................................... 36 

Tabela 4-1 - Ranking de distritos com maior percentagem de causas Intencionais - 
Distritos (categoria I) ............................................................................... 49 

Tabela 4-2 - Ranking de distritos com maior percentagem de causas Negligentes - Distritos 
(categoria N) ......................................................................................... 50 

Tabela 4-3 - Ranking de distritos com maior percentagem de Área Ardida por Causas 
Intencionais - distritos (categoria I) .............................................................. 53 

Tabela 4-4 - Ranking de distritos com maior percentagem de Área Ardida por causas 
Negligentes - Distritos (categoria N) ............................................................. 54 

Tabela 4-5 - Análise de Correlação entre variáveis de Meteorologia do Fogo .................... 57 

Tabela 4-6 - Análise de Correlação entre variáveis de diferentes categorias..................... 57 

Tabela 4-7 - Estatísticas de Simultaneidade ........................................................... 59 

Tabela 4-8 - Análise Clustering I ........................................................................ 60 

Tabela 4-9 - Descrição dos clusters da Análise I ...................................................... 61 

Tabela 4-10 - Análise Clustering II ...................................................................... 63 

Tabela 4-11 - Descrição dos clusters da Análise II .................................................... 64 

Tabela 4-12 – Classes das variáveis para análise CART ............................................... 65 

Tabela 4-13 – Tabela de resultados da análise CART ................................................. 68 

Tabela B-1 – Número de ocorrências totais por distrito, por tipo de causa ....................... 77 

Tabela B-2 – Número de ocorrências por ano, por tipo de causa ................................... 77 

Tabela C-3 - Exemplo de Resultado (truncado) da deteção de Simultaneidade .................. 78 

Tabela D-4 – Análises Clustering efetuadas ............................................................ 79 



xiv 

Abreviaturas e Símbolos 

Lista de abreviaturas (ordenadas por ordem alfabética) 

 
AFMS  Accessory Fuel Moisture System 

AGIF Agência para a Gestão Integrada de Fogos Rurais 

ANP Associação Natureza Portugal 

BUI  Buildup Index 

CART Classification and Regression Trees 

CFFDRS  Canadian Forest Fire Danger Rating System 

CNGF   Corpo Nacional da Guarda Florestal  

DC   Drought Code 

DMC   Duff Moisture Code  

EFFIS   European Forest Fire Information System 

FBP  Fire Behavior Prediction System  

FFMC  Fine Fuel Moisture Code 

FOP  Fire Occurrence Prediction System 

FWI  Fire Weather Index  

ICNF Instituto da Conservação da Natureza e das Florestas 

ISI  Inital Spread Index 

IDE  Integrated Development Environment 

IPMA  Instituto Português do Mar e da Atmosfera 

ONGs Organizações Não Governamentais 

PAM  Partitioning Around Medoids 

PNDFCI Plano Nacional de Defesa da Floresta Contra Incêndios 

RCM  Risco Conjuntural Meteorológico 

RNPV Rede Nacional de Postos de Vigia 

SGIFR Sistema de Gestão Integrada de Fogos Rurais 

UTC  Coordinated Universal Time 

WWF World Wide Fund For Nature 

 

Lista de símbolos 
  

ha Hectares 

h Horas 

km Quilometro 

 



 

 

 

 

  

 

Introdução 

1.1 Contexto 

Portugal surge na primeira posição no ranking de países com mais ignições a nível 

europeu e é o segundo país da europa com mais área ardida, posições que têm vindo a ser 

consolidadas nos últimos anos (ANP/WWF 2018; Parente et al. 2018). Em 2017, teve o pior ano 

de que há registo no que a área de floresta ardida diz respeito, com 16 981 ocorrências que 

resultaram em cerca de 510 000 ha consumidos pelo fogo (Comissão Técnica Independente 

2018). Estes números são agravados, em grande parte, pelo facto de ter sido precisamente em 

2017 que se deu a maior tragédia relacionada com fatalidades em incêndios florestais de que 

há registo a nível nacional, o complexo de fogos de Pedrógão Grande. Esta catástrofe tirou a 

vida a 64 pessoas, feriu 198 e destruiu cerca de 490 habitações (Comissão Técnica Independente 

2018). 

 
Figura 1-1 – Comportamento e mortalidade no decorrer dos fogos de 15 de outubro. Retirada de 

Comissão Técnica Independente (2018) 

Ainda em 2017 (figura 1-1), a 15 de outubro, foram localizadas, no centro do país, 7 

manchas ardidas excedendo 10 000 ha, bem como o maior incêndio de que há registo, com 
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início em Vilarinho, Lousã, com uma extensão de cerca de 45 505 ha (Comissão Técnica 

Independente 2018). Nesta sequência de incêndios faleceram 48 pessoas, estando todas as 

fatalidades concentradas entre as 16 horas do dia 15 e as 4 horas do dia 16, período no qual 

ocorreu o maior fenómeno piro-convectivo registado na Europa até ao momento e o maior do 

mundo em 2017, tendo-se registado uma média de 10 000 ha ardidos por hora (Comissão 

Técnica Independente 2018). 

Na sequência destes acontecimentos, surgiram as Resoluções do Conselho de Ministros 

n.º 157-A/2017 e n.º159/2017, nas quais se enquadra este tema. 

1.2 Motivação 

Os esforços portugueses na resolução/diminuição/mitigação dos problemas relacionados 

com os incêndios florestais deveria ser proporcional à sua gravidade, o que não tem acontecido 

(Comissão Técnica Independente 2017). A anterior afirmação dá conta de uma factual 

discrepância dos planos de gestão de incêndios florestais até à data desenvolvidos, face à 

gravidade do panorama português. 

Em Portugal (figura 1-2), entre 2003 e 2013, 98% dos fogos com causa apurada foram 

de origem humana, 56% negligentes e 42% intencionais (ICNF 2014). 

 

Figura 1-2 - Distribuição do número médio de ocorrências com causa apurada no período 2003-2013. 
Retirada de ICNF (2014b)  

 

Assim sendo, pode concluir-se que um dos problemas, em matéria de incêndios 

florestais, está relacionado com os fogos de origem humana, quer de forma dolosa, quer de 

forma negligente, portanto, a motivação desta dissertação passa por contribuir para ajudar as 

autoridades a atenuar esta fonte de ignições. 

Uma vez que a maioria dos incêndios em Portugal têm origem humana, isso significa 

que na sua maioria começam na interface, espaços periurbanos e agro-pastoris, ou seja, nas 

áreas rurais, por este motivo estes são designados por “incêndios rurais” e não por “incêndios 

florestais” (J. M. C. Pereira 2018). 
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1.3 Objetivos 

Este trabalho tem como principal objetivo estudar e compreender os incêndios 

florestais que têm na sua origem a ação humana. É, também, objetivo do trabalho, fornecer às 

autoridades indicadores que possam vir a contribuir, numa perspetiva de gestão de operações, 

para reduzir o número de incêndios com estes tipos de causa, através da melhoria no 

desempenho e eficácia de atividades de prevenção e pré-supressão. 

Desta forma, levantam-se algumas questões às quais se procurará, no decorrer do 

trabalho, dar resposta: «Há evidência de homogeneidade nas causas de origem humana em 

Portugal?»; «Existe estabilidade no tempo dessas mesmas causas?»; «Como é que estas se 

comportam no território (estabilidade no espaço)?». 

1.4 Estrutura do documento 

Este documento está estruturado da seguinte forma: no Capítulo 2 é apresentada a 

revisão de literatura efetuada sobre conceitos relacionados com o tópico principal da 

dissertação, tais como a gestão de incêndios florestais, o sistema canadiano de quantificação 

de perigo e o indicador de risco de incêndio rural. É, também, efetuada uma breve exposição 

das causas de incêndios florestais em Portugal, bem como uma descrição dos métodos de análise 

estatística e Data Mining que foram utilizados no desenvolvimento do trabalho. No Capítulo 3, 

é enunciada e descrita a metodologia que foi seguida durante o trabalho e que conduziu à 

obtenção dos resultados. No Capítulo 4, são apresentados e discutidos os resultados obtidos. 

Finalmente, no Capítulo 5, são retiradas conclusões sobre os resultados obtidos e a adequação 

dos métodos utilizados. É ainda feita uma reflexão sobre possíveis melhorias ao trabalho 

realizado, sendo tecidas algumas sugestões de trabalho futuro. 
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Revisão Bibliográfica 

2.1 Gestão de incêndios florestais 

Um incêndio florestal consiste na combustão descontrolada de materiais combustíveis 

presentes em áreas florestais (de Castro et al. 2003). Um fogo florestal pode arder sob uma 

área muito grande num muito curto espaço de tempo e é um perigo tanto para a saúde pública 

como para propriedades e recursos naturais que se apresentem no seu caminho.  

As organizações que tratam das gestões de incêndios florestais são geralmente 

organizações desenvolvidas pelas entidades governamentais de sociedades que se deparam com 

fogos florestais potencialmente destrutivos e surgem como uma necessidade de tentar 

minimizar o impacto que o fogo tem nas vidas das pessoas, nomeadamente na sua saúde, nos 

seus bens ou até nos ecossistemas que as rodeiam (Martell 2001).  

A gestão de incêndios está destinada a conter pelo menos um dos cinco elementos que 

constituem um fogo, de acordo com o descrito por Whalen (1995) — intensidade, estação de 

ocorrência, tamanho, tipo de fogo e frequência — e compreende duas principais partes de 

atuação: a prevenção e o combate (Martell 2001). Entre estas duas fases, existe ainda outra de 

grande importância, a pré-supressão (Pacheco 2017).  

A prevenção pode ser entendida como um conjunto de ações que se conjugam por forma 

a impedir a ocorrência de incêndios e engloba atividades como: consciencialização das 

populações (prevenção comunitária), gestão de combustíveis (limpeza mecânica, fogo 

controlado), a manutenção do acesso a fontes de água (Abilio P Pacheco 2011; Abílio P Pacheco, 

Claro e Oliveira 2014). Métodos sistemáticos de prevenção são absolutamente fulcrais numa 

perspetiva de redução significativa das ignições (Rosenberg 1999).  

A pré-supressão consiste em atividades anteriores à ocorrência do fogo que vão no 

sentido de garantir a eficácia do combate. Estas incluem, entre outras, o planeamento de 

estratégias de combate, a manutenção de equipamentos e a procura de melhorias nos métodos 

de combate (Pacheco 2017). 

O combate, por sua vez, consiste nas ações tomadas após a deflagração do incêndio, 

com vista a extingui-lo e a conter os danos por este causados. Esta fase engloba atividades de 

combate terrestre (veículos automóveis e indivíduos a pé) e atividades de combate aéreo 

(aeronaves e helicópteros) e é geralmente levada a cabo por corporações de bombeiros em 

parceria com organizações do governo ou ONGs destacadas para o efeito (Ramos 1995) e 

também por organizações privadas (p. ex., a AFOCELCA). 
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2.2 Gestão de incêndios florestais em Portugal 

Portugal tem em vigor desde 2006 o Plano Nacional de Defesa da Floresta Contra 

Incêndios (PNDFCI) com o objetivo de fomentar a gestão ativa da floresta e criar condições para 

a redução dos incêndios florestais sendo neste identificados 5 eixos estratégicos de atuação: 

aumento da resiliência do território aos incêndios, redução da incidência de incêndios, melhoria 

na eficácia ao ataque, recuperação de ecossistemas e adaptação de uma estrutura orgânica e 

funcional eficaz (Presidência do Conselho de Ministros 2006).  

Atualmente, cabe à Agência para a Gestão Integrada de Fogos Rurais (AGIF) coordenar 

a implementação do Sistema de Gestão Integrada de Fogos Rurais (SGIFR) cujos principais 

objetivos são garantir a defesa e a sustentabilidade das florestas e assegurar a proteção das 

pessoas e seus bens (República Portuguesa 2018). A AGIF detém, entre outras, a 

responsabilidade de assegurar a solidez e eficácia do SGIFR e proceder ao seu planeamento, 

avaliação e coordenação estratégica (República Portuguesa 2018).  

A gestão de fogos rurais conta, no entanto, com a participação de outras entidades: 

Instituto de Conservação da Natureza e Florestas (ICNF), responsável pela coordenação da 

prevenção em solo rústico; Autoridade Nacional de Emergência e Proteção Civil (ANEPC), 

responsável pela coordenação da prevenção do solo urbano e sua envolvente (infraestruturas 

utilizadas por pessoas e zonas circundantes) e pelo comando das operações de supressão; 

Guarda Nacional Republicana (GNR) responsável pela coordenação da fiscalização, da 

vigilância, da deteção e pela prestação de auxílio nas operações de prevenção e combate no 

âmbito do SGIFR (Presidência do Conselho de Ministros 2019).  

As diretrizes do SGIFR vão ainda no sentido de abandonar a ideia tradicional de que 

existem apenas dois momentos de intervenção (Prevenção e Supressão) alertando as entidades 

responsáveis para a adoção de uma abordagem iterativa que prevê atividades prévias à 

Prevenção, como o Planeamento (definição de estratégias e diretrizes operacionais) e 

Preparação (contratação de recursos como forma de complementar os meios permanentes); 

atividades de Prevenção (gestão de combustíveis); atividades de Pré-Supressão (emissão de 

avisos às populações, análise de condições atmosféricas, vigilância de áreas críticas e pré-

posicionamento de meios de supressão); atividades de Supressão (nas fases de ataque inicial e 

ataque ampliado, rescaldo e extinção); e atividades posteriores à Supressão (o chamado “Pós-

evento”), por exemplo, investigação das causas e reabilitação (Presidência do Conselho de 

Ministros 2019). 

É, no entanto, na Autoridade Nacional de Emergência e Proteção Civil (ANEPC) que se 

concentram as responsabilidades de planear, executar e coordenar políticas de Proteção Civil, 

entre elas atividades de previsão e avaliação de riscos e coordenação de bombeiros e equipas 

de socorro no sentido de proteger e socorrer as populações em caso de acidentes graves e 

catástrofes (ANEPC 2019). Dentro da estrutura da ANEPC, com o Decreto-Lei n.º 134/2006, de 
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25 de julho, implementou-se o Sistema Integrado de Operações e Socorro (SIOPS) que tem, 

desde então, um papel fundamental na função de socorro (ANEPC 2019).  

Atualmente, está a ser ultimado o Plano Nacional de Gestão Integrada de Fogos Rurais 

(PNGIFR) cuja discussão pública terminou a 5 de fevereiro de 2020 e que deverá vigorar nos 

próximos 10 anos, entre 2020 e 2030, (República Portuguesa 2020). 

2.3 Sistemas de quantificação de risco 

No patrulhamento das florestas, o cálculo da rota a efetuar é de grande importância e 

pode ser, em alguns casos, determinante no desfecho do combate, influenciando diretamente 

o tempo de início do combate (Wotton 2009). Em Portugal, são vários os métodos de vigilância 

podendo dividir-se em aéreos (aeronaves e satélites), terrestres móveis (veículos automóveis), 

terrestres fixos por sensores e terrestres fixos tradicionais. A Rede Nacional de Postos de Vigia 

(RNPV), consiste num dos sistemas mais importantes na deteção de incêndios e conta com uma 

rede de mais de 230 postos que empregam cerca de 1 000 vigilantes (Ribeiro 2014). 

O Canadá contém no seu território cerca de 9% das florestas do mundo e é um dos 

países que mais importância dá ao combate e prevenção de incêndios (NRC 2019; Ribeiro 2014). 

Nesse sentido, desenvolveram um sistema de quantificação de risco de incêndio (figura 2-1), o 

Canadian Forest Fire Danger Rating System (CFFDRS). Este sistema é utilizado diariamente 

pelas agências de gestão de incêndios canadianas e é composto por um componente principal: 

o Fire Weather Index (FWI), que permite avaliar a gravidade associada às condições ótimas à 

ocorrência de um fogo, fornecendo um valor numérico que categoriza a gravidade das condições 

em que se encontra o combustível disponível, bem como índices relativos do comportamento 

de possíveis fogos, e o Fire Behaviour Prediction System (FBP) que fornece informação 

topográfica e cronológica para produzir relatórios quantitativos acerca do comportamento 

esperado de fogos, relativamente ao combustível disponível (Wotton 2009). 

 
Figura 2-1 - The basic structure of the Canadian Forest Fire Danger Rating System (Wotton 2009)  
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O CFFDRS inclui ainda outros dois sistemas de menor dimensão: o Fire Occurrence 

Prediction System (FOP) que é constituído por gestores florestais locais e, tipicamente, baseia 

as suas previsões na experiência dos mesmos, e o Accessory Fuel Moisture System (AFMS) que 

contém informações e modelos de combustíveis florestais (Wotton 2009; NRC 2019). 

2.3.1 Sistema FWI 

O sistema FWI (figura 2-2) foi desenvolvido no Canadá e é utilizado por vários países do 

mundo e, em particular, da Europa para estimar o risco de incêndio através da avaliação do 

estado dos diversos combustíveis no solo, tendo, ainda, em conta as condições atmosféricas. O 

índice FWI é composto por 5 índices: FFMC, DMC, DC, ISI e BUI (IPMA 2019a). 

O Fine Fuel Moisture Code (FFMC) é o índice de humidade dos combustíveis finos (menos 

de 1 cm de diâmetro) mortos e de secagem rápida que vão até profundidades de 1-2 cm. Este 

índice consiste num bom indicador do grau de inflamabilidade desta camada superficial do solo. 

O FFMC é afetado pela temperatura, velocidade do vento e humidade relativa e os seus valores 

podem variar bruscamente devido ao facto de esta camada ser muito fina e muito vasta e estar 

diretamente exposta às condições atmosféricas. Dada a sua volatilidade, este índice reflete 

apenas as condições dos últimos 3 dias. Como habitualmente os fogos começam nos 

combustíveis finos, o FFMC é um indicador bastante sólido da probabilidade de ocorrência de 

ignições (De Groot 1998). O FFMC é o único índice do FWI que apresenta uma escala limitada 

(0-99,9), estando as ignições normalmente associadas a valores de FFMC na casa dos 70, sendo 

que alterações pequenas nos valores mais elevados da escala correspondem a probabilidades 

de ignição exponencialmente mais elevadas (De Groot 1998). 

O Duff Moisture Code (DMC) é o índice de húmus e informa sobre a constituição da 

camada de matéria orgânica de média profundidade, 5-10 cm (IPMA 2019a). O DMC é afetado 

pela chuva, temperatura e humidade relativa. Como esta camada está debaixo do solo, o vento 

não afeta o DMC. Os resíduos do DMC têm uma velocidade de secagem inferior aos do FFMC e, 

embora o DMC tenha uma escala ilimitada de valores, o valor mais alto que se poderá obter é 

por volta de 150. O DMC é utilizado na prevenção de incêndios naturais, causados por descargas 

atmosféricas, visto que as descargas atmosféricas tendem a causar ignições nesta camada 

intermédia (De Groot 1998).  

O Drought Code (DC) é o índice de seca e representa o combustível em camadas 

compactas a uma profundidade superior, 10-20 cm (IPMA 2019a). À semelhança do DMC, o DC 

é sensível à temperatura e à chuva, mas o vento e a humidade relativa não têm qualquer 

influência neste. Os combustíveis DC têm um tempo de secagem muito elevado. A sua escala 

também é ilimitada, sendo provável que os valores máximos atinjam valores por volta de 800 

(De Groot 1998).  

O Inital Spread Index (ISI) é uma junção do FFMC com a intensidade do vento e fornece 

indicações sobre a taxa de propagação inicial do fogo. 
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O Buildup Index (BUI) é uma combinação do DMC e do DC e indica a quantidade de 

combustível disponível para combustão por parte de uma frente de incêndio em andamento. O 

DMC é o fator que mais influencia este índice, sendo que, o DC tem tanto mais influência quanto 

mais elevados forem os valores do DMC, podendo, no limite, tornar o BUI o dobro do DMC. O BUI 

é normalmente usado para planeamento de táticas de pré-supressão (De Groot 1998). 

 

 
Figura 2-2 - Sistema FWI (Safi e Bouroumi 2013) 

2.3.2 Aferição de Risco de Incêndio em Portugal 

Em Portugal, o FWI tem vindo a ser calculado diariamente pelo Instituto Português 

do Mar e da Atmosfera (IPMA) desde o ano de 2002. Para isso, são utilizados dados de 

temperatura, humidade relativa, intensidade do vento, às 12 UTC, e quantidade de 

precipitação nas últimas 24h, das 12 UTC às 12 UTC do dia seguinte, recolhidos por 85 

estações atmosféricas (Á. P. Silva 2013). 

 
Figura 2-3- Matriz de ponderação do risco de incêndio florestal (IPMA 2019b) 
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Os valores do FWI obtidos são interpolados com uma grelha de 1km quadrado cobrindo 

o território de Portugal continental, à qual é associada o Risco Estrutural, calculado anualmente 

pelo ICNF (figura 2-3). O cálculo do Risco Estrutural tem por base informação histórica do 

número de fogos por região, áreas ardidas, tipo de vegetação, acumulação de biomassa e 

variáveis meteorológicas (humidade relativa, temperatura, entre outras). Da sobreposição 

ponderada do FWI e do Risco Estrutural, surge o Índice de Risco de Incêndio Florestal, RCM 

(IPMA 2019b). 

A avaliação da perigosidade de um incêndio faz-se essencialmente em duas vertentes: 

a análise estrutural, que avalia a favorabilidade do território à deflagração do fogo, e a análise 

dinâmica, que avalia os aspetos meteorológicos que permitem aferir sobre o comportamento 

do fogo quando afetado por parâmetros como o vento, a temperatura, entre outros (Verde 2008). 

2.4 Causas dos incêndios florestais 

O estudo e compreensão das causas que estão na origem das ignições é absolutamente 

indispensável para a implementação de medidas de prevenção eficazes (Ganteaume et al. 

2013). Os incêndios florestais têm na sua origem um de dois tipos de causa, natural ou 

proveniente de ação humana. As causas naturais são, geralmente, devidas a trovoadas secas, 

sendo que as causas com influência humana podem ainda ser catalogadas, de acordo com a 

intenção do agente, como intencionais ou negligentes (ICNF 2014).  

Na Europa, a região mais afetada por incêndios é a região Mediterrânea, representando 

cerca de 85% da área ardida de toda a Europa (San-Miguel-Ayanz e Camia 2010), sendo que a 

maior parte destes incêndios têm origem humana (Ganteaume et al. 2013). Sendo que esta 

tendência se verifica um pouco por toda a Europa, em 2018, dados recolhidos do European 

Forest Fire Information System (EFFIS) indicam, a título de exemplo, que a Áustria teve 81% de 

fogos causados por humanos, a Bulgária 78%, o Chipre 85%, a República Checa 81%, a Hungria 

99% e a Polónia 72,5% (Jesus et al. 2019). 

 
Figura 2-4 - Evolução da investigação das causas entre 2003 e 2013 (ICNF 2014) 
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Em Portugal, a investigação de incêndios florestais era, até 2006, da responsabilidade 

do Corpo Nacional da Guarda Florestal (CNGF), sendo que, com a publicação de 22 de fevereiro 

do DL nº 22/2006, a estrutura e competências do CNGF foram integradas na GNR (figura 2-4). 

Esta integração revelou-se benéfica, visto que o número de ocorrências investigadas aumentou 

significativamente, a partir desse ano (ICNF 2014). 

Porém, com o aumento do número de ocorrências investigadas, veio também o aumento 

do número de incêndios cujas causas ficaram por apurar, foram 66,1% no ano de 2006. Um valor 

bastante acima dos 25,7% verificados em 2005. No entanto, a tendência daí em diante foi de 

melhoria, sendo que, em 2013, a percentagem de investigações inconclusivas já se encontrava 

nos 27,9% (ICNF 2014).  

Numa outra análise, é possível observar que há tendência para que o valor de incêndios 

investigados seja tanto mais elevado quanto maiores as dimensões (classe de área) do mesmo, 

estando a maior percentagem de incêndios investigados associada à classe de área dos 100 aos 

500 ha, cerca de 82,4% (ICNF 2014). 

Em Portugal, até ao ano de 2001, existiam quatro grandes categorias de causas: 

Intencional, Negligente, Natural e Desconhecida. Porém, a partir desse ano, a causa Negligente 

foi repartida em: Uso do Fogo, Acidentais e Estruturais; a causa Intencional tomou a designação 

Incendiarismo; as Desconhecidas passaram a Indeterminadas e Naturais mantiveram a sua 

designação (Lourenço et al. 2012). 

Atualmente, as causas são catalogadas numa estrutura hierárquica de 3 níveis, sendo, 

cada causa, identificada por 3 algarismos correspondentes a cada um desses níveis (Parente et 

al. 2018). O primeiro algarismo categoriza o incêndio em: 1-Uso de fogo; 2-Acidentais; 3-

Estruturais; 4-Incendiarismo; 5-Naturais; 6-Indeterminadas; 7-Reacendimentos. O segundo 

algarismo, discrimina as causas do nível anterior, identificando-as em grupos, por exemplo, 

dentro do 1-Uso de fogo estão inseridas: 11-Queimas, 12-Queimadas, 13-Lançamento de 

foguetes, entre outros. O terceiro algarismo divide as causas em subgrupos consoante 

comportamentos e atividades específicas, por exemplo, dentro do 11-Queimas estão inseridas: 

111-Autáquica, 112-Indústria, 113-Comércio, entre outras. Os incêndios florestais são, ainda, 

catalogados em torno do tipo de causa conforme este é: Desconhecido, Natural, Negligente, 

Intencional, Reacendimento (ICNF 2014; Pacheco, Claro, and Oliveira 2012).  

Um estudo levado a cabo por (Meira Castro et al. 2020) indica que em Portugal, entre 

1996 e 2015, as causas de incêndios dividem-se em 20,4% Intencionais, 29,9% Negligentes, 0,6% 

Naturais, 14,6% Reacendimentos e 34,5% Desconhecidas. 

2.5 Métodos de previsão e análise  

A previsão do comportamento de um incêndio é uma fase muito importante da 

prevenção, pois permite uma melhor organização e aplicação dos métodos de prevenção, bem 

como uma mais eficiente distribuição dos meios de combate necessários (Taylor et al. 2013). 
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Uma das ferramentas mais importantes na previsão do comportamento de incêndios é a 

modelação da relação entre o fogo e os fatores que o influenciam diretamente, contribuindo 

para acelerar a sua propagação e crescimento (Stojanova et al. 2006). 

A identificação de fatores que possam ser responsáveis pelo aumento de ignições numa 

certa região é um ponto de extrema importância na compreensão da distribuição e 

comportamento dos fogos florestais. Existem vários fatores que contribuem para o 

comportamento do fogo, mas os principais a ter em conta são, para além dos combustíveis 

(abordados em 2.3.1), o declive, o vento e a exposição. O declive aumenta a velocidade de 

propagação do fogo, através do pré-aquecimento dos combustíveis; o vento tem um efeito 

semelhante, ao permitir a oxigenação da combustão e a secagem dos combustíveis; a exposição 

diz respeito ao posicionamento do combustível no solo em relação à orientação do sol — zonas 

diretamente expostas ao sol apresentam combustíveis mais secos, logo mais propícios à 

combustão (Campbell 1995). 

Por outro lado, o reconhecimento de possíveis padrões e características comuns na 

análise do histórico de fogos florestais de uma região, que à primeira vista possam não ser 

percetíveis, pode fornecer informações cruciais para a previsão de novas ocorrências de fogos 

nessa região (M. G. Pereira et al. 2015). Para este efeito, o recurso a técnicas de Data Mining 

pode ser muito útil.  

2.5.1 Partitional Clustering 

Partitional clustering é uma técnica de Data Mining que subdivide um conjunto de 

dados em k grupos (clusters), de acordo com as similaridades apresentadas pelos seus 

constituintes, respeitando as premissas de que cada grupo deve conter, pelo menos, um 

elemento e cada elemento apenas pode pertencer a um grupo (MacQueen 1967). Existem vários 

métodos de partitional clustering: K-means clustering, K-medoids or Partitioning Around 

Medoids (PAM) clustering, Quality Threshold Clustering, Expectation Maximization Clustering, 

Mean shift, Locality Sensitive Hashing Based Clustering e K-way Spectral Clustering. De entre 

estes, o mais popular é o K-means.  

2.5.2 K-means Clustering 

O K-means clustering é um dos mais utilizados algoritmos de unsupervised machine 

learning, isto é, sem a intervenção humana na atribuição dos objetos aos clusters (Sanderson 

2010). Este método, à semelhança do K-medoids, funciona no sentido de minimizar a distância 

ao centro de todos os objetos presentes no cluster (Jin e Han 2010).  

 No algoritmo K-means, cada cluster é representado pela distância média dos objetos 

que o constituem, sendo este um algoritmo bastante sensível a pontos atípicos (outliers). Por 

outro lado no algoritmo K-medoids, cada cluster é representado por um dos seus elementos, 

não sendo tão suscetível a outliers.  
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O primeiro passo para implementar um algoritmo K-means é indicar o número de 

clusters (k) em que será dividido o dataset (MacQueen 1967; Hartigan e Wong 1979). O 

algoritmo procede, selecionando k objetos do dataset, ao acaso, sendo que cada um servirá de 

ponto central de um dos k clusters. Estes pontos são definidos como «centroids» ou «cluster 

mean». De seguida, o algoritmo calcula a distância Euclidiana entre cada um dos restantes 

objetos e o centro dos clusters, atribuindo o objeto ao cluster mais próximo (Jin e Han 2010; 

MacQueen 1967; Hartigan e Wong 1979). 

Depois de atribuído o objeto ao respetivo cluster, o algoritmo calcula de novo o centro 

de cada cluster e, recalculados os centros, voltam a ser observados os pontos para verificar se 

algum deles se encontra, agora, mais próximo de um dos clusters ao qual não pertence. Este 

passo repete-se até que seja encontrada a configuração que, após o mesmo, permanece 

inalterada, sendo essa a configuração final da análise (Hartigan e Wong 1979; MacQueen 1967). 

A complexidade deste algoritmo é O(nkl), sendo n número de objetos, k o número de clusters 

e l o número de iterações necessárias ao algoritmo para convergir (Madhulatha 2012). 

2.5.3 Clustering Hierárquico 

O Clustering Hierárquico é, à semelhança do Partitional Clustering, um algoritmo de 

Data Mining, mas que, ao invés do anterior, procura organizar os clusters segundo uma 

hierarquia. Isto é, alguns clusters podem incluir outros, em determinados passos do algoritmo 

(Johnson 1967). Existem dois tipos de cluster hierárquico: aglomerativo (bottom-up), no qual 

cada objeto inicia no seu próprio cluster e vão sendo formados grupos consoante a similaridade 

(distância entre clusters) no decorrer do algoritmo; e divisivo (top-down), no qual todos os 

objetos pertencem, inicialmente, ao mesmo cluster sendo, a distância entre objetos, 

responsável por dividi-los no decorrer do algoritmo (Sasirekha e Baby 2013). O cluster divisivo 

é tipicamente mais complexo do que o aglomerativo, uma vez que, neste, é necessário incluir 

um segundo algoritmo flat (como por exemplo o K-means), como sub-rotina, para dividir os 

clusters (Madhulatha 2012). 

2.5.4 Avaliação de algoritmos de Clustering 

Escolher um método de clustering adequado ao tipo de dados com os quais se está a 

lidar é muito importante. Para isso, existe um método de avaliação denominado Internal 

Cluster Validation (Kulma 2018). Este método serve-se de informação interna ao processo de 

clustering, isto é, de características dos clusters, como a compactação dos seus constituintes 

e a separação entre clusters para aferir sobre a sua qualidade. Sendo que o ideal seria obter 

clusters o mais compactos possível, sendo, a distância entre eles, a maior possível. Estas 

características são, geralmente, consideradas na seguinte formulação: 

 𝐼𝑛𝑑𝑒𝑥 =  
ௌ௘௣௔௥௔௧௜௢௡

஼௢௠௣௔௖௧௡௘௦௦
                                                  (1) 
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Neste método são, geralmente, utilizados 3 índices: Connectivity, Silhouette Width e 

Dunn Index (Kulma 2018; Theodoridis e Koutroumbas 2003). 

 Connectivity: averigua até que ponto objetos que fazem parte do mesmo cluster são 

os seus vizinhos mais próximos, ou seja, avalia o grau de conexão dos clusters e o seu valor 

deve ser o mais pequeno possível.  

 Silhouette Width: avalia o quão compacto o cluster é, com base no cálculo das 

distâncias entre objetos do mesmo cluster e calcula a distância média entre clusters para 

avaliar a sua separação. Este índice indica que a qualidade do clustering é tão melhor quanto 

mais próximo o seu valor estiver de 1. 

 Dunn Index: é dado pelo quociente entre a menor distância entre objetos em clusters 

diferentes e a maior distância intra-cluster, sendo este um índice a maximizar para melhoria 

da qualidade do clustering (Kulma 2018; Theodoridis e Koutroumbas 2003). 

2.5.5 Definir o número de Clusters na análise 

Uma das grandes dificuldades quando se realiza uma análise Clustering passa pela 

definição do número de clusters a considerar. Gap Statistics consiste num método estatístico 

que visa calcular esse número ótimo de clusters (Kulma 2018). 

Expondo graficamente o erro intra-cluster (within-cluster dispersion, Wk) em ordem 

ao número de clusters (k) é possível verificar que este diminui com o aumento do número de 

clusters (figura 2-5). Porém, é facilmente identificável um k a partir do qual, o gráfico 

apresenta um significativamente menor declive. Este ponto é chamado de elbow e, 

estatisticamente, representa o número apropriado de clusters a formar na análise (Tibshirani, 

Walther e Hastie 2001). 

 

 
Figura 2-5 - Erro intra-cluster (Wk) vs número de clusters (k) 

Computacionalmente, este método pode ser dividido em 3 passos: 

 1º passo – Realizar análise cluster com diferentes valores de k e medindo o respetivo 

erro intra-cluster. 
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 2º passo – Gerar os datasets de referência (Wkb) de uma das seguintes formas: 

o I: Gerar cada dataset de referência para uma característica uniformemente 

𝑍′ de acordo com os valores apresentados por essa característica nos dados 

originais 𝑋 

o II: Gerar cada dataset de referência para uma característica (B), derivando-o 

de uma distribuição uniforme alinhada com as principais componentes dos 

dados. Assumindo 𝑋 como uma matriz de dados 𝑛 𝑥 𝑝, assume-se que as colunas 

têm média 0 e procede-se à sua decomposição em valores próprios 𝑋 = 𝑈𝐷𝑉். 

Transformar através de 𝑋ᇱ = 𝑋𝑉 e proceder à aplicação do método em I, mas 

em 𝑋′. Finalmente, transformar de novo recorrendo a 𝑍 = 𝑍′𝑉். 

o Calcular a Gap Statistic:  

 
𝐺𝑎𝑝(𝑘) =

ଵ

஻
 ∑ log(𝑊௞௕

∗ ) − log (𝑊௞)௕                (2) 

 

 3º passo – Sendo 𝑙 =
ଵ

஻
 ∑ log(𝑊௞௕

∗ )௕ , calcular o desvio padrão 𝑠𝑑௞:         

 

  𝑠𝑑௞ = [
ଵ

஻
 ∑ {log(𝑊௞௕

∗ ) − 𝑙}ଶ
௕ ]ଵ ଶ⁄          (3) 

 

Com 𝑠௞ = 𝑠𝑑௞(1 +
ଵ

஻
)ଵ ଶ⁄ . Finalmente, o número de clusters (k) é dado pelo menor k que 

satisfaz a condição: 𝐺𝑎𝑝(𝑘) ≥ 𝐺𝑎𝑝(𝑘 + 1) − 𝑠௞ାଵ (Tibshirani, Walther e Hastie 2001).  

2.6 Análise CART 

Classification and Regression Trees (CART) é uma técnica bastante utilizada em 

modelos preditivos de machine learning. Este modelo considera um determinado dataset e 

analisa-o, sendo que, no dataset, terão de ser definidas pelo menos duas variáveis 

independentes e uma variável dependente (target). O algoritmo procura encontrar nas variáveis 

dependentes variações que justifiquem a variação da varável dependente. Quando isso 

acontece, procede, então, à divisão do dataset, representando-o por uma árvore binária. Na 

sua génese, o nó inicial (pai) é dividido em dois nós (filhos). Este processo continua ao nível dos 

dois novos nós criados, sempre no sentido de escolher a divisão que apresenta menor erro de 

classificação, até ser atingido um critério de paragem. No final, a árvore criada é ainda podada, 

isto é, algumas das suas folhas serão incorporadas pelos seus nós pais (Rao 2013).  
O CART prevê a existência de dois tipos de árvores de decisão: Árvores de Classificação 

e Árvores de Regressão (figura 2-6). As Árvores de Classificação são as árvores cuja variável 

dependente é categórica, sendo, a árvore, utilizada para prever qual a categoria mais provável. 

As Árvores de Regressão são árvores cuja variável dependente é contínua, sendo que o objetivo 

da árvore é calcular o seu valor numérico (Rao 2013). 
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Figura 2-6 - Ilustração de Classification Trees e Regression Trees – adaptada de (Rao 2013) 

2.6.1 Pruning the Tree 

Um dos desafios no desenvolvimento de uma árvore de decisão, prende-se com 

controlar o seu crescimento, para que esta não corra o risco de overfitting — quando uma 

árvore se torna tão flexível e se adapta tanto aos dados de treino que, ao detetar toda e 

qualquer peculiaridade dos mesmos, muitas vezes acaba por falhar na deteção da regra 

genérica para a previsão, o que leva a que seja incapaz de produzir previsões adequadas quando 

aplicada a dados de teste que difiram daqueles com que foi treinada (Dietterich 1995). Por 

outro lado, o fenómeno overfitting faz com que a árvore fique muito grande e complexa, isto 

pode ser combatido através de pruning — que significa podar a árvore ou, por outras palavras, 

impedi-la de crescer (James et al. 2013). Uma boa forma de o fazer é definindo o valor do 

complexity parameter — cp (Bruce e Bruce 2017). O cp penaliza a existência de demasiadas 

divisões e impede que uma divisão ocorra se esta não contribuir para melhorar 

significativamente a qualidade do modelo. Quanto maior o cp menor o tamanho da árvore, 

sendo o melhor cp aquele que minimiza o erro de validação cruzada — técnica que é utilizada 

para aferir sobre a capacidade de generalização de um modelo, estimando o erro associado à 

deteção do dataset de teste (James et al. 2013).  Uma outra forma de pruning é definir o valor 

mínimo de observações que deve existir num nó para que este possa dar origem a uma divisão. 

2.6.2 Validação Cruzada 

A validação cruzada é uma prática que permite avaliar a capacidade de generalização 

de um modelo, sendo amplamente aplicada em problemas de modelação e previsão. Existem 

várias técnicas de validação cruzada (hold-out, k-fold, leave-one-out), sendo que o conceito 

base de todas estas técnicas é o particionamento do dataset em vários subconjuntos, sendo 

alguns deles empregues no treino do modelo e outros empregues no teste do mesmo (Han, Pei 

e Kamber 2011). 

No caso de um dos mais aplicados métodos de validação cruzada, k-fold, o dataset é 

particionado em k conjuntos exclusivos e com as mesmas dimensões, sendo um desses conjuntos 

utilizado para treino e os restantes para teste do modelo, procedendo-se, então, ao cálculo da 

taxa de acerto do modelo através do quociente entre o total de previsões acertadas e o total 

de tentativas efetuadas (número de observações presentes nos dados). Este método repete-se 
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k vezes alternando o conjunto de treino para um dos que ainda não tenha sido utilizado. Quanto 

ao método leave-one-out, são seguidos os procedimentos do k-fold, mas com a particularidade 

de o k neste método ser igual ao número total de dados do dataset, sendo que apenas um dos 

conjuntos é utilizado para teste e os outros são utilizados para treino do modelo. Este processo 

é repetido para todas as observações do dataset, o que faz deste, um método muito pesado a 

nível computacional. Existe ainda um outro método, holdout, que consiste em dividir o dataset 

em apenas dois conjuntos em que, geralmente, 2/3 dos dados são utilizados para o treino do 

modelo e os restantes 1/3 são utilizados na previsão (Kohavi 1995). 
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Dados e Métodos 

Neste capítulo, é abordada e descrita de forma conceptual a metodologia utilizada nas 

diferentes fases do trabalho e fornecida uma visão sobre os dados utilizados e a forma como 

estes foram tratados, bem como as decisões que foram sido tomadas no decorrer do trabalho. 

São explicadas as escolhas das variáveis presentes nas diferentes análises efetuadas, 

escrutinado, também, todos os passos envolvidos na realização das mesmas. A partir da figura 

3-1, podem observar-se todas as etapas percorridas, bem como a sua interação. Inicialmente, 

foi realizado um tratamento de dados sobre os dados inicias. Este tratamento deixou os dados 

no formato necessário à aplicação dos métodos de estatística descritiva constituintes das 

análises Temporal e Espacial que foram realizadas sobre o ponto de vista das ocorrências e da 

área ardida. De seguida, partindo dos resultados dessas análises, procedeu-se à realização das 

análises Clustering e CART. 

  
Figura 3-1 - Metodologia adotada 

A análise Clustering foi realizada com o intuito de agrupar distritos de acordo com as 

semelhanças observadas em determinadas variáveis, tais como o número de ocorrências 

Intencionais e Negligentes, média de FWI, Área Ardida, entre outras. Por sua vez, com a análise 

CART pretendeu-se descobrir quais as variáveis que melhor explicam a ocorrência das ignições 

de origem humana. 
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3.1 Study Site 

Portugal é um país localizado no extremo sudoeste da Europa cujo território é 

constituído por uma parte continental e duas regiões autónomas. Tinha em 2018 uma população 

de 10 276 617 pessoas e estende-se por 92 090 𝑘𝑚ଶ — 89 102,14 𝑘𝑚ଶ ocupados pela região 

continental e, 2 321,96 𝑘𝑚ଶ e 801,51 𝑘𝑚ଶ ocupados pelas regiões autónomas dos Açores e da 

Madeira, respetivamente. O país encontra-se inserido na Península Ibérica, na qual faz fronteira 

terrestre com a Espanha a norte e a este e é banhado pelo oceano Atlântico a sul e a oeste 

(Instituto Nacional de Estatística 2019). 

O território continental encontra-se dividido administrativamente em 18 distritos sendo 

que em 1970, a Eurostat criou uma divisão do território para fins estatísticos denominada por 

NUTS. A última atualização das NUTS data de 2013 e prevê que estas estejam divididas em três 

níveis: NUTS I — que consistem na divisão em território continental, e em cada uma das regiões 

autónomas, NUTS II — que já dividem o território continental em cinco regiões às quais se 

acrescentam duas correspondentes às regiões autónomas e NUTS III — que dividem o território 

em 25 regiões, 23 no continente (Instituto Nacional de Estatística 2015). 

3.2 Dados e Software utilizado 

Os dados utilizados foram cedidos pelo Instituto da Conservação da Natureza e das 

Florestas (ICNF) e dizem respeito aos incêndios rurais ocorridos em Portugal continental nos 

dezoito anos decorridos entre os anos 2001 e 2018. Nestes dados, estão contidas informações 

relevantes tais como, o local da ocorrência do incêndio (distrito, concelho e freguesia), o seu 

tipo de causa, o tipo e a quantidade de área ardida no incêndio, o valor dos índices constituintes 

do sistema FWI verificado no momento da ocorrência, bem como informações relacionadas com 

a duração do incêndio (data e hora de início e de fim) e com as operações de combate (data e 

hora da 1ª intervenção).  

O software utilizado no tratamento dos dados e na construção de todas as análises foi 

o R Studio (ide da linguagem de programação R) na versão 1.1.463 (Team 2013). Mais 

especificamente, para a realização das análises Clustering, foi utilizado o package «factoextra» 

(Alboukadel Kassambara [aut, cre] 2019), para a realização das análises CART, os packages 

«rpart» (Terry Therneau [aut], Beth Atkinson [aut, cre] 2019) e «rpart.plot» (Milborrow 2019). 

Foi ainda utilizado o Microsoft Excel para a produção de gráficos e formatação de resultados. 

Esta integração foi assegurada recorrendo ao package «xlsx». 

3.3 Definição do tipo de dados e do período a analisar 

Para este trabalho foram apenas considerados incêndios rurais, tendo sido excluídos os 

falsos alarmes, as queimas e queimadas autorizadas, visto que fugiam do âmbito do trabalho.  
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Durante o processo de análise temporal, foi constatado que a maior parte dos fogos 

(cerca de 80%) ocorriam entre 15 de junho e 15 de outubro (figura 3-2), desta forma, o período 

da análise foi restringido a estes 4 meses, o chamado «período crítico» já que, neste período, 

as medidas de gestão de incêndios florestais a adotar devem, necessariamente, ser diferentes 

dos restantes meses do ano. 

 

 
Figura 3-2 - Comparação do número total de ocorrências entre 4 meses críticos e ano completo 

no periodo de análise (de 2001 a 2018, inclusive). 

3.4 Tratamento de dados 

 A primeira fase do trabalho consistiu no tratamento e estandardização dos dados. Os 

dados encontravam-se separados por anos e, para cada ocorrência de incêndio (correspondente 

a uma linha da tabela), existem 36 parâmetros (correspondentes às colunas da tabela) que a 

descrevem. Estes parâmetros foram divididos em 7 categorias, apresentadas na tabela 3-1. 

Destes, os parâmetros efetivamente utilizados nas análises, encontram-se presentes na tabela 3-2.  

 
Tabela 3-1 - Categorias de variáveis (inicial) 

Categoria Número de variáveis 

Área Ardida 4 
Causalidade 1 
Identificação 2 
Intervenção 3 
Localização 13 
Meteorologia do Fogo 7 
Temporal 6 
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Tabela 3-2 - Variáveis originais utilizadas 

Variável Categoria 
 

AreaTotal Área Ardida  

Causa Causalidade  

Data1Intervencao Intervenção  

Hora1Intervencao Intervenção  

Distrito Localização  

Concelho Localização  

DSR Meteorologia do Fogo  

FWI Meteorologia do Fogo  

FFMC Meteorologia do Fogo  

DMC Meteorologia do Fogo  

DC Meteorologia do Fogo  

ISI Meteorologia do Fogo  

BUI Meteorologia do Fogo  

Ano Temporais  

DataAlerta Temporais  

HoraAlerta Temporais  

DataExtincao Temporais  

HoraExtincao Temporais  

DuracaoHoras Temporais  

 

Posteriormente, todos os dados foram agregados numa só tabela. Durante este 

processo, foi necessário formatar as colunas todas da mesma forma, através da sua 

renomeação, reposicionamento e, no caso dos documentos mais antigos, criação de colunas 

vazias, de modo a que todos os documentos tivessem o mesmo número de colunas e fossem 

coerentes na sua designação. Foi, também, estandardizado o nome de todos os distritos e 

concelhos do país, de modo a retirar todas as cedilhas e capitalizar todas as letras, com a 

finalidade de uniformizar estas variáveis. 

Uma outra operação fulcral no tratamento de dados, foi a factorização de variáveis 

como as variáveis indicativas do ano, distrito e concelho, de forma a estas serem tratadas como 

variáveis categóricas e não como variáveis numéricas ou de texto. 

3.5 Análise de Dados 

A análise de dados é um procedimento que permite conhecer melhor os dados com os 

quais se está a lidar. Neste processo, os dados são transformados e tratados sendo, geralmente, 

formatados em gráficos e/ou tabelas que permitam uma mais direta e facilitada observação e 

entendimento dos mesmos.  

3.5.1 Criação de novas variáveis 

 A certo ponto da análise, visto que este trabalho visa estudar as ignições de origem 

humana, revelou-se necessário um tratamento mais profundo da variável indicativa da causa do 

incêndio. Como as causas vêm, nos dados originais do ICNF, codificadas em números de 3 dígitos, 
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foi necessário proceder à sua descodificação. Para isso, foi criado um documento no qual foram 

especificadas, de acordo com as diretivas do relatório de causas do ICNF (ICNF 2014), as causas 

associadas a cada código, bem como a menção da atividade que esteve na origem do fogo, 

acompanhada de uma pequena descrição dessa mesma atividade (Tabela 3-3). Desse documento, 

foram extraídas três novas variáveis de Causalidade: uma variável que especifica o tipo de causa 

de entre as cinco possíveis: Negligente, Intencional, Natural, Desconhecida, Reacendimento e 

Não Investigada — uma variável que refere o comportamento/atividade que esteve na origem do 

fogo e ainda uma última variável que o descreve com mais detalhe. 

Tabela 3-3 - Tabela de Causa, Tipo de Causa e Descrição da Causa 

Causa Descricao TipoCausa ClassificacaoRelatorio 

111 Queima de amontoados de lixo - Autárquica Negligente Uso do fogo - Queima de lixo 

112 Queima de amontoados de lixo - Indústria Negligente Uso do fogo - Queima de lixo 

113 Queima de amontoados de lixo - Comércio Negligente Uso do fogo - Queima de lixo 

114 Queima de amontoados de lixo - Actividades clandestinas Negligente Uso do fogo - Queima de lixo 

115 Queima de amontoados de lixo - Núcleos habitacionais permanentes Negligente Uso do fogo - Queima de lixo 

116 
Queima de amontoados de lixo - Núcleos habitacionais temporários 
associados ao recreio Negligente Uso do fogo - Queima de lixo 

121 Queimadas extensivas - Limpeza do solo agrícola Negligente Uso do fogo - Queimadas 

122 Queimadas extensivas - Limpeza do solo florestal Negligente Uso do fogo - Queimadas 

123 Queimadas extensivas - Limpeza de áreas urbanizadas Negligente Uso do fogo - Queimadas 

124 Queima de amontoados - Borralheiras Negligente Uso do fogo - Queimadas 

125 Queimadas extensivas - Renovação de pastagens Negligente Uso do fogo - Queimadas 

126 Queimadas extensivas - Penetração em áreas de caça e margens dos rios Negligente Uso do fogo - Queimadas 

127 Queimadas extensivas - Limpeza de caminhos, acessos e instalações Negligente Uso do fogo - Queimadas 

128 Queimadas extensivas - Protecção contra incêndios Negligente Uso do fogo - Queimadas 

129 Queimadas extensivas - Outras Negligente Uso do fogo - Queimadas 

131 Lançamento de foguetes - Com medidas preventivas Negligente Uso do fogo - Lançamento Foguetes 

132 Lançamento de foguetes - Clandestinos Negligente Uso do fogo - Lançamento Foguetes 

133 Lançamento de Foguetes - Auto-ignição Negligente Uso do fogo - Lançamento Foguetes 

141 Fogueiras - Recreio e lazer Negligente Uso do fogo - Fogueiras 

142 Fogueiras - Confecção de comida Negligente Uso do fogo - Fogueiras 

143 Fogueiras - Aquecimento Negligente Uso do fogo - Fogueiras 

144 Fogueiras - Reparação de estradas Negligente Uso do fogo - Fogueiras 

Posteriormente, novas variáveis foram sendo adicionadas, aquando da realização das 

análises Cluster e CART. No total, na categoria “Temporal” foram adicionadas 16 variáveis, na 

categoria “Meteorologia do Fogo” foram adicionadas 7 variáveis, na categoria de “Área Ardida” 

foi adicionada 1 variável, na categoria “Causalidade” foram adicionadas 6 variáveis e, por fim, 

na categoria “Intervenção” foram adicionadas 3 variáveis (Tabela 3-4), perfazendo, então, um 

total de 69 variáveis (Tabela 3-5).  

Estas englobam variáveis diretamente extraídas dos dados (mês/semana de alerta), 

variáveis categóricas (classes para variáveis já existentes), variáveis obtidas através da 

manipulação (operações aritméticas) de outras já existentes e variáveis booleanas de 

classificação de acordo com determinado parâmetro. A lista total de variáveis, bem como a sua 

descrição e a categoria à qual pertencem, pode ser encontrada no Apêndice A – Lista de 

Variáveis (página 76). 
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Tabela 3-4 - Variáveis criadas no decorrer das análises 

Variável Categoria 
 

clsAreaTotal Área Ardida  

ClassificacaoRelatorio Causalidade  

TipoCausa Causalidade  

Int_ou_Neg Causalidade  

Int Causalidade  

Neg Causalidade  

Descricao Causalidade  

AI Intervenção  

Tempo_chegada Intervenção  

dh1Intervencao  Intervenção  
Classes DSR Meteorologia do Fogo  

clsFWI Meteorologia do Fogo  

Classes FFMC Meteorologia do Fogo  

Classes DMC Meteorologia do Fogo  

Classes DC Meteorologia do Fogo  

Classes ISI Meteorologia do Fogo  

Classes BUI Meteorologia do Fogo  

dhAlerta Temporais  

ydDataAlerta Temporais  

dh1Intervencao Temporais  

dhExtincao Temporais  

durHoras Temporais  

durMinutos Temporais  

durDias Temporais  

clsDurDias Temporais  

Data_Hora_Alerta_segundos Temporais  

Data_Hora_Extincao_segundos Temporais  

Data_Hora_Alerta_simultaneidade Temporais  

Data_Hora_Extincao_simultaneidade Temporais  

Mes_Alerta Temporais  

Dia_Semana_Alerta Temporais  

HoraAlerta_segundos Temporais  

HoraExtincao_segundos Temporais  

 

 
Tabela 3-5 - Categorias de variáveis (final) 

Categoria Número de variáveis 

Área Ardida 5 
Causalidade 7 
Identificação 2 
Intervenção 6 
Localização 13 
Meteorologia do Fogo 14 
Temporal 22 
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3.5.2 Análise Temporal 

Com a intenção de obter uma noção temporal (ao longo dos anos) do comportamento 

dos incêndios, e averiguar sobre a existência de estabilidade temporal na variação das causas 

referentes à atividade humana, foi realizada uma análise das ocorrências por ano, de acordo 

com o seu tipo de causa. Esta análise envolveu a criação de uma nova tabela onde figuram 

todos os anos analisados e os tipos de causa das ocorrências e onde são contabilizadas, para o 

território em questão, o número de ocorrências de cada tipo verificadas nesse espaço de tempo. 

Foram, ainda, calculadas percentagens relativas ao tipo de causa na origem de cada ocorrência, 

de forma a que a soma das percentagens relativas a tipos de causa investigados e apurados 

fosse igual a 100%, estando, as percentagens relativas às ocorrências com causa apurada, 

confinadas a este universo (causas apuradas), a percentagem de causas desconhecidas, 

confinada ao universo das causas investigadas (causas apuradas e causas por apurar) e a 

percentagem de não investigadas, essa sim, calculada considerando todas as ocorrências 

(investigadas e não investigadas).  

A análise temporal foi realizada em duas vertentes: número de ocorrências verificadas 

e área total ardida durante as ocorrências. Os métodos acima descritos foram repetidos para a 

análise da área ardida. 

Com a informação constante das tabelas, foram produzidos gráficos de barras e 

heatmaps, acrescentando, assim, uma dimensão visual à análise.  

3.5.3 Deteção de Simultaneidade  

Foi desenvolvido o algoritmo de deteção de simultaneidade explanado no Apêndice 

F-8 – Código de Deteção de Simultaneidade (em coautoria com Guilherme Torres e João 

Lourenço Silva), página 123. 

Este algoritmo, serve-se de um intervalo de datas (com horas e minutos) e de um 

valor do step (período de tempo no qual se quer verificar a existência de simultaneidade), 

em minutos, ambos definidos pelo utilizador, para detetar o número de ocorrências que se 

encontravam ativas nesse período de tempo. 

 
Figura 3-3 – Processo de contagem de eventos simultâneos 
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A deteção é feita, para cada step, acedendo às datas de início e fim dos eventos a 

analisar e comparando-as com as datas do step de tal forma que são considerados eventos 

simultâneos todos aqueles que iniciem e terminem dentro do step, os que apenas terminem 

dentro do step, os que apenas iniciem dentro do step e aqueles cujo início é anterior ao início 

do step e o fim é posterior ao fim do step. Na figura 3-3 pode ser observado um exemplo em 

que estão apresentados precisamente os quatro tipos de eventos considerados válidos (ativos) 

para fins de deteção da simultaneidade. Assim, o resultado da análise de simultaneidade no 

step apresentado é quatro. Após a deteção e contagem da simultaneidade num step, procede-

se à análise do step seguinte, até que seja atingida a data de fim da análise. 

3.5.4 Estimação da Duração 

Aquando da aplicação do algoritmo de deteção de simultaneidade, constatou-se que 

alguns dos incêndios não tinham data de extinção, embora tivessem data de alerta. Como estes 

casos afetariam a análise, e não querendo ignorá-los, foi realizada uma estimação das datas de 

extinção, com base nos valores das suas áreas ardidas. Dividiram-se os fogos em oito classes de 

acordo com a sua área ardida (e, através da mediana da duração dos fogos de cada classe, foi 

possível calcular uma aproximação da duração dos fogos de cada classe. Depois, a cada um dos 

fogos sem data de extinção, atribuiu-se a duração calculada para a classe onde este se insere, 

dado o valor da sua área ardida. 

3.5.5 Análise Espacial 

Esta análise foi realizada recorrendo à divisão do território em zonas e à contagem das 

ocorrências em cada zona (figura 3-4), discriminando-as de acordo com o tipo de causa que 

lhes deu origem. 

 

 
Figura 3-4 - Território genérico com divisão por zonas 

À semelhança da análise temporal, foram calculadas percentagens, de forma a que a 

soma das percentagens relativas a tipos de causa investigados e apurados fosse igual a 100%, 

estando, as percentagens relativas às ocorrências com causa apurada, confinadas a este 
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universo (causas apuradas), a percentagem de causas desconhecidas, confinada ao universo das 

causas investigadas (causas apuradas e causas por apurar) e a percentagem de não investigadas, 

essa sim, calculada considerando todas as ocorrências (investigadas e não investigadas). 

Outro fator analisado foi a área ardida por região e por tipo de causa. Para a análise da 

área ardida dentro de uma região, foram considerados, de acordo com o seu tipo de causa, 

todos os incêndios que ocorreram no seio da região e somadas as áreas ardidas dos mesmos. De 

forma análoga à metodologia adotada na análise temporal, os resultados foram formatados em 

gráficos de barras e heatmaps.  

3.6 Análise de relações entre variáveis 

Com o objetivo de tentar detetar relações desconhecidas entre variáveis que pudessem 

contribuir para explicar a dispersão dos fogos e perceber melhor as suas causas, foram 

realizadas análises Cluster, análises de correlação linear entre variáveis e análises de CART.  

3.6.1 Definição das variáveis a analisar  

As análises Cluster efetuadas tiveram por base os resultados das análises espaciais e 

temporais realizadas, tendo, nestas, sido consideradas as contagens de ocorrências do tipo 

negligente e intencional de uma região e a respetiva área ardida.  

Porém, antes de iniciar o Clustering, foi necessário definir quais as variáveis que iriam 

ser utilizadas. Para isso, aliada à sensibilidade adquirida aquando da análise dos dados e da 

realização da revisão da literatura, a escolha das variáveis foi também influenciada pela análise 

de correlação entre as variáveis candidatas, o número de ocorrências de origem humana 

(negligentes e intencionais) e a respetiva área ardida. Este processo englobou, numa primeira 

fase, o tratamento dos valores de todas as variáveis consideradas de interesse, visto que estas 

apresentavam um valor para cada ocorrência e, não tendo as ocorrências sido consideradas 

individualmente mas sim no seu todo (contagem dentro de uma região), foi necessário, para 

cada variável, proceder, dependendo das distribuições dos valores das mesmas evidenciadas 

em histogramas, ao cálculo ora de valores médios, ora de medianas para o efeito. 

No caso de variáveis cuja forma do histograma se assemelhasse à da distribuição normal 

(figura 3-5), foi decidido que a média seria a medida mais indicada. 
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Figura 3-5 - Distribuição Normal 

 No entanto, para variáveis cuja forma do histograma (figura 3-6) revelasse assimetria 

em relação à da distribuição normal (skew), sendo esta evidenciada ora por cauda à direita 

(originada por valores muito superiores à média), ora por cauda à esquerda (resultado de 

valores muito inferiores à média), optou-se pelo cálculo da sua mediana. 

 

 
Figura 3-6 - Distribuições Assimétricas (Hermans 2008) 

3.6.2 Análise da Correlação Linear 

Feitas as análises temporais e espaciais das ocorrências, foi altura de atentar nas 

restantes características dos incêndios presentes nos dados e de tentar perceber até que ponto 

estas estão ou não relacionadas umas com as outras. Nesta fase, foram analisados os valores 

das diferentes famílias de características: Meteorologia do Fogo (FWI, DSR e FFMC), Temporal 

(duração dos incêndios, tempo de resposta), Área Ardida por tipo de causa de origem humana 

(negligente e intencional) e de Intervenção (tempo de chegada). 

3.7 Clustering 

De acordo com a revisão da literatura que foi efetuada sobre a matéria, foram 

avaliados, consoante os dados a analisar, quais os melhores algoritmos a utilizar em cada 

análise. Esta avaliação foi realizada com base num procedimento (Kassambara 2018) que efetua 

o cálculo de 3 índices: Connectivity Index, Silhouette Width e Dunn Index. O algoritmo utilizado, 

permitiu, ainda, averiguar, recorrendo a estes índices, o número ótimo de clusters (k) a 

considerar em cada análise. 
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Os métodos de clustering considerados foram o k-means, o k-medoids e o hierárquico. 

De entre estes três métodos e, de acordo com o dataset a analisar, foi escolhido um dos 

métodos, consoante a análise dos valores de três índices calculados (Connectivity, Silhouette 

Width e Dunn Index). Desta forma, antes de realizar cada análise, foi, recorrendo a uma função 

para o efeito, avaliado o dataset e verificado qual o método que apresentava melhores 

resultados considerando cada um destes três índices, bem como o número de clusters (k) que 

fazia prever a obtenção de melhores resultados (Kassambara 2018). Em caso de empate no grau 

de adequação de métodos, ou seja, no caso de dois ou até três métodos serem indicados pelo 

algoritmo como sendo os mais adequados aos dados em questão (considerando os três índices), 

o critério de desempate foi o valor do Dunn Index. Este índice tem em consideração não só a 

distância intra-cluster mas também a distância inter-clusters. No caso de Dunn Indexes iguais, 

optou-se pelo método cujo k proposto era o menor, dado que os datasets utilizados foram 

sempre de relativamente reduzida dimensão. Os critérios considerados são, naturalmente, 

discutíveis, mas foram os que, com base nos testes efetuados, sugeriram dar mais garantias de 

qualidade nas análises. 

3.8 CART 

A realização da análise CART teve como principal objetivo obter informações sobre 

quais as variáveis, consideradas independentes, do dataset cuja variação pode, efetivamente, 

servir para explicar/prever a variação da variável dependente. Esta análise foi dividida em 

iterações, tendo todas as iterações e os seus resultados sido registados numa tabela.  

Em cada iteração, são selecionadas as variáveis independentes, bem como a variável 

dependente (objetivo do estudo) e introduzidas no algoritmo que procede ao traçado do gráfico 

do x-val relative error em função do cp. Este gráfico indica qual o valor do cp a que corresponde 

um menor x-val relative error. De seguida, produz-se uma análise com todas as variáveis 

selecionadas ajustando o cp para o valor obtido anteriormente. No final, obtém-se, entre outras 

informações, as variáveis que efetivamente foram utilizadas na construção da árvore e a sua 

importância nesse processo. Numa terceira fase, são repartidos os dados em dados de treino 

(70%) e dados de teste (30%) sendo, a árvore, treinada com os dados de treino (utilizando o cp 

anteriormente obtido como parâmetro de pruning) e levada a realizar uma previsão recorrendo 

aos dados de teste. O acerto da previsão foi avaliado recorrendo a uma matriz de confusão 

criada, através do quociente de previsões acertadas (verdadeiros positivos e verdadeiros 

negativos) pelo total de previsões tentadas.  

No início da iteração seguinte, é retirada de análise a variável à qual foi atribuída a 

maior importância na construção do modelo da iteração anterior.   



42 

  

Resultados e discussão 

Nesta fase, foi analisada a dispersão no tempo e no espaço das ocorrências Negligentes 

e Intencionais, bem como os valores das diferentes famílias de características tais como, 

Meteorologia do Fogo, Temporal, Área Ardida, Intervenção e Causalidade, recorrendo a análises 

Clustering e CART. 

4.1 Análise Temporal 

Com o objetivo de averiguar sobre a estabilidade no tempo das causas dos incêndios, 

em Portugal continental, foi levada a cabo uma análise temporal dos mesmos.  

Nos gráficos circulares das figuras 4-1, 4-3 e 4-4, está representado o panorama geral 

do total de ocorrências de incêndios rurais entre 2001 e 2018, no período considerado de 4 

meses. Pode observar-se (figura 4-1) que neste período, apenas 42% dos 304 776 incêndios 

ocorridos foram efetivamente investigados. Os valores absolutos dos dados podem ser 

encontrados no Apêndice B – Tabelas de Dados Absolutos (página 77). 

 

 
Figura 4-1 - Incêndios Rurais entre 2001 e 2018 (304 776) 

 

Na figura 4-2 encontram-se atualizados até ao ano 2018 os dados presentes na figura 2-

4, que retrata a evolução da percentagem de incêndios investigados ao longo dos anos. 
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Figura 4-2 – Evolução no tempo do número de incêndios rurais investigados 

De entre os incêndios rurais investigados (129 012), apenas 65% (83 453) têm causa 

apurada (figura 4-3), sendo que dentro das causas apuradas, as causas intencionais (33%) e 

negligentes (40%) representam a grande maioria (61 176), restando 27% (22 277) para outros 

tipos de causa (reacendimentos 25,4% e incêndios naturais 1,3% — apenas 1112). Os dados 

absolutos utilizados na construção destas análises podem ser consultados no Apêndice B – 

Tabelas de Dados Absolutos (página 77). 
 

 

Figura 4-3 - Incêndios Rurais Investigados entre 2001 e 2018 (129 012) 

 

Figura 4-4 – Incêndios Rurais com Causa Apurada entre 2001 e 2018 (83 453) 
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4.1.1 Análise de Ocorrências 

Numa primeira fase, foi realizada uma análise temporal do total das ocorrências a nível 

nacional. Esta análise (figura 4-5) permite concluir que a percentagem de ocorrências de cada 

tipo é, de certa forma, homogénea no tempo, sendo que pode ser identificado um ano no qual 

o panorama é completamente alterado, o ano de 2006. Neste ano, podemos observar que a 

percentagem de ocorrências atribuídas a reacendimentos diminuiu significativamente (de 

69,64% para 20,77% das causas apuradas), tendo, esta, sido acompanhada de um aumento na 

percentagem de todas as restantes causas apuradas. A partir deste ano, verifica-se uma descida 

acentuada da percentagem de incêndios não investigados, de cerca de 85% (em 2006) para 

cerca de 18% (em 2018). A inverter esta tendência, encontram-se as causas negligentes e 

intencionais que, juntas, assumem a maior percentagem das ocorrências com causa apurada, 

cerca de 80,53% (em 2018). As percentagens aqui apresentadas foram calculadas de acordo com 

a metodologia descrita em 3.2.1, de modo que a soma das causas apuradas perfaz 100% e o 

excedente é devido às causas desconhecidas e não investigadas. 

 

 
Figura 4-5 - Tipo de Causa por Ano 

  

Analisando apenas os dois principais tipos de causa associados à atividade humana, 

intencional e negligente (figura 4-6), é possível concluir que existe alguma variação destas 

causas até 2010 (principalmente explicada pela grande diminuição das ocorrências não 

investigadas) porém, desde esse ano em diante, observa-se muito pouca variação destas 

causas ao longo do tempo, como pode ser observado pela análise das suas médias móveis a 4 

anos (figura 4-7), sendo, ainda, notório, o equilíbrio que as suas percentagens apresentam 

uma em relação à outra. 
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Figura 4-6 - Percentagem de Ocorrências por causa Intencional e Negligente 

 

 

Figura 4-7 - Média Móvel (4 anos) da percentagem de causas Intencionais e Negligentes 

 

Esta estabilidade temporal das causas é condição indispensável para a possibilidade de 

integração de estratégias de gestão de fogos de períodos transatos no momento da elaboração de 

planos de gestão futuros. Se, por outro lado, não se observasse esta estabilidade, dada a 

imprevisibilidade das causas, as práticas de gestão desenvolvidas para anos anteriores não 

deveriam ser tidas em conta na definição de planos de aplicação no futuro. 

4.1.2 Análise da Área Ardida 

Em matéria de área ardida, através da observação da figura 4-8, é facilmente 

observável a existência de 3 anos que destoam dos seguintes, pelos valores muito elevados de 

total de área ardida que apresentam: 2003, 2005 e 2017. Estes dados são justificados 
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considerando a quantidade de incêndios de grandes dimensões que ocorreram em cada um 

deles. Em 2003 foram registados na base de dados do ICNF 9 incêndios com área ardida superior 

a 10 000 ha, em 2005, foram 5 os incêndios com área ardida superior a 7 000 ha, por fim, em 

2017, foram registados 12 incêndios com área ardida superior a 10 000 ha, sendo que desses, 5 

tiveram área ardida superior a 30 000 ha. Em contrapartida, podem, também, ser destacados 

3 anos cuja área ardida total teve valores muito mais baixos que os restantes anos: 2007, 2008 

e 2014, tendo estes sido anos aos quais corresponderam, também, descidas no valor de 

ocorrências registadas. 

 
Figura 4-8 - Área Ardida Total por Ano 

Observando as percentagens de área ardida por causa negligente e intencional (figura 

4-9), verifica-se uma grande heterogeneidade, ao contrário do que tinha sido observado no 

que diz respeito às ocorrências (figura 4-6), onde estas duas causas estão bastante estáveis 

ao longo do tempo. 

 
Figura 4-9 - Percentagem de Área Ardida por causa Intencional e Negligente 
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dos últimos 10 anos, quando observando a área ardida, assiste-se a um panorama 

completamente diferente, sendo que não existe qualquer indício de estabilidade das causas no 

tempo, nem tão pouco existe, na maioria dos anos, equilíbrio entre as duas causas, não sendo, 

portanto, possível identificar nenhuma tendência com expressão significativa. 

4.2 Análise Espacial 

Nesta fase, o intuito foi analisar a dispersão espacial das ocorrências, das causas que 

lhes deram origem e da sua área ardida. Com esta análise, pretendeu-se perceber como estão 

dispersas as causas pelos distritos, com especial atenção para as causas de origem humana, 

sendo que, focos de determinados tipos de causa em determinadas zonas, podem ser 

indicativos de atividades reincidentes, informação que pode ser de grande valor no momento 

do planeamento das estratégias de gestão de incêndios, nomeadamente das atividades de 

prevenção e pré-supressão. 

4.2.1 Análise de Ocorrências 

Esta análise permitiu identificar as diferenças apresentadas na dispersão espacial das 

ocorrências e dos seus tipos de causa. Através da observação da figura 4-10, a dispersão dos 

tipos de causa pelos distritos parece ser heterogénea, havendo diferenças significativas no peso 

que cada tipo de causa representa dentro de cada distrito. Por outro lado é, também, 

identificável uma tendência para as causas intencionais e negligentes serem as mais 

representadas em todo o território nacional, o que vem confirmar o facto de a atividade 

humana ser a principal causa das ignições em Portugal. 

 

 
Figura 4-10 - Percentagem de Ocorrências com Causa Apurada 
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4.2.2 Classificação dos distritos consoante as ocorrências 
Negligentes e Intencionais 

Atentando apenas nas percentagens correspondentes aos tipos de causa Negligentes e 

Intencionais (figura 4-11), é possível classificar os distritos em 3 categorias: percentagem de 

Intencionais superior à percentagem de Negligentes (I); percentagem de Negligentes superior 

à percentagem de Intencionais (N); percentagens de Negligentes e Intencionais semelhantes (S) 

— são considerados semelhantes valores de Negligentes e Intencionais que apenas difiram entre 

si em até 5%. Temos assim, na categoria I: Braga, Santarém, Viana do Castelo e Viseu; na 

categoria N: Aveiro, Beja, Bragança, Évora, Faro, Guarda, Leiria, Lisboa, Portalegre, Porto e 

Setúbal; na categoria S: Castelo Branco, Coimbra e Vila Real.  

A figura 4-11 mostra os desequilíbrios entre estas duas causas que se verificam em 

vários distritos. É, à semelhança do que foi observado em 4-10 e em Meira Castro et al. (2020), 

visível a predominância no país dos distritos da categoria N. 

 
Figura 4-11 - Percentagem de Ocorrências Intencionais vs Negligentes 

Na sequência do que foi referido em 4.2.1, observando a figura 4-12 obtém-se uma 

melhor visualização das proximidades entre distritos, sendo que é, aqui, visível, tal como o 

concluído por Parente et al. (2018), que não existe estabilidade global das causas no espaço. A 

sul do território nacional existe uma predominância de distritos de classe N indicativa de 

estabilidade local das causas. Pelo contrário, na região norte e centro de Portugal, a ausência 

de estabilidade espacial das causas, sugere que a proximidade geográfica entre dois distritos 

não constitui uma razão suficiente para assumir que estes apresentam necessidades 

semelhantes de gestão de incêndios. Posto isto, as medidas de prevenção e pré-supressão 

devem sempre ser contextualizadas de acordo com o território. 
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Figura 4-12 - Classificação dos distritos de acordo com o tipo de causa predominante (nº de ocorrências) 

Na tabela 4-1, é possível encontrar os 4 distritos da categoria I ordenados consoante as 

suas percentagens de ocorrências de origem intencional. Santarém é o distrito do país que 

apresenta a percentagem de ocorrências intencionais mais alta e o único que a tem superior a 

50%. Na figura 4-13, encontra-se representada graficamente a dispersão das percentagens deste 

tipo de causa pelo país. A figura revela uma evidente tendência para valores mais elevados no 

norte e centro do país o que vem comprovar as indicações fornecidas pelas classificações da 

figura 4-12 que apenas dão conta de distritos da categoria I no norte e centro do país conforme 

os resultados descritos por Meira Castro et al. (2020). 

 
Tabela 4-1 - Ranking de distritos com maior percentagem de causas Intencionais - Distritos (categoria I) 

Distrito %Intencional 
Santarém 52,20 
Viseu 42,23 
Braga 42,00 
Viana do Castelo 39,92 

 

 
Figura 4-13 - Mapa de percentagens de ocorrências com causa Intencional por distrito 
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Observando o conjunto dos distritos (tabela 4-2) com as maiores percentagens de 

ocorrências negligentes (categoria N), deparamo-nos com valores bastante superiores aos 

observados na tabela 4-1 (reforçando o facto de que o país apresenta tendência para as 

ocorrências do tipo negligente), estando Évora no topo da tabela, seguida de Faro e Setúbal, 

todos com valores acima dos 75%. A partir desta tabela podemos observar que embora o sul do 

país seja dominado por distritos da categoria N, as percentagens desta região vão desde os 66% 

(Beja) aos 86% (Évora), uma diferença que pode indicar que, mesmo dentro da mesma 

categoria, pode haver distritos com diferentes necessidades na gestão de incêndios. Na figura 

4-14, encontra-se representada graficamente a dispersão das percentagens das causas 

negligentes pelo país. Esta demonstra que, ao invés dos fogos de causas intencionais, os fogos 

de origem negligente estão bem mais representados a sul do território português, como já 

observado na figura 4-12 e mencionado por Meira Castro et al. (2020).  

 
Tabela 4-2 - Ranking de distritos com maior percentagem de causas Negligentes - Distritos (categoria N) 

Distrito %Negligente 
Évora 85,65 
Faro 80,08 
Setúbal 75,49 
Portalegre 69,65 
Beja 66,00 
Lisboa 62,60 
Guarda 59,59 
Bragança 57,53 
Leiria 49,65 
Porto 43,94 
Aveiro 31,40 

 

 
Figura 4-14 - Mapa de percentagens de ocorrências com causa Negligente por distrito 
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4.2.3 Análise de Área Ardida 

A análise dos últimos 18 anos da área ardida em Portugal, por distrito, evidencia, 

claramente, o norte e o centro, como sendo as zonas mais afetadas do país. Sendo que, dentro 

destas zonas, a tendência é de o interior ser mais fustigado do que o litoral (figura 4-15). No 

topo da tabela dos distritos que mais arderam nos últimos anos, surgem os distritos da Guarda 

(324 372 ha), Castelo Branco (279 918 ha) e Coimbra (221 842 ha). Por outro lado, os distritos 

que menos ardem são os distritos de Setúbal (25 211 ha), Lisboa (27 955 ha) e Évora (40301 ha). 

Pela observação da figura 4-16, pode concluir-se que existe uma dispersão completamente 

heterogénea da área ardida em ocorrências com diferentes tipos de causa apurada, pelo 

espaço, não sendo possível identificar qualquer padrão. 

 

 
Figura 4-15 – Mapa da Área Ardida Total por distrito 

 

 
Figura 4-16 - Percentagens de Área Total Ardida por distrito em Ocorrências com Causa Apurada 
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4.2.4 Classificação dos distritos consoante a sua percentagem de 
Área Ardida Total de causas Negligentes e Intencionais 

À semelhança do que foi efetuado para as ocorrências em 4.2.2, atentando apenas nas 

percentagens correspondentes à área ardida com causa Negligente e Intencional (figura 4-17), 

é possível classificar os distritos em 3 categorias: (I) se a percentagem de Área Ardida por 

Ocorrências Intencionais é dominante no distrito; (N) se a percentagem de Área Ardida por 

Ocorrências Negligentes é dominante no distrito; (S) se são semelhantes as percentagens de 

Área Ardida atribuídas a Ocorrências Negligentes e Intencionais são semelhantes (são 

considerados semelhantes valores de Áreas Ardidas Negligentes e Intencionais que apenas 

difiram entre si em até 5%). Temos assim, na categoria I: Braga, Castelo Branco, Leiria, Lisboa, 

Santarém, Viana do Castelo e Viseu; na categoria N: Beja, Bragança, Coimbra, Évora e Setúbal; 

na categoria S: Aveiro, Faro, Guarda, Portalegre, Porto, e Vila Real.  

 

 
Figura 4-17 - Percentagem de Área Ardida por Ocorrências Intencionais vs Negligentes 

Na figura 4-18 obtém-se uma melhor visualização das proximidades e vizinhanças entre 

distritos, podendo comprovar a conclusão retirada em 4.2.3 de que não há indícios de padrões 

de acordo com as regiões do território, sendo que não existe estabilidade no espaço no que à 

área ardida por causas negligentes e intencionais diz respeito. 

Por outro lado, é possível verificar, através da comparação dos mapas da classificação 

dos distritos de acordo com o tipo de causa predominante pelo número de ocorrências e pela 

área ardida, figura 4-12 e 4-18, respetivamente, que alguns distritos são classificados de forma 

distinta (metade). Sendo que, na classificação por tipo de causa com base na área ardida (figura 

4-18), observa-se uma maior região ocupada por distritos da categoria I e S do que na 

classificação por tipo de causa de ocorrências. Em sentido inverso verifica-se uma diminuição 

do número de distritos da categoria N de 11 para 5. Isto significa que, embora as ocorrências 

no país sejam maioritariamente devidas a causas negligentes, quando se analisa a área ardida 
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percebe-se que as causas intencionais assumem um maior protagonismo. Ora, se ocorrem menos 

incêndios em quantidade com causas Intencionais, mas ainda assim, estes incêndios 

representam a maioria da área ardida, pode concluir-se que os incêndios de origem intencional 

são bastante mais destruidores do que os incêndios de origem negligente. 

 

Figura 4-18 - Classificação dos distritos de acordo com o tipo de causa predominante (pela Área Ardida)  

Na tabela 4-3, estão listados os 7 distritos da categoria I, ordenados consoante as suas 

percentagens de ocorrências de origem intencional. Castelo Branco é o distrito do país que mais 

arde, em percentagem, devido a ocorrências intencionais (74,9%), seguido do distrito de Viseu 

com 74,6%. Na figura 4-19, encontra-se representada graficamente a dispersão da Área Ardida 

em percentagem devido a causas intencionais pelo país, revelando uma tendência para valores 

mais elevados no norte e centro do país, que são precisamente as regiões onde, como foi 

constatado em 4.2.2, ocorrem mais incêndios com este tipo de causa. 

 
Tabela 4-3 - Ranking de distritos com maior percentagem de Área Ardida por Causas Intencionais - 

distritos (categoria I) 

Distrito %AA Intencional 
Castelo Branco 74,9 
Viseu 74,6 
Lisboa 70,0 
Santarém 57,4 
Braga 54,9 
Leiria 52,8 
Viana do Castelo 37,4 

 

Int. (I) 

 
Neg. (N) 

 
I≈N (S) 
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Figura 4-19 - Mapa de percentagens de Área Ardida por Ocorrências com Causa Intencional por distrito 

Observando a tabela dos 5 distritos da categoria N (tabela 4-4), surge Beja, isolada em 

primeiro lugar, como o distrito onde mais área arde devido a causas Negligentes (69,0%). A 

figura 4-20, apresenta a dispersão das percentagens áreas ardidas devido a causas negligentes 

pelo país pelo que, os resultados observados também estão coerentes com o observado em 

4.2.2, na figura 4-12, mostrando que é precisamente na região em que mais incêndios deflagram 

por causas negligentes que se encontra a maior percentagem de área ardida devido a estas 

causas, a região sul do país. 

Tabela 4-4 - Ranking de distritos com maior percentagem de Área Ardida por causas Negligentes - 
Distritos (categoria N) 

Distrito %AA Negligente 
Beja 69,0 
Évora 57,0 
Setúbal 45,7 
Bragança 43,5 
Coimbra 35,5 

 
Figura 4-20 - Mapa de percentagens de Área Ardida por Ocorrências com Causa Negligente por distrito 
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4.3 Análise de Correlação entre variáveis 

Com uma correlação muito elevada entre duas variáveis, é possível, e aconselhável, a 

utilização de apenas uma das duas em análises futuras, sob risco de incorrer em análises 

redundantes. Por outro lado, a correlação entre variáveis da mesma categoria ajuda na 

validação e é um bom indicador da pertinência das categorias criadas. 

4.3.1 Tratamento das variáveis a utilizar 

Para a realização das análises de correlação, foi necessário realizar um tratamento das 

variáveis que nestas iriam figurar. Deste modo, dependendo da aproximação da forma do seu 

histograma à da distribuição normal, calculou-se, ora o valor médio, se o seu histograma se 

aproxima da distribuição normal, ora a mediana se, por outro lado, o histograma da variável 

apresenta algum tipo de assimetria evidenciada por uma cauda quer à esquerda, quer à direita.  

Os histogramas apresentados na figura 4-21, representam 3 das 6 variáveis constituintes 

do sistema FW - BUI (à esquerda), DC (à direita) e FWI (em baixo) - e apresentam uma forma 

muito semelhante à da distribuição normal. Neste caso, a medida calculada para utilização na 

análise de correlação foi a média. 
 

 
Figura 4-21 – Histogramas dos valores de BUI (à esquerda), DC (à direita) e FWI (em baixo) 

Por seu turno, os histogramas dos restantes 3 índices do sistema FWI apresentados na 

figura 4-22 – FFMC (à esquerda), DMC (à direita) e ISI (em baixo) – exibem assimetrias em relação 

à distribuição normal. No caso do FFMC observa-se a presença de uma cauda longa à esquerda, 

indicadora de que embora sejam poucos em frequência, esta variável apresenta outliers de 

magnitude muito inferior aos seus restantes valores. Em relação ao histograma dos índices DMC 

e ISI, denotam ambos caudas à direita, revelando que os outliers, neste caso são valores 

superiores aos restantes. 
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Figura 4-22 - Histogramas dos valores de FFMC (à esquerda), DMC (à direita) e ISI (em baixo) 

As restantes variáveis consideradas, presentes na figura 4-23 - DSR (em cima à 

esquerda), Duração (em cima à direita), Tempo de Chegada (em baixo à esquerda) e Área Ardida 

Total (em baixo à direita) – expõe assimetria revelada por caudas à direita. 

 
Figura 4-23 - Histogramas dos valores de DSR (em cima à esquerda), Duração (em cima à direita), Tempo 

de Chegada (em baixo à esquerda) e Área Ardida Total (em baixo à direita)



 

 

 

 

Tabela 4-5 - Análise de Correlação entre variáveis de Meteorologia do Fogo 

 

 
Tabela 4-6 - Análise de Correlação entre variáveis de diferentes categorias 

Media 
FWI

Percentil
_80 FWI

Media 
FFMC

Percentil_
80 FFMC

Mediana 
FFMC

Media 
DSR

Percentil
_80 DSR

Mediana 
DSR

Media 
FFMC

Percentil
_80 

FFMC

Mediana 
FFMC

Media 
BUI

Percentil
_80 BUI

Mediana 
BUI

Media 
DC

Percentil
_80 DC

Mediana 
DC

Media ISI
Percentil
_80 ISI

Mediana 
ISI

Media FWI 1,0 1,0 0,8 0,8 0,8 1,0 1,0 1,0 0,8 0,8 0,8 0,9 0,9 0,9 0,7 0,7 0,7 1,0 1,0 1,0
Percentil_80 FWI 1,0 1,0 0,8 0,8 0,8 1,0 1,0 1,0 0,8 0,8 0,8 0,9 0,9 0,8 0,7 0,7 0,7 1,0 1,0 1,0
Media FFMC 0,8 0,8 1,0 0,9 1,0 0,8 0,8 0,9 1,0 0,9 1,0 0,6 0,6 0,6 0,3 0,3 0,3 0,9 0,8 0,9
Percentil_80 FFMC 0,8 0,8 0,9 1,0 0,9 0,8 0,8 0,8 0,9 1,0 0,9 0,5 0,5 0,5 0,2 0,2 0,2 0,8 0,8 0,9
Mediana FFMC 0,8 0,8 1,0 0,9 1,0 0,8 0,8 0,8 1,0 0,9 1,0 0,5 0,5 0,5 0,2 0,2 0,2 0,8 0,8 0,9
Media_DSR 1,0 1,0 0,8 0,8 0,8 1,0 1,0 1,0 0,8 0,8 0,8 0,9 0,9 0,9 0,7 0,7 0,7 1,0 1,0 1,0
Percentil_80 DSR 1,0 1,0 0,8 0,8 0,8 1,0 1,0 1,0 0,8 0,8 0,8 0,9 0,9 0,8 0,7 0,7 0,6 1,0 1,0 1,0
Mediana DSR 1,0 1,0 0,9 0,8 0,8 1,0 1,0 1,0 0,9 0,8 0,8 0,9 0,9 0,8 0,6 0,7 0,6 1,0 1,0 1,0
Media FFMC 0,8 0,8 1,0 0,9 1,0 0,8 0,8 0,9 1,0 0,9 1,0 0,6 0,6 0,6 0,3 0,3 0,3 0,9 0,8 0,9
Percentil_80 FFMC 0,8 0,8 0,9 1,0 0,9 0,8 0,8 0,8 0,9 1,0 0,9 0,5 0,5 0,5 0,2 0,2 0,2 0,8 0,8 0,9
Mediana FFMC 0,8 0,8 1,0 0,9 1,0 0,8 0,8 0,8 1,0 0,9 1,0 0,5 0,5 0,5 0,2 0,2 0,2 0,8 0,8 0,9
Media BUI 0,9 0,9 0,6 0,5 0,5 0,9 0,9 0,9 0,6 0,5 0,5 1,0 1,0 1,0 0,9 0,9 0,9 0,8 0,8 0,8
Percentil_80 BUI 0,9 0,9 0,6 0,5 0,5 0,9 0,9 0,9 0,6 0,5 0,5 1,0 1,0 1,0 0,9 0,9 0,9 0,8 0,8 0,8
Mediana BUI 0,9 0,8 0,6 0,5 0,5 0,9 0,8 0,8 0,6 0,5 0,5 1,0 1,0 1,0 0,9 0,9 0,9 0,8 0,8 0,8
Media DC 0,7 0,7 0,3 0,2 0,2 0,7 0,7 0,6 0,3 0,2 0,2 0,9 0,9 0,9 1,0 1,0 1,0 0,6 0,6 0,5
Percentil_80 DC 0,7 0,7 0,3 0,2 0,2 0,7 0,7 0,7 0,3 0,2 0,2 0,9 0,9 0,9 1,0 1,0 1,0 0,6 0,6 0,6
Mediana DC 0,7 0,7 0,3 0,2 0,2 0,7 0,6 0,6 0,3 0,2 0,2 0,9 0,9 0,9 1,0 1,0 1,0 0,6 0,6 0,5
Media ISI 1,0 1,0 0,9 0,8 0,8 1,0 1,0 1,0 0,9 0,8 0,8 0,8 0,8 0,8 0,6 0,6 0,6 1,0 1,0 1,0
Percentil_80 ISI 1,0 1,0 0,8 0,8 0,8 1,0 1,0 1,0 0,8 0,8 0,8 0,8 0,8 0,8 0,6 0,6 0,6 1,0 1,0 1,0
Mediana ISI 1,0 1,0 0,9 0,9 0,9 1,0 1,0 1,0 0,9 0,9 0,9 0,8 0,8 0,8 0,5 0,6 0,5 1,0 1,0 1,0

 Ocorrências 
Intencional 

Ocorrências 
Negligente 

Mediana AA 
Negligente 

Mediana AA 
Intencional 

Média FWI 
Mediana 
Duração 
Minutos 

Mediana 
Tempo 

Chegada 
Ocorrências Intencional 1,00 0,70 -0,23 -0,34 -0,47 -0,17 0,02 
Ocorrências Negligente 0,70 1,00 0,02 -0,28 -0,50 -0,02 -0,13 
Mediana AA Negligente -0,23 0,02 1,00 0,42 0,43 0,92 0,60 
Mediana AA Intencional -0,34 -0,28 0,42 1,00 0,18 0,45 0,47 
Média FWI -0,47 -0,50 0,43 0,18 1,00 0,46 0,31 
Mediana Duração Minutos -0,17 -0,02 0,92 0,45 0,46 1,00 0,64 
Mediana Tempo Chegada 0,02 -0,13 0,60 0,47 0,31 0,64 1,00 



 

 

 

 

4.3.2 Resultados da Análise de Correlação 

A correlação entre variáveis foi, nesta fase, utilizada com o objetivo de avaliar o 

quão relacionadas se encontram as variações de valores das variáveis dentro de cada 

categoria. Este método foi particularmente interessante quando aplicado às variáveis da 

categoria Meteorologia do Fogo (tabela 4-5), uma vez que esta é a segunda categoria com 

mais variáveis, tendo sido considerada, com base na revisão de literatura efetuada, uma das 

mais pertinentes a serem utilizadas nas análises Clustering e CART, revelou-se bastante 

oportuna a realização de uma análise da correlação entre as variáveis da categoria para a 

decisão das variáveis que seriam utilizadas. 

Através da observação da tabela 4-5 (acima), é possível concluir que todas estas 

variáveis se encontram fortemente correlacionadas, sendo que em lugar de destaque temos 

a média do FWI que tem 0,7 de valor mínimo de correlação com as restantes variáveis. Esta 

foi, portanto, a variável selecionada para representar a categoria da Meteorologia do Fogo 

na análise Cluster. 

A análise de correlação foi, ainda, utilizada na perspetiva de avaliar a relação entre 

variáveis de diferentes categorias no sentido de tentar perceber algumas possíveis relações 

lineares entre as mesmas. Foram selecionadas variáveis representativas de cada categoria, bem 

como valores de ocorrências negligentes e intencionais e respetivas áreas ardidas (tabela 4-6).  

A análise revelou a existência de algumas correlações esperadas, como a correlação 

positiva entre os valores do tempo de chegada das autoridades ao local e os valores da duração 

dos incêndios e a correlação positiva entre os valores do tempo de chegada e os valores da área 

ardida, tanto por causa intencional como por causa negligente. Mas revelou, também, a 

existência de correlações que não são, de uma forma geral, tão diretamente associáveis, como 

a correlação negativa entre valores de FWI e o número de ocorrências, tanto intencionais como 

negligentes; a correlação positiva entre valores de FWI e valores de área ardida, tanto por 

causa intencional como por causa negligente, em contraste com o verificado em relação ao 

número das ocorrências e a correlação de 0,92 entre a duração e a área ardida negligente em 

oposição à correlação de apenas 0,45 entre a duração e a área ardida intencional. 

4.3.3 Deteção de Simultaneidade 

A simultaneidade foi calculada para cada distrito e um com step de 24h. Portanto, 

foram detetados os incêndios ativos por dia em cada distrito. Um exemplo das tabelas utilizadas 

no cálculo pode ser encontrado no Apêndice C – Tabelas utilizadas de deteção de 

Simultaneidade (página 78). Na tabela 4-7 encontram-se as estatísticas calculadas com base 

nos resultados da simultaneidade. 
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Tabela 4-7 - Estatísticas de Simultaneidade 

Distrito Máximo Mínimo Media Mediana 
Desvio 
Padrão 

Aveiro 75 0 7,85 5 8,94 
Beja 10 0 1,14 1 1,36 
Braga 140 0 12,22 6 17,36 
Bragança 30 0 3,08 2 3,39 
Castelo Branco 21 0 2,92 2 2,85 
Coimbra 31 0 3,22 2 3,49 
Évora 13 0 1,02 1 1,43 
Faro 18 0 1,72 1 1,66 
Guarda 33 0 3,87 3 4,25 
Leiria 25 0 3,56 3 3,52 
Lisboa 60 0 7,44 6 6,51 
Portalegre 14 0 0,97 1 1,34 
Porto 152 0 23,14 14 26,52 
Santarém 46 0 4,24 3 3,94 
Setúbal 29 0 3,04 3 2,68 
Viana do Castelo 52 0 5,93 3 8,13 
Vila real 45 0 6,3 4 7,53 
Viseu 54 0 8,36 5 9,06 

4.4 Análise Clustering 

Das várias análises de Clustering realizadas (Apêndice D – Análises Clustering efetuadas 

D, página 79), destaca-se, por apontar na direção da análise de correlação linear, uma em que 

foram utilizadas as contagens de ocorrências intencionais e negligentes e a média de FWI por 

distrito. Na figura 4-24 podemos observar a validação do método de clustering utilizado. Dois 

dos três índices utilizados como critério de decisão, apontam para a utilização do kmeans 

(Connectivity Index e Dunn Index) e, portanto, este foi selecionado como melhor método para 

os dados em questão. Quanto ao número ótimo de clusters (k), ainda na figura 4-24, é possível 

verificar que os três critérios indicam um número diferente, portanto, recorreu-se ao método 

Gap Statistics (figura 4-25) para clarificar a escolha. 

 
Figura 4-24 – Validação do método da Análise Clustering I 
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Este método indicou que valor ótimo de k a utilizar seria 1, porém, é visível pela figura 

a existência de um elbow» em 6, a partir do qual o erro intra-cluster diminui. O valor 6, foi 

também o sugerido pelo Dunn Index, de modo que, combinando os dois critérios, foi tomada a 

decisão de utilizar k=6. 

 

 
Figura 4-25 - Gap Statistics para decisão do número de clusters a utilizar na Análise I 

Os resultados da análise podem ser encontrados sob a forma numérica na tabela 4-8 e, 

ainda, de forma gráfica na figura 4-26. Nestes resultados, figuram 6 clusters de distritos dentro 

dos quais o algoritmo procurou diminuir a distância intra-cluster, ou seja, agrupar objetos o 

mais semelhantes possível. Na tabela 4-9 encontram-se detalhadas aquelas que, pela análise 

dos valores das variáveis dos distritos dentro de cada cluster, parecem ter sido as regras 

utilizadas na criação dos grupos. 

Tabela 4-8 - Análise Clustering I 

Distritos Intencional Negligente Media FWI Cluster 
Lisboa 140 650 30,8 1 
Setúbal 188 809 31,8 1 
Viana do Castelo 3960 2519 25,7 2 
Viseu 4921 3441 32,6 2 
Porto 1951 4409 27,8 3 
Vila Real 3078 3479 29,7 3 
Beja 332 760 39,1 4 
Castelo Branco 1029 974 41,7 4 
Évora 37 718 44,2 4 
Faro 191 1007 37,5 4 
Portalegre 248 881 40,6 4 
Bragança 847 2069 36,3 5 
Guarda 1166 2854 34,5 5 
Santarém 2534 1753 35,7 5 
Aveiro 1150 1820 24,0 6 
Braga 2463 1441 28,5 6 
Coimbra 1927 1874 28,9 6 
Leiria 1111 1893 29,1 6 
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Esta tabela sugere a existência de uma relação inversamente proporcional entre os 

tipos de ocorrências e o valor do FWI, o que vem apontar na mesma direção da suspeita 

anteriormente levantada pela análise de correlação em 4.3.2. 

 
Tabela 4-9 - Descrição dos clusters da Análise I 

Cluster Descrição 
1 Intencional Baixo, Negligente Baixo, FWI Médio 
2 Intencional Alto, Negligente Alto, FWI Baixo 
3 Intencional Médio, Negligente Alto, FWI Baixo 
4 Intencional Baixo, Negligente Baixo, FWI Alto 
5 Intencional Médio, Negligente Médio, FWI Médio 
6 Intencional Médio, Negligente Médio, FWI Baixo 

 

 
Figura 4-26 - Representação gráfica dos clusters da Análise I 

A partir da figura 4-27, podemos observar exatamente isso, a curva da Média do FWI 

parece ter, regra geral, um comportamento inverso às curvas de Intencionais e Negligentes 

(sendo esta relação mais notória no caso da curva Negligente), confirmando, assim, a relação 

de proporcionalidade inversa. Esta relação aponta para que baixos valores nas variáveis de 

“Meteorologia do Fogo” possam, eventualmente, levar a um relaxamento das medidas de 

prevenção e pré-supressão por parte das autoridades. Isto é, em dias de menor alerta, a 

diminuição de patrulhas, tanto de dissuasão como de prevenção, pode resultar num aumento 

de fogos negligentes e intencionais, respetivamente. 

Um indivíduo com intenções de atear um fogo pode ser dissuadido se vir que nas 

proximidades circulam, em patrulha, veículos das autoridades. Por seu turno, as patrulhas de 

prevenção permitem a deteção e acompanhamento/fiscalização de atividades de risco em 

espaços florestais como queimas para renovações de pastagens, queimadas para eliminação de 

resíduos, fogueiras para lazer/confeção de comida, utilização de maquinaria, entre outras. A 



62 

emissão de alertas de sensibilização para o perigo do uso do fogo em diversas atividades, é uma 

medida que inibe muitos comportamentos de risco e, por conseguinte, previne muitas 

ocorrências acidentais (e outras, classificadas como de origem negligente), ao passo que a 

ausência destes alertas pode resultar no incremento do número de incêndios (nesta classe). 

 

 
Figura 4-27 - Variação da Média FWI com as Ocorrências Intencionais e Negligentes 

A representação dos clusters em forma de mapa (figura 4-28), faz denotar alguns 

agregados geográficos de distritos. Isto é, salvo as exceções, Viana do Castelo, Viseu e 

Santarém, todos os outros distritos parecem ter sido agrupados com pelo menos um dos seus 

distritos vizinhos. 

 

 
Figura 4-28 - Representação Espacial dos Clusters da análise I 
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 Uma outra análise de interesse, serviu-se da utilização de uma variável representativa 

de cada categoria de variáveis existente nos dados (à exceção da categoria «Identificação», 

devido à, por demais evidente, inadequação da mesma), para proceder ao agrupamento dos 

distritos em clusters. A validação do método a utilizar (figura 4-29) indicou, por unanimidade 

dos 3 critérios, que seria o kmeans o algoritmo mais adequado aos dados e sugeriu, ainda, 

também por unanimidade, o valor 2 para o k. 

 

 
Figura 4-29 - Validação do método da Análise Clustering II 

Na tabela 4-10, encontram-se representados, na sua forma numérica, os resultados 

desta análise clustering, podendo, figura 4-30 observar-se a sua representação gráfica. Desta 

feita, o algoritmo dividiu o país em 2 grandes grupos, sendo que, esta separação parece ter 

assentado nas divergências assinaladas no valor do FWI e na mediana do número de ocorrências 

simultâneas no período diário (tabela 4-11). Sendo que, o número de ocorrências intencionais 

e negligentes, parece, embora mais timidamente, evidenciar, também, diferenças entre os 

dois conjuntos. Já os valores da área ardida, duração e tempo de chegada das autoridades ao 

local, parecem não ter tido grande efeito na divisão efetuada. 

 
Tabela 4-10 - Análise Clustering II 

Distritos Intencional Negligente 
Media 
FWI 

Mediana 
Área 
Total 

Mediana 
Duração 

Mediana 
Tempo 
Chegada 

Mediana 
Simultaneidade 

Cluster 

AVEIRO 1150 1824 24,06 0,02 68 540 5 1 
BRAGA 2492 1442 28,58 0,1 80 660 6 1 
COIMBRA 1924 1881 28,98 0,02 67 480 2 1 
LEIRIA 1115 1942 29,1 0,02 68 540 3 1 
LISBOA 141 651 30,7 0,02 75 720 6 1 
PORTO 1956 4452 27,86 0,05 72 420 14 1 
SANTAREM 2544 1769 35,64 0,039 75 540 3 1 
SETUBAL 185 810 31,75 0,015 69 480 3 1 
VIANA DO CASTELO 3996 2565 25,83 0,08 77 540 3 1 
VILA REAL 3106 3520 29,73 0,2 85 720 4 1 
VISEU 4968 3508 32,66 0,05 73 720 5 1 
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Distritos Intencional Negligente 
Media 
FWI 

Mediana 
Área 
Total 

Mediana 
Duração 

Mediana 
Tempo 
Chegada 

Mediana 
Simultaneidade 

Cluster 

BEJA 329 759 38,9 0,239 89 840 1 2 
BRAGANCA 847 2094 36,2 0,5 106 720 2 2 
CASTELO BRANCO 1034 985 41,6 0,043 75 600 2 2 
EVORA 37 716 44,09 0,05 85 600 1 2 
FARO 187 1009 37,44 0,019 77 540 1 2 
GUARDA 1177 2926 34,36 0,5 89 660 3 2 
PORTALEGRE 249 886 40,47 0,062 82 600 1 2 

 
Tabela 4-11 - Descrição dos clusters da Análise II 

 

 
Cluster Descrição 
1 Intencional Alto, Negligente Alto, FWI Baixo, Simultaneidade Alta 
2 Intencional Baixo, Negligente Baixo, FWI Alto, Simultaneidade Baixa 

 

 
Figura 4-30 - Representação gráfica dos clusters da Análise II 

A representação em mapa dos clusters produzidos na análise (figura 4-31) mostra que 

o cluster 1 engloba toda a região sul do país, contendo, ainda, metade dos distritos no centro 

e norte. Sendo, o cluster 2, constituído pelos restantes distritos da região centro e norte. 

Comparando a região ocupada no mapa pelo cluster 1 à região definida na figura 4-12 pelos 

distritos da categoria N, observam-se bastantes semelhanças, porém, verifica-se que estas não 

coincidem totalmente. Isto deve-se ao facto de o Clustering estar a considerar outras variáveis 

além do tipo de causa e vem comprovar, que, tal como referido na tabela 4-11, estas variáveis 

também influenciaram formação dos clusters. 
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Figura 4-31 - Representação Gráfica dos Clusters da análise II 

4.5 CART 

A realização da análise CART, neste trabalho, teve como principal objetivo obter 

informações sobre quais as variáveis do dataset que efetivamente podem servir para 

explicar/prever a ocorrência de incêndios negligentes e intencionais. 

4.5.1 Estudos das classes 

Com vista à sua utilização na análise CART, foram criadas classes para todas as variáveis 

de Meteorologia do Fogo, bem como para a área ardida total e para a duração dos incêndios. 

A criação destas classes envolveu um estudo prévio da distribuição de frequências de 

cada variável (tabela 4-12), tendo este sido levado a cabo através da realização e análise de 

histogramas. Sendo que grande parte destes parâmetros apresentam uma distribuição de 

frequências muito desequilibrada (apresentam uma grande frequência absoluta para classes 

muito baixas de valores). 

 
 Tabela 4-12 – Classes das variáveis para análise CART 

Área Total (ha) FWI DSR BUI FFMC DC DMC ISI Duração 
{0} [0 – 8,5[ [0 – 5[ [0 – 50[ [0 – 40[ [0 – 250[ [0 – 20[ [0 – 5[ [0m – 45m[ 
]0 – 1[ [8,5 – 17,2[ [5 – 10[ [50 – 100[ [40 – 60[ [250 – 500[ [20 – 40[ [5 – 10[ [45m – 90m[ 
[1 – 10[ [17,2 – 24,6[ [10 – 15[ [100 – 150[ [60 – 80[ [500 – 700[ [40 – 60[ [10 – 15[ [90m – 3h[ 
[10 – 100[ [24,6 – 38,3[ [15 – 20[ [150 – 200[ [80 – 90[ [700 – 900[ [60 – 80[ [15 – 20[ [3h – 6h[ 
[100 – 1000[ [38,3 – 50,1[ [20 – 40[ [200 – 300[ [90 – 101[ [900 – 1200[ [80 – 100[ [20 - +oo[ [6h – 12h[ 
[1000 – 2000[ [50,1 – 64[ [40 – 70[ [300 – 500[ - [1200 - +oo[ [100 – 200[ - [12h – 24h[ 
[2000 – 10 000[ [64 – 110] [70 - +oo] [500 - +oo] - - [200 - +oo] - [1d – 1,5d[ 
[10 000 - +oo[ - - - - - - - [1,5d – 3d[ 
- - - - - - - - [3d – 7d[ 
- - - - - - - - [7d – 14d[ 
- - - - - - - - [14d - +oo[ 
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Nestes casos, foi necessário proceder à análise de histogramas por partes. Nesse 

sentido, procedeu-se à restrição dos valores dos limites de cada classe, repartindo o espetro 

total de valores em vários histogramas. 

No caso das classes de FWI, foi considerada uma escala já existente e amplamente 

utilizada por entidades como o IPMA e o ICNF. A escala considerada apresenta 7 níveis e vai 

desde o «Risco Baixo» para valores entre 0 e 8,5 ao «Risco Extremo» para valores superiores a 

64. Este estudo conduziu à criação das classes presentes na tabela seguinte. 

4.5.2 Resultados da Análise CART 

Neste estudo, a variável dependente selecionada, ao longo de toda a análise foi uma 

variável que indica se o tipo de causa de um incendio é intencional, negligente ou outro 

(variável “Int_ou_Neg”, tabela 3-4). Sendo que as variáveis independentes foram selecionadas 

das categorias “Área Ardida”, “Meteorologia do Fogo”, “Temporal”, “Localização” e 

“Intervenção” tendo sido dada preferência à utilização de variáveis categóricas. Foram apenas 

utilizados dados a partir de 2010, ano a partir do qual foi evidenciada estabilidade no tempo 

das causas em estudo.  

Antes de iniciar cada iteração da análise, é necessário selecionar o cp adequado, para 

que este, como método de pruning, impeça que a árvore sofra fenómenos de overfitting. Na 

figura 4-32, encontra-se o gráfico utilizado na definição do valor de cp a utilizar na 1ª iteração 

da análise. Através desde gráfico, é possível observar que o cross-val error apresenta o seu 

valor mais baixo para um cp próximo de 0,0008. Foi, então, este o valor utilizado. Consultando 

a tabela 4-13, verifica-se que nesta iteração, foram fornecidas ao algoritmo todas as variáveis 

consideradas para a análise (que na tabela estão sinalizadas com um «x»). Tendo como 

dependente a variável que identifica o tipo de causa (sinalizada com um «#»).  

 

 
Figura 4-32 – Gráfico utilizado na decisão do valor de cp a utilizar na 1ª iteração da análise 
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Os dados são então divididos, em forma de árvore, pelo algoritmo. Posteriormente, o 

algoritmo indica quais foram as variáveis que efetivamente utilizou para efetuar essa divisão 

(estas variáveis podem ser consultadas na tabela 4-13 sombreadas a amarelo), bem como 

aquela que mais importância teve no processo (na tabela 4-13 sombreada a verde).  

A figura 4-33 apresenta o valor percentual da importância atribuída pelo algoritmo a 

cada uma das variáveis utilizadas. No caso da 1ª iteração, a variável que teve mais importância 

na construção da árvore foi a indicativa do distrito, com um valor de importância de 51% (muito 

superior à segunda mais importante, com apenas 9%), seguida das quatro variáveis da categoria 

«Área Ardida» consideradas (figura 4-33). A análise prossegue, com a divisão dos dados em 70% 

para dados de treino e 30% para dados de teste, o algoritmo efetua o treino da árvore 

recorrendo aos dados de treino e termina com uma previsão sobre os dados de teste, usando 

cross-validation. Pode verificar-se que o acerto na previsão da 1ª iteração foi de 60,46% (tabela 

4-13). No início da iteração seguinte, é retirada da análise a variável à qual foi atribuído o 

maior valor de importância na iteração anterior e são repetidos os procedimentos. 

 

 
Figura 4-33 – Importância atribuída a cada variável utilizada na 1ª iteração 

Na tabela 4-13 estão listadas todas as 8 iterações que constituem a análise CART efetuada 

(todos os gráficos utilizados para a definição do cp e as importâncias atribuídas às variáveis 

utilizadas nas restantes iterações podem ser encontrados no Apêndice E – Validação das iterações 

da análise CART, página 80). 

Analisando os resultados das iterações seguintes, constata-se que, a seguir à variável 

indicativa de distrito, as mais importantes foram todas as variáveis da categoria «Área Ardida», 

seguidas da variável da categoria «Temporal» indicativa de duração. 

Da 1ª para a 2ª iteração, quando retirada a variável de distrito, ocorre uma diminuição na 

precisão da previsão de 60,46% para 52,67%. A precisão mantém-se por volta dos mesmos valores 

nas seguintes iterações, sendo que diminui (pouco) sempre que são retiradas variáveis da categoria 

«Área Ardida». Posteriormente, na iteração 7, quando se volta a considerar a variável de distrito, 

observa-se uma nova subida na precisão e quando, na iteração 8, se retira as restantes 5 variáveis 

mais importantes da análise, obtém-se uma precisão (56,34%) superior àquelas que tinham sido 

obtidas considerando as 5 variáveis mais importantes à exceção do distrito (52,67%). Ora, estas 

variações dão conta da importância que o distrito tem no momento de procurar explicar o 

comportamento dos incêndios de causas intencionais e negligentes. 

 



 

 

 

 

Tabela 4-13 – Tabela de resultados da análise CART 

                  Variável mais Importante  

                  Variável Dependente # 
                  Variáveis Fornecidas X 

ID 61 4 24 25 26 27 29 53 64 65 66 44 67 68 69 70 71 Variáveis Utilizadas  

Iteração 
Int ou 
Neg 

Distrito 
Classes 

Duração 
Area 
Pov 

Area 
Mato 

Area 
Agric 

Cls. Area 
Ardida 

Tempo 
Chegada 

Mês 
Alerta 

Dia Semana 
Alerta 

Classes 
DSR 

Classes 
FWI 

Classes 
FFMC 

Classes 
BUI 

Classes 
DC 

Classes 
DMC 

Classes 
ISI 

Precisão da Previsão 
(70% treino) 

cp 

1 # X X X X X X X X X X X X X X X X 0,6046009 0,0008 

2 #  X X X X X X X X X X X X X X X 0,5267262 0,0012 

3 #  X X X X  X X X X X X X X X X 0,5267262 0,0012 

4 #  X X  X  X X X X X X X X X X 0,5224727 0,0020 

5 #  X   X  X X X X X X X X X X 0,5171204 0,0040 

6 #  X     X X X X X X X X X X 0,5156316 0,0004 

7 # X  X X X X           0,5996739 0,0004 

8 # X      X X X X X X X X X X 0,5634482 0,0010 

 

Esta reflexão, vai de encontro à conclusão retirada aquando da análise espacial, na qual, é observada uma heterogeneidade no espaço das causas 

deste tipo, ou seja, a localização é um fator importante para explicar o tipo de incêndio ocorrido. Desta forma, este resultado sugere que as políticas de 

gestão de incêndios devem sempre ser ajustadas às necessidades particulares do território em questão e podem divergir daquelas que são adequadas a 

territórios vizinhos. Não há, portanto, evidências de que a proximidade geográfica entre dois distritos seja garantia de semelhantes necessidades de 

gestão de incêndios. 

 



 

 

 

 

  

Conclusões 

Com base na análise temporal realizada e na evidência de estabilidade no tempo dos 

tipos de causa dos incêndios no período analisado de 2010 a 2018, pode, com alguma certeza, 

concluir-se que os planos de prevenção comunitária e pré-supressão traçados nos anos 

transatos podem continuar validos no momento de traçar planos para o ano seguinte. Isto 

significa que uma vez que se consiga desenvolver de forma robusta a gestão das ignições de 

origem humana e as políticas associadas, essas boas práticas possam permanecer válidas nos 

anos seguintes, constituindo um forte incentivo ao investimento nesta área — todo o 

investimento efetuado se repercute nos anos seguintes. Pelo contrário, a instabilidade global 

das causas no espaço sugere que estas políticas e planos de gestão, devem ser 

contextualizadas de acordo com o território-alvo. 

Quanto aos resultados do Clustering, pode concluir-se sobre a aparente influência do 

FWI no número de ocorrências de origem negligente e intencional em Portugal Continental. A 

relação observada sugere que as previsões, a curto prazo, de baixos valores das variáveis de 

Meteorologia do Fogo não devem, por si só, constituir fatores justificativos da diminuição da 

periodicidade de patrulhas de dissuasão e da vigilância (prevenção comunitária) por parte das 

autoridades — admitindo que estas têm um importante papel na redução das ignições 

intencionais e negligentes — devendo as suas rotas ser definidas com base na análise do registo 

histórico dos incêndios da região e realizadas de forma a que a presença dos agentes se faça 

notar e seja, ao mesmo tempo, imprevisível. Estas análises podem também ser realizadas para 

planear os locais onde investir em campanhas de consciencialização (prevenção comunitária) 

— racionalizando este investimento; e, no caso das regiões onde se acumulam ignições de 

origem negligente, considerar a instalação de torres de vigia. 

Por outro lado, um FWI baixo não deve, tão pouco, ser um fator suficiente para 

parar ou reduzir a emissão de alertas de sensibilização (por exemplo, SMS, painéis na 

autoestrada, campanhas na comunicação social, entre outros) para o perigo do uso do fogo 

sem autorização nas mais diversas atividades, mas principalmente em queimas e queimadas 

— as principais causas (negligentes) dos incêndios em Portugal — uma vez que na origem da 

relação inversa entre o número de ignições negligentes e os valores de FWI, pode estar a 

procura por parte dos indivíduos que levam a cabo estas atividades ilegais, de dias 
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teoricamente menos perigosos, nos quais acreditam ilusoriamente conseguir controlar o 

fogo, o que muitas vezes não se verifica. Em relação às ignições intencionais, a comparação 

dos mapas de classificação dos distritos de acordo com o tipo de causa predominante, seja 

pelo número de ocorrências, seja pela área ardida, revelou que quando a origem é 

intencional, a área ardida é maior. Isto é, apesar de a maioria das ignições ser de origem 

negligente (na classificação pelo número de ocorrências, a maioria dos distritos são de 

categoria N), são os fogos de origem intencional que resultam em maior área ardida (na 

classificação por área ardida, a categoria I é a mais prevalente. Esta assimetria permite 

conjeturar a existência de algum planeamento e racionalidade sobre as condições e a 

localização dos pontos de início, nas ocorrências com causa intencional, aparentemente 

escolhidas com o objetivo de causar o maior dano possível. 

Do resultado da análise Clustering realizada com uma variável (representando cada 

uma das categorias disponíveis) decorre a convicção de que os distritos agrupados no seio 

de um cluster, por partilharem as mesmas características, tem possivelmente necessidades 

semelhantes no que à mitigação de ignições intencionais e negligentes diz respeito, 

podendo, as estratégias de prevenção e pré-supressão face a incêndios com este tipo de 

causa ser, de certa forma, alinhadas entre esses distritos — independentemente da sua 

proximidade geográfica. 

No que diz respeito à análise CART, a melhor previsão obtida foi de 60%. Estes 

resultados sugerem que as variáveis utilizadas parecem não conseguir explicar, pelo menos não 

com uma precisão (accuracy) elevada o suficiente, a ocorrência de incêndios com este tipo de 

causas. Esta incapacidade pode estar relacionada com a ausência de indicadores demográficos 

na análise, como por exemplo, a densidade populacional ou até a “Carta de Uso e Ocupação do 

Solo de Portugal”. A importância conferida ao distrito no momento da divisão dos dados 

(refletida na arvore de classificação), aponta na mesma direção que a análise espacial, 

realçando a importância da contextualização no território do desenho e definição de políticas 

de gestão de ignições. Pelo que não deve ser formulada uma só solução para todo o país, mas 

sim várias soluções adaptadas às diferentes necessidades evidenciadas a nível local. 

De notar que, em relação à base de dados, deve ser assegurada consistência nos critérios 

que presidem à introdução dos dados referentes a cada incêndio, uma vez que tal pode alavancar 

não só a qualidade dos trabalhos de análise futuros como o leque de possibilidades. 

Finalmente, cabe assinalar que a investigação das causas dos incêndios é uma 

atividade extremamente importante no Pós-evento e, apesar de se verificar uma melhoria 

significativa na percentagem de incêndios investigados nos últimos anos (75%, entre 2010 e 

2018 em oposição a apenas 19% investigados entre 2001 e 2009), esta atividade deve continuar 

a ser alvo de investimento pois, no período analisado, apenas cerca de metade (48%) tiveram 

efetivamente causa apurada — principalmente tendo em conta que o conjunto de ocorrências 

investigadas não é definido com base numa amostra aleatória. 
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Trabalho Futuro 

A metodologia utilizada, nomeadamente na análise da estabilidade das causas no tempo 

e no espaço, na análise Clustering e na análise CART, pode ser replicada para cada um dos 

distritos e NUTS III — considerando os municípios que integram. 

Dos resultados da análise CART, fica a convicção de que as variáveis utilizadas não 

explicam na sua totalidade o comportamento de incêndios com causas intencionais e 

negligentes. Nesse sentido, a replicação da metodologia aqui utilizada, com recurso a um mais 

alargado espetro de variáveis pode conduzir a melhores resultados. Da mesma forma, os 

resultados do Clustering, também poderiam beneficiar deste alargamento do tipo de variáveis. 

Pode ser de valor a utilização de variáveis como: estratégias de sensibilização para o 

uso do fogo adotadas a nível distrital, informação sobre o número de penas aplicadas por 

pirotecnia ou uso indevido de fogo, engenhos explosivos, fogo de artifício no distrito, 

informações sobre o uso e ocupação do solo no distrito, distância ao impermeabilizado e 

densidade populacional e outras variáveis demográficas. 

 
  



72 

Referências   

Alboukadel Kassambara [aut, cre], Fabian Mundt [aut]. 2019. “Extract and Visualize the Results 
of Multivariate Data Analyses.” http://www.sthda.com/english/rpkgs/factoextra. 

ANEPC. 2019. “Autoridade Nacional de Emergência e Proteção Civil > QUEM SOMOS.” 2019. 
http://www.prociv.pt/pt-pt/PROTECAOCIVIL/ANPC/QUEMSOMOS/Paginas/default.aspx. 

ANP/WWF. 2018. “O Barril de Pólvora Do Noroeste.” Lisboa. 
https://d2ouvy59p0dg6k.cloudfront.net/downloads/relatorio_anpwwf___o_barril_de_po
lvora_do_noroeste_2018.pdf. 

Bruce, Peter, and Andrew Bruce. 2017. Practical Statistics for Data Scientists: 50 Essential 
Concepts. Edited by Shannon Cutt, Kristen Brown, and Rachel Monaghan. Boston: “ 
O’Reilly Media, Inc.” 

Campbell, Doug. 1995. The Campbell Prediction System: A Wildland Fire Prediction and 
Communication System. Edited by Bruce Schubert. Wildland Fire Specialists: Ojai, CA. 
Fourth Edi. Self-Published. 

Castro, Carlos Ferreira de, Gouveia Serra, José Parola, José Reis, Luciano Lourenço, and Sérgio 
Correia. 2003. Combate a Incêndios Florestais. Escola Nacional de Bombeiros. Vol. 13. 
Sintra. 

Comissão Técnica Independente, CTI. 2017. “Análise e Apuramento Dos Factos Relativos Aos Incêndios 
Que Ocorreram Em Pedrogão Grande, Castanheira Da Pera, Ansião, Alvaiázere, Figueiró Dos 
Vinhos, Arganil, Góis, Penela, Pampilhosa Da Serra, Oleiros e Sertã, Entre 17 e 24 de Junho de 
2017.” Lisboa. https://www.parlamento.pt/Documents/2017/Outubro/RelatórioCTI_VF .pdf. 

———. 2018. “Avaliação Dos Incêndios Ocorridos Entre 14 e 16 de Outubro de 2017 Em Portugal 
Continental.” Lisboa. www.parlamento.pt/Documents/2018/Marco/RelatorioCTI190318N.pdf. 

Dietterich, Tom. 1995. “Overfitting and Undercomputing in Machine Learning.” ACM Computing 
Surveys (CSUR) 27 (3): 326–27. https://dl.acm.org/doi/pdf/10.1145/212094.212114. 

Estatística, Instituto Nacional de. 2015. NUTS 2013 : As Novas Unidades Territoriais Para Fins 
Estatísticos. Edited by I.P. Instituto Nacional de Estatística. Lisboa. 
https://www.compete2020.gov.pt/admin/images/NUTS2013_(1).pdf. 

———. 2019. “Anuário Estatístico de Portugal: 2018.” Lisboa. 
https://www.ine.pt/xurl/pub/381689773. 

Ganteaume, Anne, Andrea Camia, Marielle Jappiot, Jesus San-Miguel-Ayanz, Marlène Long-
Fournel, and Corinne Lampin. 2013. “A Review of the Main Driving Factors of Forest Fire 
Ignition over Europe.” Environmental Management 51 (3): 651–62. 

Groot, William J De. 1998. “Interpreting the Canadian Forest Fire Weather Index (FWI) System.” 
In Proc. of the Fourth Central Region Fire Weather Committee Scientific and Technical 
Seminar. 

Han, Jiawei, Jian Pei, and Micheline Kamber. 2012. Data Mining: Concepts and Techniques. 
Third. Waltham, Mass: Morgan Kaufmann Publishers. http://www.amazon.de/Data-
Mining-Concepts-Techniques-Management/dp/0123814790. 

Hartigan, John A, and Manchek A Wong. 1979. “Algorithm AS 136: A k-Means Clustering 
Algorithm.” Journal of the Royal Statistical Society. Series C (Applied Statistics) 28 (1): 
100–108. 

Hermans, Rodolfo. 2008. “Diagrams Illustrating Negative and Positive Skew. (Created with 
Inkscape, an Open Source Software, and Based on the Previous PNG Version 
En:File:Skew.Png with the Text Removed.).” En.Wikipedia. 2008. 
https://commons.wikimedia.org/wiki/File:Negative_and_positive_skew_diagrams_(Engli
sh).svg. 

 



73 

ICNF. 2014. “Relatório de Causas de Incêndios 2003-2013,” 1–31. 
http://www2.icnf.pt/portal/florestas/dfci/Resource/doc/causas-incendios/Relatorio-
Causas-incendios-2003-2013.pdf/view. 

IPMA. 2019a. “Índice de Risco de Incêndio (FWI).” 2019. 
https://www.ipma.pt/pt/enciclopedia/otempo/risco.incendio/index.html. 

———. 2019b. “Metodologia de Cálculo Do Índice de Risco de Incêndio Florestal (RCM).” Lisboa. 
https://www.ipma.pt/export/sites/ipma/bin/docs/relatorios/meteorologia/nt-rcm.pdf. 

James, Gareth, Daniela Witten, Trevor Hastie, and Robert Tibshirani. 2013. An Introduction to 
Statistical Learning. Edited by G. Casella, S. Fienberg, and I. Olkin. Vol. 112. New York: 
Springer. https://doi.org/10.1007/978-1-4614-7138-7. 

Jesus, SAN-MIGUEL-AYANZ, DURRANT Tracy, BOCA Roberto, LIBERTA’ Giorgio, BRANCO Alfredo, 
DE RIGO Daniele, FERRARI Davide, et al. 2019. Forest Fires in Europe, Middle East and 
North Africa 2018. Luxembourg: Publications Office of the European Union. 
https://ec.europa.eu/jrc/en/publication/forest-fires-europe-middle-east-and-north-
africa-2018. 

Jin, Xin, and Jiawei Han. 2010. “Partitional Clustering.” In Encyclopedia of Machine Learning, 
edited by Claude Sammut and Geoffrey I Webb, 766. Boston, MA: Springer US. 
https://doi.org/10.1007/978-0-387-30164-8_631. 

Johnson, Stephen C. 1967. “Hierarchical Clustering Schemes.” Psychometrika 32 (3): 241–54. 
https://doi.org/10.1007/BF02289588. 

Kassambara, Alboukadel. 2018. “Cluster Validation Essentials.” Datanovia. 2018. 
https://www.datanovia.com/en/lessons/choosing-the-best-clustering-algorithms/. 

Kohavi, Ron. 1995. “A Study of Cross-Validation and Bootstrap for Accuracy Estimation and 
Model Selection.” In Ijcai, 14:1137–45. Stanford: Montreal, Canada. 

Kulma, Kasia. 2018. “Cluster Validation In Unsupervised Machine Learning.” 
https://kkulma.github.io/2017-05-10-cluster-validation-in-unsupervised-machine-
learning/. 

Lourenço, Luciano, Sofia Fernandes, António Bento-Gonçalves, Ana Castro, Adélia Nunes, and 
António Vieira. 2012. “Causas de Incêndios Florestais Em Portugal Continental. Análise 
Estatística Da Investigação Efetuada No Último Quindénio (1996 a 2010).” Cadernos de 
Geografia, no. 30–31: 61–80. 

MacQueen, James. 1967. “Some Methods for Classification and Analysis of Multivariate 
Observations.” In Proceedings of the Fifth Berkeley Symposium on Mathematical Statistics 
and Probability, 1:281–97. Oakland, CA, USA. 

Madhulatha, T Soni. 2012. “An Overview on Clustering Methods.” ArXiv Preprint 
ArXiv:1205.1117 2(4): 719–25. 

Martell, David L. 2001. “Forest Fire Management.” Forest Fires, January, 527–83. 
https://doi.org/10.1016/B978-012386660-8/50017-9. 

Meira Castro, Ana C, Adélia Nunes, António Sousa, and Luciano Lourenço. 2020. “Mapping the 
Causes of Forest Fires in Portugal by Clustering Analysis.” Geosciences 10 (2): 53. 
https://www.mdpi.com/2076-3263/10/2/53. 

Milborrow, Stephen. 2019. “Plot ‘rpart’ Models: An Enhanced Version of ‘Plot.Rpart.’” 
http://www.milbo.org/rpart-plot/. 

NRC, Natural Resources Canada. 2019. “Wildland Fires, Insects, and Disturbances.” Wildland 
Fires, Insects, and Disturbances. 2019. https://www.nrcan.gc.ca/our-natural-
resources/forests-forestry/wildland-fires-insects-disturban/forest-fires/13143. 

Pacheco, Abílio P. 2011. “Simulation Analysis of a Wildland Fire Suppression System.” Faculdade 
de Engenharia da Universidade do Porto. 

———. 2017. “Flexible Design of Forest Fire Management Systems.” Faculdade de Engenharia da 
Universidade do Porto. 



74 

Pacheco, Abílio P, João Claro, and Tiago Oliveira. 2012. “Rekindle Dynamics: Validating the 
Pressure on Wildland Fire Suppression Resources and Implications for Fire Management in 
Portugal.” WIT Transactions on Ecology and the Environment 158: 225–36. 

———. 2013. “Simulation Analysis of the Impact of Ignitions, Rekindles, and False Alarms on 
Forest Fire Suppression.” Canadian Journal of Forest Research 44 (1): 45–55. 
https://doi.org/10.1139/cjfr-2013-0257. 

Parente, J, M G Pereira, M Amraoui, and Fantina Tedim. 2018. “Negligent and Intentional Fires 
in Portugal: Spatial Distribution Characterization.” Science of the Total Environment 624: 
424–37. 

Pereira, José Miguel Cardoso. 2018. “Incêndios Em Portugal: Mitos e Factos - 1o Andamento, 1 
de Outubro de 2018, 6’30’’, RDP Antena 2.” Portugal: Antena 2 Ciência. 
https://www.rtp.pt/play/p783/e367024/antena2-ciencia. 

Pereira, Mário G, Liliana Caramelo, Carmen Vega Orozco, Ricardo Costa, and Marj Tonini. 2015. 
“Space-Time Clustering Analysis Performance of an Aggregated Dataset: The Case of 
Wildfires in Portugal.” Environmental Modelling & Software 72: 239–49. 

Portuguesa, República. 2018. “Decreto-Lei n.o 12/2018.” Diário Da República n.o 34/2018, Série 
I de 2018-02-16. https://data.dre.pt/eli/dec-lei/12/2018/02/16/p/dre/pt/html . 

———. 2019. “PLANO NACIONAL DE GESTÃO INTEGRADA DE FOGOS RURAIS.” 2019. 
https://www.consultalex.gov.pt/ConsultaPublica_Detail.aspx?Consulta_Id=117. 

Presidência do Conselho de Ministros. 2006. “Resolução Do Conselho de Ministros n.o 65/2006.” 
Diário Da República n.o 102/2006, Série I-B de 2006-05-26, 3511–59. 
https://data.dre.pt/eli/resolconsmin/65/2006/05/26/p/dre/pt/html. 

———. 2017a. “Resolução Do Conselho de Ministros n.o 157-A/2017.” Diário Da República n.o 
208/2017, 1o Suplemento, Série I de 2017-10-27, 5818-(2) a 5818-(5). 
https://data.dre.pt/eli/resolconsmin/157-a/2017/10/27/p/dre/pt/html. 

———. 2017b. “Resolução Do Conselho de Ministros n.o 159/2017.” Diário Da República n.o 
209/2017, Série I de 2017-10-30, 5820–22. 
https://data.dre.pt/eli/resolconsmin/159/2017/10/30/p/dre/pt/html. 

———. 2019. “Resolução Do Conselho de Ministros n.o 12/2019.” Diário Da República n.o 
14/2019, Série I de 2019-01-21, 378–79. 
https://data.dre.pt/eli/resolconsmin/12/2019/01/21/p/dre/pt/html. 

Ramos, Paulo Cezar Mendes. 1995. “Sistema Nacional de Prevenção e Combate Aos Incêndios 
Florestais.” Fórum Nacional Sobre Incêndios Florestais 1: 29–38. 

Rao, Venky. 2013. “Introduction to Classification & Regression Trees (CART).” 2013. 
https://www.datasciencecentral.com/profiles/blogs/introduction-to-classification-
regression-trees-cart. 

Ribeiro, Maria Inês Monteiro. 2014. “Prevenção e Deteção de Incêndios Florestais: Análise 
Holística e Sistemas Tecnológicos.” Faculdade de Engeharia da Universidade do Porto. 

Rosenberg, Tommy. 1999. “Statistics for Fire Prevention in Sweden.” Fire Safety Journal 33 
(4): 283–94. 

Safi, Youssef, and A Bouroumi. 2013. “Prediction of Forest Fires Using Artificial Neural 
Networks.” Applied Mathematical Sciences 7 (January): 271–86. 
https://doi.org/10.12988/ams.2013.13025. 

San-Miguel-Ayanz, J, and Andrea Camia. 2010. “Forest Fires, in Mapping the Impacts of Natural 
Hazards and Technological Accidents in Europe: An Overview of the Last Decade.” EEA 
Technical Report N13/2010, January, 47–53. 

Sanderson, Mark. 2010. “Christopher D. Manning, Prabhakar Raghavan, Hinrich Schütze, 
Introduction to Information Retrieval, Cambridge University Press. 2008. ISBN-13 978-0-
521-86571-5, Xxi 482 Pages.” Natural Language Engineering 16 (1): 100–103. 
https://doi.org/10.1017/S1351324909005129. 

Sasirekha, K, and P Baby. 2013. “Agglomerative Hierarchical Clustering Algorithm-A.” 



75 

International Journal of Scientific and Research Publications 83 (3): 83. 
http://citeseerx.ist.psu.edu/viewdoc/download?doi=10.1.1.300.1033&rep=rep1&type=p
df. 

Silva, Álvaro Pimpão. 2013. “Operational Forest Fire Risk Products@ IPMA.” 
https://www.researchgate.net/publication/303898477_Operational_forest_fire_risk_pro
ducts_IPMA. 

Silva, João António Lourenço da. 2019. “Sizing of Forest Fire Initial Attack Suppression Crews.” 
Faculdade de Engenharia da Universidade do Porto. 

Stojanova, Daniela, Panče Panov, Andrej Kobler, S Dzeroski, and K Taskova. 2006. “Learning to 
Predict Forest Fires with Different Data Mining Techniques.” In Conference on Data Mining 
and Data Warehouses (SiKDD 2006), Ljubljana, Slovenia, 255–58. 

Taylor, Steve W, Douglas G Woolford, C B Dean, and David L Martell. 2013. “Wildfire Prediction 
to Inform Management: Statistical Science Challenges.” Statistical Science, 586–615. 

Team, R Core. 2013. “R: A Language and Environment for Statistical Computing.” 
https://www.r-project.org/. 

Terry Therneau [aut], Beth Atkinson [aut, cre], Brian Ripley [trl]. 2019. “Rpart: Recursive 
Partitioning and Regression Trees.” https://cran.r-
project.org/web/packages/rpart/index.html. 

Theodoridis, Sergios, and Konstantinos Koutroumbas. 2003. “Feature Selection.” Pattern 
Recognition 5: 261–322. 

Tibshirani, Robert, Guenther Walther, and Trevor Hastie. 2001. “Estimating the Number of 
Clusters in a Data Set via the Gap Statistic.” Journal of the Royal Statistical Society: 
Series B (Statistical Methodology) 63 (2): 411–23. 

Torres, Carlos Guilherme Moreira Neto. 2019. “Design Flexível de Uma Rede de Comandos 
Regionais de Operações de Socorro.” Faculdade de Engenharia da Universidade do Porto. 

Verde, João Carlos. 2008. “Avaliação Da Perigosidade de Incêndio Florestal” 1. 
https://core.ac.uk/download/pdf/12420871.pdf. 

Wotton, B Mike. 2009. “Interpreting and Using Outputs from the Canadian Forest Fire Danger 
Rating System in Research Applications.” Environmental and Ecological Statistics 16 (2): 
107–31. 

 

 
  



76 

Apêndices 

Apêndice A – Lista de Variáveis 

 
Figura A-1 – Lista de variáveis, com descrição e especificação do seu tipo 

  

AreaPov Área Ardida Área Ardida Povoações quantitativa contínua
AreaMato Área Ardida Área Ardida Mato quantitativa contínua
AreaAgric Área Ardida Área Ardida Agrícola quantitativa contínua
AreaTotal Área Ardida Área Ardida Total quantitativa contínua
clsAreaTotal Área Ardida classe de Área Ardida Total categórica ordinal
Causa Causalidade Código de 3 dígitos da Causa qualitativa nominal
Descricao Causalidade Descrição da atividade que levou ao Incêndio qualitativa nominal
TipoCausa Causalidade Tipo de Causa categórica nominal
ClassificacaoRelatorio Causalidade Classificação da Causa qualitativa nominal
Int_ou_Neg Causalidade Diz se Incêndio é de causa Intencional (1) Negligente (2) ou Outra (3) qualitativa nominal
Int Causalidade Diz se Incêndio é de causa Intencional (1) ou Outra (0) qualitativa nominal
Neg Causalidade Diz se Incêncdio é de causa Negligente (1) ou Outra (0) qualitativa nominal
Codigo SGIF Identificção Código identificador do incêndio qualitativa nominal
AI Intervenção Ataque inicial suficiente (AI) Ataque extendido (AE) qualitativa nominal
Data1Intervencao Intervenção Data da 1ª Intervenção quantitativa contínua
Hora1Intervencao Intervenção Hora da 1ª Intervenção quantitativa contínua
dh1Intervencao Intervenção Soma de data e hora da 1ª Intervenção quantitativa contínua
FonteAlerta Intervenção Fonte de Alerta para o Incêndio qualitativa nominal
Tempo_chegada Intervenção Tempo entre Alerta e 1ªIntervenção quantitativa contínua
Distrito Localização Distrito onde ocorreu o Incêndio categórica nominal
Concelho Localização Concelho onde ocorreu o Incêndio categórica nominal
Freguesia Localização Freguesia onde ocorreu o Incêndio categórica nominal
Local Localização Local onde ocorreu o Incêndio qualitativa nominal
X_ETRS89 Localização Coordenada X do local onde ocorreu o Incêndio qualitativa nominal
Y_ETRS89 Localização Coordenada Y do local onde ocorreu o Incêndio qualitativa nominal
X_CoordMilitar Localização Coordenada Militar X do local onde ocorreu o Incêndio qualitativa nominal
Y_CoordMilitar Localização Coordenada Militar Y do local onde ocorreu o Incêndio qualitativa nominal
Lat_GMS Localização Latitude do local onde ocorreu o Incêndio qualitativa nominal
Lon_GMS Localização Longitude do local onde ocorreu o Incêndio qualitativa nominal
Lat_Decimal Localização Latitude Decimal do local onde ocorreu o Incêndio qualitativa nominal
Lon_Decimal Localização Longitude Decimal do local onde ocorreu o Incêndio qualitativa nominal
DSR Meteorologia do Fogo Índice que traduz a severidade meteorológica diária local quantitativa contínua
Classes DSR Meteorologia do Fogo Classes de DSR categórica
FWI Meteorologia do Fogo Índice de risco de Incêndio quantitativa contínua
clsFWI Meteorologia do Fogo Classe de FWI categórica
FFMC Meteorologia do Fogo Índice de humidade dos combustíveis finos a profundidades baixas (1-2 cm) quantitativa contínua
Classes FFMC Meteorologia do Fogo Classes de FFMC categórica
DMC Meteorologia do Fogo Índice de camada de matéria orgânica de média profundidade (5-10 cm) quantitativa contínua
Classes DMC Meteorologia do Fogo Classes de DMC categórica
DC Meteorologia do Fogo Índice de combustível em camadas compactas a uma profundidade elevada (10-20 cm) quantitativa contínua
Classes DC Meteorologia do Fogo Classes de DC categórica
ISI Meteorologia do Fogo Índice que fornece indicações sobre a taxa de propagação inicial do fogo quantitativa contínua
Classes ISI Meteorologia do Fogo Classes de ISI categórica
BUI Meteorologia do Fogo Índice de combustível disponível para combustão para Incêndio em andamento quantitativa contínua
Classes BUI Meteorologia do Fogo Classes de BUI categórica
Ano Temporais Ano da Ocorrência categórica
DataAlerta Temporais Data de Alerta da Ocorrência quantitativa contínua
HoraAlerta Temporais Hora de Alerta da Ocorrência quantitativa contínua
dhAlerta Temporais Soma de Data e Hora de Alerta em segundos quantitativa contínua
ydDataAlerta Temporais Dia do Ano em que ocorreu a Ocorrência quantitativa contínua
Data1Intervencao Temporais Data em que ocorreu a 1ª Intervenção quantitativa contínua
Hora1Intervencao Temporais Hora a que ocorreu a 1ª Intervenção quantitativa contínua
dh1Intervencao Temporais Soma da Data e Hora da 1ª Intervenção em segundos quantitativa contínua
DataExtincao Temporais Data de Extinção da Ocorrência quantitativa contínua
HoraExtincao Temporais Hora de Extinção da Ocorrência quantitativa contínua
dhExtincao Temporais Soma de Data e Hora da Extinção em segundos quantitativa contínua
DuracaoHoras Temporais Duração, em horas, da Ocorrência (fornecido) quantitativa contínua
durHoras Temporais Duração, em horas, da Ocorrência (calculado) quantitativa contínua
durMinutos Temporais Duração, em minutos, da Ocorrência quantitativa contínua
durDias Temporais Duração, em dias, da Ocorrência quantitativa contínua
clsDurDias Temporais classe de Duração, em dias, da Ocorrência categórica
HoraAlerta_segundos Temporais Hora de Alerta em segundos quantitativa contínua
HoraExtincao_segundos Temporais Hora de Extinção em Segundos quantitativa contínua
Data_Hora_Alerta_segundos Temporais Soma de Data e Hora de Alerta em segundos quantitativa contínua
Data_Hora_Extincao_segundos Temporais Soma de Data e Hora da Extinção em segundos quantitativa contínua
Data_Hora_Alerta_simultaneidade Temporais Data e Hora Alerta no formato para ser usada a Simultaneidade quantitativa contínua
Data_Hora_Extincao_simultaneidade Temporais Data e Hora Extinção no formato para ser usada a Simultaneidade quantitativa contínua
Mes_Alerta Temporais Mês em que se deu Alerta do Incêndio quantitativa discreta
Dia_Semana_Alerta Temporais Dia da Semana em que se deu Alerta do Incêndio quantitativa discreta

Tipo de variávelTipo de variávelVariável Categoria Descrição 
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Apêndice B – Tabelas de Dados Absolutos 

Tabela B-1 – Número de ocorrências totais por distrito, por tipo de causa 

Distrito 
Não 

Investigados 
Desconhecida Intencional Natural Negligente Reacendimento Total 

Aveiro 11 166 7756 1150 12 1824 2822 24 730 
Beja 1445 1051 329 34 759 28 3646 
Braga 25 660 3487 2492 16 1442 1984 35 081 
Bragança 4716 843 847 126 2094 573 9199 
Castelo 
Branco 

3341 2513 1034 128 985 212 8213 

Coimbra 2856 1722 1924 85 1881 691 9159 
Évora 1401 1218 37 30 716 53 3455 
Faro 2597 1193 187 11 1009 53 5050 
Guarda 5334 1141 1177 190 2926 617 11 385 
Leiria 3353 3301 1115 28 1942 826 10 565 
Lisboa 18 288 7205 141 4 651 244 26 533 
Portalegre 1031 889 249 110 886 27 3192 
Porto 54784 5405 1956 6 4452 3718 70 321 
Santarém 6607 1609 2544 41 1769 520 13 090 
Setúbal 7983 2237 185 8 810 70 11 293 
Viana do 
Castelo 

7381 249 3996 15 2565 3434 17 640 

Vila Real 9048 619 3106 113 3520 2161 18 567 
Viseu 8773 3121 4968 155 3508 3132 23 657 
Total 17 5764 45 559 27 437 1112 33 739 21 165 304 776 

 

 
Tabela B-2 – Número de ocorrências por ano, por tipo de causa  

Ano 
Não 

Investigados 
Desconhecida Intencional Natural Negligente Reacendimento Total 

2001 20 689 186 406 37 322 1068 22 708 
2002 21 110 208 370 9 348 1544 23 589 
2003 20 686 203 376 74 396 1011 22 746 
2004 18 735 257 321 6 295 991 20 605 
2005 25 681 287 507 3 259 1764 28 501 
2006 15 388 1586 338 74 454 227 18 067 
2007 6627 2586 928 52 1554 218 11 965 
2008 5511 3021 1202 27 1736 231 11 728 
2009 10 227 2974 2516 119 2749 890 19 475 
2010 7700 5856 2567 107 2904 2618 21 752 
2011 6481 4651 2683 40 4256 2801 20 912 
2012 3495 3448 2374 47 2879 1249 13 492 
2013 4305 4374 3547 84 4382 2309 19 001 
2014 684 2033 1198 35 1747 180 5877 
2015 2250 3437 2351 74 2789 1076 11 977 
2016 2704 4020 2339 73 3027 1340 13 503 
2017 2339 4176 2424 122 2254 1202 12 517 
2018 1152 2256 990 129 1388 446 6361 
Total 175 764 45 559 27 437 1112 33 739 21 165 304 776 
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Apêndice C – Tabelas utilizadas de deteção de 
Simultaneidade 

Tabela C-3 - Exemplo de Resultado (truncado) da deteção de Simultaneidade 

 AVEIRO BEJA BRAGA BRAGANCA 
CASTELO 
BRANCO COIMBRA EVORA 

2001-06-15 0 0 0 0 0 0 0 

2001-06-16 0 0 0 1 2 1 0 

2001-06-17 10 1 7 5 0 9 0 

2001-06-18 8 2 24 8 3 12 0 

2001-06-19 12 0 22 5 2 10 0 

2001-06-20 19 1 26 6 8 7 0 

2001-06-21 11 1 21 4 2 5 0 

2001-06-22 7 0 20 6 5 3 0 

2001-06-23 14 2 18 5 2 5 0 

2001-06-24 21 1 25 4 2 1 1 

2001-06-25 5 1 13 6 5 4 0 

2001-06-26 13 1 16 4 2 4 0 

2001-06-27 7 2 21 1 0 1 0 

2001-06-28 8 0 25 5 2 5 0 

2001-06-29 11 0 12 3 2 2 1 

2001-06-30 9 0 27 11 5 11 0 

2001-10-01 0 1 0 0 1 0 0 

2001-10-02 0 0 0 3 0 1 0 

2001-10-03 0 0 0 1 1 1 0 

2001-10-04 0 1 0 3 5 0 0 

2001-10-05 0 1 0 0 0 0 0 

2001-10-06 0 0 0 0 0 0 0 

2001-10-07 0 0 0 2 0 0 0 

2001-10-08 0 0 0 0 0 0 0 

2001-10-09 0 0 0 0 0 0 0 

2001-10-10 0 0 0 3 1 0 0 

2001-10-11 2 2 2 4 2 0 0 

2001-10-12 0 0 0 0 0 0 0 

2001-10-13 0 0 0 0 0 1 0 

2001-10-14 0 0 0 1 0 0 0 

Maximo 44 5 109 30 16 14 4 

Minimo 0 0 0 0 0 0 0 

Media 7,81147541 0,66393443 18,7459016 7,36065574 3,02459016 3,7295082 0,29508197 
Desvio 
Padrao 8,97593842 0,92361718 24,8305202 6,81886733 2,65187635 3,4927005 0,67650688 

Mediana 5 0 8 5 2 3 0 

VaR 95 23,95 2 78,4 21,9 7 11 1 

VaR 5 0 0 0 0 0 0 0 

CvaR 95 32,2857143 2,38888889 89,8571429 25,1428571 8,46153846 12 1,38461538 

        
 



 

 

 

 

Apêndice D – Análises Clustering efetuadas 

Tabela D-4 – Análises Clustering efetuadas 

Número 
de 
Clusters 
(k) 

Método 
Clustering 

Número 
ocorrências 
Negligentes 

Número 
ocorrências 
Intencionais 

Distrito 

Média 
Área 
Ardida 
Total  

Média Área 
Ardida 
Negligente 

Média Área 
Ardida 
Intencional  

FWI 
Percentil 
80 

FWI 
Média 

DSR 
Mediana 

FFMC 
Mediana 

Duração 
Minutos 
Mediana 

Tempo 
chegada 

Simultaneidade 

5 k-means X X X X          

5 k-means X X X    X       

6 k-means X X X     X      

4 pam X X X     X      
5 k-means X X X      X     

6 k-means X X X       X    

6 k-means X X X        X   

6 k-means X X X X    X      
5 k-means X X X     X   X X  
6 k-means X X X X    X   X X  
4 k-means X X X X    X   X X X 
4 k-means   X  X X  X      

4 pam   X  X X  X      
4 k-means   X  X X   X     
4 pam   X  X X   X     
5 k-means   X  X X    X    
4 hierárquico   X  X X     X   
6 k-means   X  X X    X X   
6 k-means   X  X X  X   X X  
5 k-means   X  X X  X   X X  
2 k-means X X X     X   X X X 

 



 

 

 

 

Apêndice E – Validação das iterações da análise CART 

Apêndice E-1 – Validação da Iteração II da análise CART 
 

 
Figura E-2 - Gráfico utilizado na decisão do valor de cp a utilizar na iteração II da análise 

 
Figura E-3 - Importância atribuída às variáveis na iteração II da análise 

 

Apêndice E-2 – Validação da Iteração III da análise CART 

 
Figura E-4 - Gráfico utilizado na decisão do valor de cp a utilizar na iteração III da análise 

 
Figura E-5 - Importância atribuída às variáveis na iteração III da análise 
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Apêndice E-3 – Validação da Iteração IV da análise CART 
 

 
Figura E-6 - Gráfico utilizado na decisão do valor de cp a utilizar na iteração IV da análise 

 

 
Figura E-7 - Importância atribuída às variáveis na iteração IV da análise 

 

Apêndice E-4 – Validação da Iteração V da análise CART 
 

 
Figura E-8 - Gráfico utilizado na decisão do valor de cp a utilizar na iteração V da análise 

 

 
Figura E-9 - Importância atribuída às variáveis na iteração V da análise 
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Apêndice E-5 – Validação da Iteração VI da análise CART 

 
Figura E-10 - Gráfico utilizado na decisão do valor de cp a utilizar na iteração VI da análise 

 

 
Figura E-11 - Importância atribuída às variáveis na iteração VI da análise 

 

 

Apêndice E-6 – Validação da Iteração VII da análise CART 
 

 
Figura E-12 - Gráfico utilizado na decisão do valor de cp a utilizar na iteração VII da análise 

 

 
Figura E-13 - Importância atribuída às variáveis na iteração VII da análise 
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Apêndice E-7 – Validação da Iteração VIII da análise CART 
 

 
Figura E-14 - Gráfico utilizado na decisão do valor de cp a utilizar na iteração VIII da análise 

 

 
Figura E-15 - Importância atribuída às variáveis na iteração VIII da análise 



 

 

 

 

Apêndice F – Código R  

Apêndice F-1 – Código de Pré-Processamento 
#Sys.setenv(JAVA_HOME='F:\\Program Files\\Java\\jre1.8.0_221') 
#library(rJava) 
 
 
library(dplyr) 
library(gtools) 
library(xlsx) 
library(openxlsx) 
library(plyr) 
library(readxl) 
library(lubridate) 
library(data.table) 
 
setwd("F:/Ambiente de trabalho/Codigo Limpo")  
 
 
acentos <- function(x) iconv(x,from= "UTF-8", to = "ASCII//TRANSLIT") # função 
para retirar acentos e cedilhas 
 
imputar <- function(y) { #funcao para imputar data e hora de extincao a 
entradas com as mesmas invalidas 
   
  x<-IncendiosRurais$AreaTotal[y] 
   
  if(x==0){ 
    z<-IncendiosRurais$DataAlerta[y]+IncendiosRurais$HoraAlerta[y]+0.0368 # 
Data extincao final (dia mais hora) 
  } 
   
  if(x>0 && x<=1){ 
    z<-IncendiosRurais$DataAlerta[y]+IncendiosRurais$HoraAlerta[y]+0.0569 # 
Data extincao final (dia mais hora) 
  } 
   
  if(x>1 && x<=10){ 
    z<-IncendiosRurais$DataAlerta[y]+IncendiosRurais$HoraAlerta[y]+0.1465 # 
Data extincao final (dia mais hora) 
  } 
   
  if(x>10 && x<=100){ 
    z<-IncendiosRurais$DataAlerta[y]+IncendiosRurais$HoraAlerta[y]+0.3180 # 
Data extincao final (dia mais hora) 
  } 
   
  if(x>100 && x<=1000){ 
    z<-IncendiosRurais$DataAlerta[y]+IncendiosRurais$HoraAlerta[y]+0.8420 # 
Data extincao final (dia mais hora) 
  }  
   
  if(x>1000 && x<=2000){ 
    z<-IncendiosRurais$DataAlerta[y]+IncendiosRurais$HoraAlerta[y]+1.5489 # 
Data extincao final (dia mais hora) 
  } 
   
  if(x>2000 && x<=10000){ 
    z<-IncendiosRurais$DataAlerta[y]+IncendiosRurais$HoraAlerta[y]+3.8881 # 
Data extincao final (dia mais hora) 
  } 
   
  if(x>10000 && x<=30000){ 
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    z<-IncendiosRurais$DataAlerta[y]+IncendiosRurais$HoraAlerta[y]+5.9375 # 
Data extincao final (dia mais hora) 
  } 
  return(z) 
} 
 
#----------------------------------------------------------------- < 
IMPORTACAO > -----------------------------------------------------------------
---- 
 
#IncendiosRurais <- read_excel("20191129_IncendiosRurais_2001-
2018.xlsx",guess_max = 50000) 
 
IncendiosRurais<-readRDS("Lista_Backup_SMerge.rds") 
 
Icnf_TipoCausa <- readRDS("icnf_TipoCausa.rds") 
 
colnames(Icnf_TipoCausa) <- c("Causa", "Descricao", "TipoCausa", 
"ClassificacaoRelatorio") 
 
colnames(IncendiosRurais) <- c("Ano", "Codigo SGIF", "Distrito",
 "Concelho", "Freguesia", "Local", "DTCCFR", "DataAlerta",
 "HoraAlerta", "Data1Intervencao", "Hora1Intervencao", "DataExtincao",
 "HoraExtincao", "DuracaoHoras", "AreaPov", "AreaMato",
 "AreaAgric", "AreaTotal", "APS", "FonteAlerta", "Causa",
 "X_ETRS89", "Y_ETRS89", "X_CoordMilitar", "Y_CoordMilitar",
 "Lat_GMS", "Lon_GMS", "Lat_Decimal", "Lon_Decimal",
 "DSR", "FWI", "FFMC", "DMC", "DC", "ISI", "BUI") 
 
IncendiosRurais <- merge(IncendiosRurais, Icnf_TipoCausa, by = c("Causa"), 
all.x = TRUE) 
 
 
IncendiosRurais[, c(9,11,13)] <- sapply(IncendiosRurais[, c(9,11,13)], 
as.Date) 
 
IncendiosRurais[, c(9,11,13)] <- IncendiosRurais[,c(9,11,13) ] + 25569 
 
 
#as.POSIXct((42919*86400), origin="1899-12-30", tz="GMT")       #Formula para 
obtenção das Datas 
 
 
linhas <- as.numeric(nrow(IncendiosRurais))  
 
acentos <- function(x) iconv(x,from= "UTF-8", to = "ASCII//TRANSLIT") # função 
para retirar acentos e cedilhas 
 
for(i in 1:linhas) 
{ 
  IncendiosRurais$Distrito[i] <- acentos(IncendiosRurais$Distrito[i]) #retirar 
acentos e cedilhas dos nosmes dos distritos 
  IncendiosRurais$Concelho[i] <- acentos(IncendiosRurais$Concelho[i]) #retirar 
acentos e cedilhas dos nosmes dos concelhos 
  IncendiosRurais$Freguesia[i] <- acentos(IncendiosRurais$Freguesia[i]) 
#retirar acentos e cedilhas dos nosmes das freguesias 
   
  IncendiosRurais$Distrito[i] <- toupper(IncendiosRurais$Distrito[i]) #nomes 
dos distritos todos em maiusculas 
  IncendiosRurais$Concelho[i] <- toupper(IncendiosRurais$Concelho[i]) #nomes 
dos concelhos todos em maiusculas 
  IncendiosRurais$Freguesia[i] <- toupper(IncendiosRurais$Freguesia[i]) #nomes 
dos freguesias todos em maiusculas 
   
  if(IncendiosRurais$Concelho[i]=="FREIXO ESPADA A CINTA"){    #correcao dos 
dois erros de escrita na base de dados 
    IncendiosRurais$Concelho[i]<-"FREIXO DE ESPADA A CINTA" 
  } 
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  if(IncendiosRurais$Concelho[i]=="SOBRAL MONTE AGRACO"){      #correcao dos 
dois erros de escrita na base de dados 
    IncendiosRurais$Concelho[i]<-"SOBRAL DE MONTE AGRACO" 
  } 
   
  if(!is.na(IncendiosRurais$DataAlerta[i]) && 
!is.na(IncendiosRurais$HoraAlerta[i]) && 
!is.na(IncendiosRurais$DataExtincao[i]) && 
!is.na(IncendiosRurais$HoraExtincao[i])) 
  { 
    if( (((IncendiosRurais$DataExtincao[i]+IncendiosRurais$HoraExtincao[i]) - 
(IncendiosRurais$DataAlerta[i]+IncendiosRurais$HoraAlerta[i])) < 0) || 
(((IncendiosRurais$DataExtincao[i]+IncendiosRurais$HoraExtincao[i]) - 
(IncendiosRurais$DataAlerta[i]+IncendiosRurais$HoraAlerta[i])) > 26)) 
    { 
      IncendiosRurais$DataExtincao[i] <- NA 
      IncendiosRurais$HoraExtincao[i] <- NA 
    } 
     
  } 
} 
 
 
#---------------------------------------------------------------- Fatorizar 
variáveis 
 
#Fatorização de variáveis para que o programa considere cada um dos 
distritos/anos da Lista importada como variaveis categoricas, sem as repetir. 
 
IncendiosRurais$Distrito<-as.factor(IncendiosRurais$Distrito)       
Distritos<-levels(IncendiosRurais$Distrito) 
 
IncendiosRurais$Ano<-as.factor(IncendiosRurais$Ano) 
Anos<-levels(IncendiosRurais$Ano) 
 
IncendiosRurais$Concelho<-as.factor(IncendiosRurais$Concelho) 
Concelhos<-levels(IncendiosRurais$Concelho) 
 
#---------------------------------------------------------------- Fatorizar 
variáveis <FIM> 
 
 
#---------------------------------------------------------------- Criação de 
Classes  
 
##### criação de variaveis vazias 
#IncendiosRurais <- readRDS("icnf_2001_19.rds") 
 
# vars, por grupos consecutivos 
#-g2 
IncendiosRurais$dhAlerta <- NA 
IncendiosRurais$ydDataAlerta <- NA 
#-g1 
IncendiosRurais$dh1Intervencao <- NA 
#-g1 
IncendiosRurais$dhExtincao <- NA 
#-g5 
IncendiosRurais$durHoras <- NA 
IncendiosRurais$durMinutos <- NA 
IncendiosRurais$AI <- NA 
IncendiosRurais$durDias <- NA 
IncendiosRurais$clsDurDias <- NA 
#-g1 
IncendiosRurais$clsAreaTotal <- NA 
#-g1 
IncendiosRurais$clsFWI <- NA 
IncendiosRurais$clsDSR <- NA 
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IncendiosRurais$clsFFMC <- NA 
IncendiosRurais$clsBUI <- NA 
IncendiosRurais$clsDC <- NA 
IncendiosRurais$clsDMC <- NA 
IncendiosRurais$clsISI <- NA 
 
# reordenação das novas variaveis (vazias) 
#-g2 
# which(colnames(IncendiosRurais)=="HoraAlerta") 
x <- grep("^HoraAlerta$", colnames(IncendiosRurais)) 
y <- grep("^dhAlerta$", colnames(IncendiosRurais)) 
z <- grep("^ydDataAlerta$", colnames(IncendiosRurais)) 
IncendiosRurais = IncendiosRurais[ ,c(1:x, c(y, z), (x+1):(y-1), 
(z+1):ncol(IncendiosRurais))] 
rm(z) 
 
#-g1 
x <- grep("^Hora1Intervencao$", colnames(IncendiosRurais)) 
y <- grep("^dh1Intervencao$", colnames(IncendiosRurais)) 
IncendiosRurais = IncendiosRurais[ ,c(1:x, y, (x+1):(y-1), 
(y+1):ncol(IncendiosRurais))] 
 
#-g1 
x <- grep("^HoraExtincao$", colnames(IncendiosRurais)) 
y <- grep("^dhExtincao$", colnames(IncendiosRurais)) 
IncendiosRurais = IncendiosRurais[ ,c(1:x, y, (x+1):(y-1), 
(y+1):ncol(IncendiosRurais))] 
 
#-g5 
x <- grep("^DuracaoHoras$", colnames(IncendiosRurais)) 
y <- grep("^durHoras$", colnames(IncendiosRurais)) 
i <- grep("^durMinutos$", colnames(IncendiosRurais)) 
j <- grep("^AI$", colnames(IncendiosRurais)) 
l <- grep("^durDias$", colnames(IncendiosRurais)) 
z <- grep("^clsDurDias$", colnames(IncendiosRurais)) 
IncendiosRurais = IncendiosRurais[ ,c(1:x, c(y,i,j,l,z), (x+1):(y-1), 
(z+1):ncol(IncendiosRurais))] 
rm(i,j,l,z) 
 
#-g1 
x <- grep("^AreaTotal$", colnames(IncendiosRurais)) 
y <- grep("^clsAreaTotal$", colnames(IncendiosRurais)) 
IncendiosRurais = IncendiosRurais[ ,c(1:x, y, (x+1):(y-1), 
(y+1):ncol(IncendiosRurais))] 
 
#-g1 
x <- grep("^FWI$", colnames(IncendiosRurais)) 
y <- grep("^clsFWI$", colnames(IncendiosRurais)) 
IncendiosRurais = IncendiosRurais[ ,c(1:x, y, (x+1):(ncol(IncendiosRurais)-
1))]       # codigo difrente, por ser a ultima da lista 
# names(IncendiosRurais) 
rm(x,y) 
 
 
#Ordenar as classes  
 
-g1 
a <- grep("^DSR$", colnames(IncendiosRurais)) 
a2 <- grep("^clsDSR$", colnames(IncendiosRurais)) 
b <- grep("^FWI$", colnames(IncendiosRurais)) 
b2 <- grep("^clsFWI$", colnames(IncendiosRurais)) 
c <- grep("^FFMC$", colnames(IncendiosRurais)) 
c2 <- grep("^clsFFMC$", colnames(IncendiosRurais)) 
d <- grep("^DMC$", colnames(IncendiosRurais)) 
d2 <- grep("^clsDMC$", colnames(IncendiosRurais)) 
e <- grep("^DC$", colnames(IncendiosRurais)) 
e2 <- grep("^clsDC$", colnames(IncendiosRurais)) 
f <- grep("^ISI$", colnames(IncendiosRurais)) 
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f2 <- grep("^clsISI$", colnames(IncendiosRurais)) 
g <- grep("^BUI$", colnames(IncendiosRurais)) 
g2 <- grep("^clsBUI$", colnames(IncendiosRurais)) 
 
IncendiosRurais = IncendiosRurais[ ,c(1:a, c(a2,b2,c2,d2,e2,f2,g2), 
(g2+1):(ncol(IncendiosRurais)-1))]       # codigo difrente, por ser a ultima 
da lista 
 names(IncendiosRurais) 
rm(x,y) 
 
 
 
##### Aribuição de valores às novas Vars 
 
# recuperação da data hora 
IncendiosRurais$dhAlerta <- IncendiosRurais$DataAlerta 
+as.numeric(IncendiosRurais$HoraAlerta)+ 2209075200 
IncendiosRurais$dh1Intervencao <- IncendiosRurais$Data1Intervencao 
+as.numeric(IncendiosRurais$Hora1Intervencao)+2209075200 
IncendiosRurais$dhExtincao <- IncendiosRurais$DataExtincao 
+as.numeric(IncendiosRurais$HoraExtincao)+2209075200 
 
# dia do ano 
IncendiosRurais$ydDataAlerta <- 
yday(as.POSIXct(((IncendiosRurais$DataAlerta)*86400), origin="1899-12-30", 
tz="GMT")) #day of the year 
 
# Duração em Minutos, Dias e Horas 
# Horas 
IncendiosRurais$durHoras <- as.numeric(IncendiosRurais$dhExtincao -
IncendiosRurais$dhAlerta)/60/60 
# Minutos 
IncendiosRurais$durMinutos <- as.numeric(IncendiosRurais$dhExtincao -
IncendiosRurais$dhAlerta)/60 
# Dias 
IncendiosRurais$durDias <- as.numeric(IncendiosRurais$dhExtincao -
IncendiosRurais$dhAlerta)/60/60*0.0416666667 
 
# AI, controlado durante o ataque inicial 
IncendiosRurais$AI <- ifelse(IncendiosRurais$durMinutos > 110,1,0)  # se mais 
de 110min, codifica com 1 (foi para Ataque Extendido), senão 0 (controlado 
durante o AI) 
IncendiosRurais$AI <- factor(IncendiosRurais$AI) 
levels(IncendiosRurais$AI)[1] <- 'AI' 
levels(IncendiosRurais$AI)[2] <- 'AE' 
#levels(IncendiosRurais$AI) 
 
 
 
# 3 funções Classe para a Area Ardida total --------------------------- 
# Classe Area Ardida total 
# classes 
# IncendiosRurais$clsAreaTotal <- NA 
IncendiosRurais$clsAreaTotal[IncendiosRurais$AreaTotal==0] <- 1 
IncendiosRurais$clsAreaTotal[0<IncendiosRurais$AreaTotal & 
IncendiosRurais$AreaTotal<1] <- 2 
IncendiosRurais$clsAreaTotal[1<=IncendiosRurais$AreaTotal & 
IncendiosRurais$AreaTotal<10] <- 3 
IncendiosRurais$clsAreaTotal[10<=IncendiosRurais$AreaTotal & 
IncendiosRurais$AreaTotal<100] <- 4 
IncendiosRurais$clsAreaTotal[100<=IncendiosRurais$AreaTotal & 
IncendiosRurais$AreaTotal<1000] <- 5 
IncendiosRurais$clsAreaTotal[1000<=IncendiosRurais$AreaTotal & 
IncendiosRurais$AreaTotal<2000] <- 6 
IncendiosRurais$clsAreaTotal[2000<=IncendiosRurais$AreaTotal & 
IncendiosRurais$AreaTotal<10000] <- 7 
IncendiosRurais$clsAreaTotal[IncendiosRurais$AreaTotal>=10000] <- 8 
# Levels (nome) 
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IncendiosRurais$clsAreaTotal <- factor(IncendiosRurais$clsAreaTotal) 
levels(IncendiosRurais$clsAreaTotal)[1] <- '{0}' 
levels(IncendiosRurais$clsAreaTotal)[2] <- ']0-1[' 
levels(IncendiosRurais$clsAreaTotal)[3] <- '[1-10[' 
levels(IncendiosRurais$clsAreaTotal)[4] <- '[10-100[' 
levels(IncendiosRurais$clsAreaTotal)[5] <- '[100-1000[' 
levels(IncendiosRurais$clsAreaTotal)[6] <- '[1000-2000[' 
levels(IncendiosRurais$clsAreaTotal)[7] <- '[2000-10.000[' 
levels(IncendiosRurais$clsAreaTotal)[8] <- '[10.000-oo[' 
table(IncendiosRurais$Ano,IncendiosRurais$clsAreaTotal) 
 
 
# Classe FWI (clsFWI) --------------------------- 
# Estudo FWI 
a <- grep("^FWI$", colnames(IncendiosRurais)) 
hist(IncendiosRurais$FWI) 
hist(unlist(IncendiosRurais[which(IncendiosRurais$FWI>0 & 
IncendiosRurais$FWI<=100),a])) 
#hist(unlist(IncendiosRurais[which(IncendiosRurais$FWI<0),a])) 
length(which(IncendiosRurais$FWI<0)) 
table(IncendiosRurais$Ano,IncendiosRurais$FWI<0, useNA="ifany") 
hist(unlist(IncendiosRurais[which(IncendiosRurais$FWI>100),a])) 
length(which(IncendiosRurais$FWI>109)) 
table(IncendiosRurais$Ano,IncendiosRurais$FWI>109, useNA="ifany") 
length(which(IncendiosRurais$FWI>110)) 
table(IncendiosRurais$Ano,IncendiosRurais$FWI>110, useNA="ifany") 
rm(a) 
 
 
 
# valores a ignorar 
df <- IncendiosRurais 
df_table <- subset(df, FWI<0 | FWI>110, select=c(Ano, clsAreaTotal, durDias, 
Distrito, dhAlerta, DSR,FWI,FFMC,DMC,DC,ISI,BUI)) 
df_table 
write.xlsx(df_table, file="valores substituidos.xlsx", sheetName="FWI", 
append=FALSE)    # Write the first data set in a new workbook 
rm(df_table) 
 
# transformar valores negativos FWI e valores exageradamente elevados, em 
missing 
df$FWI <- ifelse(df$FWI < 0, NA ,df$FWI)  # se FWI <0, NA, senão mantêm o 
valor 
df$FWI <- ifelse(df$FWI > 110, NA ,df$FWI)  # se FWI >100, NA, senão mantêm o 
valor 
subset(df, FWI<0 | FWI>110, select=c(Ano, clsAreaTotal, Distrito, dhAlerta, 
DSR,FWI,FFMC,DMC,DC,ISI,BUI)) 
IncendiosRurais <- df 
rm(df) 
# fica por fazer identico tratamento as restantes vars meteo... 
 
# classes 
IncendiosRurais$clsFWI <- NA 
IncendiosRurais$clsFWI[IncendiosRurais$FWI<8.5] <- 1 
IncendiosRurais$clsFWI[8.5<=IncendiosRurais$FWI & IncendiosRurais$FWI<17.2] <- 
2 
IncendiosRurais$clsFWI[17.2<=IncendiosRurais$FWI & IncendiosRurais$FWI<24.6] 
<- 3 
IncendiosRurais$clsFWI[24.6<=IncendiosRurais$FWI & IncendiosRurais$FWI<38.3] 
<- 4 
IncendiosRurais$clsFWI[38.3<=IncendiosRurais$FWI & IncendiosRurais$FWI<50.1] 
<- 5 
IncendiosRurais$clsFWI[50.1<=IncendiosRurais$FWI & IncendiosRurais$FWI<64] <- 
6 
IncendiosRurais$clsFWI[IncendiosRurais$FWI>=64] <- 7 
# Levels (nome) 
IncendiosRurais$clsFWI <- factor(IncendiosRurais$clsFWI) 
levels(IncendiosRurais$clsFWI)[1] <- '[0-8.5[' 
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levels(IncendiosRurais$clsFWI)[2] <- '[8.5-17.2[' 
levels(IncendiosRurais$clsFWI)[3] <- '[17.2-24.6[' 
levels(IncendiosRurais$clsFWI)[4] <- '[24.6-38.3[' 
levels(IncendiosRurais$clsFWI)[5] <- '[38.3-50.1[' 
levels(IncendiosRurais$clsFWI)[6] <- '[50.1-64[' 
levels(IncendiosRurais$clsFWI)[7] <- '[64-110]' 
table(IncendiosRurais$Ano,IncendiosRurais$clsFWI, useNA="ifany") 
 
 
 
 
# Classe DSR (clsDSR) --------------------------- 
# Estudo DSR 
a <- grep("^DSR$", colnames(IncendiosRurais)) 
hist(IncendiosRurais$DSR) 
hist(unlist(IncendiosRurais[which(IncendiosRurais$DSR>0 & 
IncendiosRurais$DSR<=100),a])) 
#hist(unlist(IncendiosRurais[which(IncendiosRurais$DSR<0),a])) 
length(which(IncendiosRurais$DSR<0)) 
table(IncendiosRurais$Ano,IncendiosRurais$DSR<0, useNA="ifany") 
hist(unlist(IncendiosRurais[which(IncendiosRurais$DSR>100),a])) 
length(which(IncendiosRurais$DSR>109)) 
table(IncendiosRurais$Ano,IncendiosRurais$DSR>109, useNA="ifany") 
length(which(IncendiosRurais$DSR>110)) 
table(IncendiosRurais$Ano,IncendiosRurais$DSR>110, useNA="ifany") 
rm(a) 
 
 
 
# valores a ignorar 
df <- IncendiosRurais 
df_table <- subset(df, DSR<0 | DSR>100, select=c(Ano, clsAreaTotal, durDias, 
Distrito, dhAlerta, DSR,FWI,FFMC,DMC,DC,ISI,BUI)) 
df_table 
#write.xlsx(df_table, file="valores substituidos.xlsx", sheetName="DSR", 
append=FALSE)    # Write the first data set in a new workbook 
rm(df_table) 
 
# transformar valores negativos DSR e valores exageradamente elevados, em 
missing 
df$DSR <- ifelse(df$DSR < 0, NA ,df$DSR)  # se DSR <0, NA, senão mantêm o 
valor 
df$DSR <- ifelse(df$DSR > 110, NA ,df$DSR)  # se DSR >100, NA, senão mantêm o 
valor 
subset(df, DSR<0 | DSR>110, select=c(Ano, clsAreaTotal, Distrito, dhAlerta, 
DSR,FWI,FFMC,DMC,DC,ISI,BUI)) 
IncendiosRurais <- df 
rm(df) 
# fica por fazer identico tratamento as restantes vars meteo... 
 
# classes 
IncendiosRurais$clsDSR <- NA 
IncendiosRurais$clsDSR[IncendiosRurais$DSR<5] <- 1 
IncendiosRurais$clsDSR[5<=IncendiosRurais$DSR & IncendiosRurais$DSR<10] <- 2 
IncendiosRurais$clsDSR[10<=IncendiosRurais$DSR & IncendiosRurais$DSR<15] <- 3 
IncendiosRurais$clsDSR[15<=IncendiosRurais$DSR & IncendiosRurais$DSR<20] <- 4 
IncendiosRurais$clsDSR[20<=IncendiosRurais$DSR & IncendiosRurais$DSR<40] <- 5 
IncendiosRurais$clsDSR[40<=IncendiosRurais$DSR & IncendiosRurais$DSR<70] <- 6 
IncendiosRurais$clsDSR[IncendiosRurais$DSR>=70] <- 7 
# Levels (nome) 
IncendiosRurais$clsDSR <- factor(IncendiosRurais$clsDSR) 
levels(IncendiosRurais$clsDSR)[1] <- '[0-5[' 
levels(IncendiosRurais$clsDSR)[2] <- '[5-10[' 
levels(IncendiosRurais$clsDSR)[3] <- '[10-15[' 
levels(IncendiosRurais$clsDSR)[4] <- '[15-20[' 
levels(IncendiosRurais$clsDSR)[5] <- '[20-40[' 
levels(IncendiosRurais$clsDSR)[6] <- '[40-70[' 
levels(IncendiosRurais$clsDSR)[7] <- '[70-+oo]' 
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table(IncendiosRurais$Ano,IncendiosRurais$clsDSR, useNA="ifany") 
 
 
 
# Classe BUI (clsBUI) --------------------------- 
# Estudo BUI 
a <- grep("^BUI$", colnames(IncendiosRurais)) 
hist(IncendiosRurais$BUI) 
hist(unlist(IncendiosRurais[which(IncendiosRurais$BUI>0 & 
IncendiosRurais$BUI<=100),a])) 
#hist(unlist(IncendiosRurais[which(IncendiosRurais$BUI<0),a])) 
length(which(IncendiosRurais$BUI<0)) 
table(IncendiosRurais$Ano,IncendiosRurais$BUI<0, useNA="ifany") 
hist(unlist(IncendiosRurais[which(IncendiosRurais$BUI>100),a])) 
length(which(IncendiosRurais$BUI>200)) 
table(IncendiosRurais$Ano,IncendiosRurais$BUI>200, useNA="ifany") 
length(which(IncendiosRurais$BUI>400)) 
table(IncendiosRurais$Ano,IncendiosRurais$BUI>400, useNA="ifany") 
rm(a) 
 
 
 
# valores a ignorar 
df <- IncendiosRurais 
df_table <- subset(df, BUI<0 | BUI>600, select=c(Ano, clsAreaTotal, durDias, 
Distrito, dhAlerta, DSR,FWI,FFMC,DMC,DC,ISI,BUI)) 
df_table 
#write.xlsx(df_table, file="valores substituidos.xlsx", sheetName="BUI", 
append=FALSE)    # Write the first data set in a new workbook 
rm(df_table) 
 
# transformar valores negativos BUI e valores exageradamente elevados, em 
missing 
df$BUI <- ifelse(df$BUI < 0, NA ,df$BUI)  # se BUI <0, NA, senão mantêm o 
valor 
df$BUI <- ifelse(df$BUI > 1000, NA ,df$BUI)  # se BUI >100, NA, senão mantêm o 
valor 
subset(df, BUI<0 | BUI>110, select=c(Ano, clsAreaTotal, Distrito, dhAlerta, 
DSR,FWI,FFMC,DMC,DC,ISI,BUI)) 
IncendiosRurais <- df 
rm(df) 
# fica por fazer identico tratamento as restantes vars meteo... 
 
# classes 
IncendiosRurais$clsBUI <- NA 
IncendiosRurais$clsBUI[IncendiosRurais$BUI<50] <- 1 
IncendiosRurais$clsBUI[50<=IncendiosRurais$BUI & IncendiosRurais$BUI<100] <- 2 
IncendiosRurais$clsBUI[100<=IncendiosRurais$BUI & IncendiosRurais$BUI<150] <- 
3 
IncendiosRurais$clsBUI[150<=IncendiosRurais$BUI & IncendiosRurais$BUI<200] <- 
4 
IncendiosRurais$clsBUI[200<=IncendiosRurais$BUI & IncendiosRurais$BUI<300] <- 
5 
IncendiosRurais$clsBUI[300<=IncendiosRurais$BUI & IncendiosRurais$BUI<500] <- 
6 
IncendiosRurais$clsBUI[IncendiosRurais$BUI>=500] <- 7 
# Levels (nome) 
IncendiosRurais$clsBUI <- factor(IncendiosRurais$clsBUI) 
levels(IncendiosRurais$clsBUI)[1] <- '[0-50[' 
levels(IncendiosRurais$clsBUI)[2] <- '[50-100[' 
levels(IncendiosRurais$clsBUI)[3] <- '[100-150[' 
levels(IncendiosRurais$clsBUI)[4] <- '[150-200[' 
levels(IncendiosRurais$clsBUI)[5] <- '[200-300[' 
levels(IncendiosRurais$clsBUI)[6] <- '[300-500[' 
levels(IncendiosRurais$clsBUI)[7] <- '[500-+oo]' 
table(IncendiosRurais$Ano,IncendiosRurais$clsBUI, useNA="ifany") 
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# Classe FFMC (clsFFMC) --------------------------- 
# Estudo FFMC 
a <- grep("^FFMC$", colnames(IncendiosRurais)) 
hist(IncendiosRurais$FFMC) 
hist(unlist(IncendiosRurais[which(IncendiosRurais$FFMC>0 & 
IncendiosRurais$FFMC<=100),a])) 
#hist(unlist(IncendiosRurais[which(IncendiosRurais$FFMC<0),a])) 
length(which(IncendiosRurais$FFMC<40)) 
table(IncendiosRurais$Ano,IncendiosRurais$FFMC<0, useNA="ifany") 
hist(unlist(IncendiosRurais[which(IncendiosRurais$FFMC<10),a])) 
length(which(IncendiosRurais$FFMC>200)) 
table(IncendiosRurais$Ano,IncendiosRurais$FFMC>200, useNA="ifany") 
length(which(IncendiosRurais$FFMC>400)) 
table(IncendiosRurais$Ano,IncendiosRurais$FFMC>400, useNA="ifany") 
rm(a) 
 
 
 
# valores a ignorar 
df <- IncendiosRurais 
df_table <- subset(df, FFMC<0 | FFMC>101, select=c(Ano, clsAreaTotal, durDias, 
Distrito, dhAlerta, DSR,FWI,FFMC,DMC,DC,ISI,BUI)) 
df_table 
#write.xlsx(df_table, file="valores substituidos.xlsx", sheetName="FFMC", 
append=FALSE)    # Write the first data set in a new workbook 
rm(df_table) 
 
# transformar valores negativos FFMC e valores exageradamente elevados, em 
missing 
df$FFMC <- ifelse(df$FFMC < 0, NA ,df$FFMC)  # se FFMC <0, NA, senão mantêm o 
valor 
df$FFMC <- ifelse(df$FFMC > 101, NA ,df$FFMC)  # se FFMC >100, NA, senão 
mantêm o valor 
subset(df, FFMC<0 | FFMC>101, select=c(Ano, clsAreaTotal, Distrito, dhAlerta, 
DSR,FWI,FFMC,DMC,DC,ISI,BUI)) 
IncendiosRurais <- df 
rm(df) 
# fica por fazer identico tratamento as restantes vars meteo... 
 
# classes 
IncendiosRurais$clsFFMC <- NA 
IncendiosRurais$clsFFMC[IncendiosRurais$FFMC<40] <- 1 
IncendiosRurais$clsFFMC[40<=IncendiosRurais$FFMC & IncendiosRurais$FFMC<60] <- 
2 
IncendiosRurais$clsFFMC[60<=IncendiosRurais$FFMC & IncendiosRurais$FFMC<80] <- 
3 
IncendiosRurais$clsFFMC[80<=IncendiosRurais$FFMC & IncendiosRurais$FFMC<90] <- 
4 
IncendiosRurais$clsFFMC[90<=IncendiosRurais$FFMC & IncendiosRurais$FFMC<101] 
<- 5 
# Levels (nome) 
IncendiosRurais$clsFFMC <- factor(IncendiosRurais$clsFFMC) 
levels(IncendiosRurais$clsFFMC)[1] <- '[0-40[' 
levels(IncendiosRurais$clsFFMC)[2] <- '[40-60[' 
levels(IncendiosRurais$clsFFMC)[3] <- '[60-80[' 
levels(IncendiosRurais$clsFFMC)[4] <- '[80-90[' 
levels(IncendiosRurais$clsFFMC)[5] <- '[90-101[' 
table(IncendiosRurais$Ano,IncendiosRurais$clsFFMC, useNA="ifany") 
 
 
 
 
# Classe DC (clsDC) --------------------------- 
# Estudo DC 
a <- grep("^DC$", colnames(IncendiosRurais)) 
hist(IncendiosRurais$DC) 
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hist(unlist(IncendiosRurais[which(IncendiosRurais$DC>0 & 
IncendiosRurais$DC<=100),a])) 
#hist(unlist(IncendiosRurais[which(IncendiosRurais$DC<0),a])) 
length(which(IncendiosRurais$DC<0)) 
table(IncendiosRurais$Ano,IncendiosRurais$DC<0, useNA="ifany") 
hist(unlist(IncendiosRurais[which(IncendiosRurais$DC>100),a])) 
length(which(IncendiosRurais$DC>200)) 
table(IncendiosRurais$Ano,IncendiosRurais$DC>1500, useNA="ifany") 
length(which(IncendiosRurais$DC>400)) 
table(IncendiosRurais$Ano,IncendiosRurais$DC>400, useNA="ifany") 
rm(a) 
 
 
 
# valores a ignorar 
df <- IncendiosRurais 
df_table <- subset(df, DC<0 | DC>1500, select=c(Ano, clsAreaTotal, durDias, 
Distrito, dhAlerta,DSR,FWI,FFMC,DMC,DC,ISI,BUI)) 
df_table 
#write.xlsx(df_table, file="valores substituidos.xlsx", sheetName="DC", 
append=FALSE)    # Write the first data set in a new workbook 
rm(df_table) 
 
# transformar valores negativos DC e valores exageradamente elevados, em 
missing 
df$DC <- ifelse(df$DC < 0, NA ,df$DC)  # se DC <0, NA, senão mantêm o valor 
df$DC <- ifelse(df$DC > 1500, NA ,df$DC)  # se DC >100, NA, senão mantêm o 
valor 
subset(df, DC<0 | DC>110, select=c(Ano, clsAreaTotal, Distrito, dhAlerta, 
DSR,FWI,FFMC,DMC,DC,ISI,BUI)) 
IncendiosRurais <- df 
rm(df) 
# fica por fazer identico tratamento as restantes vars meteo... 
 
# classes 
IncendiosRurais$clsDC <- NA 
IncendiosRurais$clsDC[IncendiosRurais$DC<250] <- 1 
IncendiosRurais$clsDC[250<=IncendiosRurais$DC & IncendiosRurais$DC<500] <- 2 
IncendiosRurais$clsDC[500<=IncendiosRurais$DC & IncendiosRurais$DC<700] <- 3 
IncendiosRurais$clsDC[700<=IncendiosRurais$DC & IncendiosRurais$DC<900] <- 4 
IncendiosRurais$clsDC[900<=IncendiosRurais$DC & IncendiosRurais$DC<1200] <- 5 
IncendiosRurais$clsDC[IncendiosRurais$DC>=1200] <- 6 
# Levels (nome) 
IncendiosRurais$clsDC <- factor(IncendiosRurais$clsDC) 
levels(IncendiosRurais$clsDC)[1] <- '[0-250[' 
levels(IncendiosRurais$clsDC)[2] <- '[250-500[' 
levels(IncendiosRurais$clsDC)[3] <- '[500-700[' 
levels(IncendiosRurais$clsDC)[4] <- '[700-900[' 
levels(IncendiosRurais$clsDC)[5] <- '[900-1200[' 
levels(IncendiosRurais$clsDC)[6] <- '[1200-+oo[' 
table(IncendiosRurais$Ano,IncendiosRurais$clsDC, useNA="ifany") 
 
 
 
 
# Classe DMC (clsDMC) --------------------------- 
# Estudo DMC 
a <- grep("^DMC$", colnames(IncendiosRurais)) 
hist(IncendiosRurais$DMC) 
hist(unlist(IncendiosRurais[which(IncendiosRurais$DMC>0 & 
IncendiosRurais$DMC<=100),a])) 
#hist(unlist(IncendiosRurais[which(IncendiosRurais$DMC<0),a])) 
length(which(IncendiosRurais$DMC<0)) 
table(IncendiosRurais$Ano,IncendiosRurais$DMC<0, useNA="ifany") 
hist(unlist(IncendiosRurais[which(IncendiosRurais$DMC>100),a])) 
length(which(IncendiosRurais$DMC>200)) 
table(IncendiosRurais$Ano,IncendiosRurais$DMC>1500, useNA="ifany") 
length(which(IncendiosRurais$DMC>400)) 
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table(IncendiosRurais$Ano,IncendiosRurais$DMC>400, useNA="ifany") 
rm(a) 
 
 
 
# valores a ignorar 
df <- IncendiosRurais 
df_table <- subset(df, DMC<0 | DMC>500, select=c(Ano, clsAreaTotal, durDias, 
Distrito, dhAlerta, DSR,FWI,FFMC,DMC,DC,ISI,BUI)) 
df_table 
#write.xlsx(df_table, file="valores substituidos.xlsx", sheetName="DMC", 
append=FALSE)    # Write the first data set in a new workbook 
rm(df_table) 
 
# transformar valores negativos DMC e valores exageradamente elevados, em 
missing 
df$DMC <- ifelse(df$DMC < 0, NA ,df$DMC)  # se DMC <0, NA, senão mantêm o 
valor 
df$DMC <- ifelse(df$DMC > 500, NA ,df$DMC)  # se DMC >100, NA, senão mantêm o 
valor 
subset(df, DMC<0 | DMC>110, select=c(Ano, clsAreaTotal, Distrito, 
dhAlerta,DSR,FWI,FFMC,DMC,DC,ISI,BUI)) 
IncendiosRurais <- df 
rm(df) 
# fica por fazer identico tratamento as restantes vars meteo... 
 
# classes 
IncendiosRurais$clsDMC <- NA 
IncendiosRurais$clsDMC[IncendiosRurais$DMC<20] <- 1 
IncendiosRurais$clsDMC[20<=IncendiosRurais$DMC & IncendiosRurais$DMC<40] <- 2 
IncendiosRurais$clsDMC[40<=IncendiosRurais$DMC & IncendiosRurais$DMC<60] <- 3 
IncendiosRurais$clsDMC[60<=IncendiosRurais$DMC & IncendiosRurais$DMC<80] <- 4 
IncendiosRurais$clsDMC[80<=IncendiosRurais$DMC & IncendiosRurais$DMC<100] <- 5 
IncendiosRurais$clsDMC[100<=IncendiosRurais$DMC & IncendiosRurais$DMC<200] <- 
6 
IncendiosRurais$clsDMC[IncendiosRurais$DMC>=200] <- 7 
# Levels (nome) 
IncendiosRurais$clsDMC <- factor(IncendiosRurais$clsDMC) 
levels(IncendiosRurais$clsDMC)[1] <- '[0-20[' 
levels(IncendiosRurais$clsDMC)[2] <- '[20-40[' 
levels(IncendiosRurais$clsDMC)[3] <- '[40-60[' 
levels(IncendiosRurais$clsDMC)[4] <- '[60-80[' 
levels(IncendiosRurais$clsDMC)[5] <- '[80-100[' 
levels(IncendiosRurais$clsDMC)[6] <- '[100-200[' 
levels(IncendiosRurais$clsDMC)[7] <- '[200-+oo]' 
table(IncendiosRurais$Ano,IncendiosRurais$clsDMC, useNA="ifany") 
 
 
 
 
# Classe ISI (clsISI) --------------------------- 
# Estudo ISI 
a <- grep("^ISI$", colnames(IncendiosRurais)) 
hist(IncendiosRurais$ISI) 
hist(unlist(IncendiosRurais[which(IncendiosRurais$ISI>0 & 
IncendiosRurais$ISI<=20),a])) 
#hist(unlist(IncendiosRurais[which(IncendiosRurais$ISI<0),a])) 
length(which(IncendiosRurais$ISI>20)) 
table(IncendiosRurais$Ano,IncendiosRurais$ISI<0, useNA="ifany") 
hist(unlist(IncendiosRurais[which(IncendiosRurais$ISI>50),a])) 
length(which(IncendiosRurais$ISI>50)) 
table(IncendiosRurais$Ano,IncendiosRurais$ISI>50, useNA="ifany") 
rm(a) 
 
 
 
# valores a ignorar 
df <- IncendiosRurais 
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df_table <- subset(df, ISI<0 | ISI>60, select=c(Ano, clsAreaTotal, durDias, 
Distrito, dhAlerta, DSR,FWI,FFMC,DMC,DC,ISI,BUI)) 
df_table 
#write.xlsx(df_table, file="valores substituidos.xlsx", sheetName="ISI", 
append=FALSE)    # Write the first data set in a new workbook 
rm(df_table) 
 
# transformar valores negativos ISI e valores exageradamente elevados, em 
missing 
df$ISI <- ifelse(df$ISI < 0, NA ,df$ISI)  # se ISI <0, NA, senão mantêm o 
valor 
df$ISI <- ifelse(df$ISI > 60, NA ,df$ISI)  # se ISI >100, NA, senão mantêm o 
valor 
subset(df, ISI<0 | ISI>60, select=c(Ano, clsAreaTotal, Distrito, dhAlerta, 
DSR,FWI,FFMC,DMC,DC,ISI,BUI)) 
IncendiosRurais <- df 
rm(df) 
# fica por fazer identico tratamento as restantes vars meteo... 
 
# classes 
IncendiosRurais$clsISI <- NA 
IncendiosRurais$clsISI[IncendiosRurais$ISI<5] <- 1 
IncendiosRurais$clsISI[5<=IncendiosRurais$ISI & IncendiosRurais$ISI<10] <- 2 
IncendiosRurais$clsISI[10<=IncendiosRurais$ISI & IncendiosRurais$ISI<15] <- 3 
IncendiosRurais$clsISI[15<=IncendiosRurais$ISI & IncendiosRurais$ISI<20] <- 4 
IncendiosRurais$clsISI[IncendiosRurais$ISI>=20] <- 5 
# Levels (nome) 
IncendiosRurais$clsISI <- factor(IncendiosRurais$clsISI) 
levels(IncendiosRurais$clsISI)[1] <- '[0-5[' 
levels(IncendiosRurais$clsISI)[2] <- '[5-10[' 
levels(IncendiosRurais$clsISI)[3] <- '[10-15[' 
levels(IncendiosRurais$clsISI)[4] <- '[15-20[' 
levels(IncendiosRurais$clsISI)[5] <- '[20-+oo[' 
table(IncendiosRurais$Ano,IncendiosRurais$clsISI, useNA="ifany") 
 
 
 
 
# estudo durações para Classe Duração (clsDurDias) 
# clsDurDias 
length(which(IncendiosRurais$durDias>4000)) 
length(which(IncendiosRurais$durDias>300)) 
length(which(IncendiosRurais$durDias>30)) 
length(which(IncendiosRurais$durDias>25)) 
length(which(IncendiosRurais$durDias<0)) 
a <- 25 
table(IncendiosRurais$Ano,IncendiosRurais$durDias>a, useNA="ifany") 
table(IncendiosRurais$clsAreaTotal,IncendiosRurais$durDias>a, useNA="ifany") 
rm(a) 
table(IncendiosRurais$Ano,IncendiosRurais$durDias<0, useNA="ifany") 
table(IncendiosRurais$clsAreaTotal,IncendiosRurais$durDias<0, useNA="ifany") 
 
a <- grep("^durDias$", colnames(IncendiosRurais)) 
hist(unlist(IncendiosRurais[which(IncendiosRurais$durDias>20 & 
IncendiosRurais$durDias<=30),a])) 
hist(unlist(IncendiosRurais[which(IncendiosRurais$durDias>10 & 
IncendiosRurais$durDias<=20),a])) 
hist(unlist(IncendiosRurais[which(IncendiosRurais$durDias>3 & 
IncendiosRurais$durDias<=10),a])) 
hist(unlist(IncendiosRurais[which(IncendiosRurais$durDias>0.5 & 
IncendiosRurais$durDias<=3),a])) 
hist(unlist(IncendiosRurais[which(IncendiosRurais$durDias>0.06 & 
IncendiosRurais$durDias<=0.5),a])) 
hist(unlist(IncendiosRurais[which(IncendiosRurais$durDias>0.005 & 
IncendiosRurais$durDias<=0.06),a])) 
hist(unlist(IncendiosRurais[which(IncendiosRurais$durDias>0 & 
IncendiosRurais$durDias<=0.005),a])) 
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hist(unlist(IncendiosRurais[which(IncendiosRurais$durDias>0 & 
IncendiosRurais$durDias<=0.06),a])) 
hist(unlist(IncendiosRurais[which(IncendiosRurais$durDias<0),a])) 
rm(a) 
 
length(which(IncendiosRurais$durDias<0)) 
length(which(IncendiosRurais$durDias>3)) 
length(which(IncendiosRurais$durDias>1.5 & IncendiosRurais$durDias<=3)) 
length(which(IncendiosRurais$durDias>1 & IncendiosRurais$durDias<=1.5)) 
length(which(IncendiosRurais$durDias>0.5 & IncendiosRurais$durDias<=1)) 
length(which(IncendiosRurais$durDias>0.25 & IncendiosRurais$durDias<=0.5)) 
length(which(IncendiosRurais$durDias>0.125 & IncendiosRurais$durDias<=0.25)) 
length(which(IncendiosRurais$durDias>0.0625 & IncendiosRurais$durDias<=0.125)) 
length(which(IncendiosRurais$durDias>0.0764 & IncendiosRurais$durDias<=0.125)) 
 
IncendiosRuraism5 <- IncendiosRurais[which(IncendiosRurais$ydDataAlerta>151 & 
IncendiosRurais$ydDataAlerta<305), ] 
length(which(IncendiosRuraism5$durDias>3)) 
length(which(IncendiosRuraism5$durDias>1.5 & IncendiosRuraism5$durDias<=3)) 
length(which(IncendiosRuraism5$durDias>1 & IncendiosRuraism5$durDias<=1.5)) 
length(which(IncendiosRuraism5$durDias>0.5 & IncendiosRuraism5$durDias<=1)) 
length(which(IncendiosRuraism5$durDias>0.25 & IncendiosRuraism5$durDias<=0.5)) 
length(which(IncendiosRuraism5$durDias>0.125 & 
IncendiosRuraism5$durDias<=0.25)) 
length(which(IncendiosRuraism5$durDias>0.0625 & 
IncendiosRuraism5$durDias<=0.125)) 
length(which(IncendiosRuraism5$durDias>0.0764 & 
IncendiosRuraism5$durDias<=0.125)) 
rm(IncendiosRuraism5) 
 
 
# valores a ignorar 
df <- IncendiosRurais 
df_table <- subset(df, durDias<0 | durDias>25, select=c(Ano, clsAreaTotal, 
durDias, Distrito, dhAlerta, FWI, AreaTotal)) 
df_table 
write.xlsx(df_table, file="valores substituidos.xlsx", sheetName="durDias", 
append=TRUE)    # Write the first data set in a new workbook 
 
# transformar valores negativos e valores exageradamente elevados de duração, 
em missing 
df$durDias <- ifelse(df$durDias < 0, NA ,df$durDias)  # se durDias <0, NA, 
senão mantêm o valor (excluir durações negativas) 
df$durDias <- ifelse(df$durDias>25 & df$AreaTotal<10000, NA ,df$durDias)  # 
excluir durações >25 em fogos <10 mil ha area ardida 
df$durDias <- ifelse(df$durDias>40, NA ,df$durDias)  # excluir durações >40 
df_table <- subset(df, durDias<0 | durDias>25, select=c(Ano, clsAreaTotal, 
durDias, Distrito, dhAlerta, FWI, AreaTotal)) 
df_table 
IncendiosRurais <- df 
rm(df_table, df) 
 
length(which(IncendiosRurais$durDias<0)) 
length(which(IncendiosRurais$durDias>25)) 
 
length(which(IncendiosRurais$durDias>14)) 
length(which(IncendiosRurais$durDias>7 & IncendiosRurais$durDias<=14)) 
length(which(IncendiosRurais$durDias>3 & IncendiosRurais$durDias<=7)) 
length(which(IncendiosRurais$durDias>1.5 & IncendiosRurais$durDias<=3)) 
length(which(IncendiosRurais$durDias>1 & IncendiosRurais$durDias<=1.5)) 
length(which(IncendiosRurais$durDias>0.5 & IncendiosRurais$durDias<=1)) 
length(which(IncendiosRurais$durDias>0.25 & IncendiosRurais$durDias<=0.5)) 
length(which(IncendiosRurais$durDias>0.125 & IncendiosRurais$durDias<=0.25)) 
length(which(IncendiosRurais$durDias>0.0625 & IncendiosRurais$durDias<=0.125)) 
length(which(IncendiosRurais$durDias>0.03125 & 
IncendiosRurais$durDias<=0.0625)) 
length(which(IncendiosRurais$durDias<=0.03125)) 
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length(which(IncendiosRurais$durDias>14)) 
length(which(IncendiosRurais$clsDurDias==11)) 
# classes 
IncendiosRurais$clsDurDias <- NA 
IncendiosRurais$clsDurDias[IncendiosRurais$durDias>14] <- 11 
IncendiosRurais$clsDurDias[7<IncendiosRurais$durDias & 
IncendiosRurais$durDias<=14] <- 10 
IncendiosRurais$clsDurDias[3<IncendiosRurais$durDias & 
IncendiosRurais$durDias<=7] <- 9 
IncendiosRurais$clsDurDias[1.5<IncendiosRurais$durDias & 
IncendiosRurais$durDias<=3] <- 8 
IncendiosRurais$clsDurDias[1<IncendiosRurais$durDias & 
IncendiosRurais$durDias<=1.5] <- 7 
IncendiosRurais$clsDurDias[0.5<IncendiosRurais$durDias & 
IncendiosRurais$durDias<=1] <- 6 
IncendiosRurais$clsDurDias[0.25<IncendiosRurais$durDias & 
IncendiosRurais$durDias<=0.5] <- 5 
IncendiosRurais$clsDurDias[0.125<IncendiosRurais$durDias & 
IncendiosRurais$durDias<=0.25] <- 4 
IncendiosRurais$clsDurDias[0.0625<IncendiosRurais$durDias & 
IncendiosRurais$durDias<=0.125] <- 3 
IncendiosRurais$clsDurDias[0.03125<IncendiosRurais$durDias & 
IncendiosRurais$durDias<=0.0625] <- 2 
IncendiosRurais$clsDurDias[IncendiosRurais$durDias<=0.03125] <- 1 
 
# Levels (nome) 
IncendiosRurais$clsDurDias <- factor(IncendiosRurais$clsDurDias) 
levels(IncendiosRurais$clsDurDias) 
levels(IncendiosRurais$clsDurDias)[11] <- '>14d' 
levels(IncendiosRurais$clsDurDias)[10] <- '>7d-14d' 
levels(IncendiosRurais$clsDurDias)[9] <- '>3d-7d' 
levels(IncendiosRurais$clsDurDias)[8] <- '>1.5d-3d' 
levels(IncendiosRurais$clsDurDias)[7] <- '>1d-1.5d' 
levels(IncendiosRurais$clsDurDias)[6] <- '>12h-24h' 
levels(IncendiosRurais$clsDurDias)[5] <- '>6h-12h' 
levels(IncendiosRurais$clsDurDias)[4] <- '>3h-6h' 
levels(IncendiosRurais$clsDurDias)[3] <- '>90min-3h' 
levels(IncendiosRurais$clsDurDias)[2] <- '>45min-90min' 
levels(IncendiosRurais$clsDurDias)[1] <- '<=45min' 
levels(IncendiosRurais$clsDurDias) 
 
 
 
 
# Cria Lista só com dias entre 15 jun e 15 de outubro, 4 meses críticos 
IncendiosRurais_4meses<- 
subset(IncendiosRurais,IncendiosRurais$ydDataAlerta>166 & 
IncendiosRurais$ydDataAlerta<289) 
 
 
#Calculo Tempo de chegada das autoridades 
IncendiosRurais_4meses$Tempo_chegada<-IncendiosRurais_4meses$dh1Intervencao-
IncendiosRurais_4meses$dhAlerta 
 
 
#Calculo Hora e Data de Alerta e de Extinção em segundos 
IncendiosRurais_4meses$HoraAlerta_segundos <- 
strftime(IncendiosRurais_4meses$HoraAlerta, format="%H:%M:%S") 
em_segundos<-hms(IncendiosRurais_4meses$HoraAlerta_segundos) 
IncendiosRurais_4meses$HoraAlerta_segundos<-
hour(em_segundos)*3600+minute(em_segundos)*60+second(em_segundos) 
rm(em_segundos) 
 
IncendiosRurais_4meses$HoraExtincao_segundos <- 
strftime(IncendiosRurais_4meses$HoraExtincao, format="%H:%M:%S") 
em_segundos<-hms(IncendiosRurais_4meses$HoraExtincao_segundos) 
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IncendiosRurais_4meses$HoraExtincao_segundos<-
hour(em_segundos)*3600+minute(em_segundos)*60+second(em_segundos) 
rm(em_segundos) 
 
IncendiosRurais_4meses$Data_Hora_Alerta_segundos<- 
IncendiosRurais_4meses$HoraAlerta_segundos+IncendiosRurais_4meses$DataAlerta 
IncendiosRurais_4meses$Data_Hora_Extincao_segundos<- 
IncendiosRurais_4meses$HoraExtincao_segundos+IncendiosRurais_4meses$DataExtinc
ao 
 
 
 
#Calculo de Hora Alerta e Extincao para usar no código da deteção de 
simultaneidade 
IncendiosRurais_4meses$Data_Hora_Alerta_simultaneidade<- 
IncendiosRurais_4meses$HoraAlerta_segundos+IncendiosRurais_4meses$DataAlerta*8
6400 
IncendiosRurais_4meses$Data_Hora_Extincao_simultaneidade<- 
IncendiosRurais_4meses$HoraExtincao_segundos+IncendiosRurais_4meses$DataExtinc
ao*86400 
 
 
 
#Calculo do mes e dia da semana de Alerta 
IncendiosRurais_4meses$Mes_Alerta<-
strftime(as.POSIXct((IncendiosRurais_4meses$DataAlerta*86400), origin="1899-
12-30", tz="GMT"), format="%m") 
IncendiosRurais_4meses$Dia_Semana_Alerta<-
strftime(as.POSIXct((IncendiosRurais_4meses$DataAlerta*86400), origin="1899-
12-30", tz="GMT"), format="%A") 
 
IncendiosRurais_4meses$Mes_Alerta <- factor(IncendiosRurais_4meses$Mes_Alerta) 
IncendiosRurais_4meses$Dia_Semana_Alerta <- 
factor(IncendiosRurais_4meses$Dia_Semana_Alerta) 
 
 
#Guarda em formato rds a lista total de incendios e a lista dos 4 meses 
críticos 
saveRDS(IncendiosRurais,file = "IncendiosRurais.rds") 
saveRDS(IncendiosRurais_4meses,file = "IncendiosRurais_4meses.rds") 
write.xlsx(IncendiosRurais_4meses, file="IncendiosRurais_4meses.xlsx") 
 
#---------------------------------------------------------------- Criação de 
Classes <FIM> 
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Apêndice F-2 – Código de Análise Temporal e Espacial 
 
 
#Sys.setenv(JAVA_HOME='F:\\Program Files\\Java\\jre1.8.0_221') 
#library(rJava) 
 
library(tidyverse) 
library(dplyr) 
library(gtools) 
library(readxl)  
library(xlsx) 
#library(openxlsx) 
library(plyr) 
library(data.table) 
library(zoo) 
library("tibble") 
 
setwd("F:/Ambiente de trabalho/Codigo Limpo")  
 
 
 
Lista_Total<-readRDS("IncendiosRurais_4meses.rds") 
 
 
#---------------------------------------------------------------- Análise 
Ocorrências Total País por Ano 
 
Pais_Ocorrencias_Total <- 
data.frame(Ano=numeric(),NInvestigados=numeric(),Desconhecidas=numeric(),Inten
cional=numeric(),Natural=numeric(),Negligente=numeric(),Reacendimentos=numeric
()) 
 
# Ciclo que preenche as primeiras 7 colunas da tabela com a informação 
correspondente a cada Distrito 
 
for(i in (1:length(Anos))) 
  Pais_Ocorrencias_Total[i,] <- c(Anos[i], 
as.numeric(nrow(subset(Lista_Total,Lista_Total$Ano==Anos[i] & 
is.na(Lista_Total$TipoCausa)))),as.numeric(nrow(subset(Lista_Total,Lista_Total
$Ano==Anos[i] & 
Lista_Total$TipoCausa=="Desconhecida"))),as.numeric(nrow(subset(Lista_Total,Li
sta_Total$Ano==Anos[i] & 
Lista_Total$TipoCausa=="Intencional"))),as.numeric(nrow(subset(Lista_Total,Lis
ta_Total$Ano==Anos[i] & 
Lista_Total$TipoCausa=="Natural"))),as.numeric(nrow(subset(Lista_Total,Lista_T
otal$Ano==Anos[i] & 
Lista_Total$TipoCausa=="Negligente"))),as.numeric(nrow(subset(Lista_Total,List
a_Total$Ano==Anos[i] & Lista_Total$TipoCausa=="Reacendimento")))) 
 
 
# Cálculo de Percentagens dos diferentes Tipos de Causa e introdução de 7 
novas colunas na tabela. Preenchimento das linhas de cada Distrito 
 
for(i in (1:length(Anos))){ 
  distotal<-nrow(subset(Lista_Total, Lista_Total$Ano==Anos[i])) 
  disnull<-nrow(subset(Lista_Total, is.na(Lista_Total$TipoCausa) & 
Lista_Total$Ano==Anos[i])) 
  disdesc<-nrow(subset(Lista_Total, Lista_Total$TipoCausa=="Desconhecida" & 
Lista_Total$Ano==Anos[i])) 
  disinte<-nrow(subset(Lista_Total, Lista_Total$TipoCausa=="Intencional" & 
Lista_Total$Ano==Anos[i]))        
  disnatu<-nrow(subset(Lista_Total, Lista_Total$TipoCausa=="Natural" & 
Lista_Total$Ano==Anos[i])) 
  disnegl<-nrow(subset(Lista_Total, Lista_Total$TipoCausa=="Negligente" & 
Lista_Total$Ano==Anos[i])) 
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  disreacend<-nrow(subset(Lista_Total, Lista_Total$TipoCausa=="Reacendimento" 
& Lista_Total$Ano==Anos[i])) 
   
  Pais_Ocorrencias_Total[i,8] <- c(distotal) 
  Pais_Ocorrencias_Total[i,9] <- c(disnull/distotal*100) 
  Pais_Ocorrencias_Total[i,10] <- c(disdesc/(distotal-disnull)*100) 
  Pais_Ocorrencias_Total[i,11] <- 
c(disinte/(disinte+disnatu+disreacend+disnegl)*100) 
  Pais_Ocorrencias_Total[i,12] <- 
c(disnatu/(disinte+disnatu+disreacend+disnegl)*100) 
  Pais_Ocorrencias_Total[i,13] <- 
c(disnegl/(disinte+disnatu+disreacend+disnegl)*100) 
  Pais_Ocorrencias_Total[i,14] <- 
c(disreacend/(disinte+disnatu+disreacend+disnegl)*100) 
} 
 
#Acerto na nomeação das colunas 
 
colnames(Pais_Ocorrencias_Total)<-
c('Ano','NaoInvestigados','Desconhecida','Intencional','Natural','Negligente',
'Reacendimento','Total_geral', '%Nao_Investigados', '%Desconhecida', 
'%Intencional', '%Natural', '%Negligente', '%Reacendimentos') 
 
 
#Conversão de char para numeric 
 
Pais_Ocorrencias_Total$NaoInvestigados <- 
as.numeric(as.character(Pais_Ocorrencias_Total$NaoInvestigados)) 
Pais_Ocorrencias_Total$Desconhecida <- 
as.numeric(as.character(Pais_Ocorrencias_Total$Desconhecida)) 
Pais_Ocorrencias_Total$Intencional <- 
as.numeric(as.character(Pais_Ocorrencias_Total$Intencional)) 
Pais_Ocorrencias_Total$Natural <- 
as.numeric(as.character(Pais_Ocorrencias_Total$Natural)) 
Pais_Ocorrencias_Total$Negligente <- 
as.numeric(as.character(Pais_Ocorrencias_Total$Negligente)) 
Pais_Ocorrencias_Total$Reacendimento <- 
as.numeric(as.character(Pais_Ocorrencias_Total$Reacendimento)) 
 
 
saveRDS(Pais_Ocorrencias_Total,file = "Export/Pais_Ocorrencias_Total.rds") 
#guardar em rds 
 
write.xlsx(Pais_Ocorrencias_Total, file= "Export/Pais_Ocorrencias_Total.xlsx")  
#guardar em xlsx 
 
 
#---------------------------------------------------------------- Análise 
Ocorrências Total País por Ano <FIM> 
 
 
 
 
#---------------------------------------------------------------- Análise Área 
Ardida Total País por Ano 
 
Pais_AA_Total <- 
data.frame(Ano=numeric(),AA_NInvestigados=numeric(),AA_Desconhecidas=numeric()
,AA_Intencional=numeric(),AA_Natural=numeric(),AA_Negligente=numeric(),AA_Reac
endimento=numeric()) 
 
for(i in (1:length(Anos))){ 
   
   
   
  #Criação de tabelas auxiliares com os valores de Área Ardida segundo as 
diferentes causas 
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  AA_NULL <-(subset(Lista_Total,Lista_Total$Ano==Anos[i] & 
is.na(Lista_Total$TipoCausa))) 
   
  AA_Desconhecida <- (subset(Lista_Total,Lista_Total$Ano==Anos[i] & 
Lista_Total$TipoCausa=="Desconhecida")) 
   
  AA_Intencional <- (subset(Lista_Total,Lista_Total$Ano==Anos[i] & 
Lista_Total$TipoCausa=="Intencional")) 
   
  AA_Natural <- (subset(Lista_Total,Lista_Total$Ano==Anos[i] & 
Lista_Total$TipoCausa=="Natural")) 
   
  AA_Negligente <- (subset(Lista_Total,Lista_Total$Ano==Anos[i] & 
Lista_Total$TipoCausa=="Negligente")) 
   
  AA_Reacendimento <- (subset(Lista_Total,Lista_Total$Ano==Anos[i] & 
Lista_Total$TipoCausa=="Reacendimento")) 
   
  Pais_AA_Total[i,]<- 
c(Anos[i],sum(as.numeric(AA_NULL$AreaTotal)),sum(as.numeric(AA_Desconhecida$Ar
eaTotal)),sum(as.numeric(AA_Intencional$AreaTotal)),sum(as.numeric(AA_Natural$
AreaTotal)),sum(as.numeric(AA_Negligente$AreaTotal)),sum(as.numeric(AA_Reacend
imento$AreaTotal))) 
   
   
   
  # Cálculo de Percentagens dos diferentes Tipos de Causa e introdução de 7 
novas colunas na tabela. Preenchimento das linhas de cada Distrito 
   
  Pais_AA_Total[i,8] <- 
c(sum(as.numeric(AA_NULL$AreaTotal))+sum(as.numeric(AA_Desconhecida$AreaTotal)
)+sum(as.numeric(AA_Intencional$AreaTotal))+sum(as.numeric(AA_Natural$AreaTota
l))+sum(as.numeric(AA_Reacendimento$AreaTotal))+sum(as.numeric(AA_Negligente$A
reaTotal))) 
  Pais_AA_Total[i,9] <- 
c(sum(as.numeric(AA_NULL$AreaTotal))/(sum(as.numeric(AA_NULL$AreaTotal))+sum(a
s.numeric(AA_Desconhecida$AreaTotal))+sum(as.numeric(AA_Intencional$AreaTotal)
)+sum(as.numeric(AA_Natural$AreaTotal))+sum(as.numeric(AA_Reacendimento$AreaTo
tal))+sum(as.numeric(AA_Negligente$AreaTotal)))*100) 
  Pais_AA_Total[i,10] <- 
c(sum(as.numeric(AA_Desconhecida$AreaTotal))/(sum(as.numeric(AA_Reacendimento$
AreaTotal))+sum(as.numeric(AA_Negligente$AreaTotal))+sum(as.numeric(AA_Natural
$AreaTotal))+sum(as.numeric(AA_Intencional$AreaTotal))+sum(as.numeric(AA_Desco
nhecida$AreaTotal)))*100) 
  Pais_AA_Total[i,11] <- 
c(sum(as.numeric(AA_Intencional$AreaTotal))/(sum(as.numeric(AA_Reacendimento$A
reaTotal))+sum(as.numeric(AA_Negligente$AreaTotal))+sum(as.numeric(AA_Natural$
AreaTotal))+sum(as.numeric(AA_Intencional$AreaTotal)))*100) 
  Pais_AA_Total[i,12] <- 
c(sum(as.numeric(AA_Natural$AreaTotal))/(sum(as.numeric(AA_Reacendimento$AreaT
otal))+sum(as.numeric(AA_Negligente$AreaTotal))+sum(as.numeric(AA_Natural$Area
Total))+sum(as.numeric(AA_Intencional$AreaTotal)))*100) 
  Pais_AA_Total[i,13] <- 
c(sum(as.numeric(AA_Negligente$AreaTotal))/(sum(as.numeric(AA_Reacendimento$Ar
eaTotal))+sum(as.numeric(AA_Negligente$AreaTotal))+sum(as.numeric(AA_Natural$A
reaTotal))+sum(as.numeric(AA_Intencional$AreaTotal)))*100) 
  Pais_AA_Total[i,14] <- 
c(sum(as.numeric(AA_Reacendimento$AreaTotal))/(sum(as.numeric(AA_Reacendimento
$AreaTotal))+sum(as.numeric(AA_Negligente$AreaTotal))+sum(as.numeric(AA_Natura
l$AreaTotal))+sum(as.numeric(AA_Intencional$AreaTotal)))*100) 
} 
 
 
 
# Acerto na nomeação das colunas 
 
colnames(Pais_AA_Total)<-
c('Ano','AA_NaoInvestigados','AA_Desconhecida','AA_Intencional','AA_Natural','
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AA_Negligente','AA_Reacendimento','AA_Total_geral', '%AA_NaoInvestigados', 
'%AA_Desconhecida', '%AA_Intencional', '%AA_Natural', '%AA_Negligente', 
'%AA_Reacendimentos') 
 
# Conversão dos valores das colunas para numeric 
 
Pais_AA_Total$AA_NaoInvestigados <- 
as.numeric(as.character(Pais_AA_Total$AA_NaoInvestigados)) 
Pais_AA_Total$AA_Desconhecida <- 
as.numeric(as.character(Pais_AA_Total$AA_Desconhecida)) 
Pais_AA_Total$AA_Intencional <- 
as.numeric(as.character(Pais_AA_Total$AA_Intencional)) 
Pais_AA_Total$AA_Natural <- as.numeric(as.character(Pais_AA_Total$AA_Natural)) 
Pais_AA_Total$AA_Negligente <- 
as.numeric(as.character(Pais_AA_Total$AA_Negligente)) 
Pais_AA_Total$AA_Reacendimento <- 
as.numeric(as.character(Pais_AA_Total$AA_Reacendimento)) 
Pais_AA_Total$'%AA_NaoInvestigados' <- 
as.numeric(as.character(Pais_AA_Total$'%AA_NaoInvestigados')) 
Pais_AA_Total$'%AA_Desconhecida' <- 
as.numeric(as.character(Pais_AA_Total$'%AA_Desconhecida')) 
Pais_AA_Total$'%AA_Intencional' <- 
as.numeric(as.character(Pais_AA_Total$'%AA_Intencional')) 
Pais_AA_Total$'%AA_Natural' <- 
as.numeric(as.character(Pais_AA_Total$'%AA_Natural')) 
Pais_AA_Total$'%AA_Negligente' <- 
as.numeric(as.character(Pais_AA_Total$'%AA_Negligente')) 
Pais_AA_Total$'%AA_Reacendimento' <- 
as.numeric(as.character(Pais_AA_Total$'%AA_Reacendimento')) 
 
saveRDS(Pais_AA_Total,file = "Export/Pais_AA_Total.rds") #guardar em rds 
 
write.xlsx(Pais_AA_Total, file="Export/Pais_AreaArdida_Total.xlsx") 
 
# Eliminação das tabelas auxiliares  
 
rm(AA_NULL,AA_Desconhecida,AA_Intencional,AA_Natural,AA_Negligente,AA_Reacendi
mento) 
 
 
 
 
 
#---------------------------------------------------------------- Análise Área 
Ardida Total País por Ano <FIM> 
 
 
 
 
#---------------------------------------------------------------- Análise 
Ocorrências no País 
 
#Criação da tabela com os Distrito e tipos de causas 
 
Pais_Ocorrencias <- 
data.frame(Distrito=character(),NInvestigados=numeric(),Desconhecidas=numeric(
),Intencional=numeric(),Natural=numeric(),Negligente=numeric(),Reacendimentos=
numeric()) 
 
 
# Ciclo que preenche as primeiras 7 colunas da tabela com a informação 
correspondente a cada Distrito 
 
for(i in (1:length(Distritos))) 
  Pais_Ocorrencias[i,] <- c(1, 
as.numeric(nrow(subset(Lista_Total,Lista_Total$Distrito==Distritos[i] & 
is.na(Lista_Total$TipoCausa)))),as.numeric(nrow(subset(Lista_Total,Lista_Total
$Distrito==Distritos[i] & 
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Lista_Total$TipoCausa=="Desconhecida"))),as.numeric(nrow(subset(Lista_Total,Li
sta_Total$Distrito==Distritos[i] & 
Lista_Total$TipoCausa=="Intencional"))),as.numeric(nrow(subset(Lista_Total,Lis
ta_Total$Distrito==Distritos[i] & 
Lista_Total$TipoCausa=="Natural"))),as.numeric(nrow(subset(Lista_Total,Lista_T
otal$Distrito==Distritos[i] & 
Lista_Total$TipoCausa=="Negligente"))),as.numeric(nrow(subset(Lista_Total,List
a_Total$Distrito==Distritos[i] & Lista_Total$TipoCausa=="Reacendimento")))) 
 
 
# Acerto no nome dos Distritos na primeira coluna da tabela 
 
Pais_Ocorrencias$Distrito=Distritos 
 
 
# Cálculo de Percentagens dos diferentes Tipos de Causa e introdução de 7 
novas colunas na tabela. Preenchimento das linhas de cada Distrito 
 
for(i in (1:length(Distritos))){ 
  octotal<-
as.numeric(nrow(subset(Lista_Total,Lista_Total$Distrito==Distritos[i]))) 
  ocnull<-
as.numeric(nrow(subset(Lista_Total,Lista_Total$Distrito==Distritos[i] & 
is.na(Lista_Total$TipoCausa)))) 
  ocdesc<-
as.numeric(nrow(subset(Lista_Total,Lista_Total$Distrito==Distritos[i] & 
Lista_Total$TipoCausa=="Desconhecida"))) 
  ocinte<-
as.numeric(nrow(subset(Lista_Total,Lista_Total$Distrito==Distritos[i] & 
Lista_Total$TipoCausa=="Intencional"))) 
  ocnatu<-
as.numeric(nrow(subset(Lista_Total,Lista_Total$Distrito==Distritos[i] & 
Lista_Total$TipoCausa=="Natural"))) 
  ocnegl<-
as.numeric(nrow(subset(Lista_Total,Lista_Total$Distrito==Distritos[i] & 
Lista_Total$TipoCausa=="Negligente"))) 
  ocreacend<-
as.numeric(nrow(subset(Lista_Total,Lista_Total$Distrito==Distritos[i] & 
Lista_Total$TipoCausa=="Reacendimento"))) 
  Pais_Ocorrencias[i,8] <- c(octotal) 
  Pais_Ocorrencias[i,9] <- c(ocnull/octotal*100) 
  Pais_Ocorrencias[i,10] <- c(ocdesc/(octotal-ocnull)*100) 
  Pais_Ocorrencias[i,11] <- c(ocinte/(ocinte+ocnatu+ocreacend+ocnegl)*100) 
  Pais_Ocorrencias[i,12] <- c(ocnatu/(ocinte+ocnatu+ocreacend+ocnegl)*100) 
  Pais_Ocorrencias[i,13] <- c(ocnegl/(ocinte+ocnatu+ocreacend+ocnegl)*100) 
  Pais_Ocorrencias[i,14] <- c(ocreacend/(ocinte+ocnatu+ocreacend+ocnegl)*100) 
} 
 
 
 
#Acerto na nomeação das colunas 
 
colnames(Pais_Ocorrencias)<-
c('Distrito','NaoInvestigados','Desconhecida','Intencional','Natural','Neglige
nte','Reacendimento','Total_geral', '%Nao_Investigados', '%Desconhecida', 
'%Intencional', '%Natural', '%Negligente', '%Reacendimentos') 
 
 
#Conversão de char para numeric 
 
Pais_Ocorrencias$NaoInvestigados <- 
as.numeric(as.character(Pais_Ocorrencias$NaoInvestigados)) 
Pais_Ocorrencias$Desconhecida <- 
as.numeric(as.character(Pais_Ocorrencias$Desconhecida)) 
Pais_Ocorrencias$Intencional <- 
as.numeric(as.character(Pais_Ocorrencias$Intencional)) 
Pais_Ocorrencias$Natural <- as.numeric(as.character(Pais_Ocorrencias$Natural)) 
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Pais_Ocorrencias$Negligente <- 
as.numeric(as.character(Pais_Ocorrencias$Negligente)) 
Pais_Ocorrencias$Reacendimento <- 
as.numeric(as.character(Pais_Ocorrencias$Reacendimento)) 
 
 
saveRDS(Pais_Ocorrencias,file = "Export/Pais_Ocorrencias.rds") #guardar em rds 
 
write.xlsx(Pais_Ocorrencias, file= "Export/Pais_Ocorrencias.xlsx")  #guardar 
em xlsx 
 
#Grafico Intencionais VS Negligentes 
 
#barplot(names.arg=Pais_Ocorrencias$Distrito,Pais_Ocorrencias$`%Intencional`,P
ais_Ocorrencias$`%Negligente`,col=c("darkblue","red")) 
 
#---------------------------------------------------------------- Análise 
Ocorrências no País <FIM> 
 
 
 
 
#---------------------------------------------------------------- Análise Área 
Ardida no País 
 
 
 
Pais_AA <- 
data.frame(Distrito=character(),AA_NInvestigados=numeric(),AA_Desconhecidas=nu
meric(),AA_Intencional=numeric(),AA_Natural=numeric(),AA_Negligente=numeric(),
AA_Reacendimento=numeric()) 
 
for(i in (1:length(Distritos))){ 
   
   
   
  #Criação de tabelas auxiliares com os valores de Área Ardida segundo as 
diferentes causas 
   
  AA_NULL <-(subset(Lista_Total,Lista_Total$Distrito==Distritos[i] & 
is.na(Lista_Total$TipoCausa))) 
   
  AA_Desconhecida <- (subset(Lista_Total,Lista_Total$Distrito==Distritos[i] & 
Lista_Total$TipoCausa=="Desconhecida")) 
   
  AA_Intencional <- (subset(Lista_Total,Lista_Total$Distrito==Distritos[i] & 
Lista_Total$TipoCausa=="Intencional")) 
   
  AA_Natural <- (subset(Lista_Total,Lista_Total$Distrito==Distritos[i] & 
Lista_Total$TipoCausa=="Natural")) 
   
  AA_Negligente <- (subset(Lista_Total,Lista_Total$Distrito==Distritos[i] & 
Lista_Total$TipoCausa=="Negligente")) 
   
  AA_Reacendimento <- (subset(Lista_Total,Lista_Total$Distrito==Distritos[i] & 
Lista_Total$TipoCausa=="Reacendimento")) 
   
  Pais_AA[i,]<- 
c(1,sum(as.numeric(AA_NULL$AreaTotal)),sum(as.numeric(AA_Desconhecida$AreaTota
l)),sum(as.numeric(AA_Intencional$AreaTotal)),sum(as.numeric(AA_Natural$AreaTo
tal)),sum(as.numeric(AA_Negligente$AreaTotal)),sum(as.numeric(AA_Reacendimento
$AreaTotal))) 
   
   
   
  # Cálculo de Percentagens dos diferentes Tipos de Causa e introdução de 7 
novas colunas na tabela. Preenchimento das linhas de cada Distrito 
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  Pais_AA[i,8] <- 
c(sum(as.numeric(AA_NULL$AreaTotal))+sum(as.numeric(AA_Desconhecida$AreaTotal)
)+sum(as.numeric(AA_Intencional$AreaTotal))+sum(as.numeric(AA_Natural$AreaTota
l))+sum(as.numeric(AA_Reacendimento$AreaTotal))+sum(as.numeric(AA_Negligente$A
reaTotal))) 
  Pais_AA[i,9] <- 
c(sum(as.numeric(AA_NULL$AreaTotal))/(sum(as.numeric(AA_NULL$AreaTotal))+sum(a
s.numeric(AA_Desconhecida$AreaTotal))+sum(as.numeric(AA_Intencional$AreaTotal)
)+sum(as.numeric(AA_Natural$AreaTotal))+sum(as.numeric(AA_Reacendimento$AreaTo
tal))+sum(as.numeric(AA_Negligente$AreaTotal)))*100) 
  Pais_AA[i,10] <- 
c(sum(as.numeric(AA_Desconhecida$AreaTotal))/(sum(as.numeric(AA_Reacendimento$
AreaTotal))+sum(as.numeric(AA_Negligente$AreaTotal))+sum(as.numeric(AA_Natural
$AreaTotal))+sum(as.numeric(AA_Intencional$AreaTotal))+sum(as.numeric(AA_Desco
nhecida$AreaTotal)))*100) 
  Pais_AA[i,11] <- 
c(sum(as.numeric(AA_Intencional$AreaTotal))/(sum(as.numeric(AA_Reacendimento$A
reaTotal))+sum(as.numeric(AA_Negligente$AreaTotal))+sum(as.numeric(AA_Natural$
AreaTotal))+sum(as.numeric(AA_Intencional$AreaTotal)))*100) 
  Pais_AA[i,12] <- 
c(sum(as.numeric(AA_Natural$AreaTotal))/(sum(as.numeric(AA_Reacendimento$AreaT
otal))+sum(as.numeric(AA_Negligente$AreaTotal))+sum(as.numeric(AA_Natural$Area
Total))+sum(as.numeric(AA_Intencional$AreaTotal)))*100) 
  Pais_AA[i,13] <- 
c(sum(as.numeric(AA_Negligente$AreaTotal))/(sum(as.numeric(AA_Reacendimento$Ar
eaTotal))+sum(as.numeric(AA_Negligente$AreaTotal))+sum(as.numeric(AA_Natural$A
reaTotal))+sum(as.numeric(AA_Intencional$AreaTotal)))*100) 
  Pais_AA[i,14] <- 
c(sum(as.numeric(AA_Reacendimento$AreaTotal))/(sum(as.numeric(AA_Reacendimento
$AreaTotal))+sum(as.numeric(AA_Negligente$AreaTotal))+sum(as.numeric(AA_Natura
l$AreaTotal))+sum(as.numeric(AA_Intencional$AreaTotal)))*100) 
} 
 
 
 
# Acerto no nome dos Distritos na primeira coluna da tabela 
 
Pais_AA$Distrito=Distritos 
 
 
# Acerto na nomeação das colunas 
 
colnames(Pais_AA)<-
c('Distrito','AA_NaoInvestigados','AA_Desconhecida','AA_Intencional','AA_Natur
al','AA_Negligente','AA_Reacendimento','AA_Total_geral', 
'%AA_NaoInvestigados', '%AA_Desconhecida', '%AA_Intencional', '%AA_Natural', 
'%AA_Negligente', '%AA_Reacendimentos') 
 
# Conversão dos valores das colunas para numeric 
 
Pais_AA$AA_NaoInvestigados <- 
as.numeric(as.character(Pais_AA$AA_NaoInvestigados)) 
Pais_AA$AA_Desconhecida <- as.numeric(as.character(Pais_AA$AA_Desconhecida)) 
Pais_AA$AA_Intencional <- as.numeric(as.character(Pais_AA$AA_Intencional)) 
Pais_AA$AA_Natural <- as.numeric(as.character(Pais_AA$AA_Natural)) 
Pais_AA$AA_Negligente <- as.numeric(as.character(Pais_AA$AA_Negligente)) 
Pais_AA$AA_Reacendimento <- as.numeric(as.character(Pais_AA$AA_Reacendimento)) 
Pais_AA$'%AA_NaoInvestigados' <- 
as.numeric(as.character(Pais_AA$'%AA_NaoInvestigados')) 
Pais_AA$'%AA_Desconhecida' <- 
as.numeric(as.character(Pais_AA$'%AA_Desconhecida')) 
Pais_AA$'%AA_Intencional' <- 
as.numeric(as.character(Pais_AA$'%AA_Intencional')) 
Pais_AA$'%AA_Natural' <- as.numeric(as.character(Pais_AA$'%AA_Natural')) 
Pais_AA$'%AA_Negligente' <- as.numeric(as.character(Pais_AA$'%AA_Negligente')) 
Pais_AA$'%AA_Reacendimento' <- 
as.numeric(as.character(Pais_AA$'%AA_Reacendimento')) 
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saveRDS(Pais_AA,file = "Export/Pais_AA.rds") #guardar em rds 
 
write.xlsx(Pais_AA, file="Export/Pais_AreaArdida.xlsx") 
 
# Eliminação das tabelas auxiliares  
 
rm(AA_NULL,AA_Desconhecida,AA_Intencional,AA_Natural,AA_Negligente,AA_Reacendi
mento) 
 
 
 
 
 
#---------------------------------------------------------------- Análise Área 
Ardida no País <FIM> 
 
 
 
#---------------------------------------------------------------- Análise 
Ocorrências Distrito  
 
 
dis <- "PORTO"                   ## Alterar aqui o nome do Distrito pretendido 
em Maiúsculas sem acentos 
 
 
d <- 
data.frame(Ano=numeric(),NaoInvestigados=numeric(),Desconhecidas=numeric(),Int
encional=numeric(),Natural=numeric(),Negligente=numeric(),Reacendimentos=numer
ic()) 
 
for(i in (1:length(Anos))) 
  d[i,] <- c(Anos[i], nrow(subset(Lista_Total,Lista_Total$Distrito==dis & 
is.na(Lista_Total$TipoCausa) & 
Lista_Total$Ano==Anos[i])),nrow(subset(Lista_Total,Lista_Total$Distrito==dis & 
Lista_Total$TipoCausa=="Desconhecida" & 
Lista_Total$Ano==Anos[i])),nrow(subset(Lista_Total,Lista_Total$Distrito==dis & 
Lista_Total$TipoCausa=="Intencional" & 
Lista_Total$Ano==Anos[i])),nrow(subset(Lista_Total,Lista_Total$Distrito==dis & 
Lista_Total$TipoCausa=="Natural" & 
Lista_Total$Ano==Anos[i])),nrow(subset(Lista_Total,Lista_Total$Distrito==dis & 
Lista_Total$TipoCausa=="Negligente" & 
Lista_Total$Ano==Anos[i])),nrow(subset(Lista_Total,Lista_Total$Distrito==dis & 
Lista_Total$TipoCausa=="Reacendimento" & Lista_Total$Ano==Anos[i]))) 
 
 
for(i in (1:length(Anos))){ 
  distotal<-nrow(subset(Lista_Total,Lista_Total$Distrito==dis & 
Lista_Total$Ano==Anos[i])) 
  disnull<-nrow(subset(Lista_Total,Lista_Total$Distrito==dis & 
is.na(Lista_Total$TipoCausa) & Lista_Total$Ano==Anos[i])) 
  disdesc<-nrow(subset(Lista_Total,Lista_Total$Distrito==dis & 
Lista_Total$TipoCausa=="Desconhecida" & Lista_Total$Ano==Anos[i])) 
  disinte<-nrow(subset(Lista_Total,Lista_Total$Distrito==dis & 
Lista_Total$TipoCausa=="Intencional" & Lista_Total$Ano==Anos[i]))        
  disnatu<-nrow(subset(Lista_Total,Lista_Total$Distrito==dis & 
Lista_Total$TipoCausa=="Natural" & Lista_Total$Ano==Anos[i])) 
  disnegl<-nrow(subset(Lista_Total,Lista_Total$Distrito==dis & 
Lista_Total$TipoCausa=="Negligente" & Lista_Total$Ano==Anos[i])) 
   
  disreacend<-nrow(subset(Lista_Total,Lista_Total$Distrito==dis & 
Lista_Total$TipoCausa=="Reacendimento" & Lista_Total$Ano==Anos[i])) 
   
  d[i,8] <- c(distotal) 
  d[i,9] <- c(disnull/distotal*100) 
  d[i,10] <- c(disdesc/(distotal-disnull)*100) 
  d[i,11] <- c(disinte/(disinte+disnatu+disreacend+disnegl)*100) 
  d[i,12] <- c(disnatu/(disinte+disnatu+disreacend+disnegl)*100) 
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  d[i,13] <- c(disnegl/(disinte+disnatu+disreacend+disnegl)*100) 
  d[i,14] <- c(disreacend/(disinte+disnatu+disreacend+disnegl)*100) 
} 
 
colnames(d)<-
c('Ano','NaoInvestigados','Desconhecida','Intencional','Natural','Negligente',
'Reacendimento','Total_geral', '%Nao_Investigados', '%Desconhecida', 
'%Intencional', '%Natural', '%Negligente', '%Reacendimentos') 
 
assign(paste0(dis,'_Ocorrencias'), d )            #Muda nome da dataframe 
 
saveRDS(d,file = paste0("Export/",dis,"_Ocorrencias.rds")) #guardar em rds 
 
write.xlsx(d,file = paste0("Export/",dis,"_Ocorrencias.xlsx")) 
 
 
 
#---------------------------------------------------------------- Análise 
Ocorrências Distrito <FIM> 
 
 
 
 
 
#---------------------------------------------------------------- Análise Área 
Ardida Distrito  
 
 
 
dis_AA <- dis                      ## Alterar aqui o nome do Distrito 
pretendido em Maiúsculas sem acentos 
 
 
d_AA <- 
data.frame(Ano=numeric(),NaoInvestigados=numeric(),Desconhecidas=numeric(),Int
encional=numeric(),Natural=numeric(),Negligente=numeric(),Reacendimentos=numer
ic()) 
 
for(i in (1:length(Anos))){ 
   
  d_AA_NULL <- (subset(Lista_Total,Lista_Total$Distrito==dis_AA & 
is.na(Lista_Total$TipoCausa) & Lista_Total$Ano==Anos[i])) 
   
  d_AA_Desconhecida <- (subset(Lista_Total,Lista_Total$Distrito==dis_AA & 
Lista_Total$TipoCausa=="Desconhecida" & Lista_Total$Ano==Anos[i])) 
   
  d_AA_Intencional <- (subset(Lista_Total,Lista_Total$Distrito==dis_AA & 
Lista_Total$TipoCausa=="Intencional" & Lista_Total$Ano==Anos[i])) 
   
  d_AA_Natural <- (subset(Lista_Total,Lista_Total$Distrito==dis_AA & 
Lista_Total$TipoCausa=="Natural" & Lista_Total$Ano==Anos[i])) 
   
  d_AA_Negligente <- (subset(Lista_Total,Lista_Total$Distrito==dis_AA & 
Lista_Total$TipoCausa=="Negligente" & Lista_Total$Ano==Anos[i])) 
   
  d_AA_Reacendimento <- (subset(Lista_Total,Lista_Total$Distrito==dis_AA & 
Lista_Total$TipoCausa=="Reacendimento" & Lista_Total$Ano==Anos[i])) 
   
   
   
  ############# Preenche linha i na tabela ############### 
   
  d_AA[i,]<- 
c(Anos[i],sum(as.numeric(d_AA_NULL$AreaTotal)),sum(as.numeric(d_AA_Desconhecid
a$AreaTotal)),sum(as.numeric(d_AA_Intencional$AreaTotal)),sum(as.numeric(d_AA_
Natural$AreaTotal)),sum(as.numeric(d_AA_Negligente$AreaTotal)),sum(as.numeric(
d_AA_Reacendimento$AreaTotal))) 
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  d_AA[i,8] <- 
c(sum(as.numeric(d_AA_NULL$AreaTotal))+sum(as.numeric(d_AA_Desconhecida$AreaTo
tal))+sum(as.numeric(d_AA_Intencional$AreaTotal))+sum(as.numeric(d_AA_Natural$
AreaTotal))+sum(as.numeric(d_AA_Reacendimento$AreaTotal))+sum(as.numeric(d_AA_
Negligente$AreaTotal))) 
  d_AA[i,9] <- 
c(sum(as.numeric(d_AA_NULL$AreaTotal))/(sum(as.numeric(d_AA_NULL$AreaTotal))+s
um(as.numeric(d_AA_Desconhecida$AreaTotal))+sum(as.numeric(d_AA_Intencional$Ar
eaTotal))+sum(as.numeric(d_AA_Natural$AreaTotal))+sum(as.numeric(d_AA_Reacendi
mento$AreaTotal))+sum(as.numeric(d_AA_Negligente$AreaTotal)))*100) 
  d_AA[i,10] <- 
c(sum(as.numeric(d_AA_Desconhecida$AreaTotal))/(sum(as.numeric(d_AA_Reacendime
nto$AreaTotal))+sum(as.numeric(d_AA_Negligente$AreaTotal))+sum(as.numeric(d_AA
_Natural$AreaTotal))+sum(as.numeric(d_AA_Intencional$AreaTotal))+sum(as.numeri
c(d_AA_Desconhecida$AreaTotal)))*100) 
  d_AA[i,11] <- 
c(sum(as.numeric(d_AA_Intencional$AreaTotal))/(sum(as.numeric(d_AA_Reacendimen
to$AreaTotal))+sum(as.numeric(d_AA_Negligente$AreaTotal))+sum(as.numeric(d_AA_
Natural$AreaTotal))+sum(as.numeric(d_AA_Intencional$AreaTotal)))*100) 
  d_AA[i,12] <- 
c(sum(as.numeric(d_AA_Natural$AreaTotal))/(sum(as.numeric(d_AA_Reacendimento$A
reaTotal))+sum(as.numeric(d_AA_Negligente$AreaTotal))+sum(as.numeric(d_AA_Natu
ral$AreaTotal))+sum(as.numeric(d_AA_Intencional$AreaTotal)))*100) 
  d_AA[i,13] <- 
c(sum(as.numeric(d_AA_Negligente$AreaTotal))/(sum(as.numeric(d_AA_Reacendiment
o$AreaTotal))+sum(as.numeric(d_AA_Negligente$AreaTotal))+sum(as.numeric(d_AA_N
atural$AreaTotal))+sum(as.numeric(d_AA_Intencional$AreaTotal)))*100) 
  d_AA[i,14] <- 
c(sum(as.numeric(d_AA_Reacendimento$AreaTotal))/(sum(as.numeric(d_AA_Reacendim
ento$AreaTotal))+sum(as.numeric(d_AA_Negligente$AreaTotal))+sum(as.numeric(d_A
A_Natural$AreaTotal))+sum(as.numeric(d_AA_Intencional$AreaTotal)))*100) 
} 
 
 
colnames(d_AA) <- 
c('Ano','AA_NaoInvestigados','AA_Desconhecida','AA_Intencional','AA_Natural','
AA_Negligente','AA_Reacendimento','AA_Total_geral', 'AA_%Nao_Investigados', 
'AA_%Desconhecida', 'AA_%Intencional', 'AA_%Natural', 'AA_%Negligente', 
'%AA_Reacendimentos') 
 
assign(paste0(dis_AA,'_AA'), d_AA ) 
 
saveRDS(d_AA,file = paste0("Export/", dis_AA,"_AA.rds")) #guardar em rds 
 
write.xlsx(d_AA, file =paste0("Export/", dis,"_AreaArdida.xlsx")) 
 
rm(d_AA_Desconhecida,d_AA_Intencional,d_AA_Natural,d_AA_Negligente,d_AA_NULL,d
_AA_Reacendimento) 
 
 
 
#---------------------------------------------------------------- Análise Área 
Ardida Distrito <FIM> 
 
wb1 <- createWorkbook() 
 
sheet = createSheet(wb1, as.character(dis)) 
 
addDataFrame(d, sheet=sheet, startColumn=1, row.names=FALSE) 
addDataFrame(d_AA, sheet=sheet, startRow = 24, row.names=FALSE) 
 
 
#---------------------------------------------------------------- Análise 
Ocorrências Concelhos  
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#dis <- "PORTO"                   ## Alterar aqui o nome do Distrito 
pretendido em Maiúsculas sem acentos 
 
conc <- subset(Lista_Total,Lista_Total$Distrito==dis) 
 
Concelhos<-unique(conc$Concelho) 
 
 
 
Conc <- 
data.frame(Concelho=character(),NaoInvestigados=numeric(),Desconhecidas=numeri
c(),Intencional=numeric(),Natural=numeric(),Negligente=numeric(),Reacendimento
s=numeric()) 
 
for(i in (1:length(Concelhos))) 
  Conc[i,] <- c(Concelhos[i], 
nrow(subset(Lista_Total,Lista_Total$Distrito==dis & 
is.na(Lista_Total$TipoCausa) & 
Lista_Total$Concelho==Concelhos[i])),nrow(subset(Lista_Total,Lista_Total$Distr
ito==dis & Lista_Total$TipoCausa=="Desconhecida" & 
Lista_Total$Concelho==Concelhos[i])),nrow(subset(Lista_Total,Lista_Total$Distr
ito==dis & Lista_Total$TipoCausa=="Intencional" & 
Lista_Total$Concelho==Concelhos[i])),nrow(subset(Lista_Total,Lista_Total$Distr
ito==dis & Lista_Total$TipoCausa=="Natural" & 
Lista_Total$Concelho==Concelhos[i])),nrow(subset(Lista_Total,Lista_Total$Distr
ito==dis & Lista_Total$TipoCausa=="Negligente" & 
Lista_Total$Concelho==Concelhos[i])),nrow(subset(Lista_Total,Lista_Total$Distr
ito==dis & Lista_Total$TipoCausa=="Reacendimento" & 
Lista_Total$Concelho==Concelhos[i]))) 
 
 
for(i in (1:length(Concelhos))){ 
  distotal<-nrow(subset(Lista_Total,Lista_Total$Distrito==dis & 
Lista_Total$Concelho==Concelhos[i])) 
  disnull<-nrow(subset(Lista_Total,Lista_Total$Distrito==dis & 
is.na(Lista_Total$TipoCausa) & Lista_Total$Concelho==Concelhos[i])) 
  disdesc<-nrow(subset(Lista_Total,Lista_Total$Distrito==dis & 
Lista_Total$TipoCausa=="Desconhecida" & Lista_Total$Concelho==Concelhos[i])) 
  disinte<-nrow(subset(Lista_Total,Lista_Total$Distrito==dis & 
Lista_Total$TipoCausa=="Intencional" & Lista_Total$Concelho==Concelhos[i]))        
  disnatu<-nrow(subset(Lista_Total,Lista_Total$Distrito==dis & 
Lista_Total$TipoCausa=="Natural" & Lista_Total$Concelho==Concelhos[i])) 
  disnegl<-nrow(subset(Lista_Total,Lista_Total$Distrito==dis & 
Lista_Total$TipoCausa=="Negligente" & Lista_Total$Concelho==Concelhos[i])) 
  disreacend<-nrow(subset(Lista_Total,Lista_Total$Distrito==dis & 
Lista_Total$TipoCausa=="Reacendimento" & Lista_Total$Concelho==Concelhos[i])) 
   
  Conc[i,8] <- c(distotal) 
  Conc[i,9] <- c(disnull/distotal*100) 
  Conc[i,10] <- c(disdesc/(distotal-disnull)*100) 
  Conc[i,11] <- c(disinte/(disinte+disnatu+disreacend+disnegl)*100) 
  Conc[i,12] <- c(disnatu/(disinte+disnatu+disreacend+disnegl)*100) 
  Conc[i,13] <- c(disnegl/(disinte+disnatu+disreacend+disnegl)*100) 
  Conc[i,14] <- c(disreacend/(disinte+disnatu+disreacend+disnegl)*100) 
} 
 
Conc$Concelho=Concelhos 
 
colnames(Conc)<-
c('Concelho','NaoInvestigados','Desconhecida','Intencional','Natural','Neglige
nte','Reacendimento','Total_geral', '%Nao_Investigados', '%Desconhecida', 
'%Intencional', '%Natural', '%Negligente', '%Reacendimentos') 
 
assign(paste0(dis,'_Concelhos_Ocorrencias'), Conc )            #Muda nome da 
dataframe 
 
saveRDS(Conc,file = paste0("Export/", dis,"_Concelhos_Ocorrencias.rds"))       
#guardar em rds 
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write.xlsx(Conc, file = paste0("Export/", dis,"_Concelhos_Ocorrencias.xlsx"))   
#guardar em xlsx 
 
 
 
#---------------------------------------------------------------- Análise 
Ocorrências Concelhos <FIM> 
 
 
 
#---------------------------------------------------------------- Análise Área 
Ardida Concelhos 
 
 
 
#dis <- "PORTO"                   ## Alterar aqui o nome do Distrito 
pretendido em Maiúsculas sem acentos 
 
conc <- subset(Lista_Total,Lista_Total$Distrito==dis) 
 
Concelhos_AA<-unique(conc$Concelho) 
 
Conc_AA <- 
data.frame(Concelho=character(),NaoInvestigados=numeric(),Desconhecidas=numeri
c(),Intencional=numeric(),Natural=numeric(),Negligente=numeric(),Reacendimento
s=numeric()) 
 
for(i in (1:length(Concelhos_AA))){ 
   
  Conc_AA_NULL <- (subset(Lista_Total,Lista_Total$Distrito==dis & 
is.na(Lista_Total$TipoCausa) & Lista_Total$Ano==Anos[i] & 
Lista_Total$Concelho==Concelhos[i])) 
   
  Conc_AA_Desconhecida <- (subset(Lista_Total,Lista_Total$Distrito==dis & 
Lista_Total$TipoCausa=="Desconhecida" & Lista_Total$Ano==Anos[i] & 
Lista_Total$Concelho==Concelhos[i])) 
   
  Conc_AA_Intencional <- (subset(Lista_Total,Lista_Total$Distrito==dis & 
Lista_Total$TipoCausa=="Intencional" & Lista_Total$Ano==Anos[i] & 
Lista_Total$Concelho==Concelhos[i])) 
   
  Conc_AA_Natural <- (subset(Lista_Total,Lista_Total$Distrito==dis & 
Lista_Total$TipoCausa=="Natural" & Lista_Total$Ano==Anos[i] & 
Lista_Total$Concelho==Concelhos[i])) 
   
  Conc_AA_Negligente <- (subset(Lista_Total,Lista_Total$Distrito==dis & 
Lista_Total$TipoCausa=="Negligente" & Lista_Total$Ano==Anos[i] & 
Lista_Total$Concelho==Concelhos[i])) 
   
  Conc_AA_Reacendimento <- (subset(Lista_Total,Lista_Total$Distrito==dis & 
Lista_Total$TipoCausa=="Reacendimento" & Lista_Total$Ano==Anos[i] & 
Lista_Total$Concelho==Concelhos[i])) 
   
   
   
  ############# Preenche linha i na tabela ############### 
   
  Conc_AA[i,]<- 
c(Concelhos_AA[i],sum(as.numeric(Conc_AA_NULL$AreaTotal)),sum(as.numeric(Conc_
AA_Desconhecida$AreaTotal)),sum(as.numeric(Conc_AA_Intencional$AreaTotal)),sum
(as.numeric(Conc_AA_Natural$AreaTotal)),sum(as.numeric(Conc_AA_Negligente$Area
Total)),sum(as.numeric(Conc_AA_Reacendimento$AreaTotal))) 
   
   
  Conc_AA[i,8] <- 
c(sum(as.numeric(Conc_AA_NULL$AreaTotal))+sum(as.numeric(Conc_AA_Desconhecida$
AreaTotal))+sum(as.numeric(Conc_AA_Intencional$AreaTotal))+sum(as.numeric(Conc



111 

_AA_Natural$AreaTotal))+sum(as.numeric(Conc_AA_Reacendimento$AreaTotal))+sum(a
s.numeric(Conc_AA_Negligente$AreaTotal))) 
  Conc_AA[i,9] <- 
c(sum(as.numeric(Conc_AA_NULL$AreaTotal))/(sum(as.numeric(Conc_AA_NULL$AreaTot
al))+sum(as.numeric(Conc_AA_Desconhecida$AreaTotal))+sum(as.numeric(Conc_AA_In
tencional$AreaTotal))+sum(as.numeric(Conc_AA_Natural$AreaTotal))+sum(as.numeri
c(Conc_AA_Reacendimento$AreaTotal))+sum(as.numeric(Conc_AA_Negligente$AreaTota
l)))*100) 
  Conc_AA[i,10] <- 
c(sum(as.numeric(Conc_AA_Desconhecida$AreaTotal))/(sum(as.numeric(Conc_AA_Reac
endimento$AreaTotal))+sum(as.numeric(Conc_AA_Negligente$AreaTotal))+sum(as.num
eric(Conc_AA_Natural$AreaTotal))+sum(as.numeric(Conc_AA_Intencional$AreaTotal)
)+sum(as.numeric(Conc_AA_Desconhecida$AreaTotal)))*100) 
  Conc_AA[i,11] <- 
c(sum(as.numeric(Conc_AA_Intencional$AreaTotal))/(sum(as.numeric(Conc_AA_Reace
ndimento$AreaTotal))+sum(as.numeric(Conc_AA_Negligente$AreaTotal))+sum(as.nume
ric(Conc_AA_Natural$AreaTotal))+sum(as.numeric(Conc_AA_Intencional$AreaTotal))
)*100) 
  Conc_AA[i,12] <- 
c(sum(as.numeric(Conc_AA_Natural$AreaTotal))/(sum(as.numeric(Conc_AA_Reacendim
ento$AreaTotal))+sum(as.numeric(Conc_AA_Negligente$AreaTotal))+sum(as.numeric(
Conc_AA_Natural$AreaTotal))+sum(as.numeric(Conc_AA_Intencional$AreaTotal)))*10
0) 
  Conc_AA[i,13] <- 
c(sum(as.numeric(Conc_AA_Negligente$AreaTotal))/(sum(as.numeric(Conc_AA_Reacen
dimento$AreaTotal))+sum(as.numeric(Conc_AA_Negligente$AreaTotal))+sum(as.numer
ic(Conc_AA_Natural$AreaTotal))+sum(as.numeric(Conc_AA_Intencional$AreaTotal)))
*100) 
  Conc_AA[i,14] <- 
c(sum(as.numeric(Conc_AA_Reacendimento$AreaTotal))/(sum(as.numeric(Conc_AA_Rea
cendimento$AreaTotal))+sum(as.numeric(Conc_AA_Negligente$AreaTotal))+sum(as.nu
meric(Conc_AA_Natural$AreaTotal))+sum(as.numeric(Conc_AA_Intencional$AreaTotal
)))*100) 
} 
 
 
 
colnames(Conc_AA) <- 
c('Concelho','AA_NaoInvestigados','AA_Desconhecida','AA_Intencional','AA_Natur
al','AA_Negligente','AA_Reacendimento','AA_Total_geral', 
'AA_%Nao_Investigados', 'AA_%Desconhecida', 'AA_%Intencional', 'AA_%Natural', 
'AA_%Negligente', '%AA_Reacendimentos') 
 
Conc_AA$Concelho=Concelhos_AA 
 
assign(paste0(dis_AA,'_Concelhos_AA'), Conc_AA )    #Muda nome da dataframe 
 
saveRDS(Conc_AA,file = paste0("Export/", dis_AA,"_Concelhos_AA.rds")) #guardar 
em rds 
 
write.xlsx(Conc_AA, file = paste0("Export/", 
dis,"_Concelhos_AreaArdida.xlsx"))   #guardar em xlsx 
 
rm(Conc_AA_Desconhecida,Conc_AA_Intencional,Conc_AA_Natural,Conc_AA_Negligente
,Conc_AA_NULL,Conc_AA_Reacendimento) 
 
 
 
#---------------------------------------------------------------- Análise Área 
Ardida Concelhos <FIM> 
 
 
 
#---------------------------------------------------------------- Análise 
Ocorrências por Dia da Semana por Distrito 
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Dist_Dia_Semana<-
data.frame(Distrito=character(),Segunda=numeric(),Terca=numeric(),Quarta=numer
ic(),Quinta=numeric(),Sexta=numeric(),Sabado=numeric(), 
                            Domingo=numeric()) 
Dias_da_semana<-unique(IncendiosRurais_4meses$Dia_Semana_Alerta) 
 
#Int<-
subset(IncendiosRurais_4meses,IncendiosRurais_4meses$Int==1|IncendiosRurais_4m
eses$Neg==1) 
 
for(i in (1:length(Distritos))){ 
  Dist_Dia_Semana[i,]<-
c(Distritos[i],nrow(subset(IncendiosRurais_4meses,IncendiosRurais_4meses$Distr
ito==Distritos[i] & 
IncendiosRurais_4meses$Dia_Semana_Alerta==Dias_da_semana[7])), 
                                      
nrow(subset(IncendiosRurais_4meses,IncendiosRurais_4meses$Distrito==Distritos[
i] & IncendiosRurais_4meses$Dia_Semana_Alerta==Dias_da_semana[4])), 
                                      
nrow(subset(IncendiosRurais_4meses,IncendiosRurais_4meses$Distrito==Distritos[
i] & IncendiosRurais_4meses$Dia_Semana_Alerta==Dias_da_semana[6])), 
                                      
nrow(subset(IncendiosRurais_4meses,IncendiosRurais_4meses$Distrito==Distritos[
i] & IncendiosRurais_4meses$Dia_Semana_Alerta==Dias_da_semana[2])), 
                                      
nrow(subset(IncendiosRurais_4meses,IncendiosRurais_4meses$Distrito==Distritos[
i] & IncendiosRurais_4meses$Dia_Semana_Alerta==Dias_da_semana[1])), 
                                      
nrow(subset(IncendiosRurais_4meses,IncendiosRurais_4meses$Distrito==Distritos[
i] & IncendiosRurais_4meses$Dia_Semana_Alerta==Dias_da_semana[3])), 
                                      
nrow(subset(IncendiosRurais_4meses,IncendiosRurais_4meses$Distrito==Distritos[
i] & IncendiosRurais_4meses$Dia_Semana_Alerta==Dias_da_semana[5]))) 
} 
Dist_Dia_Semana$Distrito<-Distritos 
 
write.xlsx(Dist_Dia_Semana, file = "Export/Análise_Dias_da_Semana.xlsx") 
 
#---------------------------------------------------------------- Análise 
Ocorrências por Dia da Semana por Distrito <FIM> 
 
 
 
#---------------------------------------------------------------- Exportar 
para Livro do Excel 
 
 
sheet = createSheet(wb1, as.character(paste0(dis,'_Concelhos'))) 
 
addDataFrame(Conc, sheet=sheet, startColumn=1, row.names=FALSE) 
addDataFrame(Conc_AA, sheet=sheet, startRow = 24, row.names=FALSE) 
 
saveWorkbook(wb1,  as.character(paste0(dis,'_Análise_Incendios.xlsx'))) 
 
 
wb <- createWorkbook() 
 
sheet=createSheet(wb, sheetName="País") 
 
addDataFrame(Pais_Ocorrencias, sheet=sheet, startColumn=1, row.names=FALSE) 
addDataFrame(Pais_AA, sheet=sheet, startRow = 24, row.names=FALSE) 
 
saveWorkbook(wb, "Analise_Geral_Incendios_4meses.xlsx") 
 
 
#---------------------------------------------------------------- Exportar 
para Livro do Excel <FIM> 
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Apêndice F-3 – Código de Preparação de dados para Análise 
Clustering 
 

 
library("cluster") 
library("factoextra") 
library("magrittr") 
library(xlsx) 
library(readxl) 
 
# -----------------------------------------------------Tratamento de Variáveis 
para CLustering 
 
 
 
 
 
 
# -------------------------------------------------------- Preparação de dados 
FWI  
 
 
# Ciclo que preenche as primeiras 7 colunas da tabela com a soma do FWI de 
cada Distrito 
 
dist_FWI <- data.frame(Distrito=NA,Soma_FWI=0, Media_FWI=0, 
Percentil_80_FWI=0) 
for(i in (1:length(Distritos))){ 
  dist_data <- 
subset(IncendiosRurais_4meses,IncendiosRurais_4meses$Distrito==Distritos[i]) 
  a<-dist_data[complete.cases(dist_data[, 43]),]  #considera apenas valores 
com FWI não nulo 
  dist_FWI[i, 2] <- sum(a$FWI) 
  dist_FWI[i, 3] <- sum(a$FWI/as.numeric(nrow(a))) 
  dist_FWI[i, 4] <- quantile(a$FWI,c(.80)) 
} 
 
# Acerto no nome dos Distritos na primeira coluna da tabela 
 
dist_FWI$Distrito=Distritos 
 
rm(a) 
# ------------------------------------------------------- Preparação de dados 
FWI <FIM> 
 
 
 
 
 
 
# -------------------------------------------------------- Preparação de dados 
DSR  
 
 
# Ciclo que preenche as primeiras 7 colunas da tabela com a soma do DSR de 
cada Distrito 
 
dist_DSR <- data.frame(Distrito=NA, Soma_DSR=0, Media_DSR=0, 
Percentil_80_DSR=0, Mediana_DSR=0) 
for(i in (1:length(Distritos))){ 
  dist_data <- 
subset(IncendiosRurais_4meses,IncendiosRurais_4meses$Distrito==Distritos[i]) 
  a<-dist_data[complete.cases(dist_data[, 42]),]  #considera apenas valores 
com DSR não nulo 
  dist_DSR[i, 2] <- sum(a$DSR) 
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  dist_DSR[i, 3] <- sum(a$DSR/as.numeric(nrow(a))) 
  dist_DSR[i, 4] <- quantile(a$DSR,c(.80)) 
  dist_DSR[i, 5] <- median(a$DSR) 
} 
 
# Acerto no nome dos Distritos na primeira coluna da tabela 
 
dist_DSR$Distrito=Distritos 
 
rm(a) 
# ------------------------------------------------------- Preparação de dados 
DSR <FIM> 
 
 
 
# -------------------------------------------------------- Preparação de dados 
BUI  
 
 
# Ciclo que preenche as primeiras 7 colunas da tabela com a soma do BUI de 
cada Distrito 
 
dist_BUI <- data.frame(Distrito=NA, Soma_BUI=0, Media_BUI=0, 
Percentil_80_BUI=0, Mediana_BUI=0) 
for(i in (1:length(Distritos))){ 
  dist_data <- 
subset(IncendiosRurais_4meses,IncendiosRurais_4meses$Distrito==Distritos[i]) 
  a<-dist_data[complete.cases(dist_data[, 42]),]  #considera apenas valores 
com BUI não nulo 
  dist_BUI[i, 2] <- sum(a$BUI) 
  dist_BUI[i, 3] <- sum(a$BUI/as.numeric(nrow(a))) 
  dist_BUI[i, 4] <- quantile(a$BUI,c(.80)) 
  dist_BUI[i, 5] <- median(a$BUI) 
} 
 
# Acerto no nome dos Distritos na primeira coluna da tabela 
 
dist_BUI$Distrito=Distritos 
 
rm(a) 
# ------------------------------------------------------- Preparação de dados 
BUI <FIM> 
 
 
# -------------------------------------------------------- Preparação de dados 
ISI  
 
 
# Ciclo que preenche as primeiras 7 colunas da tabela com a soma do ISI de 
cada Distrito 
 
dist_ISI <- data.frame(Distrito=NA, Soma_ISI=0, Media_ISI=0, 
Percentil_80_ISI=0, Mediana_ISI=0) 
for(i in (1:length(Distritos))){ 
  dist_data <- 
subset(IncendiosRurais_4meses,IncendiosRurais_4meses$Distrito==Distritos[i]) 
  a<-dist_data[complete.cases(dist_data[, 42]),]  #considera apenas valores 
com ISI não nulo 
  dist_ISI[i, 2] <- sum(a$ISI) 
  dist_ISI[i, 3] <- sum(a$ISI/as.numeric(nrow(a))) 
  dist_ISI[i, 4] <- quantile(a$ISI,c(.80)) 
  dist_ISI[i, 5] <- median(a$ISI) 
} 
 
# Acerto no nome dos Distritos na primeira coluna da tabela 
 
dist_ISI$Distrito=Distritos 
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rm(a) 
# ------------------------------------------------------- Preparação de dados 
ISI <FIM> 
 
# -------------------------------------------------------- Preparação de dados 
DC  
 
 
# Ciclo que preenche as primeiras 7 colunas da tabela com a soma do DC de cada 
Distrito 
 
dist_DC <- data.frame(Distrito=NA, Soma_DC=0, Media_DC=0, Percentil_80_DC=0, 
Mediana_DC=0) 
for(i in (1:length(Distritos))){ 
  dist_data <- 
subset(IncendiosRurais_4meses,IncendiosRurais_4meses$Distrito==Distritos[i]) 
  a<-dist_data[complete.cases(dist_data[, 42]),]  #considera apenas valores 
com DC não nulo 
  dist_DC[i, 2] <- sum(a$DC) 
  dist_DC[i, 3] <- sum(a$DC/as.numeric(nrow(a))) 
  dist_DC[i, 4] <- quantile(a$DC,c(.80)) 
  dist_DC[i, 5] <- median(a$DC) 
} 
 
# Acerto no nome dos Distritos na primeira coluna da tabela 
 
dist_DC$Distrito=Distritos 
 
rm(a) 
# ------------------------------------------------------- Preparação de dados 
DC <FIM> 
 
# -------------------------------------------------------- Preparação de dados 
DMC  
 
 
# Ciclo que preenche as primeiras 7 colunas da tabela com a soma do DMC de 
cada Distrito 
 
dist_DMC <- data.frame(Distrito=NA, Soma_DMC=0, Media_DMC=0, 
Percentil_80_DMC=0, Mediana_DMC=0) 
for(i in (1:length(Distritos))){ 
  dist_data <- 
subset(IncendiosRurais_4meses,IncendiosRurais_4meses$Distrito==Distritos[i]) 
  a<-dist_data[complete.cases(dist_data[, 42]),]  #considera apenas valores 
com DMC não nulo 
  dist_DMC[i, 2] <- sum(a$DMC) 
  dist_DMC[i, 3] <- sum(a$DMC/as.numeric(nrow(a))) 
  dist_DMC[i, 4] <- quantile(a$DMC,c(.80)) 
  dist_DMC[i, 5] <- median(a$DMC) 
} 
 
# Acerto no nome dos Distritos na primeira coluna da tabela 
 
dist_DMC$Distrito=Distritos 
 
rm(a) 
# ------------------------------------------------------- Preparação de dados 
DMC <FIM> 
 
 
# -------------------------------------------------------- Preparação de dados 
durMinutos  
 
 
# Ciclo que preenche as primeiras 7 colunas da tabela com a soma do durMinutos 
de cada Distrito 
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dist_durMinutos <- data.frame(Distrito=NA, Soma_durMinutos=0, 
Media_durMinutos=0, Percentil_80_durMinutos=0, Mediana_durMinutos=0) 
for(i in (1:length(Distritos))){ 
  dist_data <- 
subset(IncendiosRurais_4meses,IncendiosRurais_4meses$Distrito==Distritos[i]) 
  a<-dist_data[complete.cases(dist_data[, 23]),]  #considera apenas valores 
com durMinutos não nulo 
  dist_durMinutos[i, 2] <- sum(a$durMinutos) 
  dist_durMinutos[i, 3] <- sum(a$durMinutos/as.numeric(nrow(a))) 
  dist_durMinutos[i, 4] <- quantile(a$durMinutos,c(.80)) 
  dist_durMinutos[i, 5] <- median(a$durMinutos) 
} 
 
# Acerto no nome dos Distritos na primeira coluna da tabela 
 
dist_durMinutos$Distrito=Distritos 
 
rm(a) 
# ------------------------------------------------------- Preparação de dados 
durMinutos <FIM> 
 
 
 
 
 
 
# -------------------------------------------------------- Preparação de dados 
AreaTotal  
 
 
# Ciclo que preenche as primeiras 7 colunas da tabela com a soma do AreaTotal 
de cada Distrito 
 
dist_AreaTotal <- data.frame(Distrito=NA, Soma_AreaTotal=0, Media_AreaTotal=0, 
Percentil_80_AreaTotal=0, Mediana_AreaTotal=0,  
                               Media_AA_Neg=0, Media_AA_Int=0, 
Mediana_AA_Neg=0, Mediana_AA_Int=0) 
for(i in (1:length(Distritos))){ 
  dist_data <- 
subset(IncendiosRurais_4meses,IncendiosRurais_4meses$Distrito==Distritos[i]) 
  a<-dist_data[complete.cases(dist_data[, 28]),]  #considera apenas valores 
com AreaTotal não nulo 
  AA_neg<-subset(a,a$TipoCausa=="Negligente") 
  AA_int<-subset(a,a$TipoCausa=="Intencional") 
  dist_AreaTotal[i, 2] <- sum(a$AreaTotal) 
  dist_AreaTotal[i, 3] <- sum(a$AreaTotal)/as.numeric(nrow(a)) 
  dist_AreaTotal[i, 4] <- quantile(a$AreaTotal,c(.80)) 
  dist_AreaTotal[i, 5] <- median(a$AreaTotal) 
  dist_AreaTotal[i, 6] <- sum(AA_neg$AreaTotal)/as.numeric(nrow(AA_neg)) 
  dist_AreaTotal[i, 7] <- sum(AA_int$AreaTotal)/as.numeric(nrow(AA_int)) 
  dist_AreaTotal[i, 8] <- median(AA_neg$AreaTotal) 
  dist_AreaTotal[i, 9] <- median(AA_int$AreaTotal) 
} 
 
# Acerto no nome dos Distritos na primeira coluna da tabela 
 
dist_AreaTotal$Distrito=Distritos 
 
 
# ------------------------------------------------------- Preparação de dados 
AreaTotal <FIM> 
 
 
 
 
 
# -------------------------------------------------------- Preparação de dados 
FFMC  
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# Ciclo que preenche as primeiras 7 colunas da tabela com a soma do FFMC de 
cada Distrito 
 
dist_FFMC <- data.frame(Distrito=NA, Soma_FFMC=0, Media_FFMC=0, 
Percentil_80_FFMC=0, Mediana_FFMC=0) 
for(i in (1:length(Distritos))){ 
  dist_data <- 
subset(IncendiosRurais_4meses,IncendiosRurais_4meses$Distrito==Distritos[i]) 
  a<-dist_data[complete.cases(dist_data[, 45]),]  #considera apenas valores 
com FFMC não nulo 
  dist_FFMC[i, 2] <- sum(a$FFMC) 
  dist_FFMC[i, 3] <- sum(a$FFMC/as.numeric(nrow(a))) 
  dist_FFMC[i, 4] <- quantile(a$FFMC,c(.80)) 
  dist_FFMC[i, 5] <- median(a$FFMC) 
} 
 
# Acerto no nome dos Distritos na primeira coluna da tabela 
 
dist_FFMC$Distrito=Distritos 
 
rm(a) 
# ------------------------------------------------------- Preparação de dados 
FFMC <FIM> 
 
 
 
# -------------------------------------------------------- Preparação de dados 
Tempo_chegada  
 
 
# Ciclo que preenche as primeiras 7 colunas da tabela com a soma do 
Tempo_chegada de cada Distrito 
 
dist_Tempo_chegada <- data.frame(Distrito=NA, Soma_Tempo_chegada=0, 
Media_Tempo_chegada=0, Percentil_80_Tempo_chegada=0, Mediana_Tempo_chegada=0) 
for(i in (1:length(Distritos))){ 
  dist_data <- 
subset(IncendiosRurais_4meses,IncendiosRurais_4meses$Distrito==Distritos[i]) 
  a<-dist_data[complete.cases(dist_data[, 53]),]  #considera apenas valores 
com Tempo_chegada não nulo 
  linhas<-nrow(a)              #NÂO FUNCIONA NAO SEI PQ 
  a$Tempo_chegada <- ifelse(a$Tempo_chegada < 0, NA ,a$Tempo_chegada) 
  a <- a[complete.cases(a[, 53]),] 
  dist_Tempo_chegada[i, 2] <- sum(a$Tempo_chegada) 
  dist_Tempo_chegada[i, 3] <- sum(a$Tempo_chegada/as.numeric(nrow(a))) 
  dist_Tempo_chegada[i, 4] <- quantile(a$Tempo_chegada,c(.80)) 
  dist_Tempo_chegada[i, 5] <- median(a$Tempo_chegada) 
} 
 
# Acerto no nome dos Distritos na primeira coluna da tabela 
 
dist_Tempo_chegada$Distrito=Distritos 
 
# ------------------------------------------------------- Preparação de dados 
Tempo_chegada <FIM> 
 
 
# ------------------------------------------------------- Preparação de dados 
Simultaneidade 
 
#sim_01<-read_excel("Export/restultados_finalDistrito_2001-06-15_2001-10-
15_24horas.xlsx") 
#sim_02<-read_excel("Export/restultados_finalDistrito_2002-06-15_2002-10-
15_24horas.xlsx") 
#sim_03<-read_excel("Export/restultados_finalDistrito_2003-06-15_2003-10-
15_24horas.xlsx") 
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#sim_04<-read_excel("Export/restultados_finalDistrito_2004-06-15_2004-10-
15_24horas.xlsx") 
#sim_05<-read_excel("Export/restultados_finalDistrito_2005-06-15_2005-10-
15_24horas.xlsx") 
#sim_06<-read_excel("Export/restultados_finalDistrito_2006-06-15_2006-10-
15_24horas.xlsx") 
#sim_07<-read_excel("Export/restultados_finalDistrito_2007-06-15_2007-10-
15_24horas.xlsx") 
#sim_08<-read_excel("Export/restultados_finalDistrito_2008-06-15_2008-10-
15_24horas.xlsx") 
#sim_09<-read_excel("Export/restultados_finalDistrito_2009-06-15_2009-10-
15_24horas.xlsx") 
#sim_10<-read_excel("Export/restultados_finalDistrito_2010-06-15_2010-10-
15_24horas.xlsx") 
#sim_11<-read_excel("Export/restultados_finalDistrito_2011-06-15_2011-10-
15_24horas.xlsx") 
#sim_12<-read_excel("Export/restultados_finalDistrito_2012-06-15_2012-10-
15_24horas.xlsx") 
#sim_13<-read_excel("Export/restultados_finalDistrito_2013-06-15_2013-10-
15_24horas.xlsx") 
#sim_14<-read_excel("Export/restultados_finalDistrito_2014-06-15_2014-10-
15_24horas.xlsx") 
#sim_15<-read_excel("Export/restultados_finalDistrito_2015-06-15_2015-10-
15_24horas.xlsx") 
#sim_16<-read_excel("Export/restultados_finalDistrito_2016-06-15_2016-10-
15_24horas.xlsx") 
#sim_17<-read_excel("Export/restultados_finalDistrito_2017-06-15_2017-10-
15_24horas.xlsx") 
#sim_18<-read_excel("Export/restultados_finalDistrito_2018-06-15_2018-10-
15_24horas.xlsx") 
 
#sim<-
rbind(sim_01,sim_02,sim_03,sim_04,sim_05,sim_06,sim_07,sim_08,sim_09,sim_10,si
m_11,sim_12,sim_13,sim_14,sim_15,sim_16,sim_17,sim_18) 
 
#row_to_del <-which(sim$...1=="Mediana") 
#sim <- sim[-row_to_del, ]  
 
#colnames(sim)[1] <- "DATA" 
 
sim$DATA<-as.Date(sim$DATA) 
sim$Ano<-strftime(IncendiosRurais_4meses$HoraExtincao, format="%Y") 
simultaneidade['Data']<-subset(sim,sim$DATA) 
 
#write.xlsx(sim, "Export/Simultaneidade_18_anos.xlsx") 
 
estatisticas_simult<-read_excel("Export/Estatisticas_Simultaneidade.xlsx") 
 
 
 
# ------------------------------------------------------- Preparação de dados 
Simultaneidade <FIM> 
 
 
# -----------------------------------------------------Tratamento de Variáveis 
para CLustering <FIM> 
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Apêndice F-4 – Código de k-means Clustering 
 
#-------------------------------------------------Realização de Clustering 
 
 
#d<-
cbind(Pais_Ocorrencias[1],Pais_Ocorrencias[4],Pais_Ocorrencias[6],dist_FWI[3]) 
 
d<-
cbind(Pais_Ocorrencias[1],Pais_Ocorrencias[4],Pais_Ocorrencias[6],dist_FWI[3]) 
 
rownames(d)<-d[,1] 
 
d<-d[,-1] 
 
 
my_data <- d %>% 
  na.omit() %>%          # Remove missing values (NA) 
  scale()                # Scale variables 
 
 
# Validação Interna 
 
clmethods <- c("kmeans","pam", "hierarchical") 
intern <- clValid(my_data, nClust = 2:6,  
                  clMethods = clmethods, validation = "internal") 
summary(intern) 
 
 
res.dist <- get_dist(d, stand = TRUE, method = "euclidean")  #cálculo da 
distância 
 
fviz_dist(res.dist,  
          gradient = list(low = "#00AFBB", mid = "white", high = "#FC4E07")) 
 
 
fviz_nbclust(my_data, kmeans, method = "gap_stat")  #avaliação do número ótimo 
de Clusters 
 
 
set.seed(123) 
km.res <- kmeans(my_data, 6, nstart = 25) 
# Visualize 
library("factoextra") 
fviz_cluster(km.res, data = my_data, 
             ellipse.type = "convex", 
             palette = "jco", 
             ggtheme = theme_minimal()) 
 
 
# Acrescentar coluna com os clusters em que cada Distrito fica 
 
d_means<-d 
d_means<-cbind(Distritos,d_means) 
d_means[,ncol(d_means)+1]<-km.res$cluster 
colnames(d_means)[ncol(d_means)] <- "Cluster"    ###### Alterar aqui o no me 
da coluna 
 
 
#-------------------------------------------------Realização de Clustering 
<FIM> 
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Apêndice F-5 – Código de k-medoids Clustering 
 
 
library("cluster") 
library("factoextra") 
library("magrittr") 
 
# Load  and prepare the data 
 
#Tratamento de classes 
 
 
d<-
cbind(FWI_por_classes[1],FWI_por_classes[9],FWI_por_classes[10],FWI_por_classe
s[11],FWI_por_classes[12],FWI_por_classes[13],FWI_por_classes[14],FWI_por_clas
ses[15]) 
 
 
rownames(d)<-d[,1] 
 
d<-d[,-1] 
 
my_data <- d %>% 
  na.omit() %>%          # Remove missing values (NA) 
  scale()                # Scale variables 
 
# Validação Interna 
 
clmethods <- c("hierarchical","kmeans","pam") 
intern <- clValid(my_data, nClust = 2:6,  
                  clMethods = clmethods, validation = "internal") 
summary(intern) 
 
# Validação Gap Stat 
 
fviz_nbclust(d, kmeans, method = "gap_stat") 
 
# Compute PAM 
library("cluster") 
pam.res <- pam(my_data, 6) 
# Visualize 
fviz_cluster(pam.res) 
 
 
d_pam<-d 
d_pam<-cbind(Distritos,d_pam) 
d_pam[,ncol(d_pam)+1]<-pam.res$clustering 
colnames(d_pam)[ncol(d_pam)] <- "Cluster"    ###### Alterar aqui o no me da 
coluna 
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Apêndice F-6 – Código de Hierarchical Clustering  
 
library("cluster") 
library("factoextra") 
library("magrittr") 
 
d<-cbind(Pais_Ocorrencias[1], Pais_Ocorrencias[2], Pais_Ocorrencias[3], 
Pais_Ocorrencias[4], 
Pais_Ocorrencias[5],Pais_Ocorrencias[6],Pais_Ocorrencias[7]) 
 
rownames(d)<-d[,1] 
 
d<-d[,-1] 
 
fviz_nbclust(d, kmeans, method = "gap_stat") 
 
# Compute hierarchical clustering 
res.hc <- d %>% 
  scale() %>%                    # Scale the data 
  dist(method = "euclidean") %>% # Compute dissimilarity matrix 
  hclust(method = "ward.D2")     # Compute hierachical clustering 
 
# Visualize using factoextra 
# Cut in 4 groups and color by groups 
fviz_dend(res.hc, k = 4, # Cut in four groups 
          cex = 0.5, # label size 
          k_colors = c("#2E9FDF", "#00AFBB", "#E7B800", "#FC4E07"), 
          color_labels_by_k = TRUE, # color labels by groups 
          rect = TRUE # Add rectangle around groups 
) 
 
# Acrescentar coluna com os clusters em que cada Distrito  
 
d_hc<-d 
d_hc<-cbind(Distritos,d_hc) 
d_hc[,ncol(d_hc)+1]<-res.hc$order 
colnames(d_hc)[ncol(d_hc)] <- "Cluster"    ###### Alterar aqui o no me da 
coluna 
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Apêndice F-7 – Código de Exportação de Resultados Clustering 
 
#---------------------------------------------------------------- Exportar 
para Livro do Excel 
 
wb2 <- createWorkbook() 
 
sheet=createSheet(wb2, sheetName="K_means") 
 
addDataFrame(d_means, sheet=sheet, startColumn=1, row.names=FALSE) 
 
sheet=createSheet(wb2, sheetName="Validation") 
 
addDataFrame(summary(intern), sheet=sheet, startColumn=1, row.names=FALSE)  
 
sink("Clustering/summary.txt") 
print(summary(intern)) 
sink()  # retorna output para a consola 
 
saveWorkbook(wb2,  ('Clustering/Teste.xlsx')) 
 
rm(my_data,d) 
 
#---------------------------------------------------------------- Exportar 
para Livro do Excel <FIM> 
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Apêndice F-8 – Código de Deteção de Simultaneidade (em coautoria 
com Guilherme Torres e João Lourenço Silva) 
 

Este apêndice é baseado no código desenvolvido em colaboração com os estudantes 

Guilherme Torres (2019) e João Lourenço Silva (2019), «Calculadora de simultaneidade e área 

ardida de ocorrências» (por favor consultar nas respetivas dissertações o «Apêndice A.1 – 

Manual de utilização do código conjunto»), pois serviu de base também para as análises feitas 

nas suas dissertações. 

 
 
perl <- "C:/strawberry/perl/bin/perl.exe" 
 
library(dplyr) 
library(gtools) 
library(WriteXLS) 
library(readxl) #biblioteca para ler excel 
#library(xlsx)   #biblioteca para criar excel 
library(lubridate) #biblioteca para usar data como data + HH:MM:SS 
library(chron)  #biblioteca para converter para horas e minutos 
library(PerformanceAnalytics) #biblioteca para analise estatistica do VaR 
(Value at Risk) 
library(plyr) 
library(R.utils) 
library(expss) 
 
setwd("F:/Ambiente de trabalho/Codigo Limpo")  
 
base_dir<-"F:/Ambiente de trabalho/Codigo Limpo" 
 
base_export<-paste0(base_dir, "/Export/") 
 
erro1_resultados_distrito<- readRDS("erro1_resultados_distrito.rds") 
 
#----------------------------------------- < REMOVER VARIAVEIS DE ANALISES 
ANTERIORES > --------------------------------------------- 
 
if(exists("resultados")){   # remover resultados anteriores se estes ainda 
existirem no workspace 
  rm(resultados) 
} 
 
if(exists("resultados_final")){   # remover resultados anteriores se estes 
ainda existirem no workspace 
  rm(resultados_final) 
} 
 
if(exists("resultados_estatisticas")){ 
  rm(resultados_estatisticas) 
} 
 
if(exists("resultados_geral")){ 
  rm(resultados_geral) 
} 
 
if(exists("aux")){ 
  rm(aux) 
} 
 
if(exists("aux2")){ 
  rm(aux2) 
} 
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if(exists("estatisticas")){ 
  rm(estatisticas) 
} 
 
if(exists("base_res")){ 
  rm(base_res) 
} 
 
if(exists("total_colunas")){ 
  rm(total_colunas) 
} 
 
#---------------------------------------------------- < CODIGO SIMULTANEIDADE 
(VARIAVEIS)> -----------------------------------------------------------------
--- 
 
regiao<-"Distrito" # Escolher entre Distrito, Concelho, Freguesia ou NUTS3        
ATENCAO AOS ERROS DE TYPING!!!!! 
 
 
Data_Inicio  <- c() #Para dar nomes as linhas 
 
IncendiosRurais_4meses$freq<-1 
 
base_res<-IncendiosRurais_4meses[0,] 
 
#CICLO 
 
minutos_step<-60*24   #ALTERAR AQUI O STEP (EM MINUTOS)    < 1 hora = 60 >  < 
1 dia = 1440 > < 1 semana = 10080 > 
 
step<-(minutos_step*60) #Multiplicar por 60 para dar o valor step em segundos 
 
sobre_step<-0 #Colocar aqui percentagem de atraso do step. Exemplo: 5 
 
linhas_total <- as.numeric(nrow(IncendiosRurais_4meses)) # total de linhas do 
Excel 
 
#--------------------------------------- < INSERIR DATA INICIO E DATA FIM NO 
FORMATO (AAAA-MM-DD) , HORAS E MINUTOS> --------------------------------------
------------------- 
 
 
dia_inicio <- "2018-06-15"      #ALTERAR AQUI DATA DE INICIO 
h_inicio <- 0                 #ALTERAR AQUI HORAS DE INICIO     
min_inicio <- 0               #ALTERAR AQUI MINUTOS DE INICIO 
dia_inicio<-as.Date(dia_inicio) 
d_inicio<- ((as.numeric(dia_inicio)+25569)*86400) + (h_inicio*3600) + 
(min_inicio*60) 
 
dia_fim <- "2018-10-15"         #ALTERAR AQUI DATA DE FIM 
h_fim <-0                   #ALTERAR AQUI HORAS DE FIM 
min_fim <- 0                 #ALTERAR AQUI MINUTOS DE FIM 
dia_fim <- as.Date(dia_fim) 
d_fim <- ((as.numeric(dia_fim)+25569)*86400) + (h_fim*3600) + (min_fim*60) 
 
 
#fator de correcao da contagem = 25569 
#--------------------------------------- < CICLO SIMULTANEIDADE> -------------
-------------------------------------------- 
 
d_in_step <- d_inicio 
 
while((d_in_step+step) <= d_fim){  
   
  resultados_geral <- base_res 
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  d_fim_step <- d_in_step + step 
  contador<-0 
   
   
  for(i in 1:linhas_total) {  
    if(is.na(IncendiosRurais_4meses$Data_Hora_Alerta_simultaneidade[i]) | 
is.na(IncendiosRurais_4meses$Data_Hora_Extincao_simultaneidade[i])) 
      lol<-1 
    else{ 
      if(!((IncendiosRurais_4meses$Data_Hora_Alerta_simultaneidade[i] >= 
d_fim_step) | (IncendiosRurais_4meses$Data_Hora_Extincao_simultaneidade[i] <= 
d_in_step))){ 
         
        resultados_geral<-rbind(resultados_geral, IncendiosRurais_4meses[i,]) 
         
      }  
    } 
  } 
   
   
  Data_Inicio <- append(Data_Inicio,as.POSIXct(d_in_step, origin = "1899-12-
30", tz = "GMT") , after = length(Data_Inicio)) 
   
  teste_seg<-d_in_step 
   
  if(minutos_step!=120) 
  { 
    if(teste_seg%%1 != 0) 
    { 
      teste_seg<-(teste_seg+1)%/%1 
    } 
  } 
   
  intervalo<-as.POSIXct(teste_seg, origin = "1899-12-30", tz = "GMT") 
  intervalo<-as.character(intervalo) 
   
  if(nrow(resultados_geral)!=0){ 
     
     
    if(regiao=="Distrito"){ 
      aux<- xtabs(formula=freq~Distrito + freq, data=resultados_geral) 
    } 
     
    if(regiao=="Concelho"){ 
      aux<- xtabs(formula=freq~Concelho + freq, data=resultados_geral) 
    } 
    aux<- as.data.frame(aux) 
     
    ifelse(exists("resultados"),resultados<-cbind(resultados, aux$Freq), 
resultados<-aux) 
  } 
   
  if(nrow(resultados_geral)==0){ 
    if(!exists("resultados")){ 
       
      #FAZER IMPORT DESTAS DATA.FRAMES DE CORRECAO DE ERRO PARA O CASO DO 
PRIMEIRO INTERVALO SER VAZIO 
       
      if(regiao=="Distrito"){ 
        resultados<-erro1_resultados_distrito 
      } 
       
      if(regiao=="Concelho"){ 
        resultados<-erro1_resultados_concelho 
      } 
       
      if(regiao=="Freguesia"){ 
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        resultados<-erro1_resultados_freguesia 
      } 
       
      if(regiao=="NUTS3"){ 
        resultados<-erro1_resultados_NUTS3  
      } 
       
       
    } 
     
    resultados$freq<-0 
  } 
   
  colnames(resultados)[ncol(resultados)] <- intervalo 
   
   
  d_in_step <- d_fim_step-(step*sobre_step) 
   
  if(exists("aux")){ 
    rm(aux) 
  } 
   
} 
 
#--------------------------------------------< CALCULAR DADOS ESTATISTICOS >--
------------------------------------------------------------------------------
-- 
estatisticas<-resultados 
total_colunas<-ncol(resultados) 
 
resultados_estatisticas <- data.frame(t(estatisticas[-1]))  #Transpor a 
dataframe (Colunas passam a linhas e vice-versa) 
colnames(resultados_estatisticas) <- estatisticas[, 1] 
 
resultados$Maximo<- NA 
resultados$Minimo<- NA 
resultados$Media<- NA 
resultados$'Desvio Padrao'<- NA 
resultados$Mediana <- NA 
resultados$'VaR 95' <- NA 
resultados$'VaR 5' <- NA 
resultados$'CVaR 95' <- NA 
 
for(t in 1:nrow(resultados)) 
{ 
  resultados$Maximo[t]<-max(resultados[t,2:total_colunas]) 
  resultados$Minimo[t]<-min(resultados[t,2:total_colunas]) 
  resultados$Media[t]<-as.numeric(rowMeans(resultados[t,2:total_colunas])) 
  resultados$'Desvio Padrao'[t]<- sd(resultados[t,2:total_colunas]) 
  resultados$Mediana[t] <- quantile(resultados[t,2:total_colunas], 0.5) 
  resultados$'VaR 95'[t] <- quantile(resultados[t,2:total_colunas], 0.95) 
  resultados$'VaR 5'[t] <- quantile(resultados[t,2:total_colunas], 0.05) 
   
} 
 
resultados_final <- data.frame(t(resultados[-1]))  #Transpor a dataframe 
(Colunas passam a linhas e vice-versa) 
colnames(resultados_final) <- resultados[, 1] 
 
ind_var<-nrow(resultados_final) #numero linhas do resultado 
 
#ciclo para calculo do CVaR 95 
 
for(z in 1:ncol(resultados_final)){ 
   
  max_var<-as.numeric(resultados_final[nrow(resultados_final)-2,z]) #Valor de 
VaR 95 para o calculo do CVaR 95 
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  x<-(resultados_final[1:(nrow(resultados_final)-8),z]) 
  x<-unlist(x, use.names = FALSE) 
  x<-as.numeric(x) 
  x<-x[x>=max_var] 
  aux_cvar<-mean(x) 
  resultados_final[ind_var,z]<-aux_cvar   #escrever o valor na data.frame 
   
   
  rm(aux_cvar) 
  rm(x) 
   
} 
 
 
#----------------------------------------------------------------- < EXPORTAR 
DADOS> ------------------------------------------------------------- 
 
nomexls<-paste0(regiao,"_",as.Date(dia_inicio, origin = "1899-12-
30"),"_",as.Date(dia_fim, origin = "1899-12-30"),"_",minutos_step/60, "horas") 
# Criar nome do ficheiro 
#write.xlsx(resultados_final, 
file=paste0(base_export,"restultados_final",nomexls,".xlsx")) 
#saveRDS(resultados_final, file = 
paste0(base_export,"restultados_final",nomexls,".rds")) #guardar em rds 
#saveRDS(resultados_estatisticas, file = 
paste0(base_export,"restultados_estatisticas",nomexls,".rds")) #guardar em rds 
 
#----------------------------------------------< CRIAR E EXPORTAR OS GRAFICOS 
>-----------------------------------------------------------------------------
-------- 
 
pdf(file=paste0(base_export,nomexls,".pdf")) #guardar em pdf 
 
 
for(d in 1:ncol(resultados_estatisticas)) 
{ 
  if(exists("aux2")){ 
    rm(aux2) 
  } 
  aux2<-data.frame("Ocorrencias"=(resultados_estatisticas[d])[,1], 
"Intervalos" = as.Date(rownames(resultados_estatisticas))) 
  plot(aux2$Intervalos,aux2$Ocorrencias, main = 
colnames(resultados_estatisticas)[d], type = "l", xlab = "Intervalos", ylab = 
"Ocorrencias") 
   
} 
 
dev.off() 
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Apêndice F-9 – Código da Análise CART 
 
 
library(rpart) 
library(rpart.plot) 
library(caret) 
library(dplyr) 
library(xlsx) 
 
dataset<-IncendiosRurais_4meses 
 
 
df<-dataset[,c(4,21,24,25:28,29,42,43,45:49,61,53,64,65:71)] 
 
df<-dataset[,c(24,29,44,53,61,64,65:71)] 
head(df,3) 
m1<-rpart(df$Int_ou_Neg ~ ., data = df, method = "class", 
control=rpart.control(cp = 0.018)) 
rpart.plot(m1, type = 3, digits = 3, fallen.leaves = TRUE, box.palette = 
"Blues") 
printcp(m1) 
plotcp(m1) 
summary(m1) 
 
 
write.xlsx(m1$frame, file="CART/Teste_8.xlsx") 
 
 
#Código que faz a previsão 
 
set.seed(101) # Definir seed para poder reproduzir mesmo set no futuro 
 
# Selecionar 70% dos dados como dados de treino e 30% como dados de teste 
sample <- sample.int(n = nrow(df), size = floor(.70*nrow(df)), replace = F)  
train <- df[sample, ] 
test  <- df[-sample, ] 
 
#Fazer o treino da árvore 
train_result<-rpart(train$Int_ou_Neg ~ ., data = train, method = "class", 
control=rpart.control(minsplit=2000, cp=0.0005)) 
 
#Fazer a previsão 
Predict_CART<-predict(train_result, newdata = test,type = "class") 
 
#Fazer tabela de confusão para perceber os casos bem identificados  
confusion<-table(test$Int_ou_Neg,Predict_CART) 
(confusion[1,1]+confusion[2,2]+confusion[3,3])/(sum(confusion))   # accuracy 
do modelo 
 
 
 
 


