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Resumo

A crescente competitividade no setor de retalho, exige às organizações um processo de me-
lhoria contínua e otimização das operações. Mediante o modelo de negócio de cada empresa,
a tomada de decisões é crucial para a eficácia da gestão de operações. A tomada de decisão é
suportada pelas previsões de venda, que põem em causa o bom funcionamento da organização.

Atualmente, o setor de retalho não dispõe de ferramentas capazes de produzir uma previsão
combinada baseada nas características das séries temporais. Foi com o intuito de obter uma so-
lução robusta que permita aumentar a precisão das previsões de venda no setor de retalho que
este trabalho surgiu. Numa tentativa de dar resposta ao problema: um modelo baseado em Meta-
Learning capaz de gerar previsões combinadas através da extração de características das séries
temporais.

Para atingir o objetivo proposto, foram analisados resultados de previsões para nove métodos
diferentes, e com base nas características das séries temporais foram gerados pesos, de modo a
serem atribuídos aos métodos correspondentes. Através deste procedimento, é feito um ajuste aos
métodos e gerada uma previsão mais precisa.

No que toca à parte experimental, foi utilizada a ferramenta de software RStudio que permitiu
desenvolver o algoritmo criado, bem como avaliar a eficácia dos diferentes métodos.

Os resultados obtidos, permitiram concluir que o algoritmo implementado permite obter previ-
sões mais robustas e fiáveis que os métodos mais comuns de previsão. Por outro lado, a utilização
deste algoritmo possuí a vantagem de adaptar-se facilmente a diferentes séries temporais, visto
que é baseado em Meta-Learning.
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Abstract

Growing competitiveness in the retail sector requires organizations to continually improve and
optimize operations. Decision making through the business model of each company is crucial
to the effectiveness of operations management. Decision making is supported by sales forecasts,
which may jeopardize the smooth functioning of an organization.

The retail sector does not currently have the tools to produce a precise combinations of fore-
casts based on time series features. This dissertation arises in an attempt to solve this problem
on the sector, which purpose: develop a model based on a Meta-Learning approach capable of
produce forecasts by the extraction of time series features.

In order to achieve the proposed goal, forecasts from nine different methods were analyzed and
based on time series features the weights were calculated, so as to be assigned to the corresponding
methods. Through this procedure, a combining adjustment is made to the methods and a more
accurate forecast is produced.

With regard to the experimental part, the RStudio software tool was used to develop the algo-
rithm, as well as to evaluate the performance and effectiveness of the different methods.

The implemented algorithm produces far more reliable forecasts than the most common fo-
recast methods. On the other hand, the algorithm developed has the advantage to adapt easily to
different time series, since it is based on Meta-Learning.
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"Tentar não significa conseguir, mas certamente quem conseguiu tentou."
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Capítulo 1

Introdução

Garantir eficiência na tomada de decisões é fundamental para qualquer organização. A tomada

de decisões é frequentemente suportada por previsões, que põem em causa o bom funcionamento

de uma organização e constante melhoria.

Em particular no setor de retalho, é necessário um elevado nível de previsionamento. Este

setor caracteriza-se como sendo altamente competitivo, devido sobretudo ao consumo crescente

e à globalização. Com o objetivo de minimizar stocks e consequentemente custos adicionais, os

retalhistas preocupam-se sobretudo com a previsão de vendas de modo a garantir a quantidade

necessária para satisfazer os clientes, e simultaneamente, não terem custos extra. As previsões de

vendas deverão ser o mais precisas possível para se conseguir uma boa gestão do inventário e opti-

mizar as operações da cadeia de abastecimento. Neste contexto, pretende-se evitar roturas de stock

que prejudicam a satisfação do cliente, e por outro lado a acumulação excessiva de inventário, que

acarreta diversos custos relacionados com armazenamento, transporte e possível deterioração. O

aperfeiçoamento das previsões de vendas garante a constante melhoria das operações e consequen-

temente confere maior competitividade face à concorrência.

Devido aos avanços tecnológicos, atualmente é possível recolher informações de diversa na-

tureza acerca dos diferentes produtos - SKUs (Stock-Keeping Units), e através da utilização de

métodos de previsão, obter uma previsão das vendas para um determinado período de tempo.

Contudo, os estudos empíricos da literatura têm mostrado que nenhum método de previsão tem

um desempenho superior aos outros na previsão das vendas dos produtos. Os vários métodos de

previsão exploram diferentes características do comportamento das vendas, adaptando-se melhor

ou pior de acordo com a existência ou não dessas características. Vários estudos têm indicado que

a precisão da previsão pode ser aumentada através da combinação das previsões obtidas a partir

dos vários métodos de previsão. Contudo, é essencial determinar o peso que cada uma dessas

previsões deverá ter na previsão final.
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2 Introdução

1.1 Contexto

As previsões são fundamentais para a gestão de operações de uma empresa. A partir dos valo-

res obtidos dessas previsões é possível tomar decisões tendo em conta as necessidades previstas.

Com o objetivo de serem competitivas no mercado, as empresas optimizam ao máximo as

suas operações. Isto surge normalmente, de acordo com os resultados obtidos de previsões, daí a

extrema importância de obter valores precisos e fiáveis.

A motivação deste trabalho consiste em aumentar a precisão das previsões, de modo a que as

melhores decisões possam ser tomadas em prol da competitividade da empresa.

Neste contexto, o INESC-TEC estabeleceu uma parceria com o Grupo retalhista Jerónimo

Martins (JM) que tem como objetivo melhorar o seu processo de previsão de vendas das lojas

Pingo Doce. Para tal, a empresa disponibilizou um conjunto significativo de dados acerca das

vendas dos SKUs que permite avaliar metodologias de previsão.

Este trabalho pretende dar resposta a esse objetivo, tentando avaliar metodologias de previsão

para a JM que permitam aumentar a precisão das suas previsões.

1.2 Objectivos

O principal objetivo desta dissertação é a avaliação da utilização de uma abordagem de meta-

learning para a previsão de vendas no setor do retalho.

Já foi referido que a precisão das previsões de vendas pode ser aumentada através da combi-

nação das previsões obtidas a partir de vários métodos de previsão. A questão está no peso que

cada uma dessas previsões deverá ter na previsão final. Esses pesos podem ser obtidos através da

abordagem de meta-learning gradient tree boosting.

Esta abordagem tem tido utilizada com um elevado sucesso na deteção de anomalias, na de-

teção de fraude, na estimação de risco em seguros, na análise de web-clicks e web-search, na

exploração de características dos utilizados de web-services, etc, perspetivando-se que também o

possa ser no contexto em causa [7].

Na abordagem gradient tree boosting serão utilizadas as características das séries temporais

de vendas para a construção das árvores de decisão e as previsões de vários métodos de previsão

para a otimização da função objetivo.

Serão considerados vários métodos de previsão adequados que exploram as diferentes caracte-

rísticas das séries, desde os mais simples, nomeadamente o método Naïve, o método Naïve sazonal

e o método Naïve com deriva, aos mais sofisticados, designadamente, o modelos ARIMA, ETS e

TBATS, o método STL-AR e redes neuronais.

Deve salientar-se que esta abordagem nunca foi utilizada no contexto da previsão de vendas,

sendo um trabalho inovador nesse sentido. É também relevante a complexidade envolvida neste

trabalho designadamente da abordagem avaliada e dos métodos de previsão utilizados, consti-

tuindo por isso um enorme desafio.



1.3 Estrutura da Dissertação 3

Para a avaliação do desempenho da abordagem gradient tree boosting serão adotadas as indi-

cações de avalição de desempenho de modelos de previsão utilizadas na última competição M4

Forecasting Competition realizada entre 1 de janeiro de 31 de maio de 2018 [8].

Para a implementação, serão utilizados pacotes e funções específicas existentes no software

R [9].

O objetivo desta Tese será cumprido se a metodologia desenvolvida consista numa solução

robusta que permita aumentar a precisão das previsões de vendas das lojas Pingo Doce do Grupo

retalhista Jerónimo Martins.

1.3 Estrutura da Dissertação

Para além da introdução, esta dissertação contém mais três capítulos.

No capítulo 2, é descrita a revisão de literatura onde é possível contextualizar o problema. No

que toca a seleção do melhor método e como o meta-learning pode ser utilizado para solucionar o

problema, a partir da extração das características das séries temporais.

É também descrita a metodologia mais concretamente os métodos de previsão utilizados para

a realização deste trabalho, através de demonstrações de maneira a permitir a compreensão.

No capítulo 3 consta o processo experimental e análise do caso de estudo alvo. Através dados

utilizados para estudo e do programa desenvolvido com o software R, é exemplificada a solução

para o problema com base na metodologia estudada.

Por último, no capítulo 4 descreve-se as conclusões obtidas com a realização deste trabalho.
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Capítulo 2

Metodologia e Estado da Arte

2.1 Séries Temporais

Uma série temporal é uma instância de um processo estocástico (conjunto de variáveis aleató-

rias) indexado no tempo [10].

Esta sequência de observações possui diversas informações pertinentes nomeadamente a frequên-

cia, que corresponde ao número de valores existentes por ano. Para obter uma boa previsão a partir

de séries temporais é relevante conhecer as suas características, para se especificar um conjunto de

inferências e parâmetros que permitam selecionar um modelo capaz de gerar uma previsão fiável.

Define-se característica de uma série temporal como sendo qualquer elemento mensurável que

a permita caracterizar [11].

A análise gráfica de uma série temporal pode revelar certos padrões na distribuição dos da-

dos ao longo de tempo, tais como tendência, sazonalidade, ciclos, observações aleatórias ou até

combinações de diversos padrões [12]. Existe tendência quando se observa um aumento ou de-

créscimo de observações ao longo do tempo. A tendência pode ser representada linearmente ou

exponencialmente, e na mesma série podem haver aumentos e decréscimos ao longo do tempo [1].

Observa-se sazonalidade numa série temporal quando existe um padrão que se repete regularmente

durante um período de tempo fixo [1].

2.2 Características Úteis para a Seleção de Modelos de Previsão

A escolha do conjunto de características úteis para a seleção de modelos de previsão depende

da natureza das séries temporais em estudo e dos objetivos da análise. No caso do conjunto de

séries temporais incluir séries vindas de contextos distintos, existem certas características que

devem ser consideradas, como por exemplo, o tamanho ou a escala. Visto que o objetivo é a

previsão, a seleção de um conjunto apropriado das características mais úteis para o efeito das

séries é extremamente relevante para a seleção de um bom modelo de previsão [11].
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6 Metodologia e Estado da Arte

Para proceder à extração das características relevantes e escolha do método, existem ferra-

mentas baseadas em estruturas (frameworks) que permitem avaliar os diferentes métodos para um

determinado tipo de dados. Este procedimento é feito através de um processo de “aprendizagem”.

As informações contidas nas características das séries temporais, permitem formular um con-

junto de inferências (regras) capazes de avaliar qual o modelo mais adequado para fazer uma

previsão para uma dada série [13].

Cada vez são mais usados este tipo de algoritmos baseados em machine learning (aprendiza-

gem de máquina) para a seleção de modelos de previsão, principalmente porque reduzem signifi-

cativamente a necessidade de especialistas.

Vários investigadores introduziram regras para previsão baseada em características das sé-

ries temporais [14, 13, 15]. Kang et al. (2017) nomeadamente considerou a entropia espectral,

o coeficiente de auto-correlação de primeira ordem, a magnitude da tendência, a magnitude da

sazonalidade, o parâmetro da transformação de Box-Cox e o período de sazonalidade.

2.3 Meta-Learning para Seleção do Algoritmo

Um sistema com meta-learning tem a capacidade de associar o conhecimento teórico ao co-

nhecimento empírico adquirido, o que permite decidir e solucionar problemas através de inferên-

cias pré-definidas ou geradas pelo próprio algoritmo [16]. No contexto do problema de seleção do

algoritmo, o meta-learning surge como um processo automático que gera conhecimento acerca da

eficiência de diferentes métodos dadas as características de um conjunto de dados [16].

Em 1976, John Rice deu nome ao problema de seleção do algoritmo (ASP - Algorithm Selec-

tion Problem), quando começava a surgir o termo meta-learning. O framework criado por Rice

para seleção do algoritmo é composto essencialmente por quatro componentes [17]:

• Espaço do problema (P) — representa o conjunto de dados usados para estudo;

• Espaço das características (F) — representa a gama de medidas que caracterizam o espaço

do problema (P) ;

• Espaço do algoritmo (A) — representa a lista dos algoritmos candidatos a solucionar os

problemas em P;

• Métrica de desempenho (ϒ) — representa a medida de desempenho do algoritmo, por exem-

plo, a eficácia ou velocidade.

Em 2009, Smith-Miles definiu formalmente o ASP:

Problema de Seleção do Algoritmo - Para uma dada instância do problema x ∈ P, com ca-

racterísticas f (x) ∈ F , selecionar o mapeamento S( f (x)) no espaço do algoritmo A, tal que o

algoritmo selecionado α ∈ A maximiza o desempenho do mapeamento y(α(x)) ∈ ϒ [18].

O maior desafio no ASP consiste em identificar a selecção do mapeamento S do espaço das

características no espaço do algoritmo. O trabalho desenvolvido por Rice não especifica como

obter S, mas uma abordagem baseada em meta-learning é atrativa para a resolução do problema.
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Figura 2.1: Estrutura do Problema de Seleção do Algoritmo (ASP) de Rice.

Atualmente não existe nenhum método de previsão que tenha um desempenho superior aos

outros na previsão de todo o tipo de séries temporais [1]. A grande questão que surge deste

problema é: como escolher o melhor método de previsão para uma dada série? O Meta-learning

dá resposta a este problema através de uma abordagem automática de aquisição de conhecimento

empírico capaz de auxiliar na seleção do método de previsão [16].

De acordo com o framework desenvolvido por Rice, a seleção de modelos de previsão pode

ser definida como:

Problema de Seleção do Modelo de Previsão - Para uma dada série temporal x ∈ P, com

características f (x) ∈ F , selecionar o mapeamento S( f (x)) no espaço do algoritmo A, tal que o

algoritmo selecionado α ∈ A minimiza a medida do erro de previsão y(α(x)) ∈ ϒ calculada no

conjunto de teste da série temporal.

Os métodos existentes diferem sobretudo na forma como definem o espaço do problema A, as

características F , a medida de desempenho de previsão do algoritmo ϒ e a seleção do mapeamento

S [13, 19, 20, 21, 11].

2.4 Métodos Básicos de Previsão

Alguns dos métodos mais simples e comuns de previsão produzem resultados surpreendentes,

para além de que são habitualmente utilizados como medida de comparação (benchmark) perante

métodos mais complexos.



8 Metodologia e Estado da Arte

2.4.1 Método Naïve

Este método, apesar de ser extremamente simples, pode ser muito eficaz para alguns casos. A

previsão naïve considera que os valores futuros são iguais à última observação dos dados [1]:

ŷT+h|T = yT , h = 1,2, . . . (2.1)

onde, yT é a observação da série temporal no instante T e ŷT+h|T corresponde à previsão de yT+h,

dadas as observações até ao instante T . Este método é ideal no caso da série ser não estacionária,

onde é provável que os valores futuros sejam maiores ou menores. Devido a esta imprevisibilidade,

considera-se a última observação para a previsão.

2.4.2 Método Naïve Sazonal

Este método é semelhante ao anterior na medida em que considera o valor previsto igual

ao último valor observado, mas desta vez o valor observado anteriormente corresponde ao valor

observado do instante homólogo do período anterior. Por isso, este método é adequado para séries

com uma componente sazonal significativa [1]:

ŷT+h|T = yT+h−m(k+1), h = 1,2, . . . (2.2)

onde m é o período sazonal e k a parte inteira da divisão (h−1)/m (número de anos comple-

tados no período de previsão antes do instante T +h).

2.4.3 Método Naïve com deriva

Corresponde a uma variação no método naïve que permite observar o aumento ou decréscimo

das previsões ao longo do tempo (drift) [1]:

ŷT+h|T = yT +
h

T −1

T

∑
t=2

(yt − yt−1) = yT +h
(

yT − y1

T −1

)
, h = 1,2, . . . (2.3)

Isto é equivalente a desenhar uma linha entre a primeira e a última observação e obter a previ-

são a partir da extrapolação.

2.5 Modelos ETS

Nos métodos de alisamento exponencial as previsões são médias ponderadas das observações

passadas sendo os pesos exponencialmente decrescentes com a antiguidade das observações, ou

seja, quanto mais recente for a observação maior será o respetivo peso [22].



2.5 Modelos ETS 9

2.5.1 Alisamento Exponencial Simples

O método de alisamento simples (ETS), como o próprio nome indica, é o mais simples dos

métodos de alisamento exponencial. É um método adequado para fazer previsões quando não é

possível identificar um padrão de tendência ou sazonalidade na série.

No método naïve assume-se que todo o peso da previsão é atribuído ao último valor observado.

O mesmo não acontece no método da média, que considera todas as previsões iguais à média dos

dados observados, pelo que os pesos são igualmente distribuídos pelas observações [1]:

ŷT+h|T =
1
T

T

∑
t=1

yt (2.4)

O método de alisamento exponencial simples, surge a partir desta ideia de atribuir pesos às

observações anteriores (método das média) ao mesmo tempo que atribui mais peso às últimas

observações (método Naïve), pelo que as observações mais recentes são mais valorizadas obtendo-

se a previsão:

ŷT+1|T = αyT +α(1−α)yT−1 +α(1−α)2yT−2 + ..., (2.5)

onde α é o parâmetro de alisamento, e a previsão um instante à frente (T + 1) é uma média

ponderada de todas as observações da série até o instante T .

Existem várias expressões para o método de alisamento exponencial simples que resultam da

equação 2.5.

• Forma de média ponderada — A previsão T + 1 é igual à média pesada da observação

mais recente yT e da previsão anterior ŷT−1 [23]:

ŷT+1|t = αyT +(1−α)ŷT |T −1, (2.6)

onde α é o parâmetro de alisamento, que varia entre 0 e 1. Analogamente, os valores

ajustados (previsões a 1-passo do conjunto de treino) vêm na forma

ŷt+1|t = αyt +(1−α)ŷt |t−1, t = 1, ...,T. (2.7)

Denotando o valor ajustado do instante 1, que tem de ser estimado, por `0 tem-se
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ŷ2|1 = αy1 +(1−α)`0

ŷ3|2 = αy2 +(1−α)ŷ2|1

ŷ4|3 = αy3 +(1−α)ŷ3|2

...

ŷT |T−1 = αyT−1 +(1−α)ŷT−1|T−2

ŷT+1|T = αyT +(1−α)ŷT |T−1.

Por substituição obtém-se:

ŷ3|2 = αy2 +(1−α) [αy1 +(1−α)`0]

= αy2 +α(1−α)y1 +(1−α)2`0

ŷ4|3 = αy3 +(1−α)[αy2 +α(1−α)y1 +(1−α)2`0]

= αy3 +α(1−α)y2 +α(1−α)2y1 +(1−α)3`0

...

ŷT+1|T =
T−1

∑
j=0

α(1−α) jyT− j +(1−α)T `0.

O último termo pode ser desprezado para um valor elevado de T . Com isto, verifica-se que

a equação das médias ponderadas é igual à equação 2.5.

• Forma de componente — Esta representação alternativa inclui uma equação de previsão e

uma equação de alisamento para cada um dos componentes. No caso do método de alisa-

mento exponencial simples é [23]

Equação de previsão: ŷt+h|t = `t

Equação do nível: `t = αyt +(1−α)`t−1,

onde `t é o nível da série no instante t. Fazendo h = 1 obtêm-se os valores ajustados e fa-

zendo t = T obtêm-se as previsões. Da equação de previsão tem-se que o valor previsto para

o instante T +1 é `t , o valor do nível estimado para o instante t. A equação de alisamento

dá o nível estimado da série para cada período t. É possível obter-se a forma de média

ponderada substituindo `t por ŷt+1|t e `t−1 por ŷt|t−1 na equação de alisamento. A forma de

componentes é a normalmente utilizada por ser mais fácil a adição dos outros componentes.

As previsões do método de alisamento exponencial simples são

ŷT+h|T = ŷT+1|T = `T , h = 2,3, . . . . (2.8)
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i.e., todas iguais ao último valor estimado do nível. A necessidade de optimização do método de

alisamento exponencial advém da necessidade da escolha do valor inicial `0 e do parâmetro de

alisamento α .

2.5.2 Método de Tendência Linear de Holt

Este método é utilizado para a previsão de séries temporais com tendência e utiliza uma equa-

ção de previsão e duas equações de alisamento (uma para o nível e outra para a tendência) [23]

Equação de previsão : ŷt+h|t = `t +hbt (2.9)

Equação do nível : `t = αyt +(1−α)(`t−1 +bt−1) (2.10)

Equação da tendência : bt = β
∗(`t − `t−1)+(1−β

∗)bt−1, (2.11)

onde `t representa a estimativa do nível da série no instante t, bt representa a estimativa da tendên-

cia (declive) da série no instante t, α é o parâmetro de alisamento para o nível, β ∗ é o parâmetro

de alisamento para a tendência e h representa a iteração (passo da previsão). Ambos os parâmetros

variam entre 0 e 1: 0 < α < 1 e 0 < β ∗ < 1.

Na equação do nível, `t corresponde à média ponderada da observação yt e de ŷt+1, aqui dado

por `t−1 + bt−1. No que toca à equação de tendência, bt é a média ponderada entre a estimativa

da tendência mais recente `t − `t−1 e a última estimativa da tendência bt−1. A previsão h-passos

à frente é obtida pela soma da última estimativa do nível e da última estimativa da tendência

multiplicada por h: ŷT+h|T = `T +hbT .

A forma de correção do erro para este método funciona para os erros de previsão passo a passo:

`t = `t−1 +bt−1 +αet (2.12)

bt = bt−1 +αβ
∗et , (2.13)

onde et = yt − (`t−1 +bb−1) = yt − ŷt|t−1

2.5.3 Método de Tendência Amortecida

Os métodos com tendência amortecida surgiram com o objetivo de optimizar as previsões

geradas pelo método linear de Holt.

No método linear de Holt às previsões geradas encontra-se associada uma tendência constante,

o que significa que os valores das previsões tendem a crescer ou decrescer indefinidamente no

futuro. Esta observação permitiu compreender que estes métodos necessitavam de ser afinados de

forma a não haver sobre-previsão, especialmente para períodos mais longos [1].

Motivados por esta observação, em 1985 Gardner & McKenzie introduziram um novo parâ-

metro que “amortece” a tendência uniformemente ao longo do tempo. Estes métodos que incluem

uma tendência amortecida tornaram-se muito populares, sobretudo nas previsões geradas automa-

ticamente para diversas séries [5].



12 Metodologia e Estado da Arte

Utilizando os parâmetros de alisamento α e β ∗ a variar entre 0 e 1 (método de Holt), este

método possui um parâmetro de amortecimento 0 < φ < 1:

ŷt+h|t = `t +(φ +φ
2 + · · ·+φ

h)bt (2.14)

`t = αyt +(1−α)(`t−1 +φbt−1) (2.15)

bt = β
∗(`t − `t−1)+(1−β

∗)φbt−1. (2.16)

Para φ = 1 o amortecimento é nulo e o método é idêntico ao método linear de Holt. Para valores

de φ entre 0 e 1 este parâmetro amortece a tendência com intuito de se aproximar a uma constante.

Por outras palavras, quando 0 < φ < 1 a previsão converge para `T +φbT/(1−φ) quando h→∞.

Isto significa que as previsões de curto prazo têm tendência enquanto que as previsões de longo

prazo são constantes.

A forma de correção do erro para este método é dada por:

`t = `t−1 +φbt−1 +αet (2.17)

bt = φbt−1 +αβ
∗et , (2.18)

onde et = yt − (`t−1 +φbb−1) = yt − ŷt|t−1

O parâmetro de amortecimento φ possui um efeito bastante acentuado para valores baixos pelo

que é usual utilizarem-se valores entre 0.8 e 0.98 [1].

2.5.4 Método Sazonal de Holt-Winters

Com o objetivo de incluir a componente sazonal, Holt (1957) e Winters (1960) partiram do

método de Holt e desenvolveram o método sazonal de Holt-Winters, que contém uma equação de

previsão e três equações de alisamento: uma para o nível `t , uma para a tendência bt , e outra para

a sazonalidade st , respetivamente, com os parâmetros de alisamento α , β ∗ e γ .

Existem duas variantes deste método que diferem na componente sazonal. A variante aditiva

é apropriada para os casos em que as variações da componente sazonal são aproximadamente

constantes ao longo do tempo. A variante multiplicativa é habitualmente utilizada para os casos

em que as variações da componente sazonal variam proporcionalmente com o nível da série [1].

2.5.4.1 Método de Holt-Winters Aditivo

O método de Holt-Winters aditivo expressa a componente sazonal em termos absolutos nas

mesmas unidades da série e a equação de nível da série é sazonalmente ajustada através da sub-



2.5 Modelos ETS 13

tracção da componente sazonal [24, 25]:

ŷt+h|t = `t +hbt + st+h−m(k+1) (2.19)

`t = α(yt − st−m)+(1−α)(`t−1 +bt−1) (2.20)

bt = β
∗(`t − `t−1)+(1−β

∗)bt−1 (2.21)

st = γ(yt − `t−1−bt−1)+(1− γ)st−m, (2.22)

onde m denota o período da sazonalidade (por exemplo, para dados trimestrais m = 4 e para

dados mensais m = 12) e k é a parte inteira de (h− 1)/m. A equação de nível `t consiste na

média ponderada entre a observação ajustada de sazonalidade (yt− st−m) e a previsão não sazonal

(`t−1 + bt−1) para o instante t. No que toca a equação da tendência esta é idêntica à do método

linear de Holt. A equação da sazonalidade é dada pela média ponderada entre a sazonalidade atual

yt − `t−1−bt−1 e a sazonalidade no mesmo instante do período homólogo.

A equação da componente sazonal pode ser expressa da seguinte forma:

st = γ
∗(yt − `t)+(1− γ

∗)st−m, (2.23)

onde pode ser substituído `t da equação de alisamento pelo nível:

st = γ
∗(1−α)(yt − `t−1−bt−1)+ [1− γ

∗(1−α)]st−m, (2.24)

com parâmetro γ = γ∗(1−α) e restrição 0≤ γ∗ ≤ 1 = 0≤ γ ≤ 1−α .

A forma de correção do erro das equações de alisamento do método de Holt-Winters aditivo é

dada por:

`t = `t−1 +bt−1 +αet (2.25)

bt = bt−1 +αβ
∗et (2.26)

st = st−m + γet , (2.27)

onde et = yt − (`t−1 +bb−1 + st−1) = yt − ŷt|t−1 é o erro da previsão no instante t.

2.5.4.2 Método de Holt-Winters Multiplicativo

O método de Holt-Winters multiplicativo expressa a componente sazonal em termos relati-

vos, ou seja, em termos percentuais. Neste caso, a sazonalidade da série é ajustada dividindo a
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componente sazonal por si própria [24, 25].

ŷt+h|t = (`t +hbt)st+h−m(k+1) (2.28)

`t = α
yt

st−m
+(1−α)(`t−1 +bt−1) (2.29)

bt = β
∗(`t − `t−1)+(1−β

∗)bt−1 (2.30)

st = γ
yt

(`t−1 +bt−1)
+(1− γ)st−m (2.31)

A forma de correção do erro do método de Holt-Winters multiplicativo é dada por:

`t = `t−1 +bt−1 +α
et

st−m
(2.32)

bt = bt−1 +αβ
∗ et

st−m
(2.33)

st = st−m + γ
et

`t−1 +bt−1
, (2.34)

onde et = yt − (`t−1 +bb−1)st−1 = yt − ŷt|t−1 é o erro da previsão no instante t.

2.5.4.3 Método de Holt-Winters Amortecido

O método de Holt-Winters amortecido é obtido aplicando o parâmetro de amortecimento aos

métodos aditivo e multiplicativo. O método de Holt-Winters com tendência amortecida e sazona-

lidade multiplicativa garante habitualmente uma previsão precisa e robusta:

ŷt+h|t =
[
`t +(φ +φ

2 + · · ·+φ
h)bt

]
st+h−m(k+1). (2.35)

`t = α(yt/st−m)+(1−α)(`t−1 +φbt−1) (2.36)

bt = β
∗(`t − `t−1)+(1−β

∗)φbt−1 (2.37)

st = γ
yt

(`t−1 +φbt−1)
+(1− γ)st−m. (2.38)

2.5.5 Taxonomia dos Métodos de Alisamento Exponencial

Os métodos de alisamento exponencial não estão restritos aos apresentados. Existem outras

combinações que podem ser obtidas variando o tipo de tendência e de sazonalidade. Na Tabela 2.1

estão representadas todas as combinações possíveis. Cada método é identificado por um par de

letras (T,S) que representam, respetivamente, o tipo de tendência (T) e o tipo de sazonalidade (S).

A Tabela 2.2 mostra a taxonomia dos métodos estudados.

Esta classificação foi inicialmente proposta por Pegels (1969) e posteriormente desenvolvida

por Gardner (1985) de modo a incluir os métodos com amortecimento aditivo, e por Taylor (2003)

com intuito de incluir métodos multiplicativos com tendência amortecida. A Figura 2.2 mostra as

fórmulas de aplicação dos métodos de alisamento exponencial.
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Tabela 2.1: Taxonomia dos métodos de alisamento exponencial [4, 5, 6].

Componente de tendência Componente Sazonal
N

(Nenhuma)
A

(Aditiva)
M

(Multiplicativa)
N (Nenhuma) (N,N) (N,A) (N,M)
A (Aditiva) (A,N) (A,A) (A,M)

Ad (Amortecida Aditiva) (Ad ,N) (Ad ,A) (Ad ,M)

2.5.6 Modelos de Espaço de Estados

Os diferentes métodos de alisamento exponencial apresentados na Figura 2.2 são algoritmos

para gerar previsões. Os modelos estatísticos apresentados nesta secção, não só são capazes de

gerar previsões como também são capazes de determinar intervalos de previsão e permitir a utili-

zação de um critério objetivo de seleção de modelos candidatos.

Por definição, um modelo estatístico consiste num processo aleatório de geração de dados

capaz de gerar a distribuição da previsão [1]. Cada modelo de espaço de estados consiste numa

equação da medida (ou observação), que descreve os dados observados, e equações do estado (ou

transições), que descrevem como é que os componentes ou estados (nível, tendência e sazonali-

dade), não observados, evoluem ao longo do tempo.

Para cada método existem dois modelos distintos, um com erros aditivos e outro com erros

multiplicativos. Aplicando os mesmos parâmetros de alisamento a ambos os modelos obtêm-se as

mesmas previsões pontuais, no entanto o mesmo não acontece com os intervalos de previsão [22].

Para distinguir os métodos dos modelos, e os modelos com erros aditivos dos modelos com er-

ros multiplicativos, utiliza-se uma terceira letra para classificação e a notação usada para o modelo

de estado de espaços é ETS (Erro, Tendência, Sazonalidade).

As diferentes possibilidades para cada uma destas componentes do modelo são: Erro={A, M},

Tendência={N, A, Ad} e Sazonalidade={N, A, M}.

ETS(A,N,N) - Alisamento Exponencial Simples com Erros Aditivos
Recordando a equação do nível do método de alisamento exponencial simples na forma de

correção do erro tem-se

`t = `t−1 +α(yt − `t−1) (2.39)

= `t−1 +αet , (2.40)

onde et = yt − `t−1 = yt − ŷt|t−1 é o resíduo no instante t. Para se obter um modelo de espaço de

estados, a distribuição de probabilidade de et tem de ser especificada. Para um modelo com erros

aditivos, assume-se que os resíduos et (erros de previsão a 1-passo do conjunto de treino) são ruído

branco com média igual a 0 e variância σ2:

et = εt ∼ NID(0,σ2), (2.41)



16 Metodologia e Estado da Arte

Tabela 2.2: Taxonomia dos métodos estudados.

Abreviatura Método
(N,N) Alisamento Exponencial Simples
(A,N) Tendência Linear de Holt
(Ad ,N) Tendência Amortecida Aditiva
(A,A) Holt-Winters Aditivo
(A,M) Holt-Winters Multiplicativo
(Ad ,M) Holt-Winters Multiplicativo com Tendência Amortecida

onde NID significa independente e com distribuição normal. Assim, é possível criar um modelo

de espaço de estados inovativos que se distingue do método de alisamento exponencial correspon-

dente pela existência de inovação [23]:

Equação da medida : yt = `t−1 + εt (2.42)

Equação do estado : `t = `t−1 +αεt . (2.43)

O termo “inovativo” é devido ao facto de todas as equações do modelo usarem o mesmo

processo de erro aleatório, εt .
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Figura 2.2: Fórmulas de aplicação dos métodos de alisamento exponencial.

ETS(M,N,N) - Alisamento Exponencial Simples com Erros Multiplicativos

Analogamente, pode-se definir o modelo ETS(M,N,N) escrevendo os erros de previsão a 1-

passo aleatórios como erros relativos:

εt =
yt − ŷt|t−1

ŷt|t−1
, (2.44)

onde εt ∼ NID(0,σ2). Por substituição, obtém-se o modelo ETS(M,N,N) [23]:

yt = `t−1(1+ εt) (2.45)

`t = `t−1(1+αεt). (2.46)

ETS(A,A,N) - Método Linear de Holt com Erros Aditivos

Para o modelo ETS(A,A,N) assume-se que os erros de previsão a 1-passo aleatórios são da-

dos por εt = yt − `t−1− bt−1 ∼ NID(0,σ2). Posteriormente, faz-se a substituição na equação da

correção do erro do método linear de Holt [23]:

yt = `t−1 +bt−1 + εt (2.47)

`t = `t−1 +bt−1 +αεt (2.48)

bt = bt−1 +βεt , (2.49)

onde β = αβ ∗.

ETS(A,A,N) - Método Linear de Holt com Erros Multiplicativos

Para o modelo ETS(M,A,N) assume-se que os erros de previsão a 1-passo aleatórios são dados
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por:

εt =
yt − (`t−1 +bt−1)

(`t−1 +bt−1)
. (2.50)

O modelo de espaço de estados para o método linear de Holt com erros multiplicativos é dado

por [23]:

εt =
yt − (`t−1 +bt−1)

(`t−1 +bt−1)
, (2.51)

onde β = αβ ∗ e εt ∼ NID(0,σ2).

A função es() do package forecast [26] do software R [9] determina de forma automática um

modelo ETS para uma série temporal. Esta função ajusta todos os modelos ETS referidos e escolhe

o melhor com base, ou no Critério de Informação de Akaike (AIC), definido por

AIC =−2log(L)+2k, (2.52)

onde L é a verosimilhança do modelo e k é o número total de parâmetros e estados iniciais

que foram estimados (incluindo a variância residual), ou no Critério de Informação de Akaike

corrigido de viés para amostras pequenas (AICc), definido por

AICc = AIC+
k(k+1)

T − k−1
, (2.53)

onde T é o número de observações da série, ou no Critério de Informação Baysiano (BIC),

definido por

BIC = AIC+ k[log(T )−2]. (2.54)

2.6 Método Theta

O método Theta foi introduzido por Assimakopoulos & Nikolopoulos (2000) e desde logo ob-

teve bons resultados na previsão de séries temporais. Para a série temporal univariada {X1, ...,Xn},
é construída uma nova série com parâmetro θ , {ϒ1,θ , ...,ϒn,θ} onde [27, 28]:

ϒ
′′
t,θ = θX ′′t , t = 3, ...,n (2.55)

sendo X ′′t a diferença de segunda ordem de Xt e ϒ′′t,θ a diferença de segunda ordem de ϒt,θ . A

Equação 2.55 é uma equação de segunda ordem que pode ser descrita da seguinte forma:

ϒt,θ = aθ +bθ (t−1)+θXt , (2.56)
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onde aθ e bθ são constantes e t = 1, ...,n.

Observa-se que ϒt,θ é equivalente a uma função linear de Xt com tendência linear. Para um

valor fixo de θ encontram-se os valores de ϒ1,θ e ϒ2,θ −ϒ1,θ que minimizam o sumatório do

quadrado das diferenças:

t

∑
i=1

(Xt −ϒt,θ )
2 =

t

∑
i=1

[(1−θ)Xt −aθ −bθ (t−1)]2. (2.57)

A partir de uma regressão linear simples de (1−θ)Xt para t−1 e da minimização de aθ e de

bθ (Equação 2.57), obtém-se a seguinte solução:

b̂θ =
6(1−θ)

n2−1

[
2
n

n

∑
t=1

tXt − (n+1)X

]
(2.58)

âθ = (1−θ)X− b̂θ (n−1)/2 (2.59)

Observa-se que, para θ = 0, os parâmetros â0 e b̂0 são os parâmetros para a tendência linear

da série Xt . Além disso, observa-se que bθ/(1−θ) é independente de θ .

Então, o valor médio da nova série é

ϒθ = âθ + b̂θ (n−1)/2+θX = X . (2.60)

As previsões resultantes da aplicação deste método são obtidas através da média pesada das

previsões de ϒt,θ para os diferentes valores de θ . Para as observações X1, ...,Xn, a previsão h-

passos à frente é dada por:

X̂n(h) =
1
2
[
ϒ̂n,0(h)+ ϒ̂n,2(h)

]
(2.61)

onde ϒ̂n,0(h) é obtido pela extrapolação de ϒt,θ e ϒ̂n,2(h) é obtido utilizando o método de alisa-

mento exponencial simples para a série ϒt,2.

Obtêm-se assim a seguinte simplificação do método:

ϒ̂n,0(h) = â0 + b̂0(n+h−1) (2.62)

ϒ̂n,2(h) = α

n−1

∑
i=0

(1−α)i
ϒn−i,2 +(1−α)n

ϒ1,2 (2.63)

onde α é o parâmetro de alisamento do método de alisamento exponencial simples.

A função thetaf() do package forecast [26] do software R [9] determina de forma automática

um modelo Theta para uma série temporal.



2.7 Método STL 21

2.7 Método STL

O método STL (Seasonal and Trend decomposition using Loess) é o acrónimo para a decom-

posição de séries temporais com tendência e sazonalidade utilizando Loess, que por sua vez é um

método de estimação não linear. Este método, desenvolvido em 1990 por Cleveland, Cleveland,

McRae & Terpenning, é bastante robusto e versátil para a decomposição de séries temporais [1].

O STL possui vantagens em relação a outras formas de decomposição de séries temporais. É

capaz de lidar com qualquer tipo de sazonalidade (ao contrário de outros métodos), a componente

sazonal pode variar ao longo do tempo e as observações pouco usuais não afectam as estimativas da

componente de tendência-ciclo e da componente sazonal. Também permite ao utilizador controlar

os parâmetros de tendência-ciclo e sazonalidade. Por outro lado, possui a desvantagem de não

conseguir lidar com variações de tempo, e apenas funciona para decomposições aditivas [1].

Supondo que a série temporal a decompor é yt , t = 1,2, . . . ,T , o primeiro passo consiste em

aplicar à série uma transformação Box-Cox, que garanta uma componente sazonal aditiva e esta-

bilize a variância [29]:

y∗t =

{
log(yt), λ = 0

(yλ
t −1)/λ , caso contrário

(2.64)

onde y∗t é a série transformada e λ é o parâmetro da transformação.

Nos casos em que as séries possuem sazonalidade (frequência diferente de 1) utiliza-se a de-

composição STL [30] obtendo-se

y∗t = Tt +St +Rt , (2.65)

onde Tt é a componente de tendência-ciclo, St é componente de sazonalidade e Rt é o restante.

Quando as séries não são sazonais, utiliza-se o método de super alisamento de Friedman [31]

obtendo-se:

y∗t = Tt +Rt , St = 0, (2.66)

Os dois parâmetros principais a serem escolhidos ao usar o método STL são a janela da

tendência-ciclo (t.window) e a janela da sazonalidade (s.window). Estes parâmetros controlam

a rapidez com que as componentes de tendência-ciclo e sazonalidade podem variar. Valores me-

nores permitem mudanças mais rápidas. Os valores de t.window e s.window devem ser números

ímpares; t.window é o número de observações consecutivas a serem usadas para estimar a compo-

nente de tendência-ciclo; s.window é o número de anos consecutivos a serem usados para estimar

a componente de sazonalidade.

A função mstl() do software R [9] fornece uma decomposição automatizada do método STL

usando s.window = 13 e escolhendo t.window de forma automática. Habitualmente esta função

dá um bom equilíbrio entre o overfitting da sazonalidade e uma mudança lenta desta ao longo do

tempo. Contudo, para determinadas séries temporais estas configurações poderão de ter de ser

ajustadas manualmente.
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2.8 Modelos ARIMA

Os modelos ARIMA (Autoregressive Integrated Moving Average) consistem numa abordagem

sofisticada para a previsão de séries temporais. Distinguem-se dos modelos ETS na medida em

que estes baseiam-se na tendência e sazonalidade das séries temporais, enquanto que os modelos

ARIMA focam-se em descrever as auto-correlações.

Os modelos ARIMA são aplicados a séries temporais estacionárias, i.e., a séries cujas proprie-

dades não dependem do instante de tempo em que a série é observada. Formalmente, se {yt} é uma

série temporal estacionária, então para qualquer s, a distribuição de (yt , ...,yt+s) não depende de

t [10]. Isto significa que uma série com tendências ou sazonalidade não é estacionária (a tendência

e a sazonalidade afetam o valor da série nos diferentes instantes de tempo).

As transformações de Box-Cox são habitualmente utilizadas para estabilizar a variância de

uma série temporal. A diferenciação simples (calcular as diferenças entre observações consecu-

tivas) e/ou a diferenciação sazonal (calcular as diferenças entre observações separadas por m ins-

tantes, sendo m o período da sazonalidade) são habitualmente utilizadas para estabilizar a média

de uma série temporal, removendo as alterações no nível e, portanto, eliminando (ou reduzindo) a

tendência e a sazonalidade.

2.8.1 Modelos Autorregressivos

Nos modelos autorregressivos prevemos a variável de interesse através da combinação linear

de valores passados dessa variável [10]:

yt = c+φ1yt−1 +φ2yt−2 + · · ·+φpyt−p + εt , (2.67)

onde εt é ruído branco. O termo autorregressivo indica que se trata de uma regressão em que

as variáveis explicativas são valores desfasados (lags) da variável de resposta.

A Equação 2.67 corresponde ao modelo autoregressivo de ordem p, ou seja ao modelo AR(p).

Variando os valores dos parâmetros φ1, ...,φp obtêm-se séries com diferentes padrões. A va-

riância do termo do erro εt apenas altera a escala da série. A restrição deste modelos a séries

temporais estacionárias impõem condições aos parâmetros φ1, ...,φp [10].

2.8.2 Modelos Médias Móveis

Os modelos médias móveis utilizam os erros das previsões passadas como variáveis explicati-

vas do modelo de regressão. O modelo médias móveis de ordem q, ou modelo MA(q) é:

yt = c+ εt +θ1εt−1 +θ2εt−2 + · · ·+θqεt−q, (2.68)

onde εt é ruído branco.

Alterações do valor dos parâmetros θ1, ...,θq conduzem a séries com diferentes padrões, en-

quanto que a variação de εt apenas altera a escala da série.
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Tabela 2.3: Casos especiais de modelos ARIMA.

Ruído Branco ARIMA(0,0,0)
Método Naïve ARIMA(0,1,0) sem constante
Método Naïve com deriva ARIMA(0,1,0) com constante
Modelos Autorregressivos ARIMA(p,0,0)
Modelos Médias Móveis ARIMA(0,0,q)

2.8.3 Modelos Autorregressivos e Médias Móveis

O modelo ARIMA(p,d,q) inclui uma parte autoregressiva de ordem p e uma parte médias

móveis de ordem q, sendo dado por:

y′t = c+φ1y′t−1 + · · ·+φpy′t−p +θ1εt−1 + · · ·+θqεt−q + εt , (2.69)

onde y′t é a série diferenciada sendo d o número de diferenciações.

Alguns dos modelos descritos nas secções anteriores são na verdade casos especiais do modelo

ARIMA, como mostra a Tabela 2.3.

2.8.4 Modelo ARIMA Sazonal

O modelo ARIMA sazonal é obtido através da inclusão de termos de sazonalidade nos modelos

ARIMA(p,d,q), que são apropriados apenas para séries sem sazonalidade. É representado por

ARIMA(p,d,q)(P,D,Q)m, onde m denota o período da sazonalidade.

A definição deste modelo fica simplificada com a utilização do operador atraso (Backshift)

definido da forma

Byt = yt−1, (2.70)

ou seja, a aplicação de B a uma série yt , t = 1,2, . . . ,T tem o efeito de “atrasar” os dados 1 instante

temporal. Aplicar B duas vezes a yt tem o efeito de “atrasar” os dados 2 instantes:

B(Byt) = B2yt = yt−2. (2.71)

Para dados mensais, se quisermos considerar “o mesmo mês do ano anterior” a notação é

B12yt = yt−12. (2.72)

O operador atraso também é útil para descrever o processo de diferenciação. Uma diferença de

primeira ordem pode ser escrita como

y′t = yt − yt−1 = yt −Byt = (1−B)yt (2.73)
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Da forma análoga, se uma diferença de segunda ordem tiver de ser calculada, então:

y′′t = yt −2yt−1 + yt−2 = (1−2B+B2)yt = (1−B)2yt . (2.74)

e de um modo geral, a diferença de ordem d é escrita na forma

(1−B)dyt . (2.75)

Assim o modelo ARIMA(p,d,q)(P,D,Q)m sazonal pode ser escrito da seguinte forma

Φp(Bm)φp(B)(1−B)d(1−Bm)Dyt = c+θq(B)Θq(Bm)εt , (2.76)

com
Φp(Bm) = 1−φ1Bm− ...−φpBPm (2.77)

φp(B) = 1−φ1B− ...−φpBp (2.78)

θq(B) = 1+θ1B+ ...+θqBq (2.79)

ΘQ(Bm) = 1+θ1Bm + ...+θQBQm (2.80)

onde, c = µ(1−φ1−·· ·−φp)(1−Φ1−·· ·−ΦP) e µ é a média de (1−B)d(1−Bs)Dyt e εt é um

ruído branco com média 0 e variância σ2. Habitualmente assume-se c = 0 quando d > 0 ou D > 0.

A função auto.arima() do package forecast [26] do software R [9] determina de forma auto-

mática, com base no AICc, um modelo ARIMA para uma série temporal especificando os valores

de p,d,q e P,D,Q e estimando os respetivos parâmetros.

2.9 Modelo TBATS

Na Secção 2.5.6 verificou-se que o modelo ETS pode ser alargado de forma a cobrir uma

enorme variedade de séries temporais, nomeadamente no que toca à tendência e à sazonalidade.

Contudo, este tipo de modelos não consideram a possibilidade das séries possuírem vários tipos

de sazonalidade.

O modelo TBATS (Trigonometric Box-Cox transform, ARMA errors, Trend, and Seasonal

components) consiste num modelo flexível capaz de lidar com séries não lineares onde as compo-

nentes sazonais são baseadas em séries de Fourier.

A notação y(ω)
t é usada para representar a série yt transformada por Box-Cox com parâmetro

ω [32]:
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y(ω)
t =

{
y(ω)

t −1
ω

, ω 6= 0

logyt , ω = 0
(2.81)

y(ω)
t = `t−1 +φbt−1 +

ki

∑
j=1

s(i)j,t +dt (2.82)

`t = `t−1 +φbt−1 +αdt (2.83)

bt = (1−φ)b+φbt−1 +βdt (2.84)

s(i)j,t = s(i)j,t−1 cosλ
(i)
j + s∗(i)j,t−1 sinλ

(i)
j + γ

(i)
1 dt (2.85)

s∗(i)j,t =−s j,t−1 sinλ
(i)
j + s∗(i)j,t−1 cosλ

(i)
j + γ

(i)
2 dt (2.86)

dt =
p

∑
i=1

ϕidt−i +
q

∑
i=1

θiεt−i + εt , (2.87)

onde m1, ...,mT são aos vários períodos de sazonalidade, `t corresponde ao nível no instante t, b

corresponde à tendência num horizonte temporal longo, bt corresponde à tendência num horizonte

temporal curto, s(i)t representa a componente sazonal de ordem i no instante t, dt representa o

processo ARMA(p,q), e εt representa o ruído branco. Os parâmetros de alisamento são dados

por α , β , e γi, para i = 1, ...,T . O nível estocástico da componente sazonal de ordem i é dado

por s(i)j,t . O nível estocástico de crescimento da componente sazonal i descreve as oscilações de

sazonalidade ao longo do tempo e define-se como s∗(i)j,t [32].

O número de harmónicos para a componente sazonal i é dado ki. A abordagem usada consiste

em atribuir valores pares para mi quando ki = mi/2, e quando ki = (mi− 1)/2 atribuir valores

ímpares a mi.

A função tbats() do package forecast [26] do software R [9] determina de forma automática

um modelo TBATS para uma série temporal.

2.10 Redes Neuronais

As redes neuronais (RN) representam uma forma de inteligência artificial inspirada no cérebro

humano, capaz de dar resposta a relações não lineares através de modelos matemáticos simples [1].

As RN organizam-se em camadas e nós (“neurónios”) como mostra a Figura 2.4. A previsão

obtida (saída) consiste na média pesada das entradas onde os pesos são atribuídos pelo algoritmo

de aprendizagem de modo a minimizar a função objetivo (cost function) [1].

Quando o resultado da saída provêm de uma propagação pelos nós com o mesmo sentido,

das entradas (esquerda) até à saída (direita), as redes neuronais designam-se de feedforward [33],
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Figura 2.4: Rede Neuronal com 4 entradas e uma camada escondida com 3 neurónios escondi-
dos [1].

como é o caso da RN representada na Figura 2.4.

Por vezes, as RN contêm um viés adicional que é somado a cada um dos nós das camadas

escondidas e de saída. Este viés representa um ajuste estimado para o conjunto de dados [2].

Então, a saída obtida para o neurónio j, com viés igual a b j, peso correspondente wi, j e valor

xi, representa-se na forma

z j = b j +
4

∑
i=1

wi, jxi (2.88)

A função de ativação (s(z)) é uma sigmoide e permite que os valores obtidos variem entre 0 e

1, aproximando-se de uma função de degrau [33]. Nas camadas escondidas, é usada a função de

ativação de forma a obter uma entrada para a camada seguinte.

s(z) =
1

1+ e−z (2.89)

O método de aprendizagem mais comum usado para este ajuste dos pesos wi e do viés consiste

no back-propagation, capaz de prever os ajustes dos pesos de forma a minimizar a diferença

quadrada entre o valor obtido da saída e o valor de saída desejado [34].

As redes neuronais podem ser usadas para prever um conjunto de dados utilizando um deter-

minado algoritmo, por exemplo, um método de seleção e classificação. Neste contexto, as redes

neuronais têm a função de prever o desempenho relativo dos diferentes métodos e algoritmos usa-

dos para previsão, e deste modo solucionar o ASP (2.3) através do conhecimento adquirido [35].

A função nnetar() do package forecast [26] do software R [9] determina de forma automática

uma rede neuronal para uma série temporal.
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Figura 2.5: Árvore de regressão e gráfico correspondente [2].

2.11 Métodos Baseados em Árvores de Decisão

As árvores de decisão surgem com o objetivo de encontrar uma solução para um determinado

problema, considerando um conjunto de restrições que repartem sucessivamente o conjunto de

dados, segmentando-o até ser encontrada a solução [2].

Uma árvore de decisão consiste num tipo de algoritmo de aprendizagem supervisionado, usado

em problemas de regressão e de classificação. Podem-se resumir num conjunto de nós e ramifica-

ções com regras específicas que permitem segmentar o espaço de resultados do estimador [3].

As árvores de decisão podem ser classificadas em dois tipos:

• Árvores de Regressão — Dividem o espaço de resultados de forma quantitativa e baseiam-

se em segmentar o estimador através de decisões quantitativas.

• Árvores de Classificação — Dividem o espaço de resultados de forma qualitativa e seg-

mentam o estimador.

A Figura 2.5 mostra uma árvore de regressão para um dado conjunto de dados. Em ambas as

representações é possível observar as regras de repartição desde o início da formação da árvore.

Cada repartição do domínio é paralela ao eixo de uma das características. Este conceito de repar-

tição com eixos paralelos generaliza problemas com dimensões superiores a dois. Para um espaço

de características p, um subconjunto de domínio IRp, o espaço é dividido em M regiões, onde cada

uma dessas regiões corresponde a um bloco no gráfico de dimensão p.

Para proceder à construção de uma árvore de regressão utiliza-se repartição binária e recursiva

de modo a obter uma árvore de grande dimensão, que só termina quando cada nó terminal possuir

um número de observações menor do que um número pré-definido como mínimo (vulgarmente

igual a 5). Este tipo de abordagem resulta na minimização da soma do quadrado dos resíduos -

Residual Sum of Squares (RSS) [2].
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Para um espaço de características repartido em M regiões, RSS é dado por:

RSS =
M

∑
m=1

∑
i∈Rm

(yi− ŷRm)
2. (2.90)

onde yi é a resposta da observação i que pertencente à região Rm, ŷRm é a previsão da resposta

para a região Rm e M é o número de regiões. Começando no início da árvore, esta é repartida em

dois ramos, criando assim uma partição com duas regiões. De seguida, cada uma destas regiões é

repartida e a árvore continua a ser repartida múltiplas vezes, sendo selecionadas as repartições do

espaço das características que minimizam o RSS.

No caso das árvores de classificação, em vez de RSS, usa-se a taxa de erro de classificação,

o índice de Gini ou entropia cruzada, baseadas na proporção de observações pertencentes a cada

uma das classes da região.

Por último, para evitar overfitting, é habitual aplicar “podagem” à árvore maior obtendo-se

uma sequência das melhores sub-árvores como função de α , que consiste num parâmetro de ajuste

que controla a profundidade da árvore juntamente com RSS.

Os métodos baseados em árvores de decisão envolvem a estratificação ou segmentação do

espaço de resultados em regiões simples, o que implica que os resultados obtidos (estimadores)

pertençam às regiões correspondentes.

Estes métodos são de fácil interpretação, contudo podem ser instáveis pois uma pequena altera-

ção pode resultar numa enorme discrepância do valor estimado. No entanto, através da agregação

de várias árvores de decisão e através da aplicação de métodos como bagging e random forests é

possível atingir resultados muito satisfatórios [3].

2.11.1 Bootstrap

O bootstrap consiste numa ferramenta estatística poderosa com diversas aplicações, capaz de

quantificar a incerteza associada a um dado estimador ou a um dado método estatístico de apren-

dizagem. Pode ser usado para estimar os erros padrão de coeficientes de um ajuste de regressão

linear. No entanto, o que realmente distingue o bootstrap é o facto de poder ser facilmente aplicado

a uma enorme variedade de métodos de aprendizagem estatísticos [2].

Nesta abordagem, dado um conjunto de dados Z, é selecionado aleatoriamente um conjunto de

dados Z∗1, onde a amostragem é feita por substituição, ou seja, a mesma observação pode ocorrer

mais do que uma vez no mesmo conjunto de dados. Com o conjunto de dados Z∗1 é produzido

o estimador α∗1. Este procedimento é repetido B vezes para produzir diferentes combinações de

conjuntos de dados (Z∗1,Z∗2, ...,Z∗B), e as correspondentes estimativas para α (α∗1,α∗2, ...,α∗B).

É possível calcular o erro padrão do estimador α ,

SEB(α̂) =

√
1

B−1

B

∑
τ=1

(α̂∗τ − 1
B

B

∑
τ ′=1

α̂∗τ
′
)2. (2.91)
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Figura 2.6: Ilustração gráfica de um exemplo da aplicação do bootstrap numa pequena amostra de
apenas n = 3 observações [3].

O bootstrap pode ser usado de forma eficaz, principalmente na estimativa da variabilidade associ-

ada ao parâmetro α̂ .

2.11.2 Bagging

O método Bagging, também conhecido como bootstrap aggregation, consiste na agregação de

árvores de decisão através de um processo de bootstrap, de modo a criar diversas combinações do

conjunto de observações alvo. Este procedimento reduz a variância dos métodos estatísticos de

aprendizagem, garantindo maior robustez nomeadamente quando aplicados a métodos baseados

em árvores de decisão [3].

Com o bagging é possível aliar a elevada variância das árvores de decisão com o contraste do

bootstrap com baixa variância, resultado de diferentes combinações de um determinado conjunto

de dados. Assim, o resultado obtido garante baixa variância, para um elevado número de conjuntos

formados a partir de uma árvore.

O bagging obtêm-se quando são retiradas amostras repetidas de um conjunto de dados para

treino, e gerados B conjuntos de dados. Após o treino dos dados resultantes do processo de boots-

trap, é feita a média das previsões resultantes do processo:

f̂bag(x) =
1
B

B

∑
b=1

f̂ ∗b(x). (2.92)

O erro obtido por este processo varia do número de árvores geradas (B).

O processo bagging pode ser descrito pela Figura 2.7 em apenas 3 passos:
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Figura 2.7: Ilustração gráfica do processo bagging [2].

1. Inicialmente, o conjunto original é substituído por um novo conjunto. Este novo conjunto

possuí uma proporção do conjunto original, que posteriormente poderá ser usada como pa-

râmetro.

2. São construídos classificadores em cada um dos conjuntos de dados. Pode também ser usado

o mesmo classificador para formular o modelo e fazer previsões.

3. Por fim, é usada uma combinação das previsões de todos os classificadores, muitas vezes o

valor médio. Habitualmente o valor combinado é mais robusto do que a solução original [36,

37, 38].

Out-of-Bag
O modelo de bagging não requer um processo de cross-validation, uma vez que cada árvore

usada no processo utiliza cerca de 2/3 das observações. As restantes observações não utilizadas

são designadas por observações out-of-bag (OOB). Uma previsão OOB pode ser obtida para cada

n observações e calculado o respetivo erro. Este teste de erro é particularmente conveniente para

conjuntos de dados de elevado número, visto que um processo cross-validation seria computacio-

nalmente exigente.

O processo de bagging melhora consideravelmente a eficácia das previsões, no entanto torna-

se impossível tirar partido da vantagem da utilização das árvores porque deixa de ser possível

uma fácil interpretação. Por outro lado, as árvores resultantes do bagging possuem uma variância
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elevada e um baixo viés, no entanto quando feita a média das B árvores o valor da variância reduz

significativamente [3].

2.11.3 Random Forest

Random Forest consiste numa técnica resultante da modificação do bagging [39, 40]. São

formadas várias árvores sem qualquer correlação entre si, e posteriormente é feita a média das

previsões de cada uma elas [3]. O Random Forest torna-se atractivo devido sobretudo à facilidade

que oferece no ajuste de parâmetros e treino.

Na construção das árvores de decisão do random forest, cada vez que é considerada uma

repartição na árvore, uma amostra aleatória de m características é selecionada para a repartição do

conjunto de dados com p previsões.

Em cada repartição da árvore só pode ser usada uma das amostras m, e por norma m =
√

p (o

número de características consideradas em cada repartição é igual à raiz quadrada do número total

de previsões).

O objetivo de selecionar uma amostra aleatória de características consiste em evitar que na

primeira repartição das árvores não seja escolhido o valor mais comum, e por consequência estas

sejam todas iguais. Daí as árvores não estarem relacionadas (sem correlação), visto que o random

forest força que em cada divisão seja considerado um subconjunto aleatório de valores previstos,

pelo que não será considerado o valor previsto mais forte (mais frequente). Com este processo de

des-correlação das árvores a média torna-se menos variável e consequentemente mais robusta e

fiável.

Esta é uma das características do random forest que o torna útil, na medida em que este método

reduz o erro dos valores estimados através da redução da variância dos dados observados.

Para m= p, o resultado obtido através do random forest aproxima-se do valor obtido utilizando

o método bagging. De maneira a obter resultados mais fiáveis e com menos variância, para um

vasto número de valores p correlacionados, é aconselhável usar-se valores pequenos para m na

construção do random forest. Com isto, a possibilidade de overfitting diminui drasticamente.

Overfitting traduz-se numa previsão com erro muito reduzido que assume sempre a mesma

distribuição devido a um ajuste extremamente rigoroso dos dados [2]. Nesses casos, o modelo

usado para estimação de dados não está preparado para lidar com as variações das séries temporais,

e por esse motivo é preferível um modelo com maior erro preparado para lidar com variações do

que um modelo com menor erro que não considera a possibilidade de variações.

Contudo, é importante tentar minimizar as incertezas dos modelos. Para isso, considera-se que

para o caso de um elevado número de dados devem ser efetuadas mais divisões com introdução de

características aleatórias em cada repartição, e cada subconjunto deve conter um menor número

de observações [3].
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Figura 2.8: Ilustração gráfica do processo boosting [2].

2.11.4 Boosting

O Boosting resume-se numa abordagem que melhora as previsões resultantes de uma árvore

de decisão. Esta abordagem pode ser aplicada a diversos métodos de aprendizagem estatísticos

tanto para regressão como para classificação [2].

Funciona de modo idêntico ao bagging, porém as árvores crescem sequencialmente. Cada

árvore é formada a partir dos resíduos da árvore anterior, sendo que os resíduos da árvore anterior

são as características da nova árvore. Neste caso não se utiliza bootstrap para formar novas árvores,

e em vez disso cada árvore formada é ajustada numa versão modificada do conjunto de dados

original (Figura 2.8).

Ao contrário de outros métodos, o boosting tem um processo de aprendizagem lento. Em

vez de ajustar simplesmente a árvore aos dados, esta abordagem ajusta a árvore de decisão de

acordo com os resíduos obtidos do modelo. Isto significa que o boosting não utiliza os resultados

obtidos, visto que há um processo contínuo de treino onde as árvores são ajustadas de acordo com

os resíduos obtidos da iteração anterior [3].

Sempre que formada uma árvore, a função de ajuste é atualizada juntamente com o valor dos

resíduos. As árvores formadas são pequenas e possuem poucos nós terminais, determinados pelo

parâmetro d do algoritmo. Obtêm-se uma previsão mais robusta quando as árvores formadas são

mais pequenas.

Existe um parâmetro de encolhimento v que controla a velocidade com que o boosting aprende.

No caso de v ser muito baixo para garantir um bom desempenho, deve-se ajustar o número de

árvores (B) de modo a que este seja elevado.

Apesar de ser uma abordagem que aprende lentamente e exigente computacionalmente, boos-

ting é indicado para resolver problemas complexos e com elevado número de dados.

2.11.5 Gradient Tree Boosting

O termo Gradient Tree Boosting (GTB) foi definido por Friedman (1999). Este método é

aplicado a problemas de aprendizagem supervisionados, onde através do conjunto de treino xi
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(com múltiplas características) obtêm-se uma previsão para a variável alvo yi. As entradas têm

domínio xi ∈ Rd e o treino é efetuado i vezes [41, 2].

Modelos de Aprendizagem Supervisionados
O modelo de aprendizagem supervisionado refere-se à estrutura matemática onde a previsão de

yi é obtida a partir da variável de entrada xi. Isto indica, que o valor de yi pode ter várias interpre-

tações mediante o pretendido, visto que pode ser ajustado numa regressão ou numa classificação.

No caso de uma regressão linear, o modelo linear é dado por: ŷi = ∑ j θ jxi j, uma combinação li-

near pesada das características de entrada. Para os casos de classificação ŷi resulta na pontuação

de classificação [42].

Os parâmetros do modelo consistem na parte indeterminada dos dados que necessitam de

aprendizagem. Para o caso do modelo linear este parâmetro é dado por θ [42]:

Θ = {w j| j = 1, ...,d} (2.93)

O treino do modelo passa por encontrar o melhor valor para o parâmetro θ de modo a ajustar o

conjunto de treino xi ao modelo pretendido. De modo a proceder-se ao treino, é necessário definir

a função objetivo [42]:

ob j(θ) = L(θ)+Ω(θ), (2.94)

onde L consiste na função de perda do treino (training loss) e Ω consiste no termo de regularização.

A função de perda do treino mede a qualidade de ajuste do modelo ao conjunto de treino, enquanto

que o termo de regularização mede a complexidade do modelo. Habitualmente utiliza-se o erro

quadrático médio para definir L [42]:

L(θ) = ∑
i
(yi− ŷi)

2 (2.95)

O termo de regularização controla a complexidade do modelo, o que ajuda a evitar o overfitting,

através da regulação do viés e da variância. O desejado é obter um modelo simples e capaz de se

ajustar aos dados.

Ensemble de Árvores de Decisão
O modelo de árvores ensemble consiste num conjunto de árvores de classificação ou regressão

(CART). Na prática, o modelo ensemble soma as previsões dadas por múltiplas árvores CART que

se completam mutuamente, de forma a obter a previsão final. Matematicamente, o modelo pode

ser definido como [42]:

ŷi =
K

∑
k=1

fk(xi), fk ∈F , (2.96)

onde K é o número de árvores, f é a função no espaço F , e F consiste no conjunto de possíveis

CART.
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Neste caso, a função objetivo que permite otimizar o modelo é dada por [42]:

ob j(θ) =
n

∑
i

l(yi, ŷi)+
K

∑
k=1

Ω( fk). (2.97)

Treino Aditivo

Sabe-se que para modelos de aprendizagem supervisionados é necessário definir a função

objetivo e proceder à sua optimização. A função objetivo é então dada por [42]:

ob j =
n

∑
i=1

l(yi, ŷ
(t)
i )+

t

∑
i=1

Ω( fi). (2.98)

Assim, para definir os parâmetros das árvores de aprendizagem é necessário por conhecer as

funções fi. Cada uma destas funções contém a estrutura da árvore e os valores dos seus nós. O

processo de aprendizagem através da estrutura das árvores constitui um problema de otimização,

visto ser impensável fazer a aprendizagem do modelo para todas as árvores de uma só vez. Por

isso, a estratégia passa por uma aprendizagem aditiva que efetua a aprendizagem das árvores passo

a passo, somando os novos valores às árvores anteriormente “aprendidas” [2]. O valor da previsão

do passo t é dado por ŷ(t)i , onde as iterações passo a passo são [42]:

ŷ(0)i = 0 (2.99)

ŷ(1)i = f1(xi) = ŷ(0)i + f1(xi) (2.100)

ŷ(2)i = f1(xi)+ f2(xi) = ŷ(1)i + f2(xi) (2.101)

. . . (2.102)

ŷ(t)i =
t

∑
k=1

fk(xi) = ŷ(t−1)
i + ft(xi). (2.103)

A árvore escolhida a cada passo da iteração consiste na árvore que otimiza a função obje-

tivo [42]:

ob j(t) =
n

∑
i=1

l(yi, ŷ
(t)
i )+

t

∑
i=1

Ω( fi) (2.104)

=
n

∑
i=1

l(yi, ŷ
(t−1)
i + ft(xi))+Ω( ft)+ constant. (2.105)

Considerando o caso de uma regressão linear, pode ser utilizada a média do quadrado dos erros

como função de perda do treino e a função objetivo passa a ser [42]:

ob j(t) =
n

∑
i=1

(yi− (ŷ(t−1)
i + ft(xi)))

2 +
t

∑
i=1

Ω( fi) (2.106)

=
n

∑
i=1

[2(ŷ(t−1)
i − yi) ft(xi)+ ft(xi)

2]+Ω( ft)+ constant. (2.107)
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Utiliza-se habitualmente uma expansão da série de Taylor de segunda ordem para definir a

função de perda do treino [42]:

ob j(t) =
n

∑
i=1

[l(yi, ŷ
(t−1)
i )+gi ft(xi)+

1
2

hi ft2(xi)]+Ω( ft)+ constant, (2.108)

onde gi e hi são definidos como:

gi = ∂
ŷ(t−1)

i
l(yi, ŷ

(t−1)
i ) (2.109)

hi = ∂
2
ŷ(t−1)

i
l(yi, ŷ

(t−1)
i ). (2.110)

Após remover todas as constantes, a função objetivo do passo t é dada por [42]:

n

∑
i=1

[gi ft(xi)+
1
2

hi f 2
t (xi)]+Ω( ft). (2.111)

Esta representação da função objetivo torna-a mais fácil de otimizar, porque apenas depende

de gi e de hi. Deste modo, constitui uma vantagem pelo que qualquer função de perda pode ser

otimizada pelo ajuste das entradas gi e hi [2].

Complexidade do Modelo

Não basta definir a função perda para otimizar o modelo. É imperativo definir a complexidade

do modelo, dada pelo termo de regularização (Ω( f )) [2].

Considerando a definição da árvore f (x) da forma

ft(x) = wq(x),w ∈ RT ,q : Rd →{1,2, ...,T}, (2.112)

onde w consiste no vetor dos valores dos nós, q é a função que direciona os dados para os nós

correspondentes, e T o número total de nós da árvore, o termo de regularização pode ser definido

por [42]

Ω( f ) = γT +
1
2

λ

T

∑
j=1

w2
j . (2.113)

Estrutura do Modelo

Reformulando o modelo da árvore, a função objetivo para a árvore t define-se da forma [42]

ob j(t) ≈
n

∑
i=1

[giwq(xi)+
1
2

hiw2
q(xi)

]+ γT +
1
2

λ

T

∑
j=1

w2
j (2.114)

=
T

∑
j=1

[(∑
i∈I j

gi)w j +
1
2
(∑

i∈I j

hi +λ )w2
j ]+ γT, (2.115)

onde I j = {i|q(xi) = j} consiste no conjunto de índices atribuídos a cada nó j. Observa-se que
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para os dados do mesmo nó é atribuído o mesmo peso, por isso pode-se definir: G j = ∑i∈I j gi e

H j = ∑i∈I j hi. A função objetivo passa a ser [42]:

ob j(t) =
T

∑
j=1

[G jw j +
1
2
(H j +λ )w2

j ]+ γT (2.116)

Nesta função objetivo os w j são independentes uns dos outros dada a sua forma quadrática.

Para a estrutura q(x) a melhor redução objetivo possível é definida por [42]:

w∗j =−
G j

H j +λ
(2.117)

ob j∗ =−1
2

T

∑
j=1

G2
j

H j +λ
+ γT, (2.118)

onde a equação ob j∗ classifica a estrutura q(x).

Basicamente para uma dada estrutura da árvore, gi e hi são atribuídos aos respetivos nós e em

seguida é efetuada a soma de todos os gi e hi. Por fim, utiliza-se a fórmula 2.118 que quantifica a

qualidade da árvore formada.

Com esta forma de medir a qualidade das árvores, o ideal seria enumerá-las e escolher a

melhor. No entanto isto seria impraticável, por isso procede-se à otimização da árvore passo a

passo, por nível. Para isso divide-se cada nó em dois nós e obtêm-se o ganho [42]:

Ganho =
1
2

[
G2

L

HL +λ
+

G2
R

HR +λ
− (GL +GR)

2

HL +HR +λ

]
− γ, (2.119)

onde G2
L

HL+λ
é o valor do nó formado à esquerda, G2

R
HR+λ

é o valor do nó formado à direita, (GL+GR)
2

HL+HR+λ
é

o valor do nó original, e γ é o parâmetro de regularização. Através do ganho é possível determinar

se o nó deve ou não ser dividido, e se o valor do ganho for menor que γ , então não deverá ser

adicionado um novo ramo.

Tanto o termo de perda do treino como o termo de regularização podem ser definidos de

diferentes formas consoante o objetivo [2].



Capítulo 3

Caso de Estudo

3.1 Grupo Jerónimo Martins

O Grupo Jerónimo Martins (JM) é um grupo internacional que se encontra sediado em Por-

tugal, tendo-se especializado essencialmente no setor do retalho. Teve origem em 1792 com uma

loja no Chiado em Lisboa, e em 1980, com a abertura das primeiras lojas Pingo Doce, inicia o

negócio de distribuição alimentar moderna.

Atualmente, a sua principal atividade é a distribuição alimentar que representa mais de 95%

das vendas consolidadas, sendo líder em Portugal com a cadeia de supermercados Pingo Doce e

Recheio. Além de Portugal, o grupo JM possui lojas do setor de retalho na Polónia e na Colôm-

bia [43].

3.2 Conjunto de Dados

No âmbito de um protocolo de colaboração com o INESC-TEC, o Grupo JM disponibilizou a

esta Unidade de I&D uma base de dados relativa às vendas em 12 lojas de supermercados Pingo

Doce. Este conjunto de dados corresponde ao período de 3 de Janeiro de 2012 a 27 de Abril de

2015, num total de 173 semanas. Foi levada a cabo uma análise semanal visto que o horizonte de

previsão semanal é aquele que mais interesse tem para o retalhista.

A Tabela 3.1 refere-se às lojas da base de dados disponibilizada pelo grupo JM, mostrando-se

a identificação das loja (ID) e o número de SKUs com vendas na respetiva loja.

Os diferentes SKUs podem ser classificados em duas categorias: fast-moving goods (FMG) ou

slow-moving goods (SMG). Os FMG são produtos com um elevado número de vendas; os SMG

são produtos menos populares que apresentam um número de vendas reduzido, habitualmente

intermitente. Na prática, as séries temporais correspondentes aos SMG possuem valores nulos ao

longo do tempo, ou seja, existem registos de zero unidades vendidas semanalmente. As séries

temporais relativas aos FMG correspondem aos produtos com maior procura, não apresentando

registos de zeros nas suas vendas semanais. No contexto desta dissertação apenas as séries que

37
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Tabela 3.1: Lojas da base de dados e respetivo número de SKUs.

ID Loja Número de SKUs
412 20454
843 19941
689 21386
687 21483
480 17569
392 17526
821 17001
391 16806
393 17021
388 17238
491 13364
492 11632

dizem respeito a FMG foram alvo de estudo, tendo sido selecionados os métodos de previsão

(descritos no capítulo 2) que são válidos para este tipo de séries temporais.

No que toca aos SKUs alvo de estudo é relevante obter uma previsão precisa deste tipo de pro-

dutos, especialmente para garantir a satisfação do cliente. Sabendo que são produtos com elevada

procura, interessa ao retalhista garantir que a loja consegue satisfazer essa mesma procura. Por

outro lado, é necessário ter em conta custos de armazenamento de stock, visto ser impraticável ar-

mazenar elevadas quantidades de produtos. O risco associado a uma redução repentina na procura,

ou o risco de deterioração de determinados produtos, são outros fatores que revelam a importância

de uma boa previsão.

A Tabela 3.2 representa os produtos da base de dados fornecida distribuídos por diversas áreas,

com o respetivo número de SKUs e percentagem. As percentagens são relativas ao número de

SKUs de determinada área quando comparado com o total de SKUs existentes. Através da análise

da tabela, é possível fazer uma clara distinção entre os FMG e SMG.

Foram alvo de estudo a loja 412, que é a loja maior, e a loja 843 que é a mais pequena,

considerando-se apenas os SKUs com registo de vendas todas as semanas (FMG). Assim, da loja

412 foram considerados 988 SKUs e da loja 843 foram considerados 717 SKUs.

As lojas possuem 558 SKUs em comum, o que perfaz uma percentagem de 77,8% no caso da

loja 843 e 56,5% no caso da loja 412, o que é relevante. Com base nesta observação, procedeu-se

à comparação das séries das vendas semanais de quatro SKUs distintos de ambas as lojas, que se

mostram na Figura 3.1.

Através da análise da Figura 3.1 conclui-se que são notórias as semelhanças entre as séries

temporais correspondentes aos SKUs de ambas as lojas. Apesar do volume de vendas apresentar

valores diferentes, as séries temporais do mesmo SKU apresentam padrões de comportamento

idênticos o que sustenta a metodologia formulada neste trabalho.

Numa análise vertical desta figura, no sentido de cima para baixo, é de realçar que o primeiro

SKU possui uma notória tendência decrescente para ambas as lojas. No que toca ao segundo
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Figura 3.1: Comparação das vendas do mesmo SKU, onde a coluna à esquerda representa a loja
412 e a coluna à direita representa a loja 843.
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Tabela 3.2: Número de SKUs e percentagem por área de atividade.

Área Número de SKUs Percentagem
Perecíveis especializados 6302 4,90%

Mercearia 6217 4,80%
Perecíveis não especializados 3682 2,90%

Produtos pessoais 3606 2,80%
Detergentes e produtos de limpeza 2514 1,90%

Bebidas 1995 1,50%
Fast-Moving Goods

Têxtil 84044 65,00%
Bazar ligeiro 9778 7,60%

Elétricos e entretenimento 6202 4,80%
Negócios complementares 4302 3,30%

Têxtil JM 339 0,26%
Serviços 86 0,0666%

Artigos retornáveis 11 0,0085%
Economato 3 0,002324%

Slow-Moving Goods

SKU, observa-se uma componente sazonal forte e idêntica em ambas as lojas. No caso do terceiro

SKU, verificam-se picos acentuados em ambas as lojas nos mesmos instantes provocados por

promoções. No que toca ao quarto SKU observam-se algumas diferenças comportamentais, o que

indica que também existem séries relativas ao mesmo produto cujo comportamento é distinto de

loja para loja.

3.3 Procedimento Experimental

3.3.1 Processo de Meta-Learning

O processo experimental foi desenvolvido com recurso à ferramenta RStudio, onde o algoritmo

GTB de meta-learning foi implementado e avaliado. Para aplicação e avaliação do algoritmo

foram alvo de estudo os conjuntos de dados correspondentes às lojas 412 com 988 SKUs (loja

maior) e 843 com 717 SKUs (loja mais pequena). Devido ao elevado processamento em causa

este foi realizado recorrendo ao serviço GridFEUP.

O objetivo do algoritmo GTB de meta-learning consiste em atribuir pesos às previsões de

cada um dos métodos de previsão, para se determinar uma previsão combinada. O GTB requer

um conjunto de séries temporais, onde cada uma das séries é dividida num período de treino e

num período de teste. As características das séries temporais são calculadas utilizando o período

de treino obtendo-se um vetor de entrada para o modelo meta-learning. Paralelamente, cada um

dos métodos de previsão do conjunto de métodos disponíveis é ajustado também ao período de

treino e são geradas previsões para o conjunto de teste. De seguida são calculados os erros de
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previsão, que consistem na diferença entre o valor observado e o valor previsto pelo método para

esse instante.

O algoritmo de meta-learning GTB produz os pesos para todos os métodos do conjunto de

métodos de previsão em função das características das séries temporais, minimizando o erro asso-

ciado. Uma vez treinado o modelo, os pesos podem ser gerados para uma nova série.

Ao contrário de outras abordagens que apenas selecionam o melhor método, o algoritmo de

meta-learning GTB calcula as previsões individualmente para cada um dos nove métodos de pre-

visão e atribui pesos às mesmas, de acordo com as características das séries temporais. Esta

abordagem foca-se em encontrar a função que minimiza o erro através da atribuição de pesos a

cada um dos métodos.

No que toca às características extraídas das séries, no total são extraídas 41 características de

cada série temporal onde todas elas possuem o mesmo comprimento (173 semanas). Na Tabela 3.3

são mencionadas e descritas essas características, cujas funções estão disponíveis no pacote do

software R tsfeatures [44].

Para o cálculo das previsões foram considerados nove métodos de previsão já analisados no

Capítulo 2, e presentes no pacote forecast disponível no R [45]:

1. ARIMA - O modelo ARIMA, onde os parâmetros p,d,q e P,D,Q são estimados através

de uma pesquisa exaustiva, utilizando a função forecast::auto.arima(x, stepwise=FALSE,

approximation=FALSE).

2. ETS - O modelo de espaço de estados com os parâmetros definidos automaticamente através

da função forecast::ets(x).

3. NNETAR - Uma rede neuronal feed-forward com uma única camada chamada através da

função do R forecast::nnetar(x).

4. TBATS - O modelo TBATS com aplicação da transformada Box-Cox, que define as com-

ponentes de tendência e sazonalidade automaticamente e obtido através da função do R

forecast::tbats(x).

5. STLM-AR - O modelo da decomposição STL com autorregressão AR e ajuste da sazonali-

dade, obtido através da função do R forecast::stlm(x, modelfunction = stats::ar).

6. RW-DRIFT - O método naïve com deriva, obtido através da função do R forecast::rwf(x,

drift=TRUE).

7. THETAF - O método Theta obtido através da função do R forecast::thetaf(x).

8. NAIVE - O método naïve obtido através da função do R forecast::naive(x).

9. SEASONAL NAIVE - O método naïve sazonal obtido através da função do R forecast::snaive(x).

De salientar que a função de minimização do algoritmo de meta-learning GTB utiliza o erro

OWA (Overall Weighted Average) descrito no guia da competição M4 [8], e que se definirá mais

à frente.
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Tabela 3.3: Características extraídas das séries temporais.

1 x_acf Primeiro ACF da série.
2 x_acf10 Soma dos primeiros dez ACF ao quadrado.
3 diff1_acf1 Primeiro ACF após diferenciação.
4 diff1_acf10 Soma dos primeiros dez ACFs de diferenciação ao quadrado.
5 diff2_acf1 Primeiro ACF de diferenciação de 2a ordem.
6 diff2_acf10 Soma dos primeiros dez ACF ao quadrado de diferenciação de 2a ordem.
7 seas_acf1 ACF do primeiro atraso sazonal.
8 ARCH.LM Estatística ARCH (Multiplicador de Lagrange).
9 crossing_point Número de vezes que a série cruza a mediana.
10 entropy Entropia espectral.
11 flat_spots Número de zeros obtidos através da discretização da série.
12 arch_acf Soma das 12 primeiras autocorrelações ao quadrado de z2.
13 garch_acf Soma das 12 primeiras autocorrelações ao quadrado de r2.
14 arch_r2 Valor de R2 aplicando o modelo AR a z2.
15 garch_r2 Valor de R2 aplicando o modelo AR a r2.
16 alpha ETS(A,A,N) α̂ .
17 beta ETS(A,A,N) β̂ .
18 hurst Exponente de Hurst.
19 lumpiness A variância das variâncias.
20 nonlinearity Teste de não linearidade.
21 x_pacf5 Soma os primeiros 5 PACF ao quadrado.
22 diff1x_pacf5 Soma ao quadrado os primeiros 5 PACF de diferenciação.
23 diff2x_pacf5 Soma ao quadrado os primeiros 5 PACF de diferenciação de 2a ordem.
24 seas_pacf Coeficiente de autocorrelação parcial do primeiro zero sazonal.
25 nperiods Número de períodos da série.
26 seasonal_period Comprimento do período sazonal.
27 trend Magnitude da tendência.
28 spike Picos da série.
29 linearity Linearidade.
30 curvature Curvatura.
31 e_acf1 Primeiro ACF dos resíduos.
32 e_acf10 Soma dos primeiros 10 ACF dos resíduos ao quadrado.
33 seasonal_strength Componente de tendência da decomposição STL
34 peak Valor máximo da série.
35 trough Valor mínimo da série.
36 stability Variância da média.
37 hw_alpha ETS(A,A,A) α̂ .
38 hw_beta ETS(A,A,A)β̂ .
39 hw_gamma ETS(A,A,A) γ̂ .
40 unitroot_kpss Teste estatístico KPSS.
41 unitroot_pp Teste estatístico Phillips-Perron.
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O fluxograma presente na Figura 3.2 descreve o funcionamento do algoritmo GTB de meta-

learning proposto. Em primeiro lugar, o algoritmo verifica se o conjunto de dados necessita de ser

treinado.

Caso o modelo de aprendizagem (Model_JM) já tenha sido treinado, e para que se possa

avaliar o seu desempenho, divide-se o conjunto de séries de teste em período de treino e período

de teste. O conjunto de treino é constituído por 161 semanas e o conjunto de teste é constituído

por 12 semanas. Esta divisão é feita para todas as séries temporais do conjunto de teste.

Seguidamente, são calculadas as características das séries no conjunto de treino com as 161

observações. Após o cálculo das características, o modelo de meta-learning Model_JM produz os

pesos para atribuir às previsões obtidas a partir de cada método, ou seja são gerados nove pesos,

cuja soma é igual a 1. Note-se que os pesos gerados são iguais para qualquer instante de previsão,

não havendo variação dos pesos ao longo do horizonte de previsão.

Após gerados os pesos, os nove métodos são ajustados e são geradas 12 previsões para as

12 semanas seguintes. No total são geradas 9× 12 previsões, sendo gerada uma previsão para

cada método. Assim, é formada uma matriz 9× 12, onde as linhas são os métodos e as colunas

correspondem ao horizonte temporal. Por último, é feita a combinação linear pesada das previsões

geradas usando os pesos correspondentes e obtêm-se a previsão final.

Caso do modelo de aprendizagem (Model_JM) necessite de ser treinado, o conjunto de séries

de treino é dividido em período de treino (primeiras 161 semanas) e período de teste (últimas 12

semanas) (Temporal Holdout).

Posteriormente são calculadas as características usando o período de treino e paralelamente são

calculadas as previsões para os nove métodos (para um horizonte temporal h = 12). Daí resulta

um vetor com 41 características extraídas, para cada uma das séries, e uma matriz 9×12 onde as

linhas constituem os modelos e as colunas as previsões para cada horizonte temporal.

O vetor das características extraídas e a matriz das previsões geradas, entram ambos no Meta_JM

onde o conjunto de dados é treinado. O modelo de aprendizagem calcula os pesos a partir do vetor

das características, de forma a minimizar o erro da combinação dos métodos. Este processo de

aprendizagem consiste numa abordagem de GTB, formulada a partir da função xgboost disponi-

bilizada no R [42]. Deste modo, obtêm-se o Model_JM com os pesos gerados para cada método.

Por fim, basta proceder à combinação linear dos pesos com as previsões geradas por cada método,

e obtêm-se a previsão final.

Meta-learning utilizando Xgboost

Na implementação do Model_JM foi utilizada a implementação do método grandient tree

boosting existente no pacote do R XGBoost [42]. O algoritmo GTB do pacote xgboost produz os

pesos referidos a partir das características das séries.

Sendo a as características extraídas da série temporal x, f o conjunto de M vetores com as

previsões geradas pelos métodos, e xx os valores futuros, o xgboost produz um vetor numérico de

comprimento M em função das características y(a).
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Figura 3.2: Fluxograma do algoritmo GTB proposto.
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Através da aplicação da função softmax (contida no pacote xgboost) o vetor numérico é trans-

formado em probabilidades.

A função da perda do treino é dada por:

LOWA(y,a, f ,xx) =
M

∑
i=1

ey(a)i

∑ey(a)
OWA( fi,xx) (3.1)

Esta função possui a vantagem de permitir minimizar o OWA, erro definido para avaliar o desem-

penho do algoritmo.

A minimização do erro é feita por uma aproximação aditiva da função f que minimiza o OWA:

argminy

N

∑
j

LOWA(y,A j,Fj,XX j), (3.2)

onde A j são as características, Fj são as previsões e XX j são os valores futuros.

3.3.2 Medidas de Avaliação da Previsão

Posteriormente à implementação e treino do algoritmo desenvolvido, foi avaliado o seu de-

sempenho e viabilidade.

É necessário proceder à avaliação das previsão obtidas pelo algoritmo desenvolvido com mé-

todos comuns mais complexos como é o caso do ARIMA e ETS. Para tal, utiliza-se medidas de

erro capazes de avaliar a precisão das previsões dadas pelos diferentes métodos.

Erro de Previsão

Admite-se que Yt corresponde à observação do instante t e Ft é a previsão para a observação Yt .

Sendo m o número de observações do conjunto de teste e n o número de observações do conjunto

de treino, define-se o erro da previsão:

et = Yt −Ft , ∀ t = 1, ...,m (3.3)

Medidas Dependentes de Escala

A escala destas medidas é obtida a partir das escalas do conjunto de dados. São úteis para

comparações entre diferentes métodos quando aplicados ao mesmo conjunto de dados. Estas

medidas baseiam-se sobretudo nos erros absolutos e na raíz quadrada dos erros, como é o caso do

Root Mean Square Error (RMSE) e do Mean Absolute Error (MAE):

RMSE =

√
1
m

m

∑
t=1

(e2
t ), (3.4)

MAE =
1
m

m

∑
t=1
|et |. (3.5)
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Medidas Baseadas na Percentagem de Erros

A vantagem que este tipo de medidas confere na avaliação do desempenho das previsões,

provêm do facto das percentagens dos erro serem independentes de escalas. Por esta razão, este

tipo de medidas é frequentemente usado para avaliar o desempenho quando os conjuntos de dados

são diferentes. A percentagem do erro é dada por:

pt =
et

Yt
×100, ∀ t = 1, ...,m. (3.6)

O Mean Absolute Percentage Error (MAPE) e o symmetric Mean Absolute Percentage Error

(sMAPE) são exemplo deste tipo de medidas:

MAPE =
1
m

m

∑
t=1
|pt |, (3.7)

sMAPE =
1
m

m

∑
t=1

(
|Yt −Ft |
|Yt |+ |Ft |

×200). (3.8)

Medidas Baseada em Medidas Relativas

É possível substituir os erros relativos por medidas relativas. Com estas é mais fácil interpretar

os resultados visto que as medidas relativas avaliam se o método de previsão é melhor do que o

método usado como benchmark. Quando o resultado destas medidas é < 1 significa que o método

proposto é melhor que o método usado como benchmark; quando o resultado é > 1 significa que

o método proposto tem pior desempenho do que o benchmark.

O Relative Mean Absolute Error (RelMAE) e o Relative Root Mean Square Error (RelRMSE)

são exemplos destas medidas relativas.

RelMAE =
MAE
MAEb , MAEb =

1
m

m

∑
t=1
|eb

t | (3.9)

RelRMSE =
RMSE
RMSEb , RMSEb =

√
1
m

m

∑
t=1

(e2
t )

b (3.10)

Medidas Baseadas em Erros Escalados

O erro escalado consiste em dividir o valor do erro por um valor com a mesma escala. Com o

objetivo de obter uma medida de erro mais precisa, Hyndman e Koehler (2006) [46] propuseram

escalar o erro da seguinte forma:

Para séries não sazonais o erro escalado é definido por:

qt =
et

1
n−1 ∑

n
i=2 |yi− yi−1|

, ∀ t = 1, ...,m. (3.11)
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Para séries sazonais, o erro escalado é definido por:

qt =
et

1
n−1 ∑

n
i=s+1 |yi− yi−s|

, ∀ t = 1, ...,m, (3.12)

onde e s corresponde ao número de períodos da sazonalidade e qt é independente da escala do

conjunto de dados.

A partir desta distinção feita para séries sazonais e não sazonais, surge o erro escalado absoluto

médio (MASE - Mean Absolute Scaled Error):

MASE =
1
m

m

∑
t=1
|qt |. (3.13)

Caso o resultado do MASE seja inferior a 1, então a previsão é melhor do que a previsão média do

método que gerou a previsão no conjunto de treino. Caso seja superior a 1 significa que o método

que gerou a previsão é pior do que a média da previsão do conjunto de treino.

Erro OWA (Overall Weighted Average)
Para o cálculo deste erro são usados os erros obtidos pelas medidas de erro sMAPE e MASE.

Em primeiro lugar, é feita a média para os erros sMAPE e MASE de cada SKU. Em segundo lugar,

divide-se a soma das médias do sMAPE e do MASE por o resultado obtido através da aplicação do

método naïve, ou seja, pelo último valor de cada série temporal. Com isto obtêm-se o erro relativo

de MASE (RelMASE) e o erro relativo de sMAPE (RelsMAPE) fazendo-se a respetiva média

OWA =
RelMASE +RelMAPE

2
. (3.14)

3.4 Resultados

Na Tabela 3.4 estão apresentados os resultados obtidos para as Experiência 1 e 2, onde o

conjunto de treino e teste pertencem à mesma loja, 412 (Loja grande) e 843 (Loja pequena) res-

petivamente. Para a experiência 1 o conjunto de treino corresponde a 600 séries temporais e o

conjunto de teste corresponde a 388. No caso da experiência 2 o conjunto de treino possui 500

séries temporais e o conjunto de teste possui 217 séries temporais.

Na Tabela 3.5 estão representados os resultados para as Experiências 3 e 4. Na Experiência 3

o conjunto de treino corresponde à loja 412 (Loja grande) e o conjunto de teste corresponde à loja

843 (Loja pequena). Por outro lado, na Experiência 4 os dados do conjunto de treino pertencem à

loja 843 e os dados do conjunto de teste pertencem à loja 412.

As Tabelas 3.4 e 3.5 de resultados foram construídas com o objetivo de comparar o desempe-

nho do algoritmo implementado, de modo a aferir se este é realmente indicado para gerar previsões

no contexto do problema.

O algoritmo GTB é comparado com métodos de previsão mais sofisticados, nomeadamente

com os modelos ETS, os modelos ARIMA e o método naïve sazonal (SNaive). A comparação é
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feita com base nos resultados obtidos para as medidas de erro MASE, sMAPE, MAPE, RelMAE

e RelRMSE.

Foi efetuada a análise para 5 horizontes temporais: h = 1, h = 1− 2, h = 1− 4, h = 1− 8,

h = 1−12, num total de 12 semanas.

O rank indica a classificação dos métodos no que toca ao seu desempenho, baseando-se no

melhor resultado obtido com a aplicação da medida de erro correspondente. O ranking de ambas

as tabelas consiste na média dos valores de posicionamento dos modelos para cada erro, ou seja

é realizada a seriação da posição por ordem de desempenho de 1 a 4 através do somatório das

posições obtidas por modelo e o total é dividido por o número total de métodos.

Para além das Tabelas 3.4 e 3.5, foram gerados gráficos do espectro de importância das ca-

racterísticas para as quatro experiências (Figuras 3.3 e 3.4). O objetivo da análise deste gráfico

consiste em determinar quais as características que o algoritmo considera mais relevantes para

gerar uma previsão.

Foi efetuado o teste estatístico de Nemenyi (em Anexo A) para avaliar a significância estatís-

tica da diferença de desempenhos.

Os resultados gráficos deste teste mostram o desempenho dos diferentes métodos sob a forma

de comparação, onde através de uma linha são abrangidos os métodos com desempenho idêntico

sendo que a diferença dos resultados obtidos é estatisticamente insignificante.
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3.5 Discussão de Resultados

Pela análise das Tabelas 3.4 e 3.5 verifica-se que o algoritmo de meta-learning GTB desenvol-

vido é mais preciso a gerar previsões do que os métodos mais comuns. A análise é efetuada para

diversos horizontes temporais e para diferentes medidas de erro, contudo o GTB é claramente o

método mais eficaz neste contexto.

Verifica-se que na Experiência 2 para o horizonte temporal h = 1− 2 correspondente ao erro

MAPE, o algoritmo não possuí o melhor resultado sendo este o único caso em que tal acontece.

A Experiência 3 é a mais relevante para avaliação do desempenho do algoritmo, dado que o

seu treino e teste são feitos com conjuntos de dados de lojas diferentes, e além disso a loja para o

qual o teste é efetuado (loja pequena) possuí 77,8% dos SKUs em comum com loja grande. Tal

como tinha sido observado anteriormente, as séries temporais correspondentes ao mesmo SKU em

lojas diferentes exibem comportamentos semelhantes ao longo do tempo. Através da Experiência

3, é possível constatar a importância das características das séries temporais na geração de uma

previsão precisa.

As Figuras 3.3 e 3.4 representam as características, num espectro de importância, das sérias

usadas em cada experiência. Pela análise das figuras, é possível verificar quais as características

mais relevantes para gerar as previsões. Verifica-se que as características diff2x_pacf5 e flat_spots

são as característica mais relevantes. Sendo flat_spots indicadora do número de zeros obtidos

pela discretização da série temporal e diff2x_pacf5 consiste na soma dos primeiros 5 coeficientes

parciais de auto-correlação da série diferenciada (2a ordem). Tendo em conta que o GTB obteve

bons resultados de previsão e baseia-se nas características das séries temporais, verifica-se que

o peso destas características tem influência no resultado das previsões geradas. Por outro lado,

observa-se que no conjunto de dados da loja 412, predomina a característica flat_spots enquanto

no conjunto de dados da loja 843 predomina a característica diff2x_pacf5.

Pela análise dos testes de Nemenyi (Anexo A) verifica-se que o desempenho do GTB é mais

preciso para horizontes temporais mais longos. No caso da Experiência 3, observa-se que os

resultados obtidos pelo GTB aproximam-se dos modelo ETS e ARIMA sendo que o seu desem-

penho considera-se estatisticamente insignificante para os horizontes temporais h = 1, h = 1−2 e

h = 1−4. No entanto, analisando os horizontes temporais h = 1−8 e h = 1−12 o GTB prova ter

melhores resultados de desempenho do que os outros métodos.

Por fim, através da análise dos resultados a partir da avaliação efetuada para diferentes tipos

de métricas de erro, verifica-se que o algoritmo de meta-learning GTB possui um desempenho

superior aos outros métodos com os quais foi comparado, nomeadamente o ARIMA, o ETS e o

Naïve sazonal.
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Figura 3.3: Espectro de importância das características das séries temporais para as Experiência 1
e 2.



3.5 Discussão de Resultados 53

seas_pacf

x_acf1

trend

diff2_acf10

diff2_acf1

seas_acf1

e_acf1

lumpiness

crossing_points

peak

diff1_acf1

unitroot_pp

beta

stability

diff1x_pacf5

curvature

spike

linearity

diff2x_pacf5

flat_spots

0.00 0.01 0.02 0.03 0.04 0.05 0.060.00 0.01 0.02 0.03 0.04 0.05 0.06

diff1_acf1

nonlinearity

stability

x_acf10

x_acf1

seas_pacf

alpha

seas_acf1

flat_spots

peak

curvature

e_acf1

e_acf10

diff1x_pacf5

seasonal_strength

spike

beta

lumpiness

linearity

diff2x_pacf5

0.00 0.02 0.04 0.06 0.080.00 0.02 0.04 0.06 0.08
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Capítulo 4

Conclusões e Trabalho Futuro

A previsão de vendas no setor de retalho revela-se de extrema importância para o bom funci-

onamento de uma organização. O estudo dos métodos de previsão conhecidos foi imperativo para

a realização desta dissertação, e a partir desse conhecimento foi possível desenvolver o algoritmo

de meta-learning GTB.

Em primeiro lugar, através de uma análise do conjunto de dados disponibilizado pela JM,

foi possível concluir que algumas das séries temporais correspondentes ao mesmo SKU em lojas

diferentes exibem comportamentos semelhantes ao longo do tempo. Este contexto é o ideal para

a aplicação de um algoritmo de meta-learning que aprende com um conjunto de treino que tem

características semelhantes às do conjunto de dados onde irá ser utilizado.

O GTB gera previsões a partir da combinação pesada de previsões feitas por outros métodos

mais comuns de previsão. De modo a avaliar o seu desempenho, comparou-se os resultados obti-

dos com as previsões obtidas a partir de métodos mais comuns, tais como ARIMA, ETS e naïve

sazonal. Para tal, utilizou-se medidas de erro capazes de avaliar o desempenho dos diferentes

métodos de previsão.

Todas as previsões geradas possuíam periodicidade semanal de maneira a se adequar ao con-

texto do setor de retalho. Do conjunto de dados disponibilizado pela JM são usados dados de duas

lojas (loja 412 e loja 843). Foi feita uma análise para cada loja individualmente, onde se concluiu

que o desempenho das previsões geradas pelo algoritmo GTB é superior aos algoritmos com os

quais foi comparado.

Também foram efetuadas experiências cujos conjuntos de treino e de teste pertenciam a lojas

diferentes. Na experiência 3 o conjunto de treino foi constituído por dados da loja grande (412)

enquanto o conjunto de teste foi constituído por uma loja mais pequena (843), onde 77,8% dos

SKUs eram comuns à loja maior. Esta experiência revelou a importância das características das

séries temporais para gerar uma previsão fiável e robusta.

A análise das características das séries foi efetuada a partir de um gráfico do espectro de

importância das características, onde foi possível verificar quais as características do conjunto de

dados mais relevantes.
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Por fim, concluiu-se que o algoritmo desenvolvido foi mais preciso que os métodos comuns

na previsão das vendas para o caso de estudo. A solução obtida a partir de uma abordagem meta-

learning no setor de retalho revelou ser robusta e precisa.

4.1 Satisfação dos Objectivos

O objetivo desta dissertação foi cumprido na medida em que a metodologia desenvolvida ofe-

rece uma solução robusta que permite aumentar a precisão das previsões de vendas das lojas Pingo

Doce. Foi possível analisar o desempenho do algoritmo implementado pela comparação com mé-

todos comuns de previsão, sendo que o desempenho obtido pelo GTB foi superior para o caso de

estudo.

4.2 Trabalho Futuro

Apesar do algoritmo desenvolvido cumprir o objetivo desta dissertação, poderá ser melhorado.

Os resultados obtidos para as previsões de vendas foram muito satisfatórios, no entanto poderão

ser feitos alguns ajustes neste sentido.

Tendo em conta que o GTB utiliza o mesmo peso para diferentes horizontes de previsão, seria

interessante estudar a possibilidade de obter diferentes pesos para horizontes temporais diferentes.

No setor de retalho as previsões devem ser geradas o mais rápido possível de maneira a ga-

rantir uma boa gestão de recursos e operações. O processamento de informação em larga escala

(para um elevado número de produtos) requer um elevado esforço computacional que condiciona

a eficiência da previsão, devido à dificuldade de obter soluções em tempo útil.

Para o efeito, o principal foco de melhoria centra-se no tempo de processamento, visto que

para gerar previsões combinadas é necessário um elevado esforço computacional.

Uma sugestão para resolver o problema passaria por repensar a utilização do gradient tree

boosting para uma situação de previsão rápida, onde o meta-model determinaria o melhor modelo

a partir das características das séries e aplicava-o, descartando assim uma previsão combinada.

Para isso, seriam necessários futuros estudos e experiências que avaliassem o seu desempenho.
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Anexo A

Nas figuras A.1 a A.8 representam-se os resultados da aplicação do teste de Nemenyi aos erros

MASE, sMAPE, MAPE, RelMAE e RelRMSE obtidos nas 4 experiências.
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Figura A.1: Experiência 1: MASE, MAPE, RelMAE e RelRMSE.
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Figura A.2: Experiência 1: sMAPE.
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Figura A.3: Experiência 2: MASE, MAPE, RelMAE e RelRMSE.
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Figura A.4: Experiência 2: sMAPE.
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Figura A.5: Experiência 3: MASE, MAPE, RelMAE e RelRMSE.
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Figura A.6: Experiência 3: sMAPE.
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Figura A.7: Experiência 4: MASE, MAPE, RelMAE e RelRMSE.
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Figura A.8: Experiência 4: sMAPE.
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