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Resumo

A monitorização de espaços públicos está cada vez mais presente no quotidiano das pessoas.
Em áreas como o retalho, a aplicação de um conjunto de técnicas de visão computacional que
possibilite realizar análises estatísticas rigorosas e relevantes para caracterização dos seus clientes
pode ser considerada uma vantagem competitiva.

Na literatura existe um conjunto de abordagens que estudam a identificação e caracterização
de pessoas a partir da análise de imagens, entre as quais investigações na área da videovigilância,
Ambient Assisted Living e deteção e descrição do comportamento humano.

Esta dissertação foca-se na deteção e caracterização de pessoas a partir da aquisição e proces-
samento de um conjunto de dados de múltiplas fontes, obtidos a partir do fluxo de pessoas numa
determinada área. Para tal, foi realizado um estudo tecnológico e uma análise relativa à extração
de informação de pessoas em diferentes cenários reais. Essa investigação definiu os requisitos de
aquisição de um conjunto de imagens e vídeos que permitisse traçar o perfil de pessoas.

O processo proposto inclui um conjunto de algoritmos que realiza o processamento de infor-
mação de câmaras RGB e RGB-D que detetam e estimam medidas antropométricas das pessoas
em diferentes perspetivas. Estudou-se a contribuição da informação de profundidade em algorit-
mos de contagem de pessoas que apenas consideravam imagens RGB, e ainda o impacto da fusão
do processamento da informação das câmaras RGB e RGB-D nos resultados obtidos.

A avaliação do desempenho dos algoritmos propostos foi realizada pela comparação dos mes-
mos em diferentes fases. Pela análise do resultados, concluiu-se a integração da informação de
profundidade no algoritmo de contagem de pessoas contribuiu aumento da sua robustez deste
algoritmo. Comparando os resultados entre o processamento da informação de cada câmara in-
dividualmente e a fusão dessa informação, denotou-se uma significativa melhoria das medidas
antropométricas estimadas após a fusão, possibilitando a caracterização multimodal de pessoas
num determinado espaço. No entanto, a estimação da altura gerada pelo processamento de ima-
gens RGB-D revelou-se mais precisa, concluindo-se assim que essa abordagem é um método mais
fiável para estimar a altura das pessoas, comparativamente com o método de estimação dos pontos
de esqueleto em imagens RGB.
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Abstract

The monitoring of public spaces is increasingly present in people’s daily lives. In areas such
as retail, the application of a set of computational vision techniques makes it possible to perform
rigorous and relevant statistical analyzes for the characterization of its clients which can be consi-
dered a competitive advantage.

In the literature there is a set of approaches that study the identification and characterization of
individuals from the analysis of images, among them investigations in the field of video surveil-
lance, Ambient Assisted Living, detection and description of the human behavior.

This dissertation focuses on the detection and characterization of people from the acquisition
and processing of a set of data from multiple sources, obtained from the flow of people in a
certain area. For this purpose, a technological study and an analysis related to the extraction of
information from people in different real scenarios were carried out. This investigation defined the
acquisition requirements of a dataset that allowed profiling people.

The proposed process includes a set of algorithms that perform the processing of RGB and
RGB-D images to detect and estimate people’s anthropometric measurements in different pers-
pectives. We studied the contribution of depth information in people counting algorithm who only
considered RGB images, as well as the impact of merging the information processed by both RGB
and RGB-D cameras in the obtained results.

The evaluation of the performance of the proposed algorithms was undertaken by comparing
them in different phases. By analyzing the results, we concluded that the integration of depth
information in the people counting algorithm contributed to increase its robustness.

Comparing the results between the processed information of each individual cameras and the
merge of this information, it was shown significant improvements in the anthropometric measures
estimation after the fusion, allowing the multimodal characterization of people in a given space.
However, the estimation of the height generated by the processing of RGB-D images proved to be
more accurate, concluding that this approach is a more reliable method to estimate the height of
the people, compared to the method of estimation of the skeletal points in RGB images.
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Capítulo 1

Introdução

1.1 Motivação

A monitorização de espaços públicos como bancos, aeroportos e espaços de retalho está cada

vez mais presente no quotidiano das pessoas [16]. Considerando o cenário ilustrativo do retalho,

uma área com enorme importância económica e um papel social, a aplicação de técnicas de visão

computacional neste tipo de espaços para caracterização dos seus clientes pode ser vantajoso pela

sua riqueza (visual) de informação capturada com câmaras e pela sua natureza não intrusiva para

os clientes. Estas técnicas permitem a realização análises estatísticas que avaliem as interações dos

clientes com o espaço e, como conseguinte, são relevantes e podem ser vistas como uma vantagem

competitiva [17].

Desde os anos 80 que os espaços de retalho têm sofrido alterações com a introdução de novas

tecnologias. Segundo [17], essas mudanças podem ser separadas em 3 diferentes gerações de

inteligência de retalho com um objetivo em comum: a melhor compreensão de como os fatores

de marketing, os clientes e ambientes de venda têm impacto no consumidor e na qualidade e

eficiência da loja.

A recente tendência na área do retalho surgiu com o intuito de gerir a experiência do cliente

e pretende não só estudar e capturar variações no comportamento do consumidor ao longo do

tempo como também a interação dos clientes com outras pessoas na loja. Esta ferramenta facilita

a análise da atitude dos clientes face ao ambiente da loja e a gestão do processo de compra, tirando

partido de tecnologias como RFID (Radio-Frequency Identification). Esta evolução levou ainda ao

aparecimento de novas indústrias, como data mining e data warehousing, e novas práticas como

CRM (Customer Relationship Manadgement).

Nesta dissertação pretende-se construir as estruturas data e information do modelo DIKW

(Data-Information-Knoledge-Wisdom) [18], isto é, realizar a aquisição de dados e o processa-

mento da informação que possibilitem obter análises estatísticas rigorosas e relevantes para dete-

ção e caracterização de pessoas em determinado espaço [19].

Na literatura existe um conjunto de trabalhos que tentam avaliar o impacto do espaço de reta-

lho no consumidor. No trabalho de [19] foi realizado um sumário de algumas das mais recentes
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e relevantes abordagens relativas ao conceito de inteligência de retalho, entre as quais constam a

deteção facial e de expressões faciais, a estimação da postura, cabeça e olhar a análise do com-

portamento e trajetória dos clientes. Abordagens anteriores recorreram a tecnologias de visão

computacional e/ou análise de sinais emitidos por dispositivos de comunicação [20].

1.2 Objetivos

Esta dissertação foca-se na deteção e caracterização de pessoas, quanto à sua aparência e

às suas medidas antropométricas, e o seu objetivo consiste na recolha e processamento de um

conjunto de dados de múltiplas fontes, obtidos a partir do fluxo de pessoas numa determinada área.

Para tal, é necessário realizar uma análise tecnológica, estudando os tipos de câmaras existem no

mercado e que tipo de tecnologias já foram utilizadas em aplicações como a monitorização de

espaços. Será definida uma disposição de câmaras que permita a aquisição de um conjunto de

sequências, que possibilite traçar o perfil de pessoas. Pretende-se o estudo de algoritmos capazes

de processar informação de diferentes câmaras individualmente para caracterização de pessoas,

assim como o estudo do impacto da fusão do processamento de informação de diferentes câmaras

nos resultados obtidos para uma análise multimodal.

1.3 Contribuições

As principais contribuições desta dissertação para a comunidade científica estão enumeradas

abaixo:

• Proposta de um conjunto de algoritmos que realiza o processamento de informação de pro-

fundidade para deteção e caracterização de pessoas, a partir de uma câmara RGB-D;

• Estudo da contribuição de informação de profundidade em sistemas de contagem de pessoas

a partir do processamento de informação de uma câmara RGB-D montada verticalmente;

• Proposta de um conjunto de algoritmos que realiza o processamento de informação RGB

para estimação de medidas antropométricas de pessoas;

• Estudo da contribuição da fusão de informação de câmaras RGB e RGB-D, que captam

informação do mesmo espaço em diferentes perspetivas;

• Aquisição de um conjunto de imagens e vídeos de pessoas num determinada espaço simu-

lando diferentes situações reais a partir de duas câmaras em diferentes perspetivas.

• Produção de um conjunto de informação de referência acerca das características antropo-

métricas de cada pessoa que participou no dataset e anotação das regiões de interesse, isto

é, regiões delimitadoras de cada pessoa presente na cena captada, para cada frame de cada

sequência de vídeo captada.
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A identificação e caracterização de pessoas a partir da análise de imagens é objeto de estudo

da comunidade de visão computacional [2]. O seguimento e deteção de humanos a partir de

informação visual é por si só uma tarefa interessante e desafiadora pela variabilidade da aparên-

cia e de comportamento de cada pessoa [21]. Como tal, encontram-se na literatura diferentes

abordagens que tentam solucionar este problema, entre as quais investigações na área da vigilân-

cia [16, 22, 23], Ambient Assisted Living [24] e deteção e descrição do comportamento humano

[8, 25].

Nesta secção é feita uma revisão de técnicas e tecnologias adotadas na execução das diferen-

tes tarefas inerentes à análise de um ambiente de retalho a partir de dados visuais. De seguida

serão exploradas criticamente várias tecnologias aplicadas para a aquisição de dados de diferentes

cenários, bem como soluções já existentes no mercado que realizam a aquisição e processamento

de informação em ambientes de retalho e um conjunto de algoritmos que realize o processamento

dos dados extraídos do ambiente.

2.1 Equipamentos

Entre as tecnologias capazes de seguir e detetar objetos, incluem-se: medição mecânica de

objetos, métodos de varrimento radiométrico como lasers time-of-flight (TOF), micro-ondas ou

ultrassons, métodos baseados em imagens e vídeos. Na literatura, pode-se encontrar uma vasta

gama de trabalhos que utilizam uma ou mais câmaras RGB (Red, Green and Blue) que captam o

objeto ou região de interesse em diferentes vistas, abordando o tópico da deteção e seguimento de

obstáculos de diferentes formas [8].

Na última década, os sensores de profundidade tornaram-se cada vez mais baratos [20], o que

proporcionou a sua aplicação em sistemas de extração de informação do fluxo de pessoas num

determinado espaço. Assim, torna-se viável a utilização de câmaras RGB-D com 4 canais, dos

quais 3 canais captam imagens de cor à semelhança de uma câmara RGB convencional, e o último

canal capta informação de profundidade em cada píxel [24], ou seja, a distância calibrada entre a

câmara e os objetos [20] A implementação desta tecnologia veio adicionar robustez a algoritmos
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como a subtração de fundo, segmentação e estimação do movimento para além de conseguir ultra-

passar limitações como a grande sensibilidade à variação de luminosidade que outras tecnologias

apresentavam [20].

Os métodos de reconstrução 3D podem ser classificados como intrusivos, caso necessitem de

contacto com o objeto ou região de interesse, e não intrusivos, quando nenhuma preparação do

ambiente é necessária.

De acordo com [26], os métodos não intrusivos podem realizar a reconstrução 3D do ambiente

com recurso a sensores óticos 3D ativos, como as câmaras time-of-flight e de luz estruturada ou

passivos como as câmaras estereoscópicas (Figura 2.1). Os métodos ativos têm a sua própria

fonte de luz que é enviada e refletida nos objetos circundantes, o que simplifica e reduz o custo

computacional do processo de captura.

Figura 2.1: Métodos óticos para extração de informação 3D e respetivas câmaras disponíveis no
mercado. Adaptado de [1].

A estrutura das câmaras estereoscópicas é inspirada no Sistema Visual Humano, sendo a sua

perceção 3D dos objetos do ambiente obtida a partir de duas ou mais lentes que fazem a aquisição

dos dados visuais de diferentes pontos [1]. Estas câmaras têm sido utilizadas em várias pesquisas,

porém apresentam limitações quanto à reconstrução de mapas de profundidade e são sensíveis às

variações de luminosidade, o que faz com que a sua aplicação em aplicações em tempo real não

seja viável [20].

Ao contrário das câmaras estereoscópicas, as câmaras TOF conseguem com uma só câmara

extrair informações de intensidade e profundidade para cada píxel. O princípio da estimação

da distância dos objetos à câmara baseia-se no tempo que os feixes de luz emitidos demoram a

retornar após reflexão na superfície dos objetos. Com o conhecimento da velocidade da luz é então

possível calcular a distância dos objetos à câmara [20].

As câmaras de luz estruturada são constituídas por uma câmara RGB e uma fonte de luz que

projeta no espaço imediatamente à frente um padrão conhecido, ou seja, a luz está estruturada. A

estimação da distância é calculada a partir da forma como o padrão se deforma quando atinge os

objetos da cena, sendo essa leitura feita por sistemas de visão [20].

Apesar de ambos os sensores ativos e passivos realizarem a reconstrução 3D dos objetos, a

visão estereoscópica é mais sensível às variações de luminosidade por ser composta apenas por

câmaras RGB, comparativamente com os sensores passivos. Noutra perspectiva, quando se usam

mais que uma câmara RGB-D (Red, Green, Blue and Depth), as malhas projetadas pelas fontes de
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luz próprias podem entrar em conflito. Relativamente aos sensores ativos, pode-se perceber que

as câmaras de luz estruturada são mais baratas comparativamente com as câmaras TOF, mas em

contrapartida o mapa de profundidade tem menos resolução e a luz emitida pela fonte de luz pode

não ser detetada quando incide em objetos transparentes, absorventes ou reflexivos. A comparação

dos sensores ativos e passivos descritos está resumida na tabela 2.1.

Tabela 2.1: Comparação de sensores de profundidade. Adaptado de [1].

Tipo de sensor Câmaras
Estereoscópicas

Time-of-flight Luz estruturada

Resolução Alta: 640 x 480 ou
mais

Baixa: 64 x 48 a 200 x
200

Alta: 640 x 480

Velocidade Lenta Rápida Rápida
Alcance Apenas limitado pela

baseline
Varia entre 5-10m

(interiores e
exteriores)

0.8-3.5 (tipicamente
interiores)

Resolução de
profundidade

Depende da baseline e
da resolução da

câmara

<5mm <1cm

Campo de
Visão (FOV)

Não limitado.
Depende das lentes da

câmara.

Aprox. 43o (v), 69o

(h)
43o (v), 57o (h)

Preço Barato Caro Barato
Sensível à

luminosidade
Sim Não Não

2.2 Soluções do mercado

Atualmente, existem no mercado um conjunto de sistemas que recorrem a câmaras RGB-D

para deteção e contagem de pessoas com aplicações em espaços de retalho.

• OptoCount 3-D, DILAX

O grupo DILAX lançou, em 2013, o sistema integrado OptoCount [27] que captura e analisa

o fluxo de movimento de clientes em ambientes de retalho, centros comerciais e aeroportos.

A solução proposta por esta empresa consiste num sistema de contagem de pessoas que

passam num determinado espaço com recurso a uma câmara RGB-D, que realiza a aquisição

dos dados visuais do ambiente, e ao software Enumeris [28], desenvolvido pela DILAX, que

processa os dados adquiridos, gerando relatórios específicos, registo do perfil dos clientes,

tendências e previsões [29]. Esta ferramenta permite, em tempo real, fazer uma gestão mais

assertiva e fundamentada de recursos humanos, horários, capacidade, planos de evacuação

e eventos em massa [27].
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Para além da instalação da câmara ter alguma flexibilidade, isto é, não há a necessidade do

seu posicionamento ser numa área em específico, existe uma facilidade de integração do

Enumeris com outros sistemas.

• Censys3D, Point Grey

O investimento da empresa Point Grey na área da visão estereoscópica 2D e 3D para se-

guimento e contagem de pessoas começou em 1997. O mais recente produto lançado no

mercado por esta empresa é a Censys3D [30] em 2017, uma tecnologia open-development

que consiste numa plataforma de visão estereoscópica que realiza o seguimento e contagem

de pessoas, com uma precisão de contagem de 98%, com aplicações nas indústrias de se-

gurança, transporte, edifícios e cidades inteligentes e nos serviços de saúde. Esta solução

integra uma câmara estereoscópica num software de seguimento de pessoas que é proces-

sado no sistema operativo Linux. A Censys3D oferece uma interface web para que seja mais

fácil e apelativa a visualização dos resultados obtidos em tempo real por esta tecnologia.

2.3 Algoritmos de processamento de dados visuais e de profundidade

A deteção e seguimento de pessoas a partir de imagens e vídeos é um desafio ao qual estão

inerentes alguns problemas como a iluminação, ocultação, postura e fundos ruidosos [16]. Técni-

cas de inteligência artificial e métodos de processamento de imagem foram desenvolvidos com o

intuito de tentar solucionar estes problemas [31]. Em particular, para cenários como os espaços de

retalho, o processamento da informação inclui a deteção de pessoas [16, 32, 21, 33], seguimento

de pessoas e reconhecimento do seu comportamento [8, 25].

2.3.1 Deteção de pessoas

Na literatura encontra-se uma extensa gama de artigos publicados que descrevem sistemas

de deteção de pessoas. Entre os métodos mais populares usados na deteção humanos incluem-

se métodos como o Histogram of Oriented Gradient (HOG), Scale-Invariant Feature Transform

(SIFT) e Haar-like features, geralmente combinados com métodos estatísticos de aprendizagem

como o AdaBoost (Adaptive Boosting) [34] e Support Vector Machines (SVM) [35].

[36] apresenta um sistema que deteta pessoas em imagens estáticas aplicando a transformada

de Haar a regiões candidatas da imagem, classificando o resultado recorrendo ao algoritmo SVM.

Neste sistema, as Haar wavelets [37] aplicadas às imagens com diferentes escalas e orientações

destacam contornos, isto é, grandes variações de intensidade, em cada direção (horizontal, vertical

e diagonal). O modelo de aprendizagem SVM analisa de seguida a imagem resultante e reconhece

padrões, mais concretamente, este detetor previamente treinado procura separar 2 classes de obje-

tos. Este algoritmo, proposto por [38], foi utilizado no primeiro detetor facial. O descritor HOG

[21] é um método baseado em grandientes que deteta pessoas em imagens com melhores resul-

tados comparativamente com outras abordagens que recorrem à transformada de Haar [32, 36].
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Este método considera que a textura e forma dos objetos numa imagem podem ser descritas pela

distribuição de gradientes de intensidade ou direção dos bordos do objeto.

[32] conclui que vários estudos publicados usam a informação do movimento para a dete-

ção de pessoas, seguindo tipicamente os objetos com movimento ao longo o tempo e realizando

posteriormente uma análise dessas regiões da imagem. Algumas formas convencionais como os

métodos optical flow [39] e Block Motion Estimation (BME) [40] podem ser aplicadas para

seguimento deteção de pessoas em movimento. No seu trabalho, os mesmos autores sugerem

um detetor de pessoas em vídeos que considera não só características da aparência das imagens,

mas também informação proveniente do movimento das pessoas no tempo. Este sistema propõe

o uso de filtros retangulares com diferentes, formas, escalas e orientações para realizar o realce

dos contornos da imagem. A identificação das regiões da imagem com movimento ao longo do

tempo é calculada pela diferença entre imagens consequentes. A arquitetura de classificadores

AdaBoost em cascata implementada neste sistema deteta regiões humanas da imagem com um re-

duzido número de falsos positivos. Este é um método computacionalmente mais eficiente quando

comparado com a algoritmos optical flow e, à data deste estudo [32], revelou-se mais robusto à

identificação de objetos com diferentes escalas relativamente a métodos que recorrem a algoritmos

BME.

O algoritmo MoSIFT, proposto por [25, 16], é outra abordagem que considera tanto as ca-

racterísticas da imagem como o movimento entre imagens consequentes para a identificação de

pessoas. Este é um método part-based que deteta pontos de interesse com movimento considerá-

vel em sequências de imagens. Para tal, é aplicado à imagem o algoritmo SIFT [41] para a realizar

a deteção de diferentes componentes no domínio espacial. Os pontos daí resultantes apenas são

considerados pontos de interesse se a eles estiver associado suficiente movimento na avaliação de

um algoritmo baseado no fluxo ótico.

No seu trabalho, [42] refere que os sistemas de deteção de pessoas frequentemente englobam

na sua abordagem algoritmos de subtração de fundo que constroem um modelo do fundo. Ao

longo do tempo, qualquer desvio do modelo de fundo representa um objeto em movimento. Este

algoritmo gera bons resultados quando todos os objetos pertencentes ao fundo são estáticos [43].

Destaca-se o uso de câmaras estáticas para a aplicação de algoritmos de subtração de fundo, por

permitirem identificar com maior certeza as regiões de interesse não estáticas [33]. Outra difi-

culdade manifestada consiste em variações de luminosidade da imagem, tanto progressivas como

bruscas [44]. Se, a cada frame é subtraída a mesma imagem do fundo, esta abordagem fica sus-

cetível a pequenas variações de luminosidade entre as imagem atual e do fundo. Por outro lado,

ao invés de se subtrair a cada imagem uma mesma imagem de fundo, se se subtraírem frames

consequentes, est ficará suscetível a variações bruscas de luminisidade.

caso frames consequentes forem subtraídos, variações bruscas de luminosidade farão com

que se detete movimento de objetos estáticos pertencentes ao fundo. [44] apresenta e compara

numerosas melhorias propostas do algoritmo Mixture of Gaussians (MOG), uma abordagem am-

plamente utilizada para detetar de objetos em movimento a partir da representação do fundo da

imagem. A deteção de pessoas pode ser também executada a partir de imagens térmicas, tema
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abordado na secção 2.1. Vários estudos usam câmaras térmicas para deteção de pessoas tanto

em ambientes interiores como exteriores. [22] apresentam um sistema automático de videovi-

gilância que deteta pessoas em ambientes exteriores. Estes autores combinam um algoritmo de

subtração de fundo para detetar regiões candidatas classificando-as, posteriormente, com recurso

ao AdaBoost. O emprego desta tecnologia em sistemas de vigilância explica-se pelo facto de obter

bons resultados na deteção de pessoas com diferentes alturas e distâncias à câmara, por minimi-

zar os problemas associados a sombras e é considerada uma vantagem em ambientes com baixa

luminosidade, como acontece em ambientes externos, durante a noite. No entanto, caso a tempe-

ratura corporal humana se aproximar da temperatura ambiente a deteção de pessoas em ambientes

interiores pode ser comprometida.

Apesar da alta precisão dos métodos convencionais de deteção de pessoas a partir de imagens

RGB, subsistem ainda algumas dificuldades como a ocultação de pessoas e ambientes ruidosos

[3]. A deteção de humanos usando informação de profundidade, extraída de câmaras RGB-D,

suscitou o interesse de vários investigadores [45, 24, 1, 3, 8] por permitir tornar os sistemas de

deteção de pessoas mais robustos, eliminando problemas associados à ocultação e minimizando

fontes de erro relativos ao ruído do fundo.

Uma das soluções para ultrapassar dificuldades relativas à ocultação parcial ou total de pessoas

em imagens RGB frontais, que gera frequentemente segmentações erradas de pessoas, consiste na

instalação de uma ou mais câmaras montadas no topo de determinado espaço, viradas para o chão.

No trabalho de [2] realça-se a relevância da vista superior conforme é percetível na Figura 2.2.

Figura 2.2: Sugestão de solução do problema da ocultação em sistemas de deteção de pessoas.
Retirado de [2].

[3] utiliza a uma câmara TOF, instalada verticalmente, com foco na deteção de pessoas, re-

correndo para tal à transformada de Haar e informação de profundidade. Este método aplica um

algoritmo de subtração de fundo à imagem de profundidade. A imagem resultante consiste num

conjunto de regiões segmentadas que passam por um filtro Haar-like para se obter a diferença

de altura entre a cabeça e ombros (Figura 2.3). Este filtro têm ainda em consideração a posição

e orientação das pessoas com base em Lookup tables (LUT), obtidas a partir de uma filtragem

multidirecional (Figura 2.4). É desta forma os autores extraem uma forma convexa do tipo ombro-

cabeça-ombro, para cada região humana detetada. A deteção de pessoas termina integrando os

pontos de cada forma convexa pelo método mean-shift clustering [46]. O teste deste método em
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3 diferentes sequências de vídeo resultou numa precisão de deteção superior a 91.3% em todas as

sequências.

Figura 2.3: Sobreposição das posições da cabeça e ombros num modelo humano 3D. Retirado de
[3].

Figura 2.4: Filto Haar-like multidirecional. A forma convexa a presente nos quatro exemplos
corresponde à segmentação de uma pessoa vista de cima. Retirado de [3].

Outros sensores de profundidade foram usados na deteção de pessoas e diferentes abordagens

foram propostas. No trabalho de [8], foram montadas também verticalmente câmaras RGB-D

de luz estruturada, que fazem a aquisição de vídeo. O método proposto para a deteção de pes-

soas inclui, numa primeira fase, a subtração de fundo usando informação proveniente da câmara

RGB-D, à semelhança de [3]. A segmentação dos objetos com movimento aparente em imagens

consequentes é realizada definindo um threshold que distingue sinais positivos que indiquem mo-

vimento. A partir do cálculo dos momentos invariantes da imagem resultante, obtém-se a fronteira

e o centro de massa de cada região humana detetada.

2.3.2 Contagem de pessoas

O desenvolvimento de tecnologias que permitam extrair informações acerca do fluxo de pes-

soas é uma ferramenta útil em aplicações de segurança e gestão de pessoas [4]. O seguimento e

contagem de pessoas que entram e saem de espaços de retalho é particularmente interessante. Na

secção 2.2 são abordadas algumas soluções atualmente no mercado que realizam a contagem de

pessoas na entrada de estabelecimentos como aeroportos, centros comerciais e lojas de retalho.

[23] conclui que as técnicas de contagem de pessoas podem ser divididas em 2 categorias:

abordagens do tipo contagem por deteção e métodos de contagem feature-based.
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A contagem por deteção engloba um conjunto de estudos e soluções que tipicamente realizam

a deteção de pessoas em imagens e, posteriormente, calculam o número de pessoas com base no

movimento aparente das regiões humanas detetadas anteriormente. Esta abordagem recorre tanto

a câmaras RGB como RGB-D. O sistema de contagem de pessoas proposto por [23, 4] consiste

na instalação de câmara RGB-D perpendicularmente ao plano do chão, com atenção à altura em

que a câmara é colocada e ao espaço da entrada que cobre (Figura 2.5). Apesar de ter algumas

restrições inerentes ao espaço de instalação, esta configuração é bastante simples e tem gerado

bons resultados.

Figura 2.5: Cenário típico de entrada num espaço interior com instalação vertical de uma câmara
para contagem das pessoas que entram e saem daquele espaço. Retirado de [4].

A ideia da contagem por deteção foi explorada por [23] que desenvolveu um sistema de

contagem de pessoas para ambientes lotados, em tempo real. A ocultação é um dos grandes

problemas inerentes a este tipo de ambientes. Para evitar erros na contagem provenientes desse

problema, os autores usam uma câmara RGB-D e realizam a subtração de fundo com base na

imagem de profundidade. O operador Sobel é posteriormente aplicado para evitar que todos os

píxeis do primeiro plano sejam incorretamente agrupados, separando desta forma contornos do

mapa de profundidade. A localização da cabeça de cada pessoa é então calculada nas coordenadas

(x, y) do referencial definido. Cada região humana detetada é seguida no tempo. Pode-se concluir

que, em comparação com abordagens que utilizam apenas câmaras RGB, o mapa de profundidade

veio adicionar robustez aos métodos de contagem, nomeadamente em casos em que aglomerados

de pessoas se movem em bloco na mesma direção.

Em vez de detetar pessoas em imagens num módulo separado da contagem, os métodos de

contagem feature-based [47] analisam as características da imagem para estimar a contagem.

Apesar da eficiência dos métodos que contabilizam o número de pessoas detetadas numa imagem,

estas não permitem contabilizar o número de pessoas que atravessam determinada área. Procu-

rando solucionar esse problema, [47] apresenta um método de contagem que estima o número de
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pessoas a ultrapassar determinada linha de interesse em vídeos. Este método determina o número

de pessoas a entrar e sair de determinado espaço recorrendo uma função regressiva que resulta

numa taxa de acerto elevada, mesmo em cenários mais complexos como é o caso de grandes aglo-

merados de pessoas. Em contrapartida, este método exige que existam à priori dados para treinar

a rede, o que pode implicar alguma intervenção humana.

2.3.3 Extração de informação antropométrica

A extração de medidas corporais de forma a traçar o perfil antropométrico dos pessoas que

visitam um espaço, faz com que seja possível desenvolver produtos associados às suas preferências

e ainda melhorar a aquisição dos mesmos tendo em conta as medidas antropométricas.

[48] define a antropometria como a ciência que estuda as dimensões do corpo humano. Traçar

o perfil antropométrico humano pode incluir a obtenção de dimensões lineares, peso e volume.

Nas subsecções seguintes serão exploradas algumas técnicas e tecnologias existentes na lite-

ratura que realizam a extração de medidas antropométricas que definem em parte o perfil de um

indivíduo.

2.3.3.1 Estimação de medidas lineares

[2] estudou as características que podem ser extraídas de imagens e mapas de profundidade

para identificação de pessoas. O método proposto monta uma câmara RGB-D no topo de um

espaço interior e é analisada a influência da altura da pessoa, área e dimensões máximas da forma

do corpo visto de cima e o histograma de profundidade têm na sua identificação. O algoritmo de

estimação da altura proposto utiliza o mapa de profundidade. Tendo em conta que a câmara capta

a vista de cima das pessoas que atravessam determinado espaço, através da identificação do pixel

mais próximo da câmara e da respetiva distância, é calculada a altura da pessoa detetada. A área

da forma humana detetada é calculada contando os píxeis que pertencem à forma e as dimensões

máximas são obtidas conforme está indicado na Figura 2.6, calculando as distâncias máximas nos

eixos x e y.

Figura 2.6: Exemplo da obtenção das dimensões máximas nos eixos x e y. Retirado de [2].
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O histograma de profundidade, como o nome sugere, constrói o histograma da imagem de

profundidade, escalando os valores dos píxeis no intervalo de 0 a 255. Estes histogramas permitem

a análise de características como a diferença de altura entre a cabeça e os ombros, adicionando

informação relevante que caracteriza uma pessoa.

Este método recorre ao classificador AdaBoost para identificação de pessoas com informação

de diferentes combinações de características. O melhor modelo identificou pessoas com 94.4%

de precisão, considerando apenas estimativas da altura e o histograma de profundidade. O autor

realça a importante contribuição do mapa de profundidade na precisão das medidas extraídas e

construção do histograma de profundidade e ainda a sensibilidade da estimativa da área e dimen-

sões máximas às roupas dos indivíduos.

Este estudo justifica a inclusão destas métricas na definição do perfil antropométrico de cada

pessoa.

Existem ainda outras técnicas de extração de métricas de imagens frontais de pessoas. [49]

separa-as em duas configurações, calibrada e não calibrada. Entre as configurações não calibradas

existem vários métodos que abordam o tópico da estimação de medidas reais a partir de imagens

que tentam definir as diferenças entre o espaço bidimensional da imagem e as cenas reais tridimen-

sionais. Os conceitos de metrologia numa imagem, usando uma câmara monocular para medição

da altura real de um objeto, e de uma linha de referência que auxilie na transformação de cenas

2D em 3D foram introduzidos primeiramente por [50]. Um estudo recente [5] explora esses con-

ceitos propondo um método baseado na geometria projetiva e em linhas de fuga que representem

o horizonte da imagem, permitindo a partir daí estimar as medidas verticais da cena conforme se

pode observar na Figura 2.7. Nesta abordagem torna-se necessária a medição da altura de um ob-

jeto de referência na cena. Essa altura de referência deve estar o mais próxima possível do objeto

de altura desconhecida que se pretende estimar para evitar erros devido à distorção das lentes. A

altura de referência pode trazer algumas dificuldades na implementação deste método uma vez que

o ambiente pode não ter objetos estáticos e esses objetos podem ainda estar demasiado afastados

do objeto que se pretende medir.

A medição da altura de pessoas a partir de imagens pode também ser aproximada por modelos

estatísticos do corpo humano [51, 52] que consideram a antropometria humana e calculam a altura

de pessoas usando proporções verticais.

2.3.3.2 Estimação de peso

O perfil antropométrico humano também pode ser descrito em parte pelo seu peso, sendo con-

siderado por [53] um traço biométrico indicador do aspeto físico e, em alguns casos, do estado

de saúde de uma pessoa. De acordo com a pesquisa de [6] a estimação do peso humano é um

tópico pouco investigado pela comunidade de visão computacional, porém existem na literatura

alguns estudos que analisam padrões de peso. Particularmente, a extração de informação do peso

de uma pessoa a partir de dados visuais é uma tarefa complexa e pouco explorada. Por estes mo-

tivos, [53] investiga a viabilidade da estimação do peso a partir de imagens no seu estudo. A sua

proposta baseia-se num modelo regressivo para estimação do peso humano que considera que as
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Figura 2.7: Configuração da fotogrametria monocular usando uma câmara fixa não calibrada. A
altura desconhecida pode ser calculada usando a altura de referência e a linha de fuga. Retirado
de [5].

características antropométricas estão relacionadas com a sua aparência e correlacionadas com o

seu peso. A extração das medidas antropométricas é realizada pela estimativa das dimensões das

partes do corpo, sendo, por isso, a separação da forma humana nas suas diferentes partes funda-

mental. O teste do sistema mostrou a validade deste método em ambientes ruidosos, estimando o

peso humano com uma margem de erro de ±5%. No entanto, o autor considera esta abordagem

como um ponto de partida no estudo da estimação do peso a partir de dados visuais.

Mais tarde, o mesmo autor [54] propõe um método de estimação de altura, peso e género de

astronautas em situações de gravidade zero com base em informações visuais 2D e 3D, captados

por uma câmara RGB-D.

Com conhecimento do estudo de [53], [53] explora o conceito da estimação de peso, a partir

de imagens RGB-D. A lógica que segue este sistema pode ser observada na imagem 2.8. Numa

primeira fase, este método usa a imagem RGB e o mapa de profundidade para a segmentar as

pessoas numa cena. Para calcular o peso das pessoas detetadas, este método combina informações

do altura, largura e género, formulando 3 diferentes modelos de fusão de características:

1. Género, altura e largura da forma do corpo;

2. Género e área corporal (altura x largura);

3. Apenas altura e largura corporal.

Estas hipóteses são sujeitas ainda aos métodos regressivos `2-regularization e SVR (Support

Vector Regression) para comparação de desempenhos.

Uma das contribuições deste artigo consiste no modelo regressivo construído para deteção de

género, usando o mapa de profundidade para construir uma vista lateral conforme se pode observar

na imagem 2.9. Posteriormente, essa informação é classificada com base num modelo treinado por

SVM.
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Figura 2.8: Estrutura do sistema de estimação de peso. Retirado de [6].

A altura é obtida considerando a posição da câmara e o referencial real do ambiente.

Analisando os resultados, conclui-se que no panorama geral, a hipótese 2 conduz a melhores

estimativas. As experiências que usam diferentes modelos consoante o género detetado e usam o

método de regressão SVR apresentam melhor desempenho, comparativamente às outras experiên-

cias, com erros médios absolutos (MAE) de estimação do peso de pessoas do sexo feminino de

4.62 kg e de 5.59 kg para o sexo masculino. Desta forma, evidencia-se a influência da deteção de

género de estimação de peso de uma pessoa.

Uma grande parte dos métodos de extração de medidas antropométricas a partir de dados

visuais recorrem à reconstrução 2D ou 3D da forma humana e a construção do respetivo esqueleto

articulado. A reconstrução da forma e esqueletos humanos rigorosa gera melhores estimativas das

métricas humanas. Na perspetiva de [55], o movimento de um esqueleto pode ser descodificado

em gestos ou ações e pose do corpo humano é definida pela posição das articulações no esqueleto.

Por conseguinte, a estimação de pose, do esqueleto e da localização das suas juntas são relevantes

fontes de informação para a estimação de métricas antropométricas e reconhecimento de ações

humanas.

A literatura contém um grande conjunto de técnicas utilizadas para estimar a pose humana a

partir de imagens ou vídeos, usando para tal uma ou mais câmaras, sendo estas RGB [56, 57] ou

RGB-D [58, 59]. [55] faz uma revisão dos métodos usados para a extração de dados do esqueleto

humano a partir de diferentes abordagens. MOCAP (Motion Capture) [60] é uma forma de guar-

dar o movimento de um ator num formato digital a partir de marcadores especiais colocados no

ator criteriosamente. As propriedades dos marcadores são escolhidas de forma a facilitar a deteção

dos mesmos no processamento do vídeo captado. A partir da localização dos marcadores torna-se

possível construir um modelo humano 3D. De acordo com [55], existem várias abordagens que

exploram este conceito. Este é um método intrusivo que necessita de uma preparação prévia do

ambiente e do ator. Outros métodos recorrem a esta abordagem para validação de resultados [58].

A estimativa de pose a partir de dados da intensidade dos píxeis é um tópico ao qual estão

associadas dificuldades como a variabilidade da aparência visual humana, diferenças biométricas

e ocultação parcial ou total de pessoas no cenário captado [55]. No entanto, alguns sistemas

propostos seguem abordagens interessantes.

No artigo publicado por [55], os autores referem-se ao método Pictorial Structure de [61]
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Figura 2.9: Forma humana detetada, à esquerda, e a respetiva vista lateral gerada a partir da
imagem de profundidade, à direita. Retirado de [6].

como o modelo mais usado nos últimos anos para estimar a pose humana. Esta abordagem foca-se

na deteção de pessoas e estimação da pose pela decomposição do mesmo em diferentes partes,

nomeadamente cabeça, tronco, braços direito e esquerdo e pernas direita e esquerda. As grandes

contribuições deste sistema consiste na construção de um modelo de deteção das partes do corpo

humano treinados por classificadores AdaBoost e de um modelo em árvore que infere acerca da

posição do corpo articulado, tendo em conta restrições como a dependência entre partes do corpo.

Outras abordagens a este tópico foram desenvolvidas. No seu trabalho mais recente, [57]

apresenta um método capaz de estimar a pose humana em 3D a partir de uma única câmara RGB

a 30 Hz. O autor usa uma rede neuronal convolucional treinada (CNN) para estimar as posições

das articulações em 2D e 3D e constrói um modelo que ajusta as estimativas de acordo com a

cinemática do esqueleto humano de forma a que, ao longo do vídeo haja uma estabilidade temporal

dos ângulos do esqueleto 3D. Contrariamente ao que acontece na maioria das abordagens a este

tópico, este método não necessita de determinar caixas de delimitações rigorosas para identificação

do corpo humano e das suas partes, o que, por comparação, reduz o tempo de computação deste

método. Este sistema apenas permite estimar a pose de uma pessoa de cada vez, dado que a rede

neuronal apenas foi treinada para esses casos. No entanto, em comparação com outros algoritmos

que realizam tarefas semelhantes a partir de imagens RGB, este método revela-se mais preciso,

atingindo erros médios de posição por junta (MPJPE) de 82.5 milímetros.

Em contrapartida, os resultados refletem algumas falhas de previsão em determinadas posições

e dificuldades associadas à ocultação de pessoas durante as imagens captadas permanece.

A introdução de tecnologias que obtêm mapas de profundidade do ambiente captado em tempo

real facilitou a abordagem ao tópico da estimação de pose. O trabalho de [7] usa o sensor Ki-

nect para gerar propostas ponderadas de confiança para a posição em 3D e articulações do corpo

humano, em tempo real, a partir de uma imagem de profundidade.

Como se pode observar na Figura 2.10, o algoritmo de reconhecimento de objetos aplicado

ao mapa de profundidade, que está treinado para reconhecer diferentes partes do corpo, resulta

na etiquetagem de cada píxel à parte do corpo mais provável, apresentando o sistema propostas

conjuntas de divisão em partes da silhueta detetada. As propostas conjuntas contribuem para

a construção do esqueleto e, desta forma, para cada pessoa é proposto um modelo 3D do seu

esqueleto.
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Figura 2.10: Visão geral do sistema que realiza a reconstrução do esqueleto humano 3D a partir
de uma imagem de profundidade. As diferentes cores representam a proposta conjunta da divisão
corporal nas suas partes. Retirado de [7].

Este sistema apresenta boas estimativas da posição das articulações mesmo com a câmara em

diferentes planos, diferentes posições das formas identificadas, aquisição da imagem parcial da

forma do corpo e diferentes alturas da mesma.

2.3.4 Características biométricas

Segundo a pesquisa de [5], a exploração de aplicações de visão computacional tornou possível

a extração de características biométricas de um indivíduo a partir de imagens e vídeos. O autor

separa as características biométricas em dois grupos, curto e longo alcance. As de curto alcance

são aquelas que podem ser captadas num plano próximo da câmara como a face, e as características

biométricas de longo alcance como a marcha ou género estão contidas num plano que capta toda

a silhueta do indivíduo detetado.

2.3.4.1 Deteção facial

A deteção facial tem sido um dos temas mais investigados na comunidade de visão compu-

tacional. [62] faz uma revisão dos avanços recentes nos métodos de deteção facial. De acordo

com este autor, este é um tópico ao qual estão associadas preocupações como variações de escala,

localização, orientação, posição, variações de luminosidade e ocultação, destacando-se o trabalho

realizado por Viola e Jones, um detetor facial que inspirou os mais recentes avanços.

[63] desenvolveram um detetor facial frontal que tornou possível a sua viabilidade em aplica-

ções reais. Este método introduz o conceito de integral da imagem, que permite a computação de

Haar-like features de forma eficiente. O algoritmo de aprendizagem implementado baseia-se em

AdaBoost, desenvolvendo classificadores extremamente eficientes. Os autores propuseram ainda

um método que combina classificadores em cascata com crescente nível de complexidade. Esta

estrutura faz com que muita informação ruidosa seja eliminada logo no primeiro classificador,

evitando assim que toda a informação tenha de ser processada o que, por conseguinte, diminui o

tempo de processamento.
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Grande parte das câmaras digitais já possuem detetores faciais embutidos e softwares de gestão

de fotografias como o iPhoto da Apple, o Picasa do Google e a Galeria de Fotos do Windows Live

da Microsoft têm implementados eficazes métodos de deteção facial [62].

2.3.4.2 Reconhecimento de género

Um dos primeiros métodos de classificação do sexo de pessoas a partir de dados visuais [64]

usou uma rede neuronal treinada que, a partir de imagens de rostos quase frontais detetava o respe-

tivo género. De acordo com a pesquisa de [65], grande parte dos métodos propostos na literatura

usam combinações de algoritmos nos quais se incluem LBP, SIFT, SVM e Adaboost. Distintas

abordagens foram sugeridas para reconhecimento de género, entre os quais métodos baseados em

atributos associando características físicas a cada sexo e técnicas que analisam a textura das ima-

gen ou da estrutura 3D da cabeça, realizando a deteção de género usando classificadores como

SVM e Adaboost. [66]faz uma revisão dos métodos de classificação de género a partir da deteção

de face.

Grande parte dos sistemas propostos implicam a aquisição de imagens frontais do rosto e a sua

deteção, o que, em sistemas de vigilância pode tornar-se numa tarefa difícil. Evitando esse tipo

de problemas, [67] prova com a sua investigação a validade da informação das características da

marcha das pessoas pode determinar o reconhecimento do seu género.

Outros autores construíram descritores visuais baseados nas formas de corpo [6] ou em siste-

mas de inteligência artificial.

2.3.5 Reconhecimento de ações humanas

O principal objetivo do reconhecimento da atividade humana consiste na deteção e análise do

comportamento humano. De acordo com a pesquisa de [68], vários estudos realizados extraem

informação da atividade humana por câmaras convencionais. No entanto, a ampla difusão de

sensores de profundidade motivou o desenvolvimento de métodos de reconhecimento do compor-

tamento humano a partir de informação 3D. [68] conclui que, apesar dos esforços dos métodos de

reconhecimento de atividades humanas a partir de câmaras monoculares, a falta da informação de

profundidade limita o desempenho dos algoritmos.

Na perspetiva de [8], em ambientes de retalho, a extração de informação relativa ao compor-

tamento dos clientes revela-se útil na medida em que possibilita uma adaptação da estratégia de

negócio de forma a aumentar a satisfação dos consumidores. Atividades como a interação dos

consumidores com os produtos nas prateleiras, o ato de retirar um produto da prateleira ou de o re-

colocar no sítio e as interações entre as pessoas podem ser detetadas automaticamente. Conforme

a Figura 2.11, a proposta de [8] usa uma câmara de luz estruturada instalada verticalmente, em

áreas de contacto entre cliente e produtos. As interações dos consumidores com os produtos nas

prateleiras são categorizadas em 3 tipos de comportamento: positivo quando um produto é retirado

de uma prateleira, negativo quando um produto é reposicionado na prateleira e neutro no caso de

as mãos do cliente ultrapassarem a área da prateleira sem retirar nenhum produto. Após a deteção
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de pessoas, este método segue o movimento das pessoas detetadas durante o vídeo de forma a que,

quando houver contacto entre o cliente detetado e a área da prateleira, a posição de contacto seja

guardada. Este método termina com a construção de um mapa de calor que, conforme se pode ob-

servar na Figura 2.12, representa as zonas de contacto dos clientes em determinadas coordenadas

3D da prateleira. Este mapa permite a extração de informação relevante para possíveis análises

estatísticas acerca da distribuição dos produtos nas prateleiras.

Figura 2.11: Representação gráfica do ambiente de intalação do sistema. Retirado de [8].

Figura 2.12: Mapa de calor. Na imagem à esquerda, círculos de diferentes cores correspondem
a diferentes interações entre cliente e produto. Pontos verdes significam que o cliente retirou um
produto desse local da prateleira, pontos vermelhos correspondem ao reposicionamento do produto
na prateleira e pontos amarelos significa que houve interação do cliente nesse local da prateleira,
mas que nenhum produto foi retirado ou colocado na mesma. Retirado de [8].



Capítulo 3

Aquisição de dados

Neste capítulo serão apresentados um conjunto de requisitos relativos à aquisição de dados

que possibilitem a avaliação dos algoritmos que realizam a deteção e caracterização de pessoas.

A análise dos requisitos tecnológicos e de espaço para a extração de informação de pessoas em

diferentes cenários reais foi fulcral para assegurar a deteção e caracterização das mesmas pelo

processamento dessa informação.

3.1 Requisitos para a aquisição de dados

A deteção e caracterização de pessoas num determinado espaço requer um conjunto de condi-

ções tecnológicas e da cena monitorizada que permitam que essa tarefa possa ser cumprida. Me-

lhores condições de extração de informação de determinada cena irá potenciar não só a robustez

dos algoritmos desenvolvidos como também o aumento de inferências e precisão dos resultados.

1. Capacidade de extração de informação visual e antropométrica de pessoas que entram e

saem de determinado espaço interior;

2. Monitorização da entrada de um espaço interior utilizando uma ou mais câmaras;

3. Capacidade de captar informação visual de pessoas que passam na entrada de espaços inte-

riores mais que uma perspetiva;

4. Associar, de forma sincronizada, informação de imagens RGB e de profundidade;

5. Assegurar condições de instalação das câmaras que permitam a deteção de pessoas na área

de cobertura das câmaras;

6. Assegurar condições tecnológicas e de instalação das câmaras que permitam a estimação de

medidas antropométricas precisas das pessoas presentes no espaço coberto pelas câmaras

como a altura, largura de ombros;

7. Assegurar condições de instalação das câmaras que permitam a extração de informação que

possibilite a contagem do número de pessoas que entra e sai de determinado espaço interior.

19
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8. Possibilidade de avaliar os algoritmos propostos em imagens que simulem diferentes cená-

rios reais;

A aquisição de um conjunto de imagens e vídeos que assegurassem o cumprimento dos requi-

sitos tecnológicos e do espaço de monitorização foi fundamental, uma vez que não foram encon-

trados datasets com imagens RGB e de profundidade sincronizadas que permitissem a extração de

informação 3D precisa das pessoas na cena, nem imagens de diferentes cenários reais de forma a

avaliar os algoritmos propostos em diferentes fases.

3.2 Tecnologias utilizadas

Para a aquisição de um dataset adequado, foi necessário fazer uma análise tecnológica. De en-

tre as restrições tecnológicas quanto aos equipamentos disponíveis para utilização, foram utilzadas

as câmaras Intel R© RealSenseTM Camera ZR300 e a SONY SNC-CH120. Em análise estiveram as

características técnicas e a quantidade de câmaras que se poderiam utilizar para extração de dados

de um determinado espaço.

Após o estudo das soluções de deteção e contagem de pessoas (secção 2.2), o recurso a uma

câmara RGB-D garantia à partida resultados mais competitivos dada a afirmação da implementa-

ção desta tecnologia neste tipo de sistemas. Ponderou-se o tipo de sensor de profundidade pelo

qual se poderia optar, nomeadamente, sensores óticos ativos, como as câmaras time-of-flight e de

luz estruturada ou passivos como as câmaras estereoscópicas. Optou-se por uma câmara de luz

estruturada por esta estar menos suscetível a variações de iluminação e por ser tipicamente mais

económica, comparativamente com as câmaras estereoscópicas. Outra alternativa poderia ser o uso

da câmara Kinect Xbox One, uma tecnologia com um sensor de profundidade time-of-flight, no

entanto esta câmara foi descontinuada e priorizou-se o uso de câmaras RGB-D ainda no mercado.

À semelhança dos algoritmos de contagem de pessoas analisados na secção 2.3.2, a câmara

RGB-D foi instalada verticalmente, possibilitando a deteção, contagem e extração de caracterís-

ticas de pessoas com maior grau de certeza. A escolha da Intel R© RealSenseTM Camera ZR300

prendeu-se com as suas características técnicas e documentação disponível. Esta é a mais recente

câmara RGB-D lançada pela Intel, uma tecnologia disponível no mercado desde 2017, que capta

imagens e vídeos RGB com alta definição e com um sistema de aquisição de mapas de profun-

didade de luz estruturada e visão estereoscópica para cálculo da profundidade dos objetos em

cada píxel. As suas pequenas dimensões e forma retangular facilitaram a instalação da câmara no

teto paralelamente ao chão, facilitando a instalação e calibração da câmara e garantindo a moni-

torização do espaço de forma discreta. Tanto a documentação como a API [69] com exemplos

de utilização que exploram as funcionalidades da câmara foram fortes argumentos que também

pesaram na escolha desta câmara.

Além da escolha da tecnologia, ponderou-se ainda a quantidade de câmaras que iriam ser ins-

taladas para a recolha de dados num determinado espaço. Quanto maior o números de câmaras,

maior seria o espaço monitorizado e maior teria de ser o esforço na programação da sincronização
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das câmaras por um servidor. Com apenas uma câmara, não seria necessária uma sincronização

de aparelhos, simplificando a implementação do módulo, mas por outro lado, a área de monitori-

zação seria menor e apenas seria possível a extração de dados do espaço de uma perspetiva (con-

siderando que as câmaras são estáticas). Optou-se pela instalação de duas câmaras com diferentes

vistas do espaço, pelo facto de permitir ter diferentes perspetivas do mesmo ambiente, aumen-

tando consequentemente a robustez das medidas extraídas. Após a escolha da câmara RGB-D,

esta foi instalada verticalmente, mas com vista frontal do espaço captado. Ponderou-se o uso de

outra Intel R© RealSenseTM Camera ZR300 como segunda câmara, no entanto a projeção das duas

malhas laser em simultâneo sobre o mesmo espaço poderia originar erros de leitura e cálculo da

distância e gerar dados errados. Optou-se pela instalação da SONY SNC-CH120, uma câmara

RGB de alta definição usada tipicamente para videovigilância. Outra alternativa seria a instalação

de câmaras RGB-D com sensor de profundidade estereoscópico pelo facto do sistema de cálculo

de profundidade não recorrer à projeção laser.

3.2.1 Intel R© RealSenseTM Camera ZR300

De acordo com [70], o modelo ZR300 é a mais recente tecnologia da família de câmaras Intel R©

RealSenseTM RS200 e consiste num módulo com interface USB 3.0 que integra uma câmara RGB,

um sensor de profundidade, um sensor ótico olho-de-peixe e uma unidade de medição inercial com

6 graus de liberdade [9]. Os componentes constituintes desta câmara estão ilustrados na Figura

3.1.

Figura 3.1: Módulo da câmara ZR300 e as suas componentes. Adaptado de [9].
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As principais características da Intel R© RealSenseTM Camera ZR300 bem como os formatos de

vídeo, campos de visão e projeções para os diferentes sensores do módulo encontram-se resumidos

nas tabelas 3.1, 3.2 e 3.3, respetivamente.

Tabela 3.1: Principais características da câmara Intel R© RealSenseTM Camera ZR300. Retirado de
[9].

Dimensões 118 x 10.5 x 5/6.4 mm
Peso 8.16g

Revestimento Alumínio com íman nas costas
Sincronização Timestamp

Interposer1 Converte sinais USB e MIPI do módulo da
câmara em USB 3.0 para conexão com uma

plataforma hospedeira (ex: computador)
Sistema de projeção de laser

infravermelho (IR)
Classe 1

Alcance do sensor de
profundidade

0.55m a 2.8m @ 480x360 (resolução)

Tabela 3.2: Formatos de vídeo suportados. Retirado de [13].

Tipo de imagem Formato Resolução Frames por
segundo

(FPS)
Mapa de

profundidade
16 bits 628x468,

480x360,
320x240

30, 60

Imagem de cor RGB8,
RGBA8,
BGR8,

BGRA8,
YUYV

1920x1080,
640x480,
320x240

15, 30, 60

Tabela 3.3: Campo de Visão (FOV) e Campo de Projeções (FOP) efetivas dos componentes da
câmara ZR300. Retirado de [9].

Componente Diagonal Vertical Horizontal
FOP do projetor de laser IR 80◦±5% 60◦±5% 60◦±5%

FOV da câmara IR 70◦±5% 46◦±5% 59◦±5%
FOV da câmara RGB 75◦±4% 41.5◦±2% 68◦±2%

FOV da câmara
olho-de-peixe

166.5◦±4% 100◦±3% 133◦±3%

O sistema de visão estereoscópico que calcula a profundidade consiste em duas câmaras in-

fravermelhas (direita e esquerda de acordo com disposição da Figura 3.1) e um projetor de malhas

1Um interposer é um encaminhamento de interface elétrica entre uma conexão para outra. O propósito de um
interposer é espalhar uma conexão de forma amplificada ou para redirecionar uma conexão para uma conexão diferente.
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laser infravermelho. Na Figura 3.2 pode-se observar o processo de cálculo da profundidade para

cada píxel.

Este sistema utiliza um sensor de luz estruturada e por isso, numa primeira fase, é projetado

um padrão de luz pelo projetor de laser infravermelho que é lido por cada câmara IR de diferentes

perspetivas. Os dados das câmaras IR são posteriormente enviados para o módulo ASIC ZR300

que calcula a profundidade com base no deslocamento de cada píxel entre as imagens da esquerda

e da direita.

Figura 3.2: Visão geral do sistema de visão estereoscópica de cálculo de profundidade. Adaptado
de [9].

Como sugere a Figura 3.3, a saída deste módulo é a distância entre o plano da câmara e o

plano da superfície do objeto para cada píxel e não a distância entre a localização da câmara e a

superfície do objeto. Desta forma é possível obter um ambiente tridimensional da cena, associando

a cada região do espaço da imagem de cor (2D) um valor de profundidade real.

Figura 3.3: Ilustração da diferença entre profundidade e alcance. Adaptado de [9].

Para além do suporte técnico que a Intel R© oferece em [71], existe ainda ainda uma Cross

Platform API [69] compatível com Linux, Windows e Mac, que disponibiliza documentação atua-

lizada assim como exemplos de captura de dados desta câmara, de forma a facilitar a programação

deste módulo e a mostrar todas as suas aplicações e funcionalidades.

3.2.2 Sony SNC-CH120

A Sony SNC-CH120 é uma câmara de rede de alta definição tipicamente usada em aplicações

de segurança em condições de luz variável como é o caso de lojas de retalho, bancos e hotéis
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(ver Figura 3.4). De entre as suas particularidades salienta-se a função dia/noite que faz com que o

modo dia ou noite alterne consoante o nível de luz, um máximo de 1.3 Megapixel de resolução e os

diferentes formatos de compressão de vídeo (H.264, MPEG-4 e JPEG). Esta câmara é alimentada

por PoE (Power over Ethernet), que combina dados e energia para transmissão pelo cabo de rede,

reduzindo requisitos de cabos [14].

As principais características da Sony SNC-CH120 estão disponíveis na tabela 3.4. Os requisi-

tos que descrevem as propriedades que um sistema terá de cumprir para estabelecer conexão com

a câmara encontram-se na tabela 3.5. Para mais detalhes consultar [14].

Figura 3.4: Câmara Sony SNC-CH120. Retirado de [10].

Tabela 3.4: Principais características da câmara Sony SNC-CH120. Retirado de [14].

Dimensões 72 x 63 x 197 mm (sem incluir as partes salientes)
Peso 550g

Número efetivo de píxeis 1.4 Megapixel
Tipo de lente Lente varifocal

Foco Manual e foco fácil
Campo de Visão (FOV)

horizontal
96.5◦ a 33.9◦

Distância mínima a um objeto 300mm
Requisitos de energia PoE (compatível com IEEE802.3af)
Consumo de energia Máximo 5.0W

Tamanho da imagem do codec
(altura x largura)

1280 x 1024, 1280 x 960, 1280 x 800, 1280 x 720, 1024 x
768, 1024 x 576, 800 x 480, 768 x 576, 720 x 576, 720 x
480, 704 x 576, 640 x 480, 640 x 368, 384 x 288, 320 x

240, 320 x 192 (H.264, MPEG-4, JPEG)
Formato de compressão de

vídeo
H.264, MPEG-4, JPEG

Capacidade de transmissão do
codec

Dupla transmissão

FPS máximo H.264: 20fps (1280 x 1024) / 30 fps (1280 x 720)
MPEG-4: 25fps (1280 x 1024) / 30 fps (1280 x 720)

JPEG: 30fps (1280 x 1024) / 30 fps (1280 x 720)
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Tabela 3.5: Requisitos do sitema. Retirado de [14].

Sistema Operativo Microsoft Windows XPTM, Windows VistaTM (32bit),
Windows R© 7 (32bit)

Processador Intel Core2 Duo 2 GHz ou superior
Memória 1GB ou superior

Navegador web Microsoft Internet Explorer R© Ver. 6.0, Ver. 7.0, Ver. 8.0
Firefox R© Ver.3.5 (Plug-in free viewer only) Safari R©
Ver.4.0 (Plug-in free viewer only) Google R© Chrome

Ver.4.0 (Plug-in free viewer only)

Os fabricantes da Sony SNC-CH120 desenvolveram ainda guia de aplicação [72] onde explica

com detalhe as ferramentas que se podem usar para configuração da câmara e as suas funcionalida-

des e um manual de utilização [73] que ensina como monitorizar as imagens da câmara, controlar

a sua inclinação e zoom usando o visualizador de smartphones.

3.3 Análise de Requisitos

Mediante os requisitos definidos para a aquisição de dados, o esquema proposto para captura

do dataset está representado na Figura 3.5.

Figura 3.5: Esquema de aquisição de dados proposto.
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Toda a informação será recolhida a partir de duas câmaras instaladas na entrada de espaços

interiores: uma câmara RGB-D montada verticalmente e outra RGB com vista frontal das pessoas.

Serão extraídas informações 3D das pessoas que passam perto da entrada de determinado espaço

de dois pontos de vista (superior e frontal). A câmara e Intel R© RealSenseTM Camera ZR300

foi montada verticalmente e extrai informação visual e de profundidade dos objetos à câmara na

cena captada. A câmara Sony SNC-CH120 foi instalada no teto, mas inclinada de forma a captar

informação de pessoas de uma perspetiva mais frontal.

3.4 Módulo de captura de imagens e vídeos

Foram implementados dois módulos de captura de imagens e vídeos (dataset) a partir das

câmaras Intel R© RealSenseTM Camera ZR300 e Sony SNC-CH120. Como referido anteriormente,

pretende-se que a câmara RGB-D tenha uma vista superior do espaço e, como tal, esta foi instalada

verticalmente no teto de forma a ficar paralela ao chão. A câmara RGB também foi instalada no

teto, inclinada assegurando a possibilidade da recolha de informações visuais das pessoas que

passam nesse espaço numa perspetiva mais frontal, como mostra a Figura 3.6.

Figura 3.6: Esquema de aquisição de dados e exemplos de imagens adquiridas por cada câmara.

3.4.1 Caracterização das sequências e informação de referência

O protocolo de captura de sequências definiu dois momentos distintos: uma primeira parte

onde cada pessoa contribuiu com um conjunto de métricas formando uma base de dados com as

medidas verdadeiras de cada pessoa (ground truth) e uma segunda parte em que eram captadas

uma série de imagens e vídeos dessa pessoa no espaço coberto pelas duas câmaras.
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Na tentativa de construir uma base de dados o mais completa possível, foram guardadas os

seguintes dados:

1. Informação Geral

(a) Idade

(b) Sexo

(c) Peso (kg)

2. Comprimento

(a) Altura (cm)

(b) Comprimento entre cabeça e ombros (cm)

(c) Comprimento entre ombros e anca (cm)

(d) Comprimento de pernas (cm)

(e) Comprimento de braços (cm)

3. Largura

(a) Ombros (cm)

(b) Anca (cm)

4. Perímetro

(a) Ombros (cm)

(b) Peito (cm)

5. Outras características

(a) Tamanho do cabelo (Curto, médio ou longo)

(b) Tem barba? (Sim ou não)

(c) Usa óculos? (Sim ou não)

A medição dos pontos 2 e 3 enumerados acima foi realizada conforme a Figura 3.7.

A segunda fase inclui a captura de imagens e vídeos. O algoritmo de aquisição implementado

foi desenvolvido de forma a permitir ao utilizador a seleção da informação que pretende captar,

categorizando todas as imagens e vídeos de forma automática, com diretórios e nomes específicos.

Foram definidos ainda diferentes graus de dificuldade, isto é, foram simuladas diferentes si-

tuações reais, considerando os desafios inerentes à caracterização de pessoas a partir de imagens

e vídeos. Diferentes graus de dificuldade permitem o teste do processo proposto e avaliação de

desempenho em diferentes condições.

O primeiro grau de dificuldade (grau I) consiste na captura de cenários em que apenas uma

pessoa é visível no espaço coberto pelas câmaras, mais especificamente numa posição central do

espaço coberto pela câmara RGB-D, como mostra a Figura 3.8.
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Figura 3.7: Ilustração de algumas medidas guardadas de cada pessoa que participou no dataset.

Figura 3.8: Exemplo de captura de imagens RGB das câmaras instaladas para o primeiro grau de
dificuldade.
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Cada pessoa contribui com um total de 24 imagens RGB de cada câmara e 24 imagens de

profundidade, variando o tipo de roupa que usa (verão ou inverno), o posicionamento do braços

(junto ao corpo ou a fazer um ângulo de aproximadamente 30◦ com o corpo) e a posição do

indivíduo relativamente à câmara RGB (frente, costas, rodado 90◦ e 45◦ para a direita e para a

esquerda). A Figura 3.9 ilustra essas variantes, correspondendo as imagens a), b) e c) a exemplos

de capturas com roupa tipicamente de inverno, enquanto que d), e) e f) são exemplos do uso

de roupas de verão. a) e d) são exemplos da captura de imagens com braços entreabertos e as

restantes de braços junto ao corpo. As seis imagens ilustram ainda as 6 diferentes posições da

pessoa relativamente à câmara. As imagens RGB de ambas as câmaras são armazenadas em

formato PNG e o mapa de profundidade é guardado em matriz num ficheiro XML.

Figura 3.9: Exemplo das variantes associadas ao primeiro de grau de dificuldade.

O segundo grau de dificuldade (grau II) acrescenta movimento à cena captada, ou seja, são

gravados vídeos a partir das duas câmaras que recolhem informação da pessoa em movimento.

São gravados dois vídeos de cada pessoa, um com roupa tipicamente de inverno e outro com

roupas de verão. O trajeto de cada pessoa durante o vídeo resume-se à simulação de entradas e

saídas de um espaço interior onde não há controlo da posição dos braços, da posição da pessoa

relativamente à câmara nem do posicionamento da pessoa numa posição central do espaço coberto

pela câmara RGB-D como acontecia anteriormente (Figura 3.10). Os vídeos de ambas as câmaras

são guardados em formato AVI e os mapas de profundidade consequentes são guardados como

um vetor de matrizes num ficheiro BIN. Em cada frame de cada vídeo captado, foram anotados a

identificação da pessoa presente na cena, assim como a região delimitadora da pessoa detetada na
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imagem e as suas medidas antropométricas, possibilitando a comparação dos resultados obtidos

pelos algoritmos propostos com informação de referência.

Figura 3.10: Exemplo de frames retirados dos vídeos capturados das câmaras instaladas para o
segundo grau de dificuldade.

O terceiro grau de dificuldade (grau III) consiste na captura de vídeos de ambas as câmaras sem

restrições de vestuário, com a presença de mais que uma pessoa em cena e ainda com a presença

de alguns adereços como malas ou mochilas. Esta é a recolha de dados mais desafiante e inclui

algumas situações sinalizadas no capítulo 2 como a correta deteção de pessoas em grupos que se

movem na mesma direção. Na Figura 3.11 podem-se observar alguns desses casos, nomeadamente

em a) onde passa uma pessoa com mochila às costas, em b) onde se pode observar a entrada de

duas pessoas lado a lado e a presença de várias pessoas na cena captada com diferentes trajetórias

em c) e em d). De forma semelhante à captura de vídeos anterior, os ficheiros AVI e BIN de cada

câmara são guardados num diretório específico. Mais uma vez, para cada frame, foram produzidas

anotações com informação relativa à identificação de cada pessoa presente na imagem, a região

delimitadora de cada uma delas e as correspondentes medidas antropométricas de referência.
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Figura 3.11: Exemplo de situações reais associadas ao terceiro de grau de dificuldade.

A aquisição do dataset contou com a participação de 20 pessoas no total, entre elas:

• 10 pessoas do sexo feminino e 10 do sexo masculino;

• idades compreendidas entre 21 e 26 anos;

• pesos desde 47.3kg a 96.6kg;

• alturas entre 158cm a 195cm.

Da aquisição de imagens e vídeos de grau I e II, resultaram:

• 480 imagens RGB com vista frontal do espaço, em formato PNG;

• 480 imagens RGB com vista superior do espaço, em formato PNG ;

• 480 ficheiros XML, cada um com uma matriz guardada correspondendo ao mapa de

profundidade captado com vista superior do espaço;

• 40 vídeos RGB com vista frontal do espaço, em formato AVI;

• 40 vídeos RGB com vista superior do espaço, em formato AVI;

• 40 ficheiros BIN contendo um vetor de matrizes correspondente aos mapas de profundi-

dade consequentes captados com vista superior do espaço.

Todas as imagens e vídeos guardados foram autorizadas por cada participante pela assinatura

de um acordo de consentimento devidamente informado que permitirá a utilização do dataset num

futuro trabalho.
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3.4.2 Calibração geométrica

A calibração geométrica das câmaras permite corrigir a distorção da lente, medir o tamanho

de um objeto em unidades do mundo real ou determinar a localização da câmara na cena. Nesta

dissertação a calibração foi realizada por permitir a extração de métricas como a altura de uma

pessoa das imagens captadas, isto é, a partir das coordenadas 2D da imagem, calcular o ponto 3D

num referencial real comum a ambas as câmaras. Para transformar os pontos 2D da imagem em

coordenadas 3D do mundo real (Figura 3.12), é necessário estimar os parâmetros da câmara que

consistem nos parâmetros intrínsecos, extrínsecos e os coeficientes de distorção [74].

Figura 3.12: Processo de transformação das coordenadas num referencial real (X, Y, Z) para coor-
denadas (x, y) de uma imagem. Retirado de [11].

O algoritmo de calibração usado calcula a matriz da câmara usando os parâmetros extrínsecos

e intrínsecos. Os parâmetros extrínsecos correspondem à transformação de coordenadas 3D no

referencial do mundo real para coordenadas 3D no referencial da câmara. Os parâmetros intrínse-

cos representam uma transformação projetiva das coordenadas 3D no referencial da câmara para

coordenadas 2D no referencial da imagem. A equação 3.1, a par da imagem 3.12, descrevem essas

transformações.

P =

Matriz Intrínseca︷︸︸︷
K ×

Matriz Extrínseca︷︸︸︷
[R|t]

=

Matriz Intrínseca︷ ︸︸ ︷1 0 x0

0 1 y0

0 0 1


︸ ︷︷ ︸

Translação 2D

×

 fx 0 0

0 fy 0

0 0 1


︸ ︷︷ ︸

Reescala 2D

×

1 s/ fx 0

0 1 0

0 0 1


︸ ︷︷ ︸

Distorção 2D

×

Matriz Extrínseca︷ ︸︸ ︷[
I|t
]︸︷︷︸

Translação 3D

×

[
R 0

0 1

]
︸ ︷︷ ︸
Rotação 3D

(3.1)

Na equação 3.1, P representa a matriz da câmara (que se pretende calcular); fx e fy corres-

pondem à distância focal que consiste na distância entre o orifício da câmara (pinhole) e o plano

da imagem; x0 e y0 definem o deslocamento do ponto principal, ou seja, o ponto onde o plano

da imagem e o eixo principal da câmara (linha perpendicular ao plano da imagem que passa pelo

orifício da câmara); e a inclinação do eixo é representado na equação 3.1 por s que determina

a distorção da imagem captada. A Figura 3.13 ilustra os efeitos da variação da distância focal,

ponto principal e inclinação do eixo, tanto no sistema de aquisição de imagens da câmara como

na imagem captada.
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Figura 3.13: Exemplos da variação de diferentes parâmetros intrínsecos a partir de uma situação
inicial a). Da Figura a) para a b) fez-se variar a distância focal. Da Figura a) para a c) mudou-se
os valores de x0 e y0. Da Figura a) para a d) aumentou-se a inclinação do eixo. Adaptado de [12].

O Guia do Programador [75], disponibilizado pela Intel R© RealSenseTM, disponibiliza o ali-

nhamento entre as imagens de cor e de profundidade. Os parâmetros intrínsecos e extrínsecos são

conhecidos e podem ser acessíveis e como tal, não será necessária a calibração desta câmara. Adi-

cionalmente, pelo facto da câmara ter uma forma retangular e ser instalada paralelamente ao chão,

esta fica colocada perpendicularmente ao chão e a transformação em coordenada 2D da imagem e

as coordenadas 3D do mundo real é linear.

O alinhamento das imagens de cor e de profundidade é bastante útil neste módulo por permitir

mapear pontos entre um espaço de coordenadas de uma imagem e o outro. Apesar das imagens de

cor e profundidade terem dimensões diferentes (consultar tabela 3.2), a biblioteca da RealSense
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fornece a imagem de profundidade alinhada com a imagem de cor e com as mesmas dimensões.

Os parâmetros intrínsecos da câmara SONY SNC-CH120 foram obtidos a partir da conceção

de uma sequência de imagens de um padrão de xadrez, um padrão de calibração, em diferentes

posições relativamente à câmara, como se ilustra na Figura 3.14.

Figura 3.14: Ilustração de algumas imagens usadas na calibração da câmara Sony SNC-CH120.

A matriz da câmara (equação 3.2) e os coeficientes de distorção (equação 3.3) foram calcula-

dos considerando as dimensões conhecidas do padrão de calibração.

P =

 fx 0 x0

0 fy y0

0 0 1

 (3.2)

Coe f icientesdistoro =
[
k1 k2 p1 p2 k3

]
(3.3)

Os coeficientes de distorção são calculados pela necessidade de modelar a distorção radial e

tangencial da lente. k1, k2 e k3 correspondem aos coeficientes que corrigem a distorção radial e p1

e p2 a distorção tangencial, isto é, os coeficientes são tais que transformam um píxel da imagem

distorcida (xd ,yd) em (x, y), a localização do pixel na imagem não distorcida (ver equações 3.4 e

3.5, onde r2 = x2 + y2). xd = x(1+ k1r2 + k2r4 + k3r6)

yd = y(1+ k1r2 + k2r4 + k3r6)
(3.4)

xd = x+[2p1xy+ p2(r2 +2x2)]

yd = y+[p1(r2 +2y2)+2p2xy]
(3.5)
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Segundo [76], um erro de reprojeção inferior a 1 píxel corresponde a uma boa calibração, de-

vido ao cálculo desse erro ser a soma das distâncias quadradas entre os pontos observados e os

pontos projetados de um determinado objeto. Após o cálculo da matriz da câmara e dos coeficien-

tes de distorção, obteve-se um erro de reprojeção de 0.64 píxeis, validando assim a calibração dos

parâmetros intrínsecos da SONY SNC-CH120. O resultado da calibração pode ser observado na

Figura 3.15.

Figura 3.15: Imagem original (à esquerda) e imagem não distorcida, resultante da calibração (à
direita).

A calibração dos parâmetros extrínsecos consiste na transformação do referencial da imagem

no referencial do mundo real definidos a partir das matrizes rotação (R) e translação (t), conforme

sugere a imagem 3.16.

Figura 3.16: Ilustração da transformação do referencial da imagem para o referencial do mundo
real a partir das matrizes rotação e translação. Retirado de [11].

Nesta fase, foi definido o referencial real, comum a ambas as câmaras, visível da Figura 3.17.

Manualmente, foram anotados pontos pertencentes à imagem e as correspondentes coordenadas

segundo o referencial real com recurso a quatro estruturas de suporte. A cada 40cm, estas es-

truturas contêm pequenas fitas coloridas que funcionam como referências de altura e permitem a

correspondência entre pontos da imagem e pontos reais.
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Figura 3.17: Imagem usada para calibração dos parâmetros extrínsecos da Sony SNC-CH120.

Todos estes parâmetros permitem modelar o sistema de aquisição das imagens pela Sony SNC-

CH120 bem como definir o referencial real do espaço para que seja possível a extração de medidas

antropométricas, como a altura, de pessoas presentes no espaço coberto por esta câmara.



Capítulo 4

Processo proposto para deteção e
caracterização de pessoas

O processo proposto pode-se dividir em duas etapas: processamento de informação da câmara

RGB-D (Figura 4.1) e o processamento da informação captada pela câmara RGB (Figura 4.2). A

separação de todo o processo em etapas que realizam o processamento da informação adquirida

de cada câmara instalada faz com que essas etapas possam ser vistas como dois módulos indepen-

dentes, podendo ser avaliadas separadamente e permitindo a comparação dos resultados de cada

etapa com os resultados da fusão das duas etapas.

A primeira etapa realiza o processamento de vídeos RGB-D e fornece informações para ca-

racterização antropométrica de pessoas, a sua deteção e localização na imagem. Para além disso,

esse processamento permite a sua integração num módulo de contagem de pessoas que regista o

número de pessoas que entram e saem de determinado espaço.

Figura 4.1: Fluxo de dados da primeira etapa do processo proposto.

37
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Na segunda fase é processada informação RGB numa perspetiva frontal das pessoas na cena.

A deteção e estimação dos principais pontos do esqueleto articulado de cada pessoa presente na

cena é realizado por um método de deep learning com recurso a redes neuronais convolucionais.

A partir da localização das desses pontos é calculado um conjunto de medidas antropométricas de

cada pessoa.

Figura 4.2: Fluxo de dados da segunda etapa do processo proposto.

A fusão das duas etapas (Figura 4.3) é vantajosa por permitir realizar algumas correções das

medidas antropométricas, geradas durante a segunda etapa do processo, com informação mais fiá-

vel da primeira etapa. As medidas estimadas pela primeira etapa são mais fiáveis pelo facto de

ser usado um sensor de profundidade, colocado paralelo ao plano do chão, com precisão supe-

rior comparativamente com a estimação de alturas com base em objetos com altura de referência

da segunda etapa. A fusão possibilita ainda a deteção de situações de ocultação de pessoas nas

imagens com vista frontal do espaço, visto que o processamento da informação RGB-D estima a

localização espacial de cada pessoa num referencial comum às duas etapas de processamento.

Figura 4.3: Fluxo de dados da segunda etapa do processo proposto.

Neste capítulo serão descritos os algoritmos desenvolvidos em ambas as etapas. Este processo

incluí os algoritmos de deteção e caracterização de pessoas a partir de imagens de profundidade

com vista superior de um determinado espaço, a sua integração num projeto de contagem de

pessoas e ainda um método de deteção de pessoas e estimação de métricas a partir de imagens

RGB numa perspetiva frontal do espaço.
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4.1 Extração de informação da imagem RGB-D

O processamento de dados adquiridos a partir da câmara RGB-D corresponde à primeira etapa

do processo proposto nesta dissertação (consultar Figura 4.1). Nesta etapa, o algoritmo proposto

pretende detetar pessoas em imagens de profundidade, estimando de seguida, para cada pessoa

detetada, algumas características físicas como a altura, largura de ombros e altura dos ombros.

Do conjunto de sequências captadas, caracterizadas na secção 3.4, apenas as imagens de pro-

fundidade captadas pela câmara RGB-D montada verticalmente são utilizadas neste algoritmo. A

imagem de profundidade é guardada como uma matriz de dimensões 1080 x 1920 num ficheiro

XML, onde cada elemento da matriz é representado por 16 bits e o seu valor varia entre 0 e 2650

(as distâncias máximas e mínimas à câmara em milímetros), tendo em conta que a câmara está

instalada a 2,65 metros do chão. Essa matriz foi posteriormente transformada numa imagem em

tons de cinza de 8 bits. Apesar da perda de precisão associada à mudança de escala de [0, 2650]

para [0, 255], todo o processamento da imagem em tons de cinza é mais leve do que trabalhar com

a matriz original pelo facto de se reduzir o número de bits de cada elemento e por permitir o uso de

funções otimizadas de processamento de imagem. Esse processo de transformação inclui a leitura

da matriz do ficheiro XML, a reescala do valor de cada elemento da matriz para um intervalo [0,

255] e a conversão de cada elemento para um formato de 8 bits (Figura 4.4).

Figura 4.4: Ilustração da transformação de uma matriz de 16 bits guardada num ficheiro XML
para uma imagem de 8bits em tons de cinza.
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As entradas do algoritmo consistem, portanto, nas imagens em tons de cinza de uma imagem

de profundidade e o modelo do fundo (Figura 4.5). Os principais blocos do algoritmo consistem

na remoção do ruído de fundo, no preenchimento dos buracos presentes na imagem de profundi-

dade, de forma a obter regiões contínuas dos objetos na cena, e na deteção de pessoas e respetiva

estimação de medidas antropométricas.

Figura 4.5: Entradas, saídas e blocos principais do algoritmo de deteção e extração de métricas a
partir de mapas de profundidade.

4.1.1 Remoção de ruído de fundo

O pré-processamento da imagem de profundidade inicia-se com a remoção de grande parte do

ruído do fundo. Na imagem do modelo de fundo (Figura 4.6) são visíveis duas formas de ruído:

pequenos conjuntos agregados de píxeis brancos em fundo preto e um conjunto maior de píxeis

brancos dispostos no lado direito da imagem. As não idealidades do sensor de profundidade

como o ruído provocado durante o processo de projeção da malha laser e a sua aquisição, que

segundo [77] caracteriza-se por ser um ruído aleatório, tipicamente modelado como ruído aditivo

gaussiano, podem explicar estes pequenos artefactos visíveis na imagem. O ruído visível do lado

direito da imagem corresponde a uma zona da cena captada onde existe uma mesa com material de

escritório, informação que neste contexto não é relevante uma vez que o foco consiste na deteção

e caracterização de pessoas.

O objetivo consiste em separar a imagem de profundidade em primeiro plano e plano de fundo,

de forma a que o ruído proveniente do fundo não interfira na deteção de pessoas. A imagem do

primeiro plano, por definição, contém os píxeis correspondentes a objetos em movimento – neste

caso em específico, as pessoas que passam – e a imagem do fundo possui informação estática

da cena captada. Esta separação foi implementada em 3 passos: filtragem de valores ruidosos

dos elementos do mapa de profundidade, subtração entre a imagem de profundidade e o modelo

do fundo e, por fim, é realizada a operação morfológica de abertura à imagem de profundidade
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(Figura 4.6). O modelo do fundo foi obtido pela captura de uma imagem da cena apenas com os

objetos estáticos da mesma que se considerou o modelo do fundo do mapa de profundidade.

Figura 4.6: Esquema ilustrativo da lógica que fundamenta a remoção do ruído de fundo: subtra-
ção entre a imagem de profundidade e o modelo do fundo seguida da operação morfológica de
abertura.

Tendo em consideração que o alcance do sensor de profundidade da câmara RGB-D utilizada

varia apenas entre 0,55m a 2,8m (consultar tabela 3.1), os elementos da matriz original com valores

abaixo de 550 mm e acima de 2650mm (altura do chão da câmara instalada) foram eliminados.

Essa filtragem de valores ruidosos é realizada entre a leitura da matriz de profundidade do ficheiro

XML e a reescala dos valores dos elementos dessa matriz para o intervalo [0, 255], e consiste

numa restrição preventiva de erros inerentes a falhas no sistema de aquisição dos mapas.

Para eliminar essas formas de ruído, as intensidades dos píxeis nas coordenadas (i, j) da ima-

gem de profundidade e do modelo do fundo são subtraídos, apenas no caso das suas intensidades

serem iguais, anulando assim grande parte do ruído da imagem. O restante ruído (pequenos agre-

gados de píxeis brancos no fundo preto) é eliminado pela aplicação do operador morfológico de

abertura (open); este recomendado na remoção de pequenos objetos do primeiro plano de uma

imagem (geralmente píxeis mais brilhantes), colocando-os no plano do fundo [78], o que corres-

ponde ao que é pretendido nesta fase. O elemento estruturante utilizado na operação de abertura

tem forma circular e diâmetro de 12 píxeis, de forma a ser o mais semelhante possível ao ruído

branco.

4.1.2 Preenchimento do mapa de profundidade

Apesar dos avanços tecnológicos dos sensores de profundidade, a câmara RealSense ZR300

ainda produz mapas de profundidade com falta de informação em determinadas regiões por estas

terem superfícies mais brilhantes, mais finas, demasiado próximas ou demasiado distantes da câ-

mara [79]. Adicionalmente, a transformação que faz com que a imagem de profundidade possa ser

exibida no mesmo ponto de vista da imagem de cor, também pode dar origem à falta de informação

do valor da profundidade em alguns píxeis [80]. É possível verificar que, na imagem resultante

da remoção de ruído de fundo (ver Figura 4.6), é visível essa falta de informação em pequenas
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regiões onde se encontram um conjunto de píxeis a preto no meio de zonas como a cabeça e om-

bros da pessoa detetada. Os píxeis a preto indicam intensidade nula e, consequentemente, uma

distância máxima da câmara à região, que neste caso seria 2650mm. Uma vez que anteriormente

já se teriam eliminado os píxeis com valores superiores à distância da câmara ao chão e fora do

alcance do sensor de profundidade, conclui-se que essa falta de informação se deva a: regiões

mais brilhantes, à influência da iluminação externa, à cor e tipo de texturas das regiões na imagem

que absorvem a malha IR e ainda à transformação que o mapa de profundidade foi sujeito para ser

colocado do mesmo ponto de vista da imagem RGB,

De forma a colmatar essas falhas da imagem de profundidade, foi necessário o processamento

da imagem com o objetivo de preencher a falta de informação dos píxeis pertencentes a regiões

contínuas, que levará a melhores deteções das regiões de interesse numa fase seguinte. Uma

forma simples de estimar a intensidade dos píxeis com falta de informação consiste em realizar a

operação morfológica de fecho à imagem seguida da aplicação de um filtro bilateral (Figura 4.7).

Figura 4.7: Esquema ilustrativo da lógica que fundamenta o processo de preenchimento do mapa
de profundidade.

A operação morfológica de fecho, a partir de um determinado elemento estruturante, foi uti-

lizada por ser especialmente útil na remoção de pequenos buracos ou pontos pretos em objetos

do primeiro plano [78]. Idealmente, a forma do elemento estruturante definido na operação de

fecho seria semelhante à forma dos buracos pretos e a sua dimensão igual às dimensões máximas

dos buracos. De forma a garantir o correto preenchimento da imagem sem adulterar a informação

de profundidade, o elemento estruturante foi definido com dimensão de 70 x 70 píxeis (superio-

res às dimensões dos buracos analisados) e forma circular devido à irregularidade das formas dos

buracos observados.

Posteriormente, o filtro bilateral [81] foi aplicado por ser um filtro de suavização não linear

com preservação de contornos, atribuindo a cada pixel uma média ponderada dos valores da in-

tensidade dos píxeis vizinhos. A aplicação deste filtro a uma imagem f(x) pode ser definida pelas

equações 4.1 e 4.2:

f (x) = η
−1
∫

w(x,y)Φ( f (x), f (y)) f (y)dy (4.1)

η =
∫

w(x,y)Φ( f (x), f (y))dy (4.2)
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onde w(x,y) mede a proximidade geométrica entre o pixel x e um pixel vizinho y, Φ( f (x), f (y))

calcula a similaridade entre as intensidades dos píxeis x e y e η é o termo normalização que

assegura que o filtro preserva a energia da imagem, nomeadamente a média local. Desta forma,

os píxeis pretos de intensidade nula são substituídos por píxeis com intensidade mais próxima

da intensidade dos píxeis à volta, estimando uma intensidade para os píxeis onde havia falta de

informação.

A suavização da imagem poderia ser realizada também pela aplicação de outros filtros como

o filtro gaussiano, no entanto, o filtro bilateral considera ainda a diferença de intensidade entre o

pixel de interesse e os píxeis vizinhos, controlado o esbatimento dos contornos [82]. Para cada

píxel da imagem, filtro bilateral implementado realiza a média gaussiana numa vizinhança de 10

píxeis. Existe ainda um limiar de 20 que define diferença mínima de intensidades entre o pixel

considerado e os píxeis da vizinhança. Esse limiar permite definir os contornos (diferenças de

intensidade) que se querem preservar. Neste caso, pretendia-se esbater a imagem tentando manter

os contornos que separaram a cabeça dos ombros.

4.1.3 Segmentação de pessoas

Revendo o fluxo de processamento da Figura 4.5, o próximo passo resume-se à deteção de pes-

soas na imagem. Já se havia analisado na secção 2.3.2 algumas abordagens de deteção e contagem

de pessoas a partir de mapas de profundidade indicativas do potencial da integração do proces-

samento de informação de profundidade neste tipo de aplicações. O algoritmo de segmentação

proposto vem comprovar essa conjetura.

Ponderando uma situação em que duas pessoas estão lado a lado, a imagem pré-processada

seria a que podemos observar na Figura 4.8 à direita, onde se pode observar uma mancha que une

as duas pessoas na cena.

Figura 4.8: À esquerda consta a imagem de profundidade que exemplifica uma situação onde
duas pessoas se movem em bloco na mesma direção. À direita, a imagem resultante do proces-
samento da imagem da inicial (imagem da esquerda) após a fase de remoção do ruído de fundo e
preenchimento do mapa de profundidade.

Considerando o posicionamento da câmara e a forma do ser humano, propõe-se a utilização da

forma, nomeadamente da cabeça e ombros e informação antropométrica para separar as pessoas

no mapa de profundidade. Os diferentes tons, que correspondem a diferentes profundidades, pro-

movem as noções de máximos e mínimos da mancha, o que consequentemente leva à separação da
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mancha pelo mínimo local. Com base nesta linha de pensamento, recorreu-se ao método de seg-

mentação watershed que trata as imagens como mapas topográficos e usa os máximos e mínimos

locais para gerar linhas divisórias [83].

O método de segmentação watershed implementado segue uma abordagem baseada em mar-

cadores ou sementes (seeds) [84], onde os pontos pertencentes a diferentes objetos do primeiro

plano têm de ser previamente rotulados. Neste caso, os pontos do primeiro plano serão um con-

junto de píxeis pertencentes a cada pessoa, também denominados por sementes, e cada conjunto

de píxeis agregados recebe um rótulo (ou etiqueta). Este método recebe como entradas a imagem

resultante do pré-processamento (imagem (a) da Figura 4.9) e uma imagem etiquetada com as se-

eds para cada pessoa presente na cena (imagem (f) da Figura 4.9) e devolve a imagem etiquetada

atualizada com os rótulos e os limites entre diferentes objetos (imagem (g) da Figura 4.9).

Figura 4.9: Entradas, saídas e das diferentes fases do módulo de segmentação de pessoas.

A imagem com as seeds etiquetadas (imagem (f) da Figura 4.9) foi gerada em vários passos

(ver algoritmo 1). Primeiro, a imagem pré-processada (imagem (a) da Figura 4.9) é binarizada

para cálculo da transformada da distância [85]. Essa binarização é realiza por um método de

threshold adaptativo, que calcula do limiar de separação dos planos com base no histograma de

cada região da imagem pré-processada, pelo facto dos píxeis do fundo e do primeiro plano terem

tons de cinza bem diferentes e, consequentemente, diferenças de intensidade bruscas. Este método

de cálculo resultou na separação de planos pretendida. De seguida, à imagem binária é aplicada

a transformada da distância, atribuindo assim a cada píxel o valor da distância entre esse píxel

e o píxel não nulo mais próximo da imagem binária [85]. A imagem obtida é normalizada para

o intervalo [0, 1], o que significa que píxeis com valores próximos de 1 representam o núcleo
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Algoritmo 1 Segmentação de pessoas
1: imgIn← imagem pré-processada
2: imgThreshAdap← imagem binária resultante da aplicação do método threshold adaptativo à

imagem imgIn
3: imgTD ← imagem resultante da aplicação da transformada da distância à imagem imgTh-

reshAdap
4: imgTD← normalização da imagem imgTD para o intervalo [0, 1]
5: imgBinaria← imagem resultante da binarização da imagem imgTD por um limiar de 0.6
6: imgSeeds ← imagem resultante da operação de dilatação, com um elemento estruturante de

dimensões 10×10, aplicada na imagem imgBinaria
7: imgEtiquetada ← imagem imgSeeds com cada região do primeiro plano com um ou mais

componentes conectados com valores de píxel sequencias a começar em 1 (1, 2, 3, ...)
8: imgOut← imagem resultante da aplicação do método watershed à imagem imgIn

das regiões a branco na imagem binária e píxeis com valores perto de 0 representam zonas mais

periféricas dessa mancha.

Tendo em conta as características da topologia de duas pessoas lado a lado, a imagem resul-

tante da transformada da distância contém dois grandes núcleos. O objetivo passa por considerar

os píxeis dos núcleos gerados por qualquer pessoa presente na imagem como sementes. De forma

a obter uma imagem binária apenas com os píxeis do núcleo de cada pessoa no primeiro plano,

recorreu-se à binarização da imagem desta vez por um limiar fixo. Este limiar teria de pertencer ao

intervalo [0, 1] e garantir que cada pessoa na imagem gerava um único núcleo. No caso em análise

na Figura 4.9, a incorreta separação dos núcleos poderia levar à segmentação das duas pessoas

na imagem como uma só ou à segmentação excessiva que resultava na deteção de mais de duas

pessoas. Realizaram-se várias experiências, tendo-se definido empiricamente o valor do limiar em

0,6. A imagem é sujeita ainda à operação de dilatação para garantir que as sementes da mesma

pessoa não dão origem a segmentação excessiva. Por fim, a imagem binária com os núcleos de

cada pessoa é etiquetada, atribuindo-se uma etiqueta diferente a cada região do primeiro plano.

Como referido anteriormente, a imagem com as seeds etiquetadas é atualizada pela aplicação do

método watershed, resultando numa imagem que realiza a segmentação das diferentes pessoas

presentes na imagem captada.

4.1.4 Extração de métricas

Após a segmentação das pessoas na imagem e separação entre pessoas próximas, a informa-

ção de profundidade de cada pessoa detetada foi processada de forma a obter as correspondentes

medidas antropométricas. Este último bloco está graficamente esquematizado na Figura 4.10.

A partir da imagem com as diferentes pessoas devidamente segmentadas e etiquetadas, cada

deteção é analisada separadamente. Para cada pessoa detetada é gerada uma máscara de segmen-

tação que consiste numa imagem binária onde os píxel a branco correspondem a regiões onde a

pessoa foi detetada. Realizando uma simples operação AND entre essa máscara (imagem (b) da
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Figura 4.11) e a imagem pré-processada (imagem (a) da Figura 4.11) é possível trabalhar sobre os

valores topológicos da cena captada apenas na região de segmentação de cada pessoa.

Figura 4.10: Entrada, saídas e das diferentes fases do módulo de extração de métricas de cada
pessoa detetada pelo algoritmo de segmentação.

Figura 4.11: Resultado da operação AND entre a imagem pré-processada e a máscara de segmen-
tação de uma pessoa.

• Estimação da altura

O algoritmo 2 calcula a altura de cada pessoa na imagem e baseia-se na procura de um

valor de intensidade mínimo, isto é, pretende-se encontrar a menor distância à câmara. O

cálculo da altura de cada pessoa é realizado nesta fase pelo facto de trabalhar apenas com

píxeis pertencentes a cada pessoa detetada e pelas regiões da cabeça e ombros terem sido

esbatidas pelo filtro bilateral de dimensões 20×20 que garante que não existem diferenças

de intensidade bruscas nessas regiões. Outra alternativa que poderia ser implementada seria

encontrar as coordenadas do píxel com intensidade mínima e considerar as intensidades dos

píxeis na sua vizinhança para definir a altura da pessoa. Adicionalmente, poder-se-ia apenas
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considerar os píxeis correspondentes à cabeça, eliminando informação de profundidade de

outras regiões do corpo que podem introduzir ruído.

Algoritmo 2 Estimação da altura
1: minDist← distância mínima entre a câmara e a pessoa detetada (diferença de intensidade)
2: alturaCamara← atura entre a câmara instalada e o chão (mm))
3: minDist = 99991

4: alturaCamara = 2650
5: enquanto todos os píxeis da imagem não forem percorridos faz
6: se intensidade do píxel !=0 e intensidade do píxel > minDist então
7: minDist = intensidade do píxel
8: fim se
9: altura = alturaCamara - intensidade2mm(minDist)

O valor de intensidade mínima guardada não pode ser zero pelo facto de os únicos píxeis

com intensidade nula pertencerem ao fundo. Conforme sugere a Figura 4.12, o valor obtido

consiste na intensidade mínima (lado direito da Figura) e não a distância mínima. Relem-

brando o processo de transformação do mapa de profundidade adquirido diretamente da

câmara (com valores em milímetros) para a imagem em tons de cinza, recorreu-se à trans-

formação inversa para se obter valores de profundidade em milímetros. Em alternativa, o

elemento da matriz de profundidade obtida diretamente da câmara correspondente ao píxel

de intensidade mínima poderia ser lido do ficheiro XML de onde foi guardada a matriz, evi-

tando erros associados às transformações de escala. No entanto, essa hipótese exigiria um

maior processamento sendo que, após várias experiências realizadas, inferiu-se que o erro

gerado pelas transformações de escala não era significativo. Essa transformação inversa está

implementada na função intensidade2mm e calcula o valor da distância em milímetros de

acordo com a equação 4.3, onde 4I é a diferença de intensidades e alturaCamara a altura

entre a câmara instalada e o chão que, no caso particular deste módulo, se fixou em 2650

mm.

distanciamm =
4I×alturaCamara

255
(4.3)

• Estimação de largura de ombros

Para além da altura, é também possível calcular a largura de ombros a partir da imagem de

profundidade. A estimação desta medida antropométrica consiste na conceção de uma elipse

que melhor se ajuste à forma da pessoa detetada na imagem, obtendo-se o seu eixo maior.

De forma a suprimir possíveis erros, os píxeis pertencentes à cabeça, membros inferiores

e parte inferior dos braços são eliminados. Situações em que uma pessoa dá uma passada,

1minDist é inicializado com um valor muito grande para que seja possível comparar esta variável com valores de
intensidades e encontrar a intensidade mínima.
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Figura 4.12: Relação gráfica entre a intensidade extraída da imagem de profundidade (lado direito
da Figura) e o valor correspondente da distância obtida a partir da matriz adquirida diretamente da
RealSense ZR300 (lado esquerdo da Figura).

projeta a cabeça para a frente, entre outros casos possíveis, podem gerar elipses cujo eixo

maior não seja paralelo à semirreta que une os ombros e, consequentemente, estimativas

erradas.

Tilley [15] realizou um estudo das métricas típicas da população americana onde se refere à

América como o país com maior diversidade e mistura de raças e etnias de todos os países

do mundo. Este estudo promove a viabilidade da utilização dos seus resultados nesta disser-

tação por fornecer dados antropométricos que permite a seleção de informação topológica

da região dos ombros, válidos para pessoas com diferentes características.

Interessa eliminar os píxeis acima da cabeça e abaixo dos ombros e, assim sendo, as medidas

que interessam estudar são o comprimento da cabeça e o comprimento entre a cabeça e a

articulação dos ombros (Figura 4.13).

Pela análise do trabalho de [15], as medidas típicas de 50% da população feminina e mas-

culina da América, dos 11 aos 18,5 anos, foi resumida na tabela 4.1. Entre os 20 e 65 anos,

existem ainda informações acerca da métricas de 1%, 50% e 99% da população de homens

na América (tabela 4.2).

Após uma análise das medidas, evidenciou-se a pequena variação do valor das medidas de

interesse (A e B) em relação à altura, independentemente da idade. A relação entre A e a
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Figura 4.13: Medidas do comprimento entre a cabeça e a articulação dos ombros (A) e compri-
mento da cabeça (B).

Tabela 4.1: Medidas de 50% da população de homens e mulheres do Reino Unido segundo [15].
Consultar a Figura 4.13 para interpretação das medidas A e B.

Idade Altura
(mm)

A (mm) B (mm) A / altura
(%)

B / altura
(%)

11 1427 304 198 21,30 13,88
12 1486 324 199 21,80 13,39
13 1545 331 202 21,42 13,07
14 1594 350 204 21,96 12,79
15 1636 356 207 21,76 12,65
16 1685 364 214 21,60 12,70
17 1683 366 210 21,75 12,48

18 até 18,5 1718 371 213 21,59 12,40

Tabela 4.2: Medidas da população de homens entre os 20 e 65 anos do Reino Unido segundo [15].
Consultar a Figura 4.13 para interpretação das medidas A e B.

Percentagem
da população

Altura
(mm)

A (mm) B (mm) A / altura
(%)

B / altura
(%)

1 1590 343 203 21,57 12,77
50 1755 368 221 20,97 12,59
99 1920 381 251 19,84 13,07

altura varia entre 19,84% e 21,96% e a relação entre B e altura não ultrapassa 13,88% nem

é mais baixa que 12,40%.

A máscara de segmentação da região dos ombros de cada pessoa detetada foi obtida limi-

tando o intervalo de alturas para [12,40% x altura, 21,96% x altura]. Assim, de forma a

garantir que se preservam píxeis correspondentes aos ombros, os píxeis com alturas abaixo

de 12,40% da altura estimada anteriormente (relação mínima calculada entre o comprimento

da cabeça e a altura) e acima de 21,96% da altura estimada (valor máximo da relação entre

o comprimento cabeça-ombros e a altura) mantiveram-se e aos restantes atribuiu-se inten-

sidade nula. O resultado da operação AND entre a máscara dos ombros obtida e a imagem

pré-processada encontra-se na Figura 4.14.
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O eixo maior da elipse que melhor se ajusta à forma da máscara de segmentação da re-

gião dos ombros, a partir da qual se estima a largura dos ombros, devolve o valor do seu

comprimento em píxeis e a sua orientação. Mais uma vez é necessário um processo de trans-

formação dessa informação para milímetros. Há ainda necessidade de calcular o número de

píxeis por milímetro para determinada altura do plano dos ombros captado, uma vez que a

relação entre píxeis e milímetros varia linearmente com a altura, conforme se pode observar

na Figura 4.15.

Figura 4.14: Resultado da operação AND entre a imagem pré-processada e a máscara de segmen-
tação da região dos ombros.

Figura 4.15: Representação gráfica do modo de aquisição de imagens e da variação da relação
entre o número de píxeis e as dimensões físicas do plano captado consoante a altura do mesmo.

O algoritmo de estimação da largura de ombros (algoritmo 3) começa por calcular a pro-

jeção do maior eixo da elipse a partir da orientação do mesmo (α), tanto na horizontal

(horizontalpx) como na vertical (verticalpx). A transformação desses valores em milímetros

baseia-se na relação entre píxeis e milímetros, a uma determinada altura. Como referido

anteriormente, a número de píxeis por milímetro varia linearmente com a altura a que é

detetada alguma região. Na Figura 4.15 podem ser observados dois planos a diferentes al-

turas: o plano do chão e o plano dos ombros. O mesmo objeto colocado a diferentes alturas

gera diferentes imagens, pelo facto de o número de píxeis da imagem captada ser fixo e as

dimensões do espaço captado variar com distância à câmara. Assim, é necessário calcular a
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altura do plano dos ombros e a respetiva relação entre píxeis e milímetro (pxPorMMhorizontal

e pxPorMMvertical). A estimativa da altura do plano dos ombros calculou-se a partir da

moda (operação estatística) dos valores topográficos pertencentes à região dos ombros (Fi-

gura 4.14). Em síntese, a largura dos ombros é obtida a partir das projeções verticais e

horizontais em milímetros (horizontalmm e verticalmm) que, por sua vez, foram calcula-

das com um valor de píxeis por milímetro correspondente ao plano dos ombros detetado

(pxPorMMhorizontal e pxPorMMvertical).

Algoritmo 3 Estimação da largura de ombros
1: alturaOmbros← altura do plano dos ombros (diferença de intensidades)
2: alturaImagem← número de linhas da imagem de profundidade (px)
3: larguraImagem← número de colunas da imagem de profundidade (px)
4: FOVV ← field of view vertical (rad)
5: FOVH ← field of view horizontal (rad)
6: α ← orientação do eixo maior da elipse (rad)
7: alturaImagem = 1080
8: larguraImagem = 1920
9: verticalpx = eixoMaiorElipsepx× cos(α)

10: horizontalpx = eixoMaiorElipsepx× sen(α)
11: verticalmm = tan(FOVV )× intensidade2mm(alturaOmbros)
12: horizontalmm = tan(FOVH)× intensidade2mm(alturaOmbros)

13: pxPorMMvertical =
alturaImagempx

verticalmm

14: pxPorMMhorizontal =
larguraImagempx

hoizontalmm

15: larguraOmbros =
√( verticalpx

pxPorMMvertical

)2
+
( horizontalpx

pxPorMMhorizontal

)2

Nesta fase, é possível ainda estimar a orientação da pessoa no referencial real, o retângulo

delimitador da pessoa detetada e as coordenadas da pessoa detetada no referencial real. A

orientação da pessoa detetada é calculada a partir da orientação do eixo maior da elipse.

O retângulo que define a deteção de cada pessoa é calculado para um conjunto de pontos

pertencentes ao contorno da região dos ombros da pessoa presente na imagem de profundi-

dade, recorrendo à respetiva máscara segmentação dos ombros. Por fim, as coordenadas da

pessoa detetada são obtidas encontrando o centro de massa do retângulo calculado anterior-

mente. As coordenadas desse ponto no referencial da imagem terão de ser transformadas em

coordenadas com valores em milímetros segundo o referencial real (consultar Figura 4.16).

A mudança de referencial é obtida a partir da rotação, translação e escala de valores. Esta

transformação é definida pelas equações 4.4 e 4.5, que corresponde a realizar uma trans-

lação do referencial de (859, 961), seguida da rotação dos eixos e escala dos valores pela

multiplicação de W e H, respetivamente.

x = (859− j)×W (4.4)
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Figura 4.16: Ilustração da transformação do referencial da imagem (a azul) no referencial real (a
vermelho) pretendida na imagem de profundidade.

y = (956− i)×H (4.5)

As variáveis de escala W e H estão relacionadas com o número de píxeis por milímetro,

transformando as coordenadas de píxeis para milímetros, conforme as equações 4.6, 4.7.

W =
tan
(FOVH

2

)
×2×alturaCamara

larguraImagem
(4.6)

H =
tan
(FOVV

2

)
×2×alturaCamara

alturaImagem
(4.7)

4.2 Contagem de entradas e saídas

Após a deteção de pessoas a partir de mapas de profundidade, foi possível a integração da

informação RGB-D e do detetor de pessoas proposto num módulo de de contagem de pessoas

documentado na comunicação de invenção do INESC TEC número CI 16-1640 (2016). Este

projeto realiza a contagem de entradas e saídas e pessoas a partir de vídeos RGB e de câmaras

montadas verticalmente. As entradas deste projeto consistem num vídeo RGB e num conjunto de

ficheiros de configuração:

• máscaras das zonas de entrada, intermédia e saída;

• máscara que define a área da imagem que deve ser considerada;

• ficheiro com informação acerca dos parâmetros de calibração intrínseca;

• ficheiro com informação sobre calibração para posicionamento 3D;
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• ficheiro com definição de alguns parâmetros relacionados com a instalação da câmara

montada verticalmente, como a altura de instalação da câmara;

Os vídeos adquiridos no módulo de capturas foram utilizados como entrada deste módulo de

contagem e as máscaras definidas tiveram em consideração as condições do espaço visível nos

vídeos (Figura 4.17). Nas máscaras produzidas, as regiões a branco correspondem às regiões de

interesse. Por exemplo, a zona a branco na máscara de entrada corresponde aos píxeis que perten-

cem à entrada do espaço. A máscara com indicação da área a ser considerada é totalmente branca

pelo facto de não existir nenhuma região na imagem captada em que não haja interesse de ser

processada. Os ficheiros com informação da calibração dos parâmetros intrínsecos e extrínsecos

foram gerados aquando da captura do dataset (secção 3.4) e o ficheiro com informação acerca da

instalação da câmara foi preenchido cuidadosamente.

Figura 4.17: Máscaras produzidas para configuração do módulo de contagem.

A contagem do número de pessoas que entram e saem de determinado espaço divide-se em

diferentes blocos de acordo com o que consta na Figura 4.18. A contagem de entradas e saídas é

contabilizada quando uma pessoa atravessa a zona de entrada e de saída, isto é, quando é detetada

na zona de entrada (imagem (a) da Figura 4.17) e posteriormente na zona de saída (imagem (c)

da Figura 4.17) e vice-versa. Nesse processo de contagem, em cada frame, efetua-se a deteção

de pessoas na imagem e, em imagens consequentes, o seguimento (tracking) individual de cada

pessoa. Por fim, é registada cada entrada e/ou saída, em determinado instante de tempo, num

ficheiro CSV.

O algoritmo de deteção de pessoas a partir de mapas de profundidade foi integrado no bloco

que realiza a segmentação de pessoas de acordo com a figura 4.19. O bloco responsável pela

segmentação de pessoas gera um conjunto de retângulos que definem regiões da imagem RGB

considerados possíveis candidatos a deteções de pessoas, sendo posteriormente filtrados. A esse

conjunto de deteções candidatas resultantes do processamento de imagens RGB, adicionaram-se

as deteções geradas pelo algoritmo de deteção de pessoas a partir de imagens de profundidade. Por

outras palavras, ao detetor de pessoas com base na imagem RGB já implementado no módulo de

contagem, adicionou-se um outro detetor que processa o correspondente mapa de profundidade.
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Figura 4.18: Principais blocos do algoritmo de contagem de pessoas, com especial realce do bloco
de segmentação de pessoas.

De forma a evitar a sobreposição de retângulos gerados pelos dois detetores, foi aplicado um

algoritmo de Supressão de Não Máximos (SNM) [86]. Em caso de sobreposição de dois ou mais

retângulos, definido por um limiar de sobreposição de 0.5, o algoritmo mantém apenas um dos

retângulos, evitando assim situações em eu existam dois ou mais retângulos delimitador da mesma

pessoa (ver exemplo da Figura 4.20). Nos caso da Figura 4.21 em que apenas um detetor devolve

um retângulo, esse retângulo não é suprimido.

Figura 4.19: Fluxo de informação do bloco de segmentação de pessoas após integração do algo-
ritmo de deteção de pessoas a partir de imagens de profundidade proposto.

Figura 4.20: Exemplo da deteção da mesma pessoa em ambos os detetores e o respetiva deteção
resultante após a aplicação do algoritmo SNM.
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Figura 4.21: Exemplo de deteção de uma pessoa apenas pelo algoritmo de deteção de pessoas a
partir de imagens de profundidade proposto e o resultado da aplicação do algoritmo SNM.

Após suprimir retângulos sobrepostos gerados pelos dois detetores, os retângulos resultantes

definem as regiões candidatas. Essas regiões são posteriormente filtradas, completando assim o

processo de segmentação de pessoas do módulo de contagem.

4.3 Extração de informação da imagem RGB

O processamento de informação RGB frontal do espaço captado corresponde à segunda etapa

do processo proposto. O fluxo de informação entre as principais tarefas deste algoritmo estão

ilustradas na Figura 4.22.

Figura 4.22: Entrada, saídas e das diferentes fases do módulo de processamento das imagens RGB
com vista frontal do espaço captado.

Numa primeira fase, o algoritmo que realiza o processamento das imagens RGB aplica um

algoritmo de aprendizagem profunda (deep learning) que segmenta cada pessoa e estima os pontos

chave que descrevem a articulação do esqueleto da pessoa detetada [87]. Este algoritmo segue uma

arquitetura sequencial composta por redes neuronais convolucionais que consiste numa sequência
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de preditores de várias classes treinados para estimar a localização 2D de cada parte anatómica do

corpo humano, que ocorre em três etapas:

• Etapa 1: Conceção de mapas de características da textura da imagem RGB original;

• Etapa 2: Conceção de um conjunto de mapas de confiança de cada parte anatómica do

corpo e mapas de afinidade que codificam o grau de associação entre as diferentes partes do

corpo (Figura 4.23);

• Etapa 3: O conjunto de mapas de confiança e de afinidade são analisados por inferência

de forma a estimar a localização dos pontos do esqueleto.

Figura 4.23: Mapas de confiança da localização do ombro esquerdo e o mapa de afinidade entre
pescoço e ombro esquerdo para de uma determinada imagem RGB.

O algoritmo de estimação dos pontos chave que descrevem a articulação do corpo humano

recebe uma imagem RGB com vista frontal do espaço captado e devolve a localização 2D de 15

pontos do esqueleto da pessoa captada (Figura 4.24).

Figura 4.24: Ilustração da localização dos 15 pontos gerados pelo algoritmo de estimação da pose
humana numa imagem RGB com vista frontal do espaço captada no dataset.
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A partir da localização 2D dos 15 pontos estimados, é possível calcular o conjunto de medidas

antropométricas enumerados na Figura 4.22, calculando a transformação das coordenadas de cada

ponto (x, y) em coordenadas (X, Y, Z) segundo o referencial real. Essa transformação foi calculada

com base nos parâmetros intrínsecos e extrínsecos da câmara RGB obtidos na secção 3.4.2 que

permitem ainda o cálculo da altura entre dois pontos o referencial real por comparação com alturas

de referência.

4.3.1 Fusão do processamento de imagens RGB com informação do processamento
de informação de profundidade

A fusão de informações provenientes tanto do processamento de imagens da câmara RGB-D

como da câmara RGB foi implementada com o intuito de aumentar a robustez, desempenho e

precisão dos algoritmos que estimam medidas antropométricas das pessoas que atravessam de-

terminado espaço. A fusão dos algoritmos consistiu na integração das medidas estimadas pelo

processamento de imagens de profundidade no módulo que realiza o processamento de imagens

RGB frontais. Por outras palavras, em cada frame de cada vídeo captado, sempre que na primeira

etapa se realiza uma deteção, o frame da câmara RGB e a informação respetiva acerca das medi-

das antropométricas estimadas é guardada num ficheiro XML. Esses ficheiros são as entradas no

módulo da segunda fase, como sugere a Figura 4.25.

Figura 4.25: Entradas e saídas mo módulo que realiza a fusão da informação obtida pelo proces-
samento de imagens de profundidade e pelo processamento da respetiva imagem RGB com vista
frontal.
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A partir da informação relativa à altura estimada para cada pessoa detetada na primeira etapa,

realiza-se um ajuste dos pontos do esqueleto estimados na segunda fase (Figura 4.26). Enquanto

que a altura entre o ponto da cabeça e o ponto de cada um dos pés, gerados pelo algoritmo de

estimação de pose humana, não se aproximarem do valor obtido da altura da pessoa detetada

na imagem na primeira etapa, as coordenadas dos pontos de cada pé sobem ou descem em 1

píxel, segundo o eixo vertical da imagem. Caso a altura entre os pontos da cabeça e dos pés seja

superior à altura estimada na primeira etapa, retira-se retira-se 1 píxel à coordenada de cada um

dos pontos dos pés, segundo o eixo vertical. Caso contrário aumenta-se 1 píxel, garantindo assim

a convergência entre a altura calculada a partir dos pontos da cabeça e pés e a altura estimada

na primeira etapa. Verificou-se que na grande maioria dos casos, a localização dos pontos dos

pés estava acima da localização efetiva dos pés na imagem. Esse facto pode ser explicado pelo

efeito da distorção de barril (barrel distortion) da lente da câmara RGB que faz com que haja uma

distorção maior da imagem nas suas extremidades, comparativamente com o centro. Como nas

imagens captadas, a cabeça e tronco se encontram numa posição mais central e a parte inferior

do corpo numa das extremidades da imagem, o resto dos pontos do esqueleto foram corrigidos

de acordo com a distância ao ponto da cabeça. Isto é, considerando o ajuste das coordenadas dos

pontos dos pés, os restantes pontos do esqueleto sofreram um ajuste proporcional à distância entre

as coordenadas do ponto da cabeça e as coordenadas de cada um dos restantes pontos (segundo o

eixo vertical).

Figura 4.26: Ilustração do resultado do ajuste da localização dos pontos do esqueleto pela integra-
ção de informação acerca das medidas antropométricas estimadas na primeira etapa.

Pretende-se que o ajuste da localização dos pontos possibilite um maior rigor na estimação da

localização dos pontos do esqueleto e que, consequentemente a estimação das medidas antropo-

métricas tenha uma menor taxa de erro associada.



Capítulo 5

Análise de resultados

Neste capitulo serão descritas as métricas utilizadas para avaliação crítica do desempenho

do processo proposto no capítulo 4, assim como a estratégia de avaliação definida. A avaliação

dos algoritmos propostos foi realizada pela comparação dos mesmos em diferentes fases. As

imagens e vídeos adquiridas com diferentes graus de complexidade bem como a informação de

referência permitiram a comparação do teste da aplicação do algoritmo em imagens com diferentes

características. A separação do processo proposto em duas etapas possibilitou ainda a comparação

entre os resultados obtidos da avaliação de cada etapa individualmente e a avaliação da fusão das

etapas.

5.1 Estratégia de avaliação

5.1.1 Processamento de informação da câmara RGB-D

A primeira etapa do processo proposto inclui um algoritmo de deteção de pessoas e estimação

de medidas antropométricas, a partir de imagens RGB-D, que foi posteriormente integrado num

projeto de contagem de entradas e saídas de pessoas.

5.1.1.1 Módulo de deteção de pessoas e estimação de medidas antropométricas

O algoritmo de deteção de pessoas e estimação de medidas antropométricas com base em in-

formação de profundidade, foi avaliado em imagens com diferentes características, possibilitando

a comparação do seu desempenho em diferentes cenários reais:

• Grau I: Imagens com apenas uma pessoa numa posição estática central da imagem

adquirida, em diferentes posições;

• Grau II: Imagens com apenas uma pessoa em qualquer parte da imagem e em movi-

mento;

• Grau III: Imagens onde estavam presentes uma ou mais pessoas em movimento, cami-

nhando em diferentes direções ou em grupo, na mesma direção.

59
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Este algoritmo estima medidas antropométricas, entre as quais a altura, largura de ombros

e altura dos ombros, a orientação da pessoa relativamente ao referencial real definido e ainda a

região de interesse, ou seja, a região delimitadora da pessoa detetada.

As medidas antropométricas foram avaliadas em todos os graus de dificuldade definidos acima,

com recurso às métricas EAM (Erro Absoluto Médio) e EPAM (Erro Percentual Absoluto Médio)

definidos pelas equações 5.1 e 5.2, respetivamente [88]. Desta forma é possível analisar desvio

absoluto de cada medida estimada (X̂i) à medida de referência (Xi) e ainda avaliar o peso do erro

na medida estimada.

EAM =
1
N

N

∑
i=1

∣∣Xi− X̂i
∣∣ (5.1)

EPAM =
1
N

N

∑
i=1

(∣∣Xi− X̂i
∣∣

Xi

)
×100 (5.2)

A orientação da pessoa relativamente ao referencial real é avaliada nas imagens corresponden-

tes ao primeiro grau de dificuldade, onde cada pessoa é captada em posições definidas, ou seja,

com uma orientação relativa ao referencial real conhecida. A estimação da orientação é igualmente

avaliada a partir do cálculo das métricas EAM e EPAM.

A deteção da região de interesse correspondente à localização de cada pessoa na imagem é

avaliada nas imagens correspondentes ao segundo e terceiro grau de dificuldade, uma vez que

nestas imagens as pessoas se encontram em movimento, aparecendo tanto em posições centrais

da imagem como nas suas extremidades. A avaliação de cada deteção, em cada frame, de cada

vídeo captado no dataset, é realizada comparando as coordenadas do retângulo delimitador de cada

pessoa gerado pelo algoritmo e o retângulo anotado manualmente. O algoritmo de avaliação define

um limiar de sobreposição de retângulos de 50% definindo desta forma se a deteção corresponde

efetivamente à região delimitadora de cada pessoa.

5.1.1.2 Módulo de contagem

A contagem das entradas e saídas de pessoas num determinado espaço foi avaliado com re-

curso às sequências de vídeo captadas, onde uma pessoa simulava entradas e saídas no espaço

coberto pela câmara. Para cada vídeo, o algoritmo gerava um ficheiro CSV com informação do

número de entradas e saídas em determinado instante de tempo, que foi posteriormente comparado

com um ficheiro semelhante com a anotação das entradas e saídas de referência (ground truth).

A contabilização do número de verdadeiros positivos (true positives), falsos negativos (false ne-

gatives) e falsos positivos (false positives) possibilitou a comparação entre os resultados obtidos

e o ground truth. Os verdadeiros positivos correspondem a situações onde uma entrada ou saída
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detetada num determinado instante pelo algoritmo seja comum ao ficheiro com as anotações de

referência. Falsos positivos compreende os casos em que o algoritmo deteta uma entrada ou saída

que na verdade não se sucedeu. O número de falsos negativos reflete a quantidade de vezes que

o algoritmo não assinalou entradas ou saídas que constam no ground truth. A fim de perceber a

relevância das entradas e saídas geradas pelo algoritmo, isto é, de entre todas as entradas e saídas

detetadas, que percentagem corresponde a situações verdadeiras, recorreu-se ao cálculo da preci-

são, definida na equação 5.3. Por outro lado, de forma a avaliar a relação entre as entradas e saídas

anotadas no ground truth e as entradas e saídas que o algoritmo detetou corretamente, calculou-se

a sensibilidade do algoritmo de contagem de acordo com a equação 5.4. Com o intuito de avaliar

a relação entre as métricas precisão e sensibilidade, calculou-se também a F-measure ou F-score

(equação 5.5).

Precisão =
T P

T P+FP
(5.3)

Sensibilidade =
T P

T P+FN
(5.4)

F = 2× Precisão×Sensibilidade
Precisão+Sensibilidade

(5.5)

5.1.2 Processamento de informação da câmara RGB

A segunda etapa foi implementada por um algoritmo de deep learning que realiza a segmenta-

ção de cada pessoa na imagem e estima a localização 15 pontos do esqueleto da pessoa segmentada

(rever Figura 4.24). A partir da localização desses pontos, o algoritmo calcula um conjunto de me-

didas antropométricas, nas quais se incluem a altura, o comprimento entre a cabeça e os ombros,

comprimento entre ombros e ancas, comprimento das pernas.

Mais uma vez, a avaliação da estimativa as medidas passou pelo cálculo dos erros absolutos

médios e percentuais absolutos médios (EAM e EPAM), possibilitando a análise do erro de esti-

mação de cada medida relativamente às medidas de cada pessoa registadas na base de dados. Este

algoritmo foi testado em imagens frontais do espaço, correspondentes ao grau I.

5.1.3 Fusão do processamento de imagens RGB e RGB-D em diferentes perspetivas

A avaliação da fusão das duas etapas propostas consiste na análise da contribuição da informa-

ção obtida pelo processamento de imagens RGB-D, com vista superior do espaço, para ajuste ou

correção das medidas obtidas pelo processamento das imagens RGB, com vista frontal do espaço.

Este algoritmo é aplicado e testado em imagens frontais do espaço captado pela câmara RGB cor-

respondentes ao grau II, ou seja, em imagens com pessoas em movimento. A fusão de informação
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das medidas estimadas a partir do processamento de imagens de profundidade da primeira etapa,

possibilita, a estimação de um grande conjunto de medidas antropométricas, entre as quais:

• altura;

• largura de ombros;

• comprimento entre cabeça e ombros;

• comprimento entre ombros e ancas;

• comprimento das pernas;

• largura de ombros;

• largura de ancas.

As medidas obtidas pelo algoritmo para cada pessoa, são novamente comparadas com as me-

didas de referência e os erros associado a cada medida são avaliados pelas métricas EAM e EPAM.

Não foi possível a avaliação do processo proposto comparando-o com outros métodos anali-

sados no capítulo 2, por falta de algoritmos que se apliquem ao mesmo cenário com dois tipos

de câmaras e disposições, por falta de informação acerca da implementação dos métodos e ainda

pela indisponibilidade de sequências, com ground truth, que permitam a reprodução de resultados

e comparação com resultados descritos na literatura.

5.2 Avaliação dos algoritmos de deteção e estimação de medidas an-
tropométricas de pessoas a partir de imagens RGB-D

As deteções resultantes do algoritmo que realiza o processamento de imagens RGB-D pro-

posto, testado com imagens correspondentes aos três graus de dificuldade, estão ilustradas nas

Figura 5.1, 5.2, 5.3 e 5.4. A informação relativa às medidas recolhidas de cada pessoa que partici-

pou no dataset serviram como referência para o cálculo dos erros associados à medição.

Figura 5.1: Exemplo de algumas deteções resultantes do algoritmo de deteção de pessoas proposto,
em imagens correspondentes ao grau I, onde apenas uma pessoa está presente, numa posição
central da imagem, em diferentes posições.
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Figura 5.2: Deteções resultantes da aplicação do algoritmo de deteção de pessoas proposto, numa
sequência de imagens em que uma pessoa atravessa as zonas de entrada e saída (grau II).

Figura 5.3: Exemplos de deteções de pessoas resultantes da aplicação do algoritmo de deteção de
pessoas proposto em imagens correspondentes ao grau III, nomeadamente, uma pessoa com uma
mochila às costas e mais que uma pessoa presente na imagem.
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Figura 5.4: Exemplos de deteções de pessoas resultantes da aplicação do algoritmo de deteção
de pessoas proposto em imagens correspondentes ao grau III, nomeadamente situações em estão
presentes na imagem pessoas espacialmente próximas.

A comparação das medidas de referência com as estimativas realizadas pelo algoritmo de

deteção e estimação de medidas nas imagens correspondentes ao grau I encontram-se expostas na

Tabela 5.1 e na Figura 5.5.

Tabela 5.1: Resultados obtidos pela aplicação do algoritmo de deteção de pessoas e estimação de
métricas em imagens correspondentes ao grau I.

Altura Largura de
Ombros

Altura dos
ombros

Orientação

Erro Absoluto Médio
(EAM)

38,51 mm 85,05 mm 91,05 mm 14,14◦

Erro Percentual Absoluto
Médio (EPAM)

1,77% 21,14% 6,16% 12,28%

De entre as 480 imagens processadas, apenas 354 foram consideradas para efeitos de avaliação

das estimativas e as restantes consideradas outliers. O critério para não considerar determinadas

imagens para avaliação prende-se com falhas na segmentação da pessoa detetada, falhas na seg-

mentação da região dos ombros e pelas medidas estimadas atingirem valores extremos, superiores

inclusive à altura de instalação da câmara (2,65 metros). O erro percentual absoluto da estimação

da altura ronda os 2% e destaca-se das restantes medidas estimadas por apresentar erros de me-

dição consideravelmente inferiores, facto indicativo de valores fiáveis de estimação desta medida.

Pelo contrário, a estimação da largura de ombros e orientação são as medidas com maior erro

de estimação associado. O erro inerente à estimação da largura de ombros pode estar relacionado

com o erro de estimação da altura dos ombros, falhas na segmentação da pessoa detetada ou devido

aos ângulos do campo de visão (FOV) da câmara RGB-D uma vez que esses dados são utilizados

para calcular a taxa de píxeis por milímetro associados ao plano dos ombros. Relativamente aos
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Figura 5.5: Comparação do EAM e do EPAM resultantes estimação das medidas antropométricas
e orientação, em imagens correspondentes ao grau I.

valores de EAM e EPAM obtidos na avaliação da estimação da orientação, não eram expectáveis

taxas de erro próximas de 0% pelo facto das pessoas não se colocarem exatamente na posição

pretendida (por exemplo 45◦ rodada para a direita) nas imagens captadas e, portanto, a informação

de referência já continha algum erro associado.

Os resultados do teste do algoritmo de deteção e estimação de medidas antropométricas testado

em imagens correspondentes ao grau II e III estão expostos nas Figuras 5.6 e 5.7, respetivamente.

Comparando os resultados do teste do algoritmo em imagens com diferentes características, os

erros associados a cada medida estimada não apresentam diferenças significativas, à exceção da

estimação da largura de ombros que pode estar associada mais uma vez a falhas na deteção das

pessoas na imagem.

Figura 5.6: Comparação do EAM e do EPAM resultantes estimação das medidas antropométricas,
em imagens correspondentes ao grau II.
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Figura 5.7: Comparação do EAM e do EPAM resultantes estimação das medidas antropométricas,
em imagens correspondentes ao grau III.

Uma vez que existe um equilíbrio do número de participantes do sexo feminino e masculino no

dataset preparado, o algoritmo de deteção de pessoas e estimação de métricas foi avaliado ainda

para cada um desses grupos. Esta avaliação é importante para analisar o impacto do género nas

deteções e medidas estimadas. O resultado da avaliação de cada grupo estão expostos na Figura

5.8.

Figura 5.8: Comparação do EAM e do EPAM resultantes da estimação das medidas de imagens
com pessoas apenas do sexo masculino e apenas do sexo feminino, separadamente.

Para cada grupo, foram processadas 240 imagens. O processamento de imagens com pessoas

do sexo feminino encontrou 71 outliers, enquanto que, do conjunto de imagens com pessoas do

sexo masculino, 50 imagens foram consideradas outliers. À semelhança do que foi observado nas

Figuras 5.5, 5.6 e 5.7, a estimativa da medida da altura é a que apresenta menor EPAM, tanto

no sexo feminino como no masculino. Ainda assim, o erro de estimação é ligeiramente mais

elevado no sexo feminino, o que pode ser justificado pela média de alturas dos participantes do

sexo masculino ser superior à média de alturas no sexo feminino, o que faz com que a distância da

cabeça à câmara seja maior e que, consequentemente, o erro de medição se propague. Em ambos



5.2 Avaliação dos algoritmos de deteção e estimação de medidas antropométricas de pessoas a
partir de imagens RGB-D 67

os grupos, os EPAM relativos à estimação da altura dos ombros e da orientação apresentam valores

semelhantes aos resultados obtidos no teste de imagens dos três graus de complexidade. Apenas

na estimação da largura de ombros se denota uma diferença estatisticamente significativa entre os

dois grupos, concluindo-se que as imagens onde estão presentes pessoas do sexo feminino são as

maiores fontes de erro na estimação desta medida.

Pela análise do conjunto de resultados obtidos da aplicação do algoritmo de deteção de pessoas

e estimação de métricas, destaca-se a estimativa da medida da largura de ombros como a medida

com maior erro associado, a precisão da estimativa da altura e altura dos ombros com EPAM

inferiores a 7% e ainda a relação entre as imagens processadas e o número de ouliers detetado.

A Figura 5.9 ilustra alguns casos de imagens que não foram consideradas para avaliação devido

a falhas na segmentação da pessoa detetada, falhas na segmentação da região dos ombros e pelas

medidas estimadas atingirem valores extremos. Na origem dessas falhas podem estar limitações

relacionadas com o sensor de profundidade, nomeadamente, falta de informação na região em

regiões brilhantes como o cabelo. Pela análise do conjunto de imagens testadas e pelos resultados

obtidos, concluiu-se que falhas devido à reflexão da luz no cabelo são mais frequentes em pessoas

do sexo feminino. A falta de informação devido a essas fatores pode resultar na separação entre a

parte direita do corpo e a parte esquerda, levando o algoritmo à deteção de duas ou mais pessoas.

Figura 5.9: Ilustração de algumas imagens que não são consideradas para efeitos de avaliação
devido à falta de informação de profundidade da região dos ombros.

Nos casos em que o cabelo é longo e cai sobre os ombros (imagem (b) da Figura 5.9), a

informação de profundidade dos ombros é frequentemente ocultada, não permitindo a correta

deteção da pessoa e estimação da largura de ombros. Outra grande dificuldade prende-se com as

dimensões do cabelo das pessoas na imagem como acontece na imagem (d) da Figura 5.9 que
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podem, mais uma vez, ocultar informação topográfica da região dos ombros, não permitindo a

deteção da pessoa na imagem.

Foi realizado um outro teste em que o algoritmo de deteção e estimação de medidas antropo-

métricas foi aplicado num subconjunto total de imagens correspondentes ao grau I. Neste teste,

todas as imagens de pessoas com fatores possam induzir erro na deteção (como os fatores exem-

plificados na Figura 5.9) e estimativa das medidas, devido às falhas enumeradas acima, foram

excluídas. Na Tabela 5.2 encontram-se os resultados deste teste que resultam do processamento

de um total de 312 imagens. A Figura 5.10 compara graficamente a diferença entre os erros

obtidos no processamento de todas as imagens (480 imagens) e no teste do algoritmo com um

subconjunto dessas imagens que foi cuidadosamente selecionado de forma a não incluir as casos

em que a imagem de profundidade adquirida não está nas melhores condições.

Tabela 5.2: Resultados obtidos pela aplicação do algoritmo de deteção de pessoas e estimação de
métricas num subconjunto das imagens correspondentes ao grau I.

Altura Largura de
Ombros

Altura dos
ombros

Orientação

480 imagens
processadas

EAM 38,51 mm 85,05 mm 91,05 mm 14,14◦

EPAM 1,77% 21,14% 6,16% 12,28%
312 imagens
processadas

EAM 38,11 mm 85,11 mm 91,92 mm 15,52◦

EPAM 1,72% 20,64% 6,17% 13,48%

Figura 5.10: Comparação dos Erros Absolutos Médios na estimação das medidas processando
todas as imagens correspondentes ao grau I ou apenas um subconjunto dessas imagens.

Analisando a Figura 5.10, conclui-se que, em todas as medidas estimadas, os valores de EAM e

EPAM, resultantes do processamento de todas as imagens do grau I e do processamento de apenas

um subconjunto delas, não aumenta significativamente. No entanto, enquanto que, de entre as 480

imagens processadas, 126 foram consideradas outliers, no teste do subconjunto de 312 imagens,

o algoritmo apenas encontrou 57 outliers. Com esta análise foi possível inferir que o algoritmo
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elimina corretamente as imagens que possam induzir erros na estimativa das medições, um bom

indicador do seu desempenho.

5.3 Avaliação do algoritmo de contagem

O conjunto de algoritmos que implementam a contagem das pessoas que entram e saem de um

determinado espaço foi avaliado por comparação entre dois testes: o teste do algoritmo conside-

rando apenas as imagens RGB do espaço captado; e o teste do algoritmo considerando não só as

imagens RGB como também o respetivo mapa de profundidade. Este algoritmo regista as entra-

das e saídas detetadas em determinado instante de tempo que, por comparação com as entradas e

saídas de referência, são categorizadas em true positive, false positive e false negative. A taxa de

true positives, false positives e false negatives de ambos os testes encontra-se na Tabela 5.3 e na

Figura 5.11.

Tabela 5.3: Resultados obtidos do algoritmo de contagem apenas com informação RGB e com
integração da informação de profundidade.

RGB RGB-D
TP (%) 30,77 72,32
FP (%) 69,23 27,68
FN (%) 16,23 1,79

Precisão (%) 65,45 97,59
Sensibilidade (%) 30,77 72,32

F-measure 0,42 0,83

Figura 5.11: Taxa de TP, FN e FP, resultantes do teste do algoritmo de contagem, considerando
apenas imagens RGB do espaço captado, em comparação com a integração das imagens de pro-
fundidade no mesmo algoritmo.
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Nos resultados obtidos, o teste do algoritmo de contagem que realiza o processamento da ima-

gem RGB e do mapa de profundidade destaca-se do teste que considera apenas as imagens RGB

pela melhoria geral de resultados. Enquanto que no teste que considera informação de profundi-

dade, a taxa de TP ronda os 72%, o teste apenas com imagens RGB apresenta uma taxa de TP

de cerca de 30%, uma diferença estatisticamente significativa. Em comparação com os resultados

obtidos do algoritmo de contagem utilizando apenas imagens RGB, o aumento considerável do

número de TP e a consequente diminuição do número de FP e FN no teste que integra o algo-

ritmo de deteção de pessoas em imagens de profundidade é um indicador claro da contribuição

da informação de profundidade no aumento da robustez da deteção e contagem de pessoas. Esta

melhoria no desempenho do algoritmo de contagem reflete-se ainda numa considerável melhoria

das métricas precisão, sensibilidade e F-measure.

Realça-se ainda que, em cada um dos testes, a taxa de FP é mais baixa que a taxa de FN, o que

demonstra que este algoritmo, caso não detete corretamente entradas e saídas, não tem tendência

de registar deteções de pessoas que não estiveram presentes na imagem. Este facto remete-nos à

conclusão de que poderão existir algumas falhas na deteção de pessoas presentes na imagem ou

no seguimento das mesmas em imagens consequentes. Uma das causas que possa estar na origem

da falha na deteção e seguimento de pessoas está diretamente relacionada com as restrições da

montagem da câmara RGB-D. Mais especificamente, a altura a que a câmara é montada pode

comprometer a eficácia da contagem de pessoas, uma vez que pessoas mais altas ocupam grande

parte da imagem, podendo ser detetadas na zona de entrada ou de saída por se movimentarem num

curto espaço real.

5.4 Avaliação do algoritmo de segmentação e estimação de métricas
a partir de imagens RGB

A estimação dos 15 pontos do esqueleto de cada pessoa foi testada em imagens com uma vista

frontal do espaço captado (garu I), ilustradas na Figura 5.12.

A estimação de medidas antropométricas a partir da localização dos pontos do esqueleto de

cada pessoa foi comparada com a informação de referência da base de dados, possibilitando o

cálculo dos erros de estimação relativamente a cada medida. Nesta etapa, foram estimadas a altura,

comprimento entre a cabeça e ombros, comprimento entre os ombros e a anca e o comprimento

das pernas, com base na localização dos pontos do esqueleto na imagem, de acordo com a Figura

5.13.

Os resultados obtidos pela aplicação do algoritmo que realiza a segmentação e estimação de

métricas de cada pessoa aplicado às imagens onde as pessoas se encontram estáticas e em diferen-

tes posições relativamente à câmara RGB (grau I) podem ser consultados na Tabela 5.4 e na Figura

5.14. Neste teste foram processadas um total de 480 imagens, das quais 423 foram consideradas

para avaliação das medidas estimadas. As restantes 57 imagens foram eliminadas devido a falhas

na estimação dos pontos do esqueleto ou à obtenção de valores extremos das medidas estimadas.
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Figura 5.12: Exemplo de algumas deteções resultantes do algoritmo desenvolvido na segunda
etapa do processo, em imagens correspondentes ao grau I.

Figura 5.13: Conjunto e medidas estimadas na segunda etapa do processo proposto. A altura entre
dois pontos é estimada a partir da diferença entre as suas coordenadas segundo o exo vertical.

No panorama geral, todas as medidas estimadas apresentam um Erro Percentual Absoluto

Médio entre 11,57% e 23,40% à exceção da estimação do comprimento entre o ombro direito e a

anca (2 - 8) cujo Erro Médio Absoluto ronda os 25cm e a estimação da altura que se destaca pela

precisão na sua estimativa, apresentando um Erro Médio Absoluto que não ultrapassa os 9cm.
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Tabela 5.4: Resultados obtidos pela aplicação do algoritmo desenvolvido na segunda etapa do
processo, em imagens correspondentes ao grau I.

Alturas
estimadas

0 - 10 0 - 13 0 - 2 0 - 5 2 - 8 5 - 11 8 - 10 11 - 13

EAM (mm) 82,80 82,97 81,54 66,20 253,16 59,75 123,87 130,94
EPAM (%) 4,39 4,42 23,40 18,96 49,37 11,57 13,92 14,89

Figura 5.14: Comparação do EAM e do EPAM resultantes estimação das medidas antropométricas
pelos algoritmos implementados na segunda etapa.

Dividindo o conjunto de imagens testadas em dois grupos, imagens em que estão presentes

pessoas do sexo feminino e imagens captadas de indivíduos do sexo masculino, é possível analisar

a influência do género das pessoas nas medidas estimadas. Os resultados obtidos no teste desses

dois grupos estão expostos nas Figuras 5.15 e 5.16 e foram congruentes com os resultados obtidos

pelo de teste de todas as imagens. Nomeadamente, no teste dos dois grupos, o erro absoluto médio

associado à medida entre o ombro direito e a anca continua a destacar-se dos erros associados

às outras medidas por atingir erros percentuais absolutos médios de aproximadamente 50%. A

medida com melhor precisão continua a ser a altura e a taxa de erro das restantes medidas, em

ambos os grupos, aproximam-se dos erros obtidos no teste de todas as imagens correspondentes

ao grau I, concluindo-se que as fontes de erro não estão associadas a nenhum género em particular.

Os erros de medida obtidos nesta etapa podem ser induzidos pelo algoritmo de deep learning

de estimação da posição humana ou pela calibração dos parâmetros extrínsecos que permite o

cálculo das coordenadas (x, y) da imagem em coordenadas (X, Y, Z) do referencial real. Pela

análise de estimação dos pontos do esqueleto pode-se observar um maior erro na localização dos

pontos das ancas, joelhos e pés comparativamente com os pontos detetados na cabeça e ombros.

O aumento do erro de estimação dos pontos do esqueleto nas extremidades da imagem, compa-

rativamente com os pontos estimados no centro da imagem pode ser explicado pela distorção de

barril da lente da câmara RGB e pelo facto da distância da câmara instalada à região da cabeça ser

menor que a distância da câmara aos pés, originando a propagação do erro. A precisão da estima-

ção dos 15 pontos do esqueleto influencia diretamente todas as medidas extraídas, uma vez que
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Figura 5.15: Comparação do EAM e EPAM resultantes da aplicação dos algoritmos desenvolvidos
na segunda etapa em imagens do grau I onde estão presentes apenas pessoas do sexo masculino.

Figura 5.16: Comparação do EAM e EPAM resultantes da aplicação dos algoritmos desenvolvidos
na segunda etapa em imagens do grau I onde estão presentes apenas pessoas do sexo feminino.

definem o intervalo de píxeis determinada parte do corpo, segundo o eixo vertical da imagem. Em

alguns casos, os pontos do esqueleto estimados são mesmo considerados outliers pelo algoritmo

por não respeitar a cinemática do esqueleto humano (Figura 5.17). Existem ainda erros associa-

dos à transformação dos pontos do esqueleto na imagem em pontos no referencial real, pelo facto

dos parâmetros intrínsecos e extrínsecos calculados (consultar secção 3.4.2) terem também erros

associados.

Figura 5.17: Ilustração de algumas imagens que não são consideradas para efeitos de avaliação
devido à falha da estimação dos pontos do esqueleto.
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5.5 Avaliação da fusão do processamento de imagens RGB e RGB-D

A fusão das etapas permite o ajuste da localização dos pontos do esqueleto gerados na segunda

fase, pela informação da altura estimada pelo algoritmo de deteção e estimação de métricas a

partir de imagens de profundidade (Figura 5.18). Este ajuste pressupõe que a medida da altura

estimada na primeira fase é mais precisa que a altura estimada na segunda fase. Este pressuposto é

comprovado pelas análises dos resultados obtidos em cada uma das etapas, obtendo-se um EPAM

de 1,77% na estimação da altura da primeira fase e 4,39% na segunda etapa, testando imagens

correspondentes ao grau I em ambas as abordagens.

Figura 5.18: Exemplos de ajuste dos pontos do esqueleto na segunda etapa pela informação das
medidas obtidas na primeira etapa.

O algoritmo implementado na segunda etapa do processo foi novamente testado, mas desta

vez, as métricas foram estimadas a partir da localização dos pontos do esqueleto depois de ajus-

tados. A fusão permitiu ainda estimar a largura das ancas por comparação com a informação da

largura de ombros estimada na primeira etapa e pelo cálculo do intervalo de píxeis entre os pontos

dos ombros (2 - 5) e das ancas (8 - 11), segundo o eixo horizontal da imagem. A fusão foi testada

em imagens com pessoas em movimento (grau II) e os resultados obtidos podem ser consultados

na Tabela 5.5 e na Figura 5.19.

Mais uma vez, o conjunto de imagens testado foi divido em dois grupos, separando imagens

onde pessoas do sexo feminino e pessoas do sexo masculino se encontram em movimento. À

semelhança da análise destes mesmos grupos na primeira etapa, apenas se verificam diferenças

significativas na estimação da largura de ombros entre homens e mulheres, existindo uma maior

ocorrência de erros na estimação da largura de ombros em pessoas do sexo feminino. Uma vez

que esta medida é obtida do algoritmo de processamento de imagens de profundidade em que a
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Tabela 5.5: Resultados obtidos após a fusão das etapas do processo, em imagens correspondentes
ao grau II.

Altura Comprimento
cabeça-
ombros

Comp.
ombros-

anca

Comp.
pernas

Largura
de

ombros

Largura
de ancas

EAM
(mm)

42,96 72,77 137,03 94,21 89,86 127,01

EPAM
(%)

2,07 21,05 26,61 10,59 22,67 39,03

Figura 5.19: Comparação do EAM e do EPAM resultantes estimação da fusão das duas etapas em
imagens correspondentes ao grau II.

reflexão do cabelo, cabelos longos ou de grandes dimensões são bastante frequentes nas imagens

captadas de participantes do sexo feminino. Esses fatores promovem a falta de informação de

profundidade da região dos ombros, aumentando consequentemente o erro de estimação desta

medida.

Comparando os resultados da segunda etapa e da fusão de etapas, ou seja, analisando a influên-

cia do ajuste da localização dos pontos do esqueleto de cada pessoa, conclui-se que a fusão das

etapas melhora a precisão em todas as medidas estimadas na segunda fase. Destaca-se a diminui-

ção do erro de estimação do comprimento entre os ombros e a anca, uma medida que apresentava

um EPAM de 49,37% na avaliação da segunda fase.
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Figura 5.20: Comparação do EAM e EPAM resultantes da fusão das duas etapas em imagens do
grau II, onde estão presentes apenas pessoas do sexo masculino.

Relembrando ainda os resultados obtidos na primeira etapa do processo proposto, conclui-se

que a estimação da altura pelo algoritmo implementado na primeira fase é uma estimação mais

fiável, comparativamente com a estimação da altura resultante da fusão das duas etapas. Desta

forma, comprova-se que a abordagem que recorre ao processamento de imagens de profundidade

de uma câmara instalada verticalmente realiza a estimação da altura com melhor precisão compa-

rativamente ao método de estimação dos pontos do esqueleto em imagens RGB com vista frontal

do espaço.



Capítulo 6

Conclusões e Trabalho Futuro

6.1 Conclusões finais

Foi preparado um módulo de aquisição de um dataset e uma base de dados com informação

que caracteriza cada pessoa presente nas imagens, uma das grandes contribuições desta disserta-

ção. A preparação do dataset justifica-se pelo facto de não terem sido encontradas sequências de

imagens e vídeos que assegurassem o cumprimento dos requisitos tecnológicos, com informação

de referência acerca das medidas antropométricas para comparação de resultados.

As imagens e vídeos adquiridos com diferentes graus de dificuldade possibilitaram avaliar

o conjunto de algoritmos propostos em diferentes fases. Para além disso, cada uma das etapas

do processo proposto, que realiza o processamento de informação de cada câmara utilizada, foi

avaliado individualmente, analisando-se ainda o impacto da fusão das duas etapas nos resultados.

Pela análise dos resultado obtidos na primeira etapa, destaca-se a precisão da estimação da

altura, apresentando EPAM inferiores a 6%, mesmo testando o algoritmo em imagens onde mais

múltiplas pessoas estão presentes na cena (grau III). Comparativamente com as outras medidas

estimadas na primeira etapa, a estimativa da largura de ombros realça-se por ser a medida com

maior taxa de erro associada, que aumenta com a crescente complexidade das imagens testadas.

Pela análise dos resultados do teste do algoritmo da primeira etapa em imagens apenas com pes-

soas do sexo feminino presentes e imagens com apenas pessoas do sexo masculino, conclui-se

que existe uma incidência significativamente maior de erros na estimação da largura de ombros

em imagens onde estão presentes pessoas do sexo feminino. Conclui-se que esses erros se possam

dever a falhas na deteção da pessoa na imagem devido à falta de informação topográfica da região

dos ombros. Na grande maioria, provocados pelas dimensões e reflexões do cabelo, situações mais

frequentes em pessoas do sexo feminino na amostra do dataset adquirido.

A integração da informação de profundidade no algoritmo de contagem de pessoas contribuiu

para aumentar a taxa de true positives de 30% para 72%, assim como promoveu o aumento da

precisão e sensibilidade deste algoritmo, inferindo-se assim o aumento da sua robustez.

O conjunto de medidas antropométricas estimadas na segunda etapa apresentam um EPAM

entre 11,57% e 23,40% à exceção da estimação do comprimento entre o ombro direito e a anca,
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que apresenta a maior taxa de erro associado. A estimação da altura nesta etapa destaca-se pela

sua precisão, apresentando um EPAM que não ultrapassa os 4,39%. Estes resultados melhoraram

significativamente com a sincronização da informação das métricas estimadas na primeira etapa.

Essa informação permitiu o ajuste dos pontos do esqueleto gerados na segunda fase, diminuindo

consequentemente a taxa de erros associados a cada medida. Conclui-se assim que a fusão das

etapas melhora a precisão em todas as medidas estimadas, possibilitando a caracterização multi-

modal das pessoas. Ainda assim, a estimação da altura gerada na primeira etapa é mais precisa

que a altura estimada após a fusão, pelo que se pode concluir que a abordagem que recorre ao

processamento de imagens RGB-D é um método mais fiável para estimar a altura das pessoas.

6.2 Trabalho Futuro

O trabalho desenvolvido nesta dissertação tem potencial e encontra-se em boas condições para

o desenvolvimento de novos estudos. Entre elas, a substituição da câmara RGB por uma câmara

estereoscópica, extraindo assim informação de profundidade numa perspetiva frontal, sem interfe-

rência na projeção da malha laser da Intel R© RealSenseTM Camera ZR300; ou ainda a substituição

da câmara RGB-D por uma câmara estereoscópica, estudando a sua contribuição nos resultados

obtidos.

Adicionalmente, o seguimento de pessoas implementado no algoritmo que realiza a contagem,

poderia considerar as medidas antropométricas estimadas ao longo de imagens consequentes para

remoção de outliers. Poderia ser feita ainda uma análise estatística das medidas estimadas para

determinada pessoa, ao longo do tempo, que gera estimativas mais fiáveis dessas medidas. O

seguimento e caracterização de pessoas pode ainda ser integrado num módulo de reconhecimento

de ações humanas referidas no capítulo 2.

Outra possibilidade seria a integração de um módulo que implementasse o reconhecimento

de género a partir da face nas imagens captadas pela câmara RGB, uma vez que o algoritmo que

estima os pontos do esqueleto devolve a localização 2D dos pontos acima e abaixo da cabeça

permitindo facilmente obter a imagem da face.
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[37] R. S. Stanković and B. J. Falkowski, “The haar wavelet transform: its status and achieve-
ments,” Computers & Electrical Engineering, vol. 29, no. 1, pp. 25–44, 2003.

[38] V. N. Vapnik, “An overview of statistical learning theory,” IEEE transactions on neural
networks, vol. 10, no. 5, pp. 988–999, 1999.

[39] M. V. Correia and A. C. Campilho, “Real-time implementation of an optical flow algo-
rithm,” in Pattern Recognition, 2002. Proceedings. 16th International Conference on, vol. 4,
pp. 247–250, IEEE, 2002.

[40] D. Grosu and H. Galmeanu, “Motion estimation in mpeg-2 video encoding using a parallel
block matching algorithm,” 1998.

[41] T. Lindeberg, “Scale Invariant Feature Transform,” Scholarpedia, vol. 7, no. 5, p. 10491,
2012. revision #153939.

[42] K. A. Joshi and D. G. Thakore, “A survey on moving object detection and tracking in video
surveillance system,” International Journal of Soft Computing and Engineering, vol. 2, no. 3,
pp. 44–48, 2012.

[43] L. Xia, C.-C. Chen, and J. K. Aggarwal, “Human detection using depth information by ki-
nect,” in Computer Vision and Pattern Recognition Workshops (CVPRW), 2011 IEEE Com-
puter Society Conference on, pp. 15–22, IEEE, 2011.

[44] T. Bouwmans, F. El Baf, and B. Vachon, “Background modeling using mixture of gaussi-
ans for foreground detection-a survey,” Recent Patents on Computer Science, vol. 1, no. 3,
pp. 219–237, 2008.

[45] L. Lo Presti and M. La Cascia, “3d skeleton-based human action classification,” Pattern
Recognition, vol. 53, no. C, pp. 130–147, 2016.

https://www.censys3d.com/


82 REFERÊNCIAS

[46] D. Comaniciu and P. Meer, “Mean shift: A robust approach toward feature space analysis,”
IEEE Transactions on pattern analysis and machine intelligence, vol. 24, no. 5, pp. 603–619,
2002.

[47] Z. Ma and A. B. Chan, “Crossing the line: Crowd counting by integer programming with
local features,” in Proceedings of the IEEE Conference on Computer Vision and Pattern
Recognition, pp. 2539–2546, 2013.

[48] Á. A. E. Contreras, P. J. S. Caimán, and H. E. V. Angulo, “Design and implementation of
an improved methodology for characterizing anthropometric profile using kinect sensor,”
Engineering in Medical Applications, p. 48, 2016.

[49] B. J. Fabián, “Person body height measurement by using surveillance cameras,” 2014.

[50] A. Criminisi, I. Reid, and A. Zisserman, “Single view metrology,” International Journal of
Computer Vision, vol. 40, no. 2, pp. 123–148, 2000.

[51] C. BenAbdelkader and Y. Yacoob, “Statistical body height estimation from a single image,”
in Automatic Face & Gesture Recognition, 2008. FG’08. 8th IEEE International Conference
on, pp. 1–7, IEEE, 2008.

[52] Y.-P. Guan, “Unsupervised human height estimation from a single image,” Journal of Bio-
medical Science and Engineering, vol. 2, no. 06, p. 425, 2009.

[53] C. Velardo and J.-L. Dugelay, “Weight estimation from visual body appearance,” in Biome-
trics: Theory Applications and Systems (BTAS), 2010 Fourth IEEE International Conference
on, pp. 1–6, IEEE, 2010.

[54] C. Velardo, J.-L. Dugelay, M. Paleari, and P. Ariano, “Building the space scale or how to
weigh a person with no gravity,” in Emerging Signal Processing Applications (ESPA), 2012
IEEE International Conference on, pp. 67–70, IEEE, 2012.

[55] L. L. Presti and M. La Cascia, “3d skeleton-based human action classification: A survey,”
Pattern Recognition, vol. 53, pp. 130–147, 2016.

[56] M. Andriluka, S. Roth, and B. Schiele, “Pictorial structures revisited: People detection and
articulated pose estimation,” in Computer Vision and Pattern Recognition, 2009. CVPR 2009.
IEEE Conference on, pp. 1014–1021, IEEE, 2009.

[57] D. Mehta, S. Sridhar, O. Sotnychenko, H. Rhodin, M. Shafiei, H.-P. Seidel, W. Xu, D. Casas,
and C. Theobalt, “Vnect: Real-time 3d human pose estimation with a single rgb camera,”
ACM Transactions on Graphics (TOG), vol. 36, no. 4, p. 44, 2017.

[58] E. Gedat, P. Fechner, R. Fiebelkorn, and R. Vandenhouten, “Multiple human skeleton re-
cognition in rgb and depth images with graph theory, anatomic refinement of point clouds
and machine learning,” in Systems, Man, and Cybernetics (SMC), 2016 IEEE International
Conference on, pp. 000627–000631, IEEE, 2016.

[59] A. Weiss, D. Hirshberg, and M. J. Black, “Home 3d body scans from noisy image and range
data,” in Computer Vision (ICCV), 2011 IEEE International Conference on, pp. 1951–1958,
IEEE, 2011.



REFERÊNCIAS 83

[60] E. P. Ijjina and C. K. Mohan, “Human action recognition based on mocap information using
convolution neural networks,” in Machine Learning and Applications (ICMLA), 2014 13th
International Conference on, pp. 159–164, IEEE, 2014.

[61] P. F. Felzenszwalb and D. P. Huttenlocher, “Pictorial structures for object recognition,” In-
ternational journal of computer vision, vol. 61, no. 1, pp. 55–79, 2005.

[62] C. Zhang and Z. Zhang, “A survey of recent advances in face detection,” 2010.

[63] P. Viola and M. Jones, “Rapid object detection using a boosted cascade of simple features,”
in Computer Vision and Pattern Recognition, 2001. CVPR 2001. Proceedings of the 2001
IEEE Computer Society Conference on, vol. 1, pp. I–I, IEEE, 2001.

[64] B. A. Golomb, D. T. Lawrence, and T. J. Sejnowski, “Sexnet: A neural network identifies
sex from human faces.,” in NIPS, vol. 1, p. 2, 1990.

[65] E. Eidinger, R. Enbar, and T. Hassner, “Age and gender estimation of unfiltered faces,” IEEE
Transactions on Information Forensics and Security, vol. 9, no. 12, pp. 2170–2179, 2014.

[66] E. Makinen and R. Raisamo, “Evaluation of gender classification methods with automa-
tically detected and aligned faces,” IEEE Transactions on Pattern Analysis and Machine
Intelligence, vol. 30, no. 3, pp. 541–547, 2008.

[67] F. M. Castro, M. J. Marín-Jiménez, and N. Guil, “Multimodal features fusion for gait, gender
and shoes recognition,” Machine Vision and Applications, vol. 27, no. 8, pp. 1213–1228,
2016.

[68] J. K. Aggarwal and L. Xia, “Human activity recognition from 3d data: A review,” Pattern
Recognition Letters, vol. 48, pp. 70–80, 2014.

[69] I. RealSenseTM, “Intel R© realsenseTM cross platform api.” https://github.com/
IntelRealSense/librealsense/tree/v1.12.1. Acedido em: 2018-05-22.

[70] I. RealSenseTM, “What’s new - zr300 support..” https://github.com/
IntelRealSense/librealsense/blob/v1.12.1/doc/whats_new.md. Ace-
dido em: 2018-05-22.

[71] Intel R©, “Support. intel R© realsenseTM technology..” https://www.intel.com/
content/www/us/en/support/products/87466/emerging-technologies/
intel-realsense-technology.html. Acedido em: 2018-05-22.

[72] Sony, “Network camera - application guide.” https://pro.sony/s3/
cms-static-content/uploadfile/50/1237493087250.pdf. Acedido em:
2018-05-22.

[73] Sony, “Network camera - smartphone viewer user’s manual.” https://pro.sony/s3/
cms-static-content/uploadfile/74/1237493086874.pdf. Acedido em: 2018-
05-22.

[74] R. Hartley and A. Zisserman, Multiple view geometry in computer vision. Cambridge uni-
versity press, 2003.

[75] I. RealSenseTM, “Developer’s guide.” https://software.intel.com/sites/
products/realsense/sdk/developer_guide.html. Acedido em: 2018-05-22.

https://github.com/IntelRealSense/librealsense/tree/v1.12.1
https://github.com/IntelRealSense/librealsense/tree/v1.12.1
https://github.com/IntelRealSense/librealsense/blob/v1.12.1/doc/whats_new.md
https://github.com/IntelRealSense/librealsense/blob/v1.12.1/doc/whats_new.md
https://www.intel.com/content/www/us/en/support/products/87466/emerging-technologies/intel-realsense-technology.html
https://www.intel.com/content/www/us/en/support/products/87466/emerging-technologies/intel-realsense-technology.html
https://www.intel.com/content/www/us/en/support/products/87466/emerging-technologies/intel-realsense-technology.html
https://pro.sony/s3/cms-static-content/uploadfile/50/1237493087250.pdf
https://pro.sony/s3/cms-static-content/uploadfile/50/1237493087250.pdf
https://pro.sony/s3/cms-static-content/uploadfile/74/1237493086874.pdf
https://pro.sony/s3/cms-static-content/uploadfile/74/1237493086874.pdf
https://software.intel.com/sites/products/realsense/sdk/developer_guide.html
https://software.intel.com/sites/products/realsense/sdk/developer_guide.html


84 REFERÊNCIAS

[76] Inkyu, “Sensor calibration.” https://github.com/ethz-asl/mav_dji_ros_
interface/wiki/Sensor-Calibration. Acedido em: 2018-05-22.

[77] P. Zanuttigh, G. Marin, C. Dal Mutto, F. Dominio, L. Minto, and G. M. Cortelazzo, Time-of-
flight and structured light depth cameras. Springer, 2016.

[78] E. R. Dougherty and R. A. Lotufo, “Hands-on morphological image processing,” vol. 59,
ch. 2, SPIE press, 2003.

[79] Y. Zhang and T. Funkhouser, “Deep depth completion of a single rgb-d image,” arXiv pre-
print arXiv:1803.09326, 2018.

[80] N.-E. Yang, Y.-G. Kim, and R.-H. Park, “Depth hole filling using the depth distribution of
neighboring regions of depth holes in the kinect sensor,” in Signal Processing, Communica-
tion and Computing (ICSPCC), 2012 IEEE International Conference on, pp. 658–661, IEEE,
2012.

[81] K. N. Chaudhury, D. Sage, and M. Unser, “Fast o(1) bilateral filtering using trigonometric
range kernels,” IEEE Transactions on Image Processing, vol. 20, no. 12, pp. 3376–3382,
2011.

[82] S. o. I. University of Edinburgh, “Bilateral filtering for gray and color ima-
ges.” http://homepages.inf.ed.ac.uk/rbf/CVonline/LOCAL_COPIES/
MANDUCHI1/Bilateral_Filtering.html. Acedido em: 2018-05-22.

[83] L. Najman and M. Schmitt, “Watershed of a continuous function,” Signal Processing, vol. 38,
no. 1, pp. 99–112, 1994.

[84] OpenCV, “Image segmentation with watershed algorithm.” https://docs.opencv.
org/3.3.1/d3/db4/tutorial_py_watershed.html. Acedido em: 2018-05-22.

[85] OpenCV, “Image segmentation with distance transform and watershed algorithm.” https:
//docs.opencv.org/3.3.0/d2/dbd/tutorial_distance_transform.html.
Acedido em: 2018-05-22.

[86] A. Rosebrock, “Non-maximum suppression for object detection
in python.” https://www.pyimagesearch.com/2014/11/17/
non-maximum-suppression-object-detection-python/. Acedido em:
2018-05-22.

[87] S.-E. Wei, V. Ramakrishna, T. Kanade, and Y. Sheikh, “Convolutional pose machines,” in
Proceedings of the IEEE Conference on Computer Vision and Pattern Recognition, pp. 4724–
4732, 2016.

[88] J. Taylor, Introduction to error analysis, the study of uncertainties in physical measurements.
1997.

https://github.com/ethz-asl/mav_dji_ros_interface/wiki/Sensor-Calibration
https://github.com/ethz-asl/mav_dji_ros_interface/wiki/Sensor-Calibration
http://homepages.inf.ed.ac.uk/rbf/CVonline/LOCAL_COPIES/MANDUCHI1/Bilateral_Filtering.html
http://homepages.inf.ed.ac.uk/rbf/CVonline/LOCAL_COPIES/MANDUCHI1/Bilateral_Filtering.html
https://docs.opencv.org/3.3.1/d3/db4/tutorial_py_watershed.html
https://docs.opencv.org/3.3.1/d3/db4/tutorial_py_watershed.html
https://docs.opencv.org/3.3.0/d2/dbd/tutorial_distance_transform.html
https://docs.opencv.org/3.3.0/d2/dbd/tutorial_distance_transform.html
https://www.pyimagesearch.com/2014/11/17/non-maximum-suppression-object-detection-python/
https://www.pyimagesearch.com/2014/11/17/non-maximum-suppression-object-detection-python/

	Página de Rosto
	Conteúdo
	Lista de Figuras
	Lista de Tabelas
	1 Introdução
	1.1 Motivação
	1.2 Objetivos
	1.3 Contribuições

	2 Revisão Bibliográfica
	2.1 Equipamentos
	2.2 Soluções do mercado
	2.3 Algoritmos de processamento de dados visuais e de profundidade
	2.3.1 Deteção de pessoas
	2.3.2 Contagem de pessoas
	2.3.3 Extração de informação antropométrica
	2.3.4 Características biométricas
	2.3.5 Reconhecimento de ações humanas


	3 Aquisição de dados
	3.1 Requisitos para a aquisição de dados
	3.2 Tecnologias utilizadas
	3.2.1 Intel® RealSense™ Camera ZR300
	3.2.2 Sony SNC-CH120

	3.3 Análise de Requisitos
	3.4 Módulo de captura de imagens e vídeos
	3.4.1 Caracterização das sequências e informação de referência
	3.4.2 Calibração geométrica


	4 Processo proposto para deteção e caracterização de pessoas
	4.1 Extração de informação da imagem RGB-D
	4.1.1 Remoção de ruído de fundo
	4.1.2 Preenchimento do mapa de profundidade
	4.1.3 Segmentação de pessoas
	4.1.4 Extração de métricas

	4.2 Contagem de entradas e saídas
	4.3 Extração de informação da imagem RGB
	4.3.1 Fusão do processamento de imagens RGB com informação do processamento de informação de profundidade


	5 Análise de resultados
	5.1 Estratégia de avaliação
	5.1.1 Processamento de informação da câmara RGB-D
	5.1.2 Processamento de informação da câmara RGB
	5.1.3 Fusão do processamento de imagens RGB e RGB-D em diferentes perspetivas

	5.2 Avaliação dos algoritmos de deteção e estimação de medidas antropométricas de pessoas a partir de imagens RGB-D
	5.3 Avaliação do algoritmo de contagem
	5.4 Avaliação do algoritmo de segmentação e estimação de métricas a partir de imagens RGB
	5.5 Avaliação da fusão do processamento de imagens RGB e RGB-D

	6 Conclusões e Trabalho Futuro
	6.1 Conclusões finais
	6.2 Trabalho Futuro

	Referências

